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Universidad Nacional del Sur

Bah́ıa Blanca, 18 de Junio de 2019

UNIVERSIDAD NACIONAL DEL SUR
Secretaŕıa General de Posgrado y Educación Continua

La presente tesis ha sido aprobada el . . . /. . . /. . . , mereciendo
la calificación de . . . . . . (. . . . . . . . . )





Agradecimientos

Quiero agradecer a todos aquellos que han colaborado de alguna u otra manera a que

haya logrado finalizar este camino, que ha resultado más largo y desafiante de lo esperado,

no cabe duda que sin el aporte de todos ustedes esto no hubiera sido posible. En primer

lugar, quiero agradecer a mis directoras, Ana y Marcela, por toda la paciencia y dedicación

que han mostrado durante estos años, sobre todo cuando empece con la escritura de esta

tesis y las cosas no me estaban saliendo según lo planeado, siempre hicieron todo lo posible

para que pudiera salir adelante. También agradezco su confianza por acompañarme una
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Resumen

Los sistemas de recomendación se han hecho cada vez más frecuentes en los últimos

años, ya que ayudan a los usuarios a acceder a elementos relevantes del vasto universo de

posibilidades disponibles en estos d́ıas. La mayoŕıa de las investigaciones existentes en el

área se basan puramente en aspectos cuantitativos, tales como ı́ndices de popularidad o

medidas de similitud entre elementos o usuarios.

En esta tesis se desarrollaron distintos modelos para la implementación de sistemas de

recomendación, que incorporan aspectos que difieren de los más clásicos de un recomen-

dador. Uno de los modelos desarrollados incorpora la noción de confiabilidad, mientras

que otro fomenta la transparencia de la recomendación para los usuarios y la flexibilidad

para instanciar las preferencias de recomendación en un sistema de recomendación. Los

modelos propuestos incorporan el uso de argumentos a favor o en contra de las recomen-

daciones para determinar si una sugerencia debe ser presentada o no a un usuario. Para

lograr esto, se adopta la Programación Lógica Rebatible (DeLP, del inglés, Defeasible Lo-

gic Programming) como el formalismo subyacente para modelar hechos y reglas sobre el

dominio de recomendación y para computar el proceso de argumentación.

Este enfoque tiene varias ventajas sobre otras técnicas de recomendación existentes.

En particular, las recomendaciones se pueden refinar fácilmente en cualquier momento

agregando nuevas reglas pulidas. También, queda en evidencia la capacidad de inferencia

de los modelos propuestos. Lo más importante es que las explicaciones que apoyan cada

recomendación pueden proporcionarse de una manera que sea fácil de entender para el

usuario, por medio de los argumentos calculados.





Abstract

Recommender systems have become prevalent in recent years as they help users to

access relevant items from the vast universe of possibilities available these days. Most

existing research in this area is based purely on quantitative aspects such as indices of

popularity or measures of similarity between items or users.

In this thesis, different models were developed for the implementation of recommen-

dation systems, which incorporate aspects that differ from those classically found in a

recommender. One of the models developed incorporate the notion of trust, while another

promotes the transparency of the recommendation for users and the flexibility to ins-

tantiate recommendation preferences in a recommendation system. The proposed models

incorporate the use of arguments in favor or against recommendations to determine if a

suggestion should be presented or not to a user. In order to accomplish this, Defeasible

Logic Programming (DeLP) is adopted as the underlying formalism to model facts and

rules about the recommendation domain and to compute the argumentation process.

This approach has a number of advantages over other existing recommendation tech-

niques. In particular, recommendations can be easily refined at any time by adding new

polished rules. Also, the inference capability of the proposed models is evident. Most im-

portantly, explanations supporting each recommendation can be provided in a way that

is easily understood by the user, by means of the computed arguments.
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Caṕıtulo 1

Introducción

Hoy en d́ıa, Internet está disponible prácticamente en todas partes debido a los avances

de la tecnoloǵıa. Hay teléfonos celulares, computadoras y relojes inteligentes que tienen

la capacidad de conectarse a Internet. La gente usa estos dispositivos y proporciona más

y más información a través de Internet. Gran parte de esta nueva información diaria es

generada a partir de la interacción con las redes sociales. Analizando algunas estad́ısticas

publicadas por Brandwatch1, se observa cuál es el volumen de estas interacciones en las

principales redes sociales de hoy en d́ıa. Por ejemplo en Instagram, en un d́ıa promedio,

se comparten 80 millones de imágenes, en YouTube se suben 400 horas de video por

minuto, en Facebook se publican 350 millones de fotos al d́ıa y en Twitter, también en

el mismo peŕıodo, se generan 500 millones de tweets. La información no solo se obtiene

de computadoras personales y teléfonos móviles, sino también de cajas registradoras que

las personas usan cuando realizan compras. Además, los centros de investigación tienen

enormes bases de datos con fines cient́ıficos. Los observatorios astronómicos almacenan

imágenes de galaxias y registran cada segundo del universo. Por lo tanto, existe una gran

sobrecarga de información que está creciendo d́ıa a d́ıa. Como resultado, las bases de

datos han crecido de gigabytes a terabytes y hasta petabytes. Es por esto que existen

grandes conjuntos de datos que están disponibles en todas partes. Un gran conjunto de

datos puede ser beneficioso si se supervisa y gestiona adecuadamente.

Todo esto conduce a que sea necesaria la existencia de mecanismos que permitan

extraer información relevante de los conjuntos de datos, porque los datos por śı mismos

1https://www.brandwatch.com/
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no proporcionan mucha información. Estos se deben procesar, organizar, estructurar o

presentar en un contexto dado para hacerlos realmente útiles.

Este tipo de mecanismos se ha aplicado en distintos dominios. Por ejemplo, los sitios

de comercio electrónico utilizan uno de estos mecanismos, conocido como sistemas de

recomendación, para ofrecer sugerencias efectivas de productos a sus clientes. Compañ́ıas

como Amazon o Netflix brindan propuestas a sus clientes, también, a partir de sistemas

de recomendación. De esta manera, están haciendo recomendaciones de productos en los

que los clientes podŕıan estar interesados, además de los demás productos en su sitio web.

Los sistemas de recomendación no solo son populares en el sector del comercio

electrónico, sino también en el sector de medios digitales. Los sitios web que ofrecen noti-

cias, música, peĺıculas o fotograf́ıas usan sistemas de recomendación. Hay muchas razones

para usar este tipo de sistemas. Un diario online, le puede proponer al usuario una noticia

para leer, una radio por Internet puede elegir la siguiente canción para reproducir, o un

sitio web de peĺıculas puede sugerir una peĺıcula que a los usuarios les puede gustar. Hay

demasiado para leer, escuchar o mirar. Es por esto, que las personas necesitan de estos

mecanismos, para evitar tener que filtrar y seleccionar solo el contenido o la información

que sea relevante o interesante para ellos directamente del conjunto de datos.

En esta tesis se aborda el estudio y desarrollo de mecanismos o herramientas conocidos

como sistemas de recomendación. En particular, se propone una manera de modelar la

confiabilidad de los usuarios del sistema basada en argumentación. Además se proponen

sistemas de recomendación que tienen la particularidad de ser mixtos, combinando tanto

aspectos cuantitativos como cualitativos al momento de realizar la recomendación. Como

parte de la contribución, se han demostrado teóricamente ciertas propiedades que cumple

la noción de confiabilidad. Por otra parte, otro aspecto novedoso es que el uso de la

argumentación para generar recomendaciones no solo aporta poder predictivo al sistema

sino también poder explicativo.

Lo expuesto en esta tesis incorpora caracteŕısticas y elementos que aún no hab́ıan sido

considerados en forma conjunta por otras propuestas desarrolladas hasta el momento. En

consecuencia, los resultados obtenidos en esta tesis brindan una contribución importante

a los desarrollos en la comunidad, tanto de los sistemas de recomendación como de los

de argumentación, significando esto un aporte dentro de las áreas de Mineŕıa de Datos e

Inteligencia Artificial en las Ciencias de la Computación.
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En lo que resta de este caṕıtulo se presentará brevemente el contexto junto con las

motivaciones que guiaron el desarrollo de esta tesis. Seguido de esto se describirán las

principales contribuciones y resultados obtenidos. Finalmente, se indicará la organización

del resto de la tesis, detallando brevemente el contenido de los caṕıtulos siguientes.

Sistemas de Recomendación

Los sistemas de recomendación son mecanismos de apoyo que ayudan a los usuarios

en su proceso de toma de decisiones al interactuar con volúmenes de información grandes

o complejos. La mayoŕıa de los sistemas de recomendación están destinados a ayudar a

los usuarios para hacer frente al problema de la sobrecarga de información, facilitando

el acceso a los elementos pertinentes [Mae94, JZFF10, RRSK11, MS17]. Con elementos

nos podemos referir tanto a productos como a servicios y los usuarios particulares pueden

representar tanto a individuos como a empresas. Los recomendadores intentan generar un

modelo del usuario o de la tarea del usuario y aplicar diversas heuŕısticas para anticipar

qué tipo de información puede ser útil. De esta manera, tienen la capacidad de predecir

si un elemento en particular puede ser de interés para un usuario.

Los sistemas de recomendación convencionales se basan en los ı́ndices de popularidad

o en medidas de similitud entre usuarios o contenido, calculados sobre la base de méto-

dos procedentes de las ciencias sociales, la recuperación de información o el aprendizaje

automático. En general, dos estrategias de recomendación han llegado a predominar. Los

recomendadores basados en contendido (CB, del inglés Content-Based) se basan en el

rico contenido de las descripciones de los elementos (productos o servicios) que se reco-

miendan. Por ejemplo, un recomendador de peĺıculas basado en contenido generalmente

se basará en información como género, actores, director, etc., y combinará esto con las

preferencias aprendidas del usuario para seleccionar un conjunto de recomendaciones de

peĺıculas prometedoras para el usuario. Obviamente, esto impone una carga significativa

de ingenieŕıa de conocimiento a los diseñadores de recomendadores basados en contenido,

ya que el conocimiento del dominio requerido puede no estar fácilmente disponible o ser

fácil de mantener. Como alternativa, la estrategia de recomendación de filtrado colabora-

tivo (CF, del inglés Collaborative Filtering) proporciona una posible solución. Esta opción

está motivada por la observación de que en realidad a menudo buscamos recomendaciones

de nuestros amigos. El conocimiento de los elementos no es requerido. En cambio, el fil-
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trado colaborativo (a veces llamado filtrado social) se basa en la disponibilidad de perfiles

de usuario que capturan los historiales de calificaciones anteriores de los usuarios. Las re-

comendaciones se generan para un usuario en particular teniendo en cuenta los historiales

de calificaciones de un subconjunto de usuarios adecuado. Generalmente este subconjunto

de usuarios es conformado por usuarios que comparten calificaciones similares o altamente

correlacionadas con el usuario en cuestión.

Argumentación Rebatible

Argumentación es una forma de razonamiento en la cual, para una determinada afir-

mación (conclusión), se presta atención expĺıcita a las justificaciones presentadas y a la

resolución de los posibles conflictos entre ellas. En este tipo de razonamiento, una afir-

mación es aceptada o rechazada en función del análisis de los argumentos a su favor y en

su contra. La forma en que los argumentos y las justificaciones para una afirmación son

considerados permite definir un mecanismo de razonamiento automático, en el cual pue-

de haber información contradictoria, incompleta e incierta [PV02, RS09]. En las últimas

décadas, argumentación ha evolucionado como un atractivo paradigma para conceptuali-

zar el razonamiento de sentido común [CML00, BD07, BH08, AyC14].

Existen diferentes aproximaciones para modelar argumentación, tales como siste-

mas argumentativos abstractos [Dun95, Pra10] o sistemas argumentativos basados

en reglas [PS97, GS04]. Por otra parte, este tipo de razonamiento es particu-

larmente atractivo para la toma de decisiones, y dentro del área de Inteligencia

Artificial existe especial interés en utilizar este tipo de formalismos para modelar

información tentativa y potencialmente contradictoria. Concretamente, los siste-

mas argumentativos han sido utilizados en diversos dominios y aplicaciones como

el razonamiento legal [PS02, Ver03b, dCPLM+17], sistemas para la toma de deci-

siones y negociación [APM00, RRJ+03, BH09, AV12, FTG+17, BTG19], sistemas

multi-agente [PSJ98, AMP02, RA06, RGS07, GGS10, CI15, GTGS18], planifica-

ción [SGC04, PG18], e-government [ABM05, CMGE16] y el procesamiento de lenguaje

natural [CM04b, WvEH16].



Motivaciones 5

Confiabilidad

Estudios anteriores han señalado que no existen criterios generales para emitir una

valoración objetiva de la confiabilidad [Ben11], las definiciones de confiabilidad se dividen

en varias categoŕıas, y por lo general una definición sólida para esto, en muchos casos,

puede ser bastante elusiva.

Aunque la confiabilidad es de suma importancia en los sistemas de recomendación,

los mecanismos actuales de propagación de confiabilidad y preservación de la misma son

poco comprendidos. Esto se debe en parte al hecho de que la confiabilidad es una noción

compleja, que t́ıpicamente es dependiente del contexto, subjetiva, dinámica y no siempre

transitiva o simétrica [ELV13, WSWW17, DRP17, AWBT18, MWZW18]. La noción de

confiabilidad ha estado ganando una creciente atención en varias comunidades de inves-

tigación y, por supuesto, hay muchos puntos de vista diferentes sobre cómo medir y usar

la confiabilidad [MC01, Wat05, Li07, EK09, SW14, MDM15].

1.1. Motivaciones

Como se ha mencionado, los sistemas de recomendación son una herramienta que

acompaña a los usuarios en el proceso de toma de decisiones, mientras desligan al usuario

de interactuar con una cantidad, masiva o compleja, de información. Es por esto, que los

sistemas de recomendación son de suma utilidad para facilitar el acceso a los elementos

de interés del usuario, evitándole tener que lidiar con el problema de la sobrecarga de

información [Mae94, JZFF10, RRSK11, MS17].

Una observación importante es que la interacción hombre-máquina en los métodos de

recomendación existentes es particularmente ŕıgida. Estos servicios no ofrecen mecanis-

mos para reformular fácilmente los criterios bajo los cuales se basará la recomendación.

Esto significa que una vez que se adopta una técnica de recomendación en particular y

se le asigna un conjunto de valores de parámetros (que normalmente se establecen por

la configuración del sistema de recomendación), el usuario no tiene la posibilidad de in-

troducir de forma natural nuevas preferencias al sistema para considerar o indicar cómo

combinar diferentes hechos y reglas para generar recomendaciones. Las decisiones sobre

las preferencias del usuario se basan principalmente en heuŕısticas, que dependen de la

clasificación de las decisiones anteriores del usuario o de la recopilación de información
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de otros usuarios con intereses similares. En otras palabras, los sistemas de recomenda-

ción existentes no proporcionan un mecanismo de interacción para expresar e inferir de

una manera natural y metódica las relaciones de preferencias de los usuarios en entornos

complejos.

Con frecuencia buscamos sugerencias de las personas en quienes confiamos para decidir

el mejor lugar para adquirir algún servicio o la mejor fuente para obtener información sobre

un tema determinado. Sugerencias de personas en quienes confiamos también nos pueden

ayudar a decidir en quién más confiar. La Web ofrece nuevas oportunidades para crear

servicios de recomendación basado en la confiabilidad.

En particular, los sistemas de gestión de noticias en la Web pueden tomar ventaja

de la gran comunidad de lectores de noticias para clasificar dichas noticias, determinar

la reputación de una fuente de información o propagar la confiabilidad entre los usua-

rios. Esto puede ayudar a decidir qué noticias son más interesantes o confiables para un

determinado usuario, proporcionando servicios más personalizados.

La dinámica de la confiabilidad de las noticias se ha estudiado principalmente a través

de enfoques cuantitativos (por ejemplo, [NSKA06]). Sin embargo, una perspectiva pura-

mente cuantitativa de la confiabilidad de las noticias tiene varias limitaciones. En par-

ticular, los enfoques cuantitativos hacen que sea dif́ıcil proporcionar a los lectores una

justificación de por qué ciertas noticias debeŕıan ser confiables, o podŕıan ser incapaces de

hacer frente a las nociones sutiles, como la desconfianza o la reparación de la confianza.

Un enfoque más atractivo consistiŕıa en combinar los criterios cuantitativos y cualita-

tivos para filtrar y rankear las noticias. En este sentido, los métodos cuantitativos pueden

ayudar a determinar si el tema de las noticias es relevante para el interés del usuario,

mientras que los criterios cualitativos podŕıan ayudar a decidir si la noticia proviene de

una fuente confiable. En general, un enfoque cualitativo es más natural para hacer fren-

te a algunos desaf́ıos que presenta el modelado de la noción de confiabilidad, como ser

la dependencia del contexto, la subjetividad, la asimietŕıa y la caracteŕıstica de que la

confiabilidad no siempre es transitiva.

Otra debilidad central en la mayoŕıa de los métodos actuales de recomendación es la

falta de transparencia. La mayoŕıa de los sistemas de recomendación en ĺınea actúan como

cajas negras, no ofrecen al usuario idea alguna de la lógica del sistema o la justificación de

las recomendaciones. Esto es debido al hecho de que los métodos cuantitativos adoptados
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por la mayoŕıa de los sistemas de recomendación existentes no tienen un modelo subya-

cente claro que sea fácilmente comprensible a un nivel de usuario final. Esto hace que sea

dif́ıcil de proporcionar a los usuarios una explicación clara de los factores y procedimien-

tos que llevaron al sistema a realizar ciertas recomendaciones. Como se ha demostrado en

estudios anteriores (por ejemplo, [SS02, TM07]) los usuarios prefieren recomendaciones

si pueden comprender las razones por las que se presentan estas recomendaciones. Cier-

tamente, una recomendación es más convincente si el usuario conoce y está de acuerdo

con las razones que apoyan el por qué de la recomendación que se presentó que si la mis-

ma se desprende de una caja negra. Además, al ofrecer una justificación el sistema está

proporcionando información útil a sus usuarios acerca de otros elementos del sistema de

los cuales podŕıan no tener conocimiento.

Otro problema que enfrentan los sistemas de recomendación es que los criterios de

preferencia de los usuarios en general, implican un conocimiento incompleto y potencial-

mente contradictorio sobre el dominio. Esto es debido al hecho de que las preferencias de

los usuarios son dinámicas y t́ıpicamente cambian a medida que el tiempo transcurre o

cuando nuevo material esta disponible para el análisis. Debido a que los enfoques cuan-

titativos adoptados por la mayoŕıa de los sistemas de recomendación no están equipados

con un mecanismo de revisión de las conclusiones anteriores, la naturaleza cambiante

de las preferencias de los usuarios es tratada pobremente. La adopción de un enfoque

más cualitativo mediante el aumento de recomendaciones con la inferencia de la lógica

clásica no resultaŕıa suficiente para resolver los problemas antes mencionados, ya que a

menudo va a llevar a conclusiones contradictorias, que son problemáticas si no se tratan

adecuadamente.

A pesar de su importancia, el uso de mecanismos de argumentación integrados a los

sistemas de recomendación no ha recibido mucha atención por parte de la comunidad de

los sistemas de recomendación. Sin embargo, en la última década se han hecho varios

avances en los campos de la argumentación como en el de los sistemas de recomendación,

aunque usualmente estudiados de manera independiente. El problema de fortalecer a la

recomendación con la argumentación ha sido previamente tratado en [CMG09]. En ese

trabajo, el foco se encuentra en una caracterización general de sistemas de recomendación

basados en argumentación, descritos como herramientas de apoyo a los usuarios donde

las recomendaciones se basan en argumentos.
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A la luz de estos problemas, se propone modelar criterios de preferencia de los usuarios

utilizando DeLP (por su nombre en inglés Defeasible Logic Programming) [GS04], marco

para la argumentación rebatible [RS09, SL92] basado en la programación lógica que puede

tratar eficazmente con información incompleta y contradictoria. El uso de DeLP permite

integrar el razonamiento dialéctico en el proceso de recomendación, que proporciona una

base razonada de los elementos sugeridos al usuario. Además de ofrecer un medio natural

para codificar datos sobre el dominio de recomendación, DeLP puede hacer frente eficaz-

mente a la naturaleza de los patrones de razonamiento rebatible que normalmente surgen

en la recomendación. Además, una caracteŕıstica interesante de DeLP, que ha demostrado

ser útil en entornos de recomendación, es que las conclusiones obtenidas a través de este

formalismo se pueden explicar fácilmente por el proceso de razonamiento argumentativo.

1.2. Contribuciones

Las principales contribuciones de esta tesis pueden sintetizarse de la siguiente manera:

Confiabilidad basada en argumentación

Se presenta un modelo que permite representar la confiabilidad de un usuario con res-

pecto a distintas entidades. Se realiza la investigación teórica identificando un conjunto

de propiedades deseables de la confiabilidad y proporcionando una prueba formal de dos

propiedades importantes del modelo. La primera propiedad hace referencia al hecho de

que las premisas que establecen el estado de credibilidad del usuario con respecto a un ele-

mento (producto o servicio) no pueden revocarse (inclusión) y la segunda asegura que el

sistema no puede concluir que una entidad (un elemento u otro usuario), sea simultánea-

mente confiable y no confiable por el mismo usuario (consistencia). Un ingrediente clave

del modelo propuesto es la propagación de confiabilidad basada en mecanismos de inferen-

cia. En particular, se utiliza un intérprete de programación lógica rebatible (DeLP) para

gestionar la confiabilidad y la desconfianza interpersonales. La confiabilidad se modela por

medio de una serie de postulados básicos, que se pueden extender o relajar fácilmente. Los

postulados se traducen en reglas rebatibles, que permiten inferir conclusiones tentativas

sobre la credibilidad de un usuario sobre un determinado elemento.
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Integración de aspectos cualitativos y cuantitativos en sistemas

de recomendación

Se proponen sistemas de recomendación mixtos, es decir, sistemas de recomendación

donde se combinan tanto aspectos cuantitativos como cualitativos al momento de reali-

zar una recomendación. Los enfoques de recomendación basados en criterios puramente

cuantitativos a menudo no proporcionan a los usuarios las razones detrás de las reco-

mendaciones, lo que afecta la confianza de los usuarios en los resultados. En enfoques

que consideran aspectos cualitativos, como el que propone esta tesis, las explicaciones

naturalmente complementan las recomendaciones. Por lo tanto, el usuario recibirá una

recomendación y un motivo que la respalde. Esto tiene una doble ventaja: el usuario

tendrá más confianza en el resultado presentado, y el usuario puede darle al sistema

comentarios expĺıcitos que pueden ayudar a guiar el proceso de recomendación.

Se presenta un marco completo para lograr recomendaciones basadas en el razona-

miento rebatible. Una caracteŕıstica particularmente interesante es que el marco ofrece

un mecanismo para establecer criterios de preferencia entre argumentos, lo que permi-

te ajustar fácilmente el comportamiento de los sistemas hacia diferentes aspectos. Para

lograr definir sistemas de recomendación mixtos se modelan los criterios cuantitativos y

cualitativos utilizando reglas DeLP. Este enfoque mixto permite generar recomendaciones

razonadas basadas en conjuntos de datos masivos del mundo real.

1.3. Publicaciones

A continuación se indican los art́ıculos publicados como resultado de los trabajos

llevados a cabo durante la realización de esta tesis. En particular, para cada uno de estos

trabajos, se detalla brevemente su contribución y se indican los caṕıtulos de esta tesis con

los que se vinculan sus resultados.

En el trabajo “System Architecture for Trust-Based News Recommenders on the

Web” [BSCM11], publicado en XVII Congreso Argentino de Ciencias de la Compu-

tación (CACIC 2011) se mostró cómo la noción de confiabilidad puede ser modelada

cualitativamente e incorporada en la arquitectura de un sistema de recomendación

de noticias. En el sistema propuesto, se permite a los usuarios expresar declaraciones
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de confiabilidad expĺıcita para las distintas entidades del sistema. La confiabilidad es

modelada y propagada utilizando un proceso dialéctico respaldado por un intérpre-

te de programación en lógica rebatible. Los resultados de este trabajo se hallan

reflejados en el desarrollo del Caṕıtulo 5.

En el trabajo “A Theoretical Framework for Trust-based News Recommender Sys-

tems and its Implementation using Defeasible Argumentation” [BCM13], publicado

en International Journal on Artificial Intelligence Tools se presentó un marco teóri-

co que se puede aplicar para implementar un sistema de recomendación basado en

confiabilidad para las noticias de la Web. Se realizó el análisis de un conjunto de pro-

piedades deseadas de la confiabilidad, ya que sabemos que ésta puede ser subjetiva,

dinámica, rebatible, dependiente del contexto y no siempre simétrica o transiti-

va. Además se mostró que estas propiedades se pueden modelar de forma natural

utilizando el marco propuesto. Se demostraron dos teoremas fundamentales que ca-

racterizan el comportamiento de cualquier sistema de recomendación basado en el

modelo propuesto de propagación de confiabilidad. El primer teorema establece que

el sistema no puede rebatir una premisa de confiabilidad realizada expĺıcitamente.

Más formalmente, establece que el conjunto de premisas de confiabilidad se incluye

en el conjunto de conclusiones de confiabilidad. El segundo teorema establece la

consistencia del sistema, lo que excluye la posibilidad de concluir que un usuario

conf́ıe y desconf́ıe simultáneamente de la misma entidad del sistema. Los resultados

de este trabajo se hallan reflejados en el desarrollo del Caṕıtulo 5.

En el trabajo “Towards an Argument-based Music Recommender System” [BBD+12]

publicado en Fourth International Conference on Computational Models of Argu-

ment (COMMA 2012) se describe un sistema de recomendación basado en argu-

mentación para el dominio de la música. Se presenta un marco completo para lograr

recomendaciones basadas en el razonamiento rebatible. Una caracteŕıstica particu-

larmente interesante es que el marco propuesto ofrece un mecanismo para establecer

criterios de preferencia entre argumentos, lo que permite ajustar fácilmente el com-

portamiento de los sistemas hacia diferentes aspectos. Este mecanismo permite pasar

de enfoques basados en contenido a enfoques de filtrado colaborativo con bastante

facilidad, simplemente cambiando las prioridades entre las reglas. Además, el uso de

estructuras de razonamiento coherentes (argumentos) hace que dar explicaciones a
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las recomendaciones sea un proceso sencillo. Los resultados de este trabajo se hallan

reflejados en el desarrollo del Caṕıtulo 6.

En el trabajo “Argument-based Mixed Recommenders and their Application to Movie

Suggestion” [BBD+14], publicado en Expert Systems With Applications se propuso

un enfoque basado en argumentación con la capacidad de mejorar las tecnoloǵıas de

recomendación actuales. La argumentación se puede usar para realizar un análisis

cualitativo de los usuarios y los posibles elementos a recomendar. Esto permite ir

un paso más allá con respecto al enfoque clásico, dando lugar a sistemas mixtos de

recomendación, es decir, sistemas que basan sus recomendaciones en aspectos tan-

to cualitativos como cuantitativos del dominio. En particular, este enfoque mixto

facilita la consideración de varios aspectos antes de presentar una recomendación

final al usuario. Estos aspectos se pueden aplicar para modelar algunas caracteŕısti-

cas útiles que son dif́ıciles de tener en cuenta en enfoques puramente cuantitativos,

tales como, la naturaleza rebatible de las preferencias de los usuarios en entornos

complejos. Una caracteŕıstica útil del formalismo es que permite mucha flexibilidad

tanto para incorporar nuevos aspectos a tener en cuenta al momento de realizar la

recomendación, como para dar preferencia sobre un tipo de enfoque en particular.

Nuevamente, gracias a la utilización de argumentos para realizar las recomenda-

ciones, se pueden obtener explicaciones completas sobre las razones detrás de las

recomendaciones. A través de la explotación de la estructura interna coherente de

argumentos se puede generar una explicación final que se presenta a los usuarios

como una sentencia en lenguaje natural. Los resultados de este trabajo se hallan

reflejados en el desarrollo del Caṕıtulo 6.

1.4. Organización de la tesis

El resto de la tesis se encuentra ordenada de la siguiente manera:

En el Caṕıtulo 2 se describen las principales ideas y conceptos de los sistemas de

recomendación en general, incluyendo desde la definición de su función principal,

los componentes fundamentales de un sistema de recomendación y las técnicas más

populares de recomendación haciendo hincapié en sus fortalezas y debilidades. Fi-

nalmente se describen las principales formas de evaluación de un sistema de reco-

mendación.
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En el Caṕıtulo 3 se introducen los conceptos que caracterizan a los sistemas argu-

mentativos, a través de una estructura conceptual. Adicionalmente se presenta el

sistema argumentativo que se utilizará para el desarrollo de esta tesis: el sistema ar-

gumentativo de la programación en lógica rebatible, también conocido como DeLP.

Además se hace mención al formalismo DBI-DeLP, el cual facilita la integración de

información almacenada en bases de datos con un sistema basado en argumentación

rebatible.

En el Caṕıtulo 4 se realiza una revisión de diferentes consideraciones para la defi-

nición de la noción de confiabilidad. Se exploran distintas alternativas del estado

del arte de sistemas de recomendación y argumentativos considerando la noción de

confiabilidad.

En el Caṕıtulo 5 se hace un análisis de distintas propiedades deseables de la confia-

bilidad. Además, se propone y analiza un modelo de representación y propagación

de confiabilidad. Este modelo se utiliza para la implementación de un sistema de

recomendación. El sistema es evaluado mediante la realización de una serie de si-

mulaciones.

En el Caṕıtulo 6 se presenta una novedosa perspectiva sobre los sistemas de reco-

mendación, que combina un método cuantitativo básico con un enfoque cualitativo,

lo que da como resultado una familia de sistemas de recomendación de carácter

mixto. Se analiza el aporte de argumentación en este enfoque, ofreciendo explica-

ciones que apoyan cada recomendación. Por último, se realizan pruebas emṕıricas

para poder comparar el enfoque propuesto con otros exponentes del estado del arte.

En el Caṕıtulo 7 se presentan conclusiones y el trabajo a futuro.

En el Apéndice A se presentan los resultados de las ejecuciones de las distintas

simulaciones realizadas para validar el modelo propuesto en el Caṕıtulo 5.

En el Apéndice B se muestra el glosario de esta tesis.
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Sistemas de recomendación

Los sistemas de recomendación (RS, del inglés Recommender Systems) son herramien-

tas y técnicas de software que brindan sugerencias sobre los elementos que pueden ser de

utilidad para un usuario [RV97, Bur07, MR09, JZFF10, RRSK11, MS17]. Las sugerencias

se relacionan con varios procesos de toma de decisiones, como qué música escuchar, qué

noticias leer o qué art́ıculos comprar. El término general que se usa para denotar lo que el

sistema recomienda a los usuarios se denomina “elemento”. Un RS normalmente se enfoca

en un tipo espećıfico de elemento (por ejemplo, peĺıculas o noticias) y, en consecuencia

se personalizan su diseño, su interfaz gráfica de usuario y la técnica de recomendación

principal utilizada para generar las recomendaciones, para aśı proporcionar sugerencias

útiles y efectivas para ese tipo espećıfico de elemento. Los RS se dirigen principalmente

a personas que carecen de experiencia o competencia personal suficiente para evaluar un

número potencialmente abrumador de elementos alternativos que, por ejemplo, un sitio

web puede ofrecer [RV97]. Un ejemplo de ello es un sistema de recomendación de peĺıculas

que ayuda a los usuarios a seleccionar una peĺıcula para mirar. En la popular plataforma

de contenido Netflix 1, se emplea un RS para personalizar el acceso al contenido en ĺınea

para cada cliente [GUH16]. Dado que las recomendaciones suelen ser personalizadas, di-

ferentes usuarios o grupos de usuarios reciben diversas sugerencias. Otro ejemplo es el RS

que presenta Amazon.com2 en su tienda en ĺınea para recomendar libros a sus clientes.

Este también ofrece recomendaciones no personalizadas. Estas son mucho más simples de

generar y normalmente aparecen en revistas o periódicos. Los ejemplos t́ıpicos incluyen

1https://www.netflix.com/
2https://www.amazon.com/
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las diez mejores selecciones de libros, álbumes de música, etc. Mientras que pueden ser

útiles y efectivas en ciertas situaciones, estos tipos de recomendaciones no personalizadas

no suelen abordarse en la investigación de RS.

En su forma más simple, las recomendaciones personalizadas se ofrecen como listas

clasificadas de elementos. Al realizar esta clasificación, los RS intentan predecir cuáles son

los productos o servicios más adecuados, según las preferencias y restricciones del usuario.

Para completar dicha tarea computacional, los RS recopilan las preferencias de los usua-

rios, que se expresan expĺıcitamente, por ejemplo, como calificaciones de productos, o se

deducen al interpretar las acciones de los usuarios. Por ejemplo, un RS puede considerar la

navegación a una página de un producto en particular como un signo impĺıcito de preferen-

cia por los elementos que se muestran en esa página. El desarrollo de RS comenzó a partir

de una observación bastante simple: los individuos a menudo conf́ıan en las recomendacio-

nes proporcionadas por otros para tomar decisiones rutinarias y diarias [MR09, MM09].

Por ejemplo, es común confiar en lo que sus compañeros recomiendan al seleccionar un

libro para leer; los empleadores cuentan con cartas de recomendación en sus decisiones

de reclutamiento; y al seleccionar una peĺıcula para ver, los individuos tienden a leer y

confiar en las reseñas de peĺıculas que un cŕıtico de cine ha escrito y que aparecen en el pe-

riódico que habitualmente leen. Al tratar de imitar este comportamiento, los primeros RS

aplicaron algoritmos para aprovechar las recomendaciones producidas por una comunidad

de usuarios para entregar recomendaciones a un usuario activo, es decir, un usuario que

busca sugerencias. Las recomendaciones fueron para elementos que les gustaron a usuarios

similares (aquellos con gustos similares). Este enfoque se denomina filtrado colaborativo

y su razonamiento es que si el usuario activo estuvo de acuerdo en el pasado con algunos

usuarios, entonces las otras recomendaciones provenientes de estos usuarios similares tam-

bién debeŕıan ser relevantes y de interés para el usuario activo. A medida que los sitios

web de comercio electrónico comenzaron a desarrollarse, surgió una necesidad apremiante

de proporcionar recomendaciones derivadas del filtrado de toda la gama de alternativas

disponibles. Los usuarios encontraban muy dif́ıcil llegar a las opciones más adecuadas de

la inmensa variedad de elementos (productos y/o servicios) que estos sitios web estaban

ofreciendo. El crecimiento explosivo y la variedad de información disponible en la Web y

la rápida introducción de nuevos servicios de comercio electrónico (productos de compra,

comparación de productos, subastas, etc.) con frecuencia abrumaron a los usuarios, lo

que los llevó a tomar decisiones deficientes. La disponibilidad de opciones, en lugar de

producir un beneficio, comenzó a disminuir el bienestar de los usuarios. Se entendió que
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si bien tener opciones es bueno, no siempre tener más opciones es mejor.

Los RS han demostrado en los últimos años ser un medio valioso para hacer frente

al problema de la sobrecarga de información. Fundamentalmente, un RS aborda este

fenómeno apuntando a un usuario hacia elementos nuevos, aún no experimentados que

pueden ser relevantes para la tarea actual de los usuarios. A solicitud del usuario, que

puede expresarse, según el enfoque de recomendación, según el contexto y la necesidad del

usuario, los RS generan recomendaciones utilizando diversos tipos de conocimiento y datos

sobre los usuarios, los elementos disponibles y las transacciones anteriores almacenadas

en bases de datos personalizadas. El usuario puede navegar por las recomendaciones,

puede aceptarlas o no y puede proporcionar, inmediatamente o en una etapa siguiente,

una retroalimentación impĺıcita o expĺıcita. Todas estas acciones y comentarios de los

usuarios se pueden almacenar en la base de datos de recomendaciones y se pueden usar

para generar nuevas recomendaciones en las siguientes interacciones entre el usuario y el

sistema.

Como se señaló anteriormente, el estudio de los sistemas de recomendación es relativa-

mente nuevo en comparación con la investigación en otras herramientas y técnicas clásicas

de sistemas de información (por ejemplo, bases de datos o motores de búsqueda). Los siste-

mas de recomendación surgieron como un área de investigación independiente a mediados

de la década del ’90 [GNOT92, RIS+94, HSRF95, SM95, KMM+97]. En los últimos años,

el interés en los sistemas de recomendación ha aumentado dramáticamente, existen hechos

claros que aśı lo demuestran. Uno de estos hechos, es que los sistemas de recomendación

desempeñan un papel importante en sitios de Internet altamente calificados como Ama-

zon.com, Netflix , YouTube3, Yahoo4, TripAdvisor 5, Spotify6, Last.fm7 e IMDb8. Además,

muchas compañ́ıas de medios ahora están desarrollando e implementando RS como parte

de los servicios que brindan a sus suscriptores. Por ejemplo, Netflix, el servicio de alquiler

de peĺıculas en ĺınea, otorgó un premio de un millón de dólares al equipo que primero logró

mejorar sustancialmente el rendimiento de su sistema de recomendación [KBV09]. Otro de

estos hechos es que hay conferencias dedicadas y talleres relacionados con el campo, por

ejemplo, ACM Recommender Systems (RecSys), establecido en 2007 y actualmente siendo

3https://www.youtube.com/
4https://www.yahoo.com/
5https://www.tripadvisor.com/
6https://www.spotify.com/
7https://www.last.fm/
8https://www.imdb.com/
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el evento anual principal en investigación y aplicación de tecnoloǵıa de recomendación.

Además, las sesiones dedicadas a los RS se incluyen frecuentemente en las conferencias

más tradicionales en el área de bases de datos, sistemas de información y sistemas adap-

tativos. Entre estas conferencias, cabe mencionar a ACM SIGIR Special Interest Group

on Information Retrieval (SIGIR), Adaptation and Personalization (UMAP), y al ACM’s

Special Interest Group on Management Of Data (SIGMOD).

En el resto de este caṕıtulo, se describen las ideas y conceptos básicos de los sistemas

de recomendación en general, abarcando desde su función principal, los componentes

fundamentales de un RS, también se mencionan las principales técnicas de recomendación

haciendo hincapié en los métodos más populares y sus fortalezas y debilidades. Finalmente

se describen las principales formas de evaluación de un RS.

2.1. Función de un sistema de recomendación

Previamente, se definió a los RS como herramientas de software y técnicas que brin-

dan sugerencias a los usuarios para los elementos que el usuario desee utilizar. Ahora es

posible refinar esta definición para ilustrar un rango de posibles roles que un RS puede

desempeñar. En primer lugar, se debe distinguir entre la función que desempeña el RS en

nombre del proveedor de servicios y la del usuario del RS. Es común que para un inter-

mediario de viajes (por ejemplo, Expedia.com9) o una organización de gestión de destinos

(por ejemplo, Visitfinland.com10) se utilice un sistema de recomendación de viajes para

aumentar su facturación (Expedia), es decir, vender más habitaciones de hotel o para au-

mentar el número de turistas al destino [Ric02, SA09, YH13]. Mientras que, las principales

motivaciones del usuario para acceder a los dos sistemas es encontrar un hotel adecuado

y eventos/atracciones interesantes cuando visite un destino. De hecho, hay varias razones

por las cuales los proveedores de servicios pueden querer explotar esta tecnoloǵıa:

Aumentar el número de art́ıculos vendidos. Esta es probablemente la función

más importante para un RS comercial, es decir, poder vender un conjunto adicional de

art́ıculos en comparación con los que se venden generalmente sin ningún tipo de recomen-

dación [GRD+15]. Este objetivo se logra porque es probable que los elementos recomen-

dados se adapten a las necesidades y deseos del usuario. Las aplicaciones no comerciales

9https://www.expedia.com/
10https://www.visitfinland.com/
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tienen objetivos similares, incluso si el usuario no tiene ningún costo asociado con la se-

lección de un art́ıculo. Por ejemplo, una red de contenido apunta a aumentar el número

de noticias léıdas en su sitio. En general, podemos decir que, desde el punto de vista del

proveedor de servicios, el objetivo principal para introducir un RS es aumentar la tasa de

conversión, es decir, la cantidad de usuarios que aceptan la recomendación y consumen

un elemento, en comparación con la cantidad de simples visitantes que solo navegan a

través de la información.

Vender art́ıculos más diversos. Otra función importante de un RS es permitir al

usuario seleccionar elementos que puedan ser dif́ıciles de encontrar sin una recomendación

precisa. Por ejemplo, en un RS de alquiler de peĺıculas, el proveedor del servicio está

interesado en ofrecer todos los t́ıtulos disponible en su catálogo, no solo los más populares.

Esto podŕıa ser dif́ıcil sin un RS, ya que el proveedor del servicio correŕıa el riesgo de que

las peĺıculas recomendadas no sean adecuadas para el gusto de un usuario en particular.

Por lo tanto, un RS sugiere o anuncia peĺıculas impopulares solamente a los usuarios

potencialmente interesados en las mismas.

Aumentar la satisfacción del usuario. Un RS bien diseñado también puede me-

jorar la experiencia del usuario con el sitio o la aplicación. El usuario encontrará las

recomendaciones interesantes, relevantes y, con una interacción usuario-computadora ade-

cuadamente diseñada, también disfrutará usando el sistema. La combinación de recomen-

daciones efectivas, es decir, precisas y una interfaz fácil de usar aumentará la evaluación

subjetiva del sistema por parte del usuario. Esto, a su vez, aumentará el uso del sistema

y la probabilidad de que se acepten las recomendaciones.

Aumentar la fidelidad del usuario. Un usuario debe ser leal a un sitio web que,

cuando lo visita, reconoce al antiguo cliente y lo trata como un visitante valioso. Esta

es una caracteŕıstica normal de un RS, ya que muchos RS computan recomendaciones,

aprovechando la información adquirida por las interacciones anteriores del usuario, por

ejemplo, sus calificaciones de elementos. En consecuencia, cuanto más tiempo interactúa el

usuario con el sitio, más refinado se vuelve su modelo de usuario, es decir, la representación

en el sistema de las preferencias del usuario, y esto permite personalizar, de manera más

efectiva, la salida del recomendador para que coincida con las preferencias del usuario.

Entender mejor lo que quiere el usuario. Otra función importante de un RS, que

se puede aprovechar para muchas otras aplicaciones, es la descripción de las preferencias

del usuario, ya sea recopilada expĺıcitamente o predicha por el sistema. El proveedor
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de servicios puede entonces decidir reutilizar este conocimiento para una serie de otros

objetivos, como mejorar la gestión del stock o la producción del objeto a recomendar. Por

ejemplo, en el dominio de viajes, las organizaciones de gestión de destinos pueden decidir

anunciar una región espećıfica a nuevos sectores de clientes o anunciar un tipo particular

de mensaje promocional derivado del análisis de los datos recopilados por el RS.

Anteriormente se mencionaron algunas motivaciones importantes en cuanto a por qué

los proveedores de servicios electrónicos presentan RS. Pero los usuarios también pueden

querer un RS, si lo apoyara efectivamente en sus tareas u objetivos. En consecuencia, un

RS debe equilibrar las necesidades de estas dos partes intervinientes y ofrecer un servi-

cio que sea valioso para ambos. En [HKTR04], un documento que se ha convertido en

una referencia clásica en este campo, se definen las tareas más populares en las que un

RS puede ayudar al usuario. Algunas pueden considerarse como las tareas principales o

convencionales que normalmente se asocian con un RS, es decir, ofrecer sugerencias de

elementos que pueden ser útiles para un usuario. Otras pueden ser consideradas como

maneras más oportunistas de explotar un RS. De hecho, esta diferenciación de tareas es

muy similar a lo que sucede con un motor de búsqueda. Su función principal es localizar

documentos que sean relevantes para la necesidad de información del usuario, pero tam-

bién se puede usar para verificar la importancia de una página web (mirando la posición

de la página en la lista de resultados de una consulta) o para descubrir los diversos usos

de una palabra en una colección de documentos. Entre las tareas en las que un RS puede

ayudar al usuario se destacan:

Encontrar algunos elementos buenos. Recomendar a un usuario algunos elemen-

tos como una lista clasificada junto con predicciones de cuánto le gustaŕıa al usuario

(por ejemplo, en una escala de uno a cinco estrellas). Esta es la tarea de recomendación

principal que abordan muchos sistemas comerciales. Algunos sistemas no muestran la

calificación prevista.

Encontrar todos los elementos buenos. Recomendar todos los art́ıculos que pue-

dan satisfacer alguna necesidad particular del usuario. En tales casos, es insuficiente en-

contrar solo algunos buenos elementos. Esto es especialmente cierto cuando el número de

elementos es relativamente pequeño o cuando el RS ayuda a realizar una tarea cŕıtica,

como en aplicaciones médicas o financieras. En estas situaciones, además del beneficio

derivado de examinar cuidadosamente todas las posibilidades, el usuario también puede
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beneficiarse de la clasificación de estos elementos o de las explicaciones adicionales que

genera el RS.

Anotación en contexto. Dado un contexto existente, por ejemplo, una lista de

elementos, resaltar algunos de ellos dependiendo de las preferencias a largo plazo del

usuario. Por ejemplo, un sistema de recomendación de TV podŕıa comentar qué programas

de TV de los que se muestran en la gúıa de programas son dignos de ver.

Recomendar una secuencia. En lugar de centrarse en la generación de una sola

recomendación, la idea es recomendar una secuencia de elementos que sea agradable en

general. Los ejemplos t́ıpicos incluyen recomendar una serie de televisión, un libro sobre

RS después de haber recomendado un libro sobre mineŕıa de datos o una compilación de

canciones [HC01, SHB05, QCJ18].

Recomendar un paquete. Sugerir un grupo de elementos que sea adecuado agrupar.

Por ejemplo, un plan de viaje puede estar compuesto por varias atracciones, destinos y

servicios de alojamiento ubicados en un área delimitada. Desde el punto de vista del

usuario, estas diversas alternativas pueden considerarse y seleccionarse como un único

destino de viaje [YXYG15, BL16].

Solo navegación. En esta tarea, el usuario navega por el catálogo sin ninguna inten-

ción inminente de comprar un elemento. La tarea del recomendador es ayudar al usuario

a navegar por los elementos que tienen más probabilidades de caer dentro del alcance de

los intereses del usuario para esa sesión de navegación espećıfica.

Encontrar recomendadores créıbles. Algunos usuarios no conf́ıan en los sistemas

de recomendación, por lo que juegan con ellos para ver qué tan buenos son al hacer reco-

mendaciones. Por lo tanto, algunos sistemas también pueden ofrecer funciones espećıficas

para permitir que los usuarios prueben su comportamiento además de los que solo se

requieren para obtener recomendaciones.

Mejorar el perfil. Esto se relaciona con la capacidad del usuario para proporcionar

información (de entrada) al sistema de recomendación sobre lo que le gusta y lo que no

le gusta. Esta es una tarea fundamental que es estrictamente necesaria para proporcionar

recomendaciones personalizadas. Si el sistema no tiene un conocimiento espećıfico sobre

el usuario activo, entonces solo puede proporcionarle las mismas recomendaciones que se

entregaŕıan a un usuario “genérico”.
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Expresarse. Algunos usuarios pueden no preocuparse en absoluto por las recomen-

daciones. Más bien, lo que es importante para ellos es que se les permita contribuir con

sus calificaciones y expresar sus opiniones y creencias. La satisfacción del usuario por esa

actividad puede actuar como una motivación para mantener al usuario firmemente en el

sistema.

Ayudar a otros. Algunos usuarios están felices de contribuir con información, por

ejemplo, con la evaluación de elementos (calificaciones), porque creen que la comunidad

se beneficia de su contribución. Esta podŕıa ser una motivación importante para ingresar

información en un sistema de recomendación que no se usa de manera rutinaria. Por

ejemplo, un RS de autos, un usuario que ya compró su nuevo auto es consciente de que es

más probable que la calificación ingresada en el sistema sea útil para otros usuarios que

para la próxima vez que compre un auto.

Influir en otros. En los RS basados en la web, hay usuarios cuyo objetivo principal

es influir expĺıcitamente en otros usuarios para que compren productos espećıficos. De

hecho, también hay algunos usuarios malintencionados que pueden usar el sistema solo

para promocionar o penalizar ciertos elementos.

Como lo indican estos diferentes puntos, el rol de un RS dentro de un sistema de

información puede ser bastante diverso. Esta diversidad requiere la explotación de una

variedad de distintas fuentes y técnicas de conocimiento, y en las siguientes secciones

se analizan los datos que administra un RS y las técnicas principales utilizadas para

identificar las recomendaciones correctas.

2.2. Datos y fuentes de conocimiento

Los RS recopilan activamente varios tipos de datos para elaborar sus recomendacio-

nes. Los datos son principalmente sobre los elementos que se sugieren y los usuarios que

recibirán estas recomendaciones. Pero, dado que los datos y las fuentes de conocimiento

disponibles para los sistemas de recomendación pueden ser muy diversos, dependiendo de

la técnica de recomendación utilizada, estos datos pueden ser explotados o no. En general,

existen técnicas de recomendación que son deficientes en conocimiento, es decir, utilizan

datos muy simples y básicos, como las calificaciones/evaluaciones de los usuarios para los

elementos. Otras técnicas son mucho más dependientes del conocimiento, por ejemplo,
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mediante el uso de descripciones ontológicas de los usuarios o los elementos, o las restric-

ciones, o las relaciones sociales o las actividades de los usuarios. En cualquier caso, como

una clasificación general, los datos utilizados por los RS se refieren a tres tipos de objetos:

elementos, usuarios y transacciones, es decir, relaciones entre usuarios y elementos.

Elemento. Los elementos son los objetos que se recomiendan. Los elementos pueden

caracterizarse por su complejidad y su valor o utilidad. El valor de un elemento

puede ser positivo si éste es útil para el usuario, o negativo si el elemento no es

apropiado y el usuario tomó una decisión incorrecta al seleccionarlo. Cuando un

usuario está adquiriendo un elemento, siempre se incurrirá en un costo, que incluye

el costo cognitivo de la búsqueda del elemento y el costo monetario real, si fuera el

caso, que finalmente se pagó por el elemento.

Por ejemplo, el diseñador de un RS de noticias debe tener en cuenta la complejidad

de una noticia, es decir, su estructura, la representación textual y la importancia

dependiente del tiempo de cualquier noticia. Pero, al mismo tiempo, el diseñador

del RS debe entender que incluso si el usuario no paga por leer noticias, siempre

hay un costo cognitivo asociado a la búsqueda y lectura de noticias. Si un elemento

seleccionado es relevante para el usuario, este costo está dominado por el beneficio

de haber adquirido una información útil, mientras que si el elemento no es relevante,

el valor neto de ese elemento para el usuario y su recomendación es negativo. En

otros dominios, por ejemplo, automóviles o inversiones financieras, el verdadero

costo monetario de los elementos se convierte en un aspecto importante a considerar

cuando se selecciona el enfoque de recomendación más apropiado. Los RS, de

acuerdo con su tecnoloǵıa central, pueden usar una variedad de propiedades y

caracteŕısticas de los elementos. Por ejemplo, en un sistema de recomendación

de peĺıculas, el género (como comedia, suspenso, etc.), aśı como el director y los

actores pueden usarse para describir una peĺıcula y aprender cómo la utilidad de

un elemento depende de sus caracteŕısticas. Los elementos se pueden representar

utilizando diversos enfoques de información y representación, por ejemplo, de

manera minimalista como un código de identificación único, o en una forma

más rica, como un conjunto de atributos, pero incluso como un concepto en una

representación ontológica del dominio.
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Usuario. Los usuarios de un RS, como se mencionó anteriormente, pueden tener

objetivos y caracteŕısticas muy diversas. Con el fin de personalizar las recomenda-

ciones y la interacción usuario-computadora, los RS explotan una gama de informa-

ción sobre los usuarios. Esta información se puede estructurar de varias maneras y

nuevamente la selección de qué información modelar depende de la técnica de reco-

mendación. Por ejemplo, en el filtrado colaborativo, los usuarios se modelan como

una lista simple que contiene las calificaciones proporcionadas por el usuario para

algunos elementos. En un RS demográfico, se utilizan atributos sociodemográficos

como la edad, el género, la profesión y la educación. Se dice que los datos de usua-

rio constituyen el modelo de usuario [Fis01, WPB01]. El modelo de usuario perfila

al usuario, es decir, codifica sus preferencias y necesidades. Se han utilizado varios

enfoques de modelado de usuarios y, en cierto sentido, un RS se puede ver como

una herramienta que genera recomendaciones al construir y explotar modelos de

usuarios [BKR08, BKR09]. Dado que no es posible la personalización sin un modelo

de usuario conveniente, a menos que la recomendación no sea personalizada, como

en la selección de los 10 principales, el modelo de usuario siempre jugará un papel

central. Por ejemplo, al considerar nuevamente un enfoque de filtrado colaborati-

vo, al usuario se le perfila directamente por sus calificaciones a los elementos o,

usando estas calificaciones, el sistema deriva un vector de valores de factores, donde

los usuarios difieren en cómo cada factor es ponderado en su modelo. Los usuarios

también pueden ser descritos por sus patrones de comportamiento, por ejemplo,

patrones de navegación del sitio (en un sistema de recomendación basado en la

web) [TKG07, LCK10], o patrones de búsqueda de viajes (en un sistema de reco-

mendación de viajes) [MR09]. Además, los datos de usuario pueden incluir relaciones

entre usuarios, como la relación de confiablidad que puede existir entre usuarios. Un

RS puede utilizar esta información para recomendar elementos a usuarios que fueron

preferidos por usuarios similares o de confianza [HC07, GZT14, SKLB17].

Transacción. En términos generales, una transacción hace referencia a una in-

teracción registrada entre un usuario y el RS. Las transacciones son similares a

un registro que almacena información importante generada durante la interacción

usuario-computadora y que es útil para el algoritmo de generación de recomendacio-

nes que utiliza el sistema. Por ejemplo, un registro de transacciones puede contener

una referencia al elemento seleccionado por el usuario y una descripción del con-
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texto (por ejemplo, objetivo del usuario/consulta del usuario) para una recomen-

dación en particular. Si está disponible, esa transacción también puede incluir una

retroalimentación expĺıcita que el usuario ha proporcionado, como la calificación del

elemento seleccionado. De hecho, las calificaciones son la forma más popular de tran-

sacciones que recopila un RS. Estas calificaciones pueden ser recogidas expĺıcita o

impĺıcitamente. En la recolección expĺıcita de calificaciones, se le pide al usuario que

brinde su opinión sobre un elemento en una escala de calificación. Según [SFHS07],

las calificaciones pueden tomar una variedad de formas:

• Calificaciones numéricas, como las estrellas de 1 a 5 provistas en el RS de libros

asociado con Amazon.com.

• Calificaciones ordinales, como “totalmente de acuerdo, de acuerdo, neutral,

en desacuerdo, totalmente en desacuerdo” donde se le pide al usuario que se-

leccione el término que mejor indique su opinión con respecto a un elemento

(generalmente a través de un cuestionario).

• Calificaciones binarias, que modelan las elecciones en las que simplemente se

le pide al usuario que decida si un determinado elemento es bueno o malo.

• Calificaciones unarias, que pueden indicar que un usuario ha observado o com-

prado un elemento, o lo ha calificado de manera positiva. En tales casos, la

ausencia de una calificación indica que no se tiene información que relacione al

usuario con el elemento (tal vez compró el elemento en otro lugar).

Otra forma de evaluación que tiene el usuario consiste en etiquetas asociadas por

el mismo usuario a los elementos que presenta el sistema. Por ejemplo, en el RS de

MovieLens11, las etiquetas representan cómo se sienten los usuarios de MovieLens

acerca de una peĺıcula, por ejemplo: “demasiado larga”, “basada en un libro” o,

haciendo referencia al tema de la peĺıcula, “futuro lejano”.

En las transacciones que recopilan calificaciones impĺıcitas, el sistema pretende in-

ferir la opinión de los usuarios en función de las acciones del usuario. Por ejemplo,

si un usuario ingresa cualquier palabra clave relacionada con su objetivo en Ama-

zon.com, se le proporcionará una larga lista de libros. Tras observar dicha lista, el

usuario puede hacer clic en un determinado libro para recibir información adicional.

11https://movielens.org/
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En este punto, el sistema puede inferir que el usuario está algo interesado en ese

libro.

En los sistemas conversacionales, es decir, los sistemas que soportan un proceso in-

teractivo, el modelo de transacción es más refinado. En estos sistemas, las solicitudes

de los usuarios se alternan con las acciones del sistema . Es decir, el usuario puede

solicitar una recomendación y el sistema puede producir una lista de sugerencias.

Pero también puede solicitar preferencias del usuario adicionales para proporcionarle

mejores resultados.

2.3. Técnicas de recomendación

Para implementar su función principal, identificando los elementos útiles para el usua-

rio, un RS debe predecir que vale la pena recomendar un determinado elemento. Para

hacer esto, el sistema debe poder predecir la utilidad de algunos de ellos, o al menos

comparar la utilidad de algunos elementos, y luego decidir qué elementos recomendar

basándose en esta comparación. El paso de predicción puede no ser expĺıcito en el algo-

ritmo de recomendación, pero aún se puede tener un modelo unificado para describir el

papel general de un RS. Para ilustrar el paso de predicción de un RS, hay que considerar,

por ejemplo, un algoritmo de recomendación simple, no personalizado, que recomienda

solo las canciones más populares. La razón para usar este enfoque es que, en ausencia de

información más precisa sobre las preferencias del usuario, una canción popular, es decir,

algo que le gusta a muchos usuarios (utilidad alta), probablemente también le gustará a

un usuario genérico, o al menos, más que otra canción seleccionada al azar. Por lo tanto,

se predice que la utilidad de estas canciones populares será razonablemente alta para este

usuario genérico. Esta vista del cálculo de la recomendación como la predicción de la utili-

dad de un elemento para un usuario se ha sugerido en [AT05]. Este valor de la utilidad de

un elemento para un usuario, normalmente en un sistema basado en filtrado colaborativo,

se obtiene considerando las calificaciones de los usuarios para los elementos. Entonces,

la tarea fundamental de un RS basado en filtrado colaborativo es predecir el valor de la

utilidad sobre pares de usuarios y elementos. Habiendo calculado esta predicción para el

usuario activo en un conjunto de elementos, el sistema recomendará los elementos con la

mayor utilidad predicha. La cantidad de elementos a recomendar, por lo general, suele ser

un número pequeño, mucho más pequeño que la cardinalidad del conjunto de elementos,
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y posiblemente, menor que la cantidad de elementos en los que se calcula la predicción de

utilidad para el usuario, es decir, estos RS “filtran” los elementos que se recomiendan a

los usuarios.

Como se mencionó anteriormente, algunos sistemas de recomendación no estiman com-

pletamente la utilidad antes de hacer una recomendación, pero pueden aplicar algunas

heuŕısticas para suponer que un elemento es de utilidad para un usuario. Esto es t́ıpi-

co, por ejemplo, en los sistemas basados en contenido. Estas predicciones de utilidad se

calculan con algoritmos espećıficos y utilizan diversos tipos de información sobre los usua-

rios y los elementos. Por ejemplo, el sistema puede asumir que la función de utilidad es

booleana y, por lo tanto, solo determinará si un elemento es o no útil para el usuario.

Por consiguiente, si se asume que existe información disponible (posiblemente ninguna)

sobre el usuario que solicita la recomendación, la información sobre los elementos y otros

usuarios que recibieron recomendaciones, el sistema aprovechará este conocimiento con

un algoritmo adecuado para generar varias predicciones de utilidad y, por lo tanto, reco-

mendaciones [Bur07].

También es importante tener en cuenta que a veces se observa que la utilidad

de un elemento para el usuario depende de otras variables, generalmente llamadas

“contextuales” [ASST05, CMVGRG+15, Twa16, CPGPSM17, BCJ+18]. Por ejemplo, la

utilidad de un elemento para un usuario puede verse influida por el conocimiento del

dominio por parte del usuario (por ejemplo, los usuarios expertos frente a los usuarios

principiantes con respecto al uso de una cámara fotográfica), o puede depender del

momento en que se solicita la recomendación. O también, el usuario puede estar más

interesado en los elementos (por ejemplo, un restaurante) más cercanos a su ubicación

actual. En consecuencia, las recomendaciones deben adaptarse a estos detalles adicionales

espećıficos y, como resultado, cada vez es más dif́ıcil estimar correctamente cuáles son

las recomendaciones correctas. En general existen varios tipos diferentes de sistemas de

recomendación que vaŕıan en términos del dominio en cuestión, la información utilizada,

pero especialmente en relación con el algoritmo de recomendación, es decir, cómo se

realiza la predicción de la utilidad de una recomendación, como se menciona al principio

de esta sección. A continuación se proporciona una descripción general de los diferentes

tipos de RS. Ésta taxonomı́a, proporcionada por [Bur07], es una forma clásica de

distinguir entre sistemas de recomendación y referirse a ellos.
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Basado en contenido: el sistema aprende a recomendar elementos similares a los que

le gustaron al usuario en el pasado [Lan95, VMVS00, SA06, Jan08, GZHS16, BHM17].

La similitud de los elementos se calcula en función de las caracteŕısticas asociadas de

los elementos comparados. Por ejemplo, si un usuario ha calificado positivamente una

peĺıcula que pertenece al género de comedia, entonces el sistema puede aprender a re-

comendar otras peĺıculas de este género. Este tipo de RS presenta problemas como la

sobre-especialización, el problema de nuevo usuario (arranque en fŕıo) o el análisis de

contenido limitado [RRSK11].

Filtrado colaborativo: la implementación más simple y caracteŕıstica de este enfo-

que [SFHS07] recomienda al usuario activo los elementos que a otros usuarios, con gustos

similares, le gustaron en el pasado. La similitud en el gusto de dos usuarios usualmente

se calcula en función de la similitud en el historial de calificación de los usuarios. Esta es

la razón por la que en [SKR01] se refiere al filtrado colaborativo como “correlación entre

personas”. El filtrado colaborativo es considerado la técnica más popular y ampliamente

implementada en RS, y aún se pueden apreciar avances en esta técnica [KB15, YWZ+16].

Los métodos basados en el “vecindario” se centran en las relaciones entre elementos o, al-

ternativamente, entre usuarios [BOvS09, BP12, KK17]. Un enfoque de elemento-elemento

modela la preferencia de un usuario a un elemento según las calificaciones de elementos

similares del mismo usuario. Los métodos de los vecinos más cercanos disfrutan de una

considerable popularidad debido a su simplicidad, eficiencia y su capacidad para producir

recomendaciones precisas y personalizadas. Este tipo de RS presentan problemas como la

escasez de datos y cobertura limitada, que a menudo se observan en los grandes sistemas

de recomendación comercial.

Basado en conocimiento: estos sistemas recomiendan elementos basados en el co-

nocimiento del dominio, sobre cómo ciertas caracteŕısticas de los elementos satisfacen las

necesidades y preferencias de los usuarios y, de esta manera, cómo el elemento es útil para

el usuario [MSR04, CNHAVGGS12, CMVGRG+15]. Existen diferentes tipos de estos RS,

entre ellos los basados en casos [BGMS05, Smy07] y los basados en restricciones [FB08],

si bien son diferentes, en términos del uso del conocimiento son similares. En ambos se

recopilan los requerimientos del usuario, se proponen compensaciones automáticamen-

te cuando existen requisitos inconsistentes en situaciones donde no se pueden encontrar

soluciones y se explican los resultados de las recomendaciones. La principal diferencia
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radica en la forma en que se calculan las soluciones. Los recomendadores basados en ca-

sos determinan las recomendaciones basándose en métricas de similitud, mientras que los

recomendadores basados en restricciones explotan predominantemente las bases de cono-

cimiento predefinidas que contienen reglas expĺıcitas sobre cómo relacionar los requisitos

del usuario con las caracteŕısticas del elemento. Los sistemas basados en conocimiento

tienden a funcionar mejor que otros al comienzo de su implementación, pero si no están

equipados con componentes de aprendizaje, pueden ser superados por otros métodos su-

perficiales que pueden explotar los registros de la interacción usuario-computadora (como

el filtrado colaborativo). Este tipo de RS es muy utilizado para ofrecer sugerencias de

recursos de aprendizaje electrónico [TNM18].

Basado en comunidad: este tipo de sistemas recomiendan elementos según las pre-

ferencias de los amigos de los usuarios. Esta técnica sigue el refrán “dime con quién andas

y te diré quién eres” [BP06, BTR+07]. La evidencia sugiere que las personas tienden a

confiar más en las recomendaciones de sus amigos que en las recomendaciones de personas

similares pero anónimas [SS+01a]. Esta observación, combinada con la creciente popula-

ridad de las redes sociales abiertas, está generando un interés creciente en los sistemas

basados en comunidad o, como se suele hacer referencia, en los sistemas de recomendación

social [Gol06, Guy15, DHX+16, SKLB17]. Este tipo de RS modela y adquiere información

sobre las relaciones sociales de los usuarios y las preferencias de sus amigos. La recomen-

dación se basa en las calificaciones proporcionadas por los amigos del usuario. De hecho,

estos RS están siguiendo el auge de las redes sociales y permiten una adquisición simple

y completa de datos acerca de las relaciones sociales de los usuarios. La investigación

en esta área aún se encuentra en su fase inicial y los resultados sobre el rendimiento

de los sistemas son variados. Por ejemplo, [Gol06, MA04] informa que, en general, las

recomendaciones basadas en redes sociales no son más precisas que las derivadas de los

enfoques tradicionales de filtrado colaborativo, excepto en casos especiales, como cuando

las calificaciones de los usuarios de un elemento espećıfico son muy variadas (es decir, ele-

mentos controvertidos) o para situaciones de arranque en fŕıo, es decir, donde los usuarios

no proporcionaron calificaciones suficientes para calcular la similitud con otros usuarios.

Otros han demostrado que, en algunos casos, los datos de redes sociales ofrecen mejores

recomendaciones que los datos de similitud por perfil [GZC+09] y que la adición de datos

de redes sociales al filtrado colaborativo tradicional mejora los resultados de recomenda-

ciones [GE07]. En [EGVT18] se muestran algunos de los retos que enfrentan este tipo de

RS.
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Demográfico: este tipo de sistema recomienda elementos según el perfil demográfico

del usuario [Kru97, Paz99, VM07, SA09]. El supuesto es que se deben generar diferentes

recomendaciones para diferentes nichos demográficos. Muchos sitios web adoptan solucio-

nes de personalización simples y efectivas basadas en datos demográficos. Por ejemplo, los

usuarios son enviados a sitios web particulares en función de su idioma o páıs. Además, las

sugerencias pueden ser personalizadas de acuerdo a la edad del usuario. Si bien estos en-

foques han sido bastante populares en la literatura de mercadeo, ha habido relativamente

poca investigación adecuada de RS en sistemas demográficos [MR07].

Sistemas de recomendación h́ıbridos: estos RS se basan en la combinación de

las técnicas mencionadas anteriormente [Bur02, BMCMB+10, CYKS12, PTLMHV12,

TNY17, PBW17, LS19]. Un sistema h́ıbrido que combina las técnicas A y B trata de

usar las ventajas de A para solucionar las desventajas de B. Por ejemplo, los métodos

de filtrado colaborativo tienen problemas con los nuevos elementos, es decir, no pueden

recomendar elementos que no tengan calificaciones. Esto no limita los enfoques basados

en contenido, ya que la predicción de nuevos elementos se basa en su información (carac-

teŕısticas) que generalmente están fácilmente disponibles. Es posible combinar de diversas

formas dos o más técnicas básicas de RS para crear un nuevo sistema h́ıbrido (en [Bur07]

se pueden ver las descripciones precisas).

En las siguientes secciones se describen en mayor detalle los principales tipos de reco-

mendadores mencionados, haciendo hincapié en los basados en filtrado colaborativo, en

contenido e h́ıbridos.

2.3.1. Basado en contenido

En los métodos de recomendación basados en contenido, la utilidad u(c, s) del elemento

s para el usuario c se estima en función de las utilidades u(c, si) asignadas por el usuario

c a los elementos si ∈ S que son “similares” al elemento s. Por ejemplo, en un sistema

de recomendación de peĺıculas, para recomendar peĺıculas al usuario c, el RS basado

en contenido trata de comprender las caracteŕısticas comunes entre las peĺıculas que el

usuario c ha calificado con puntaje alto en el pasado (actores espećıficos, directores,

géneros, temas, etc.). Entonces, solo se recomendarán las peĺıculas que tengan un alto

grado de similitud con las preferencias del usuario.
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El enfoque de la recomendación basado en contenido tiene sus ráıces en la recuperación

de información (IR, del inglés Information Retrieval) [BR99, Sal89] y en la investigación de

filtrado de información [BC92]. Debido a los importantes y tempranos avances realizados

por las comunidades de recuperación y filtrado de información y por la importancia de

varias aplicaciones basadas en texto, muchos sistemas actuales basados en contenido se

centran en recomendar elementos que contienen información textual, como documentos,

sitios web (URL), o mensajes de noticias de Usenet. La mejora con respecto a los enfoques

tradicionales de IR proviene del uso de perfiles de usuario que contienen información sobre

los gustos, preferencias y necesidades de los usuarios. La información de perfil se puede

obtener de los usuarios de manera expĺıcita, por ejemplo, a través de cuestionarios, o

se puede aprender de forma impĺıcita de su comportamiento transaccional a lo largo del

tiempo.

Más formalmente, Contenido(s) es el perfil de un elemento, es decir, un conjunto de

atributos que caracterizan al elemento s. Por lo general, se calcula mediante la extracción

de un conjunto de caracteŕısticas del elemento s (su contenido) y se utiliza para determinar

si el elemento es apropiado para fines de recomendación. Como se mencionó anteriormen-

te, los sistemas basados en contenido están diseñados principalmente para recomendar

elementos basados en texto, el contenido en estos sistemas generalmente se describe con

palabras clave. Por ejemplo, un componente basado en contenido del sistema Fab [BS97],

que recomienda páginas web a los usuarios, representa el contenido de la página web con

las 100 palabras más importantes. De manera similar, el sistema Syskill & Webert [PB97]

representa documentos con las 128 palabras más informativas. La “importancia” (o “in-

formatividad”) de la palabra ki en el documento dj se determina con alguna medida de

peso, wij, que puede definirse de varias maneras diferentes.

Una de las medidas más conocidas para especificar pesos de palabras clave en IR

es: frecuencia de término/frecuencia inversa de documento (TF-IDF, del inglés Term Fre-

quency/Inverse Document Frequency) [Sal89] que se define de la siguiente manera. Supon-

gamos que N es el número total de documentos que se pueden recomendar a los usuarios

y que la palabra clave ki aparece en ni de ellos. Además, suponiendo que fi,j es el número

de veces que aparece la palabra clave ki en el documento dj. Entonces TFi,j, la frecuencia

del término (o frecuencia normalizada) de la palabra clave ki en el documento dj, se define

como:
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TFi,j =
fi,j

maxzfz,j
(2.1)

donde el máximo se calcula sobre las frecuencias fz,j de todas las palabras clave kz que

aparecen en el documento dj. Sin embargo, las palabras clave que aparecen en muchos

documentos no son útiles para distinguir entre un documento relevante y uno no relevante.

Por lo tanto, la medida de la frecuencia inversa del documento (IDFi) se usa a menudo

en combinación con la simple frecuencia de término (TFi,j). La frecuencia inversa del

documento para la palabra clave ki se define generalmente como:

IDFi = log
N

ni
(2.2)

Luego, el peso de TF-IDF para la palabra clave ki en el documento dj se define como:

wi,j = TFi,j × IDFi (2.3)

y el contenido del documento dj se define como Contenido(dj) = (w1j, . . . , wkj).

Como se indicó anteriormente, los sistemas basados en contenido recomiendan ele-

mentos similares a los que le gustaban a un usuario en el pasado [DGLM+15, MSdGL16,

GZHS16, BHM17]. En particular, varios elementos candidatos se comparan con elementos

previamente calificados por el usuario, y se recomiendan los elementos que mejor coinci-

den. Más formalmente, PerfilBasadoEnContenido(c) es el perfil del usuario c que contiene

los gustos y preferencias de este usuario. Estos perfiles se obtienen al analizar el contenido

de los elementos vistos y calificados anteriormente por el usuario y, por lo general, se

construyen utilizando técnicas de IR de análisis de palabras clave. Por ejemplo, PerfilBa-

sadoEnContenido(c) se puede definir como un vector de ponderaciones (wc1, . . . , wck),

donde cada ponderación wci denota la importancia de la palabra clave ki para el usuario c

y se puede calcular a partir de vectores de contenido con calificación individual utilizando

una variedad de técnicas. Por ejemplo, en [PB97] para poder calcular PerfilBasadoEn-

Contenido(c) se usa un clasificador bayesiano para estimar la probabilidad de que un

documento sea de su agrado. El algoritmo de Winnow [LW94] también se ha demostrado

que funciona bien para este propósito, especialmente en las situaciones en las que hay

muchas caracteŕısticas posibles [Paz99]. En los sistemas basados en contenido, la función

de utilidad u(c, s) generalmente se define como:
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u(c, s) = Calificación(PerfilBasadoEnContenido(c), Contenido(s)) (2.4)

Utilizando el paradigma basado en IR mencionado anteriormente para recomendar

páginas web, URLs de sitios web o mensajes de noticias de Usenet, tanto PerfilBasadoEn-

Contenido(c) del usuario c como Contenido(s) del documento s pueden representarse

como vectores TF-IDF ~wc y ~ws de pesos de palabras clave. Además, la función de uti-

lidad u(c,s) suele estar representada en la literatura de IR mediante una heuŕıstica de

calificación definida en términos de vectores ~wc y ~ws, como la medida de similitud por

coseno [BR99, Sal89, BMCMB+10, ASA+10]:

u(c, s) = cos( ~wc, ~ws) =
~wc · ~ws

|| ~wc||2 × || ~ws||2
=

∑K
i=1wi,cwi,s√∑K

i=1w
2
i,c

√∑K
i=1w

2
i,s

(2.5)

donde K es el numero total de palabras clave en el sistema.

Por ejemplo, si el usuario c lee muchos art́ıculos sobre el tema de la bioinformática,

las técnicas de recomendación basadas en contenido podrán recomendar otros art́ıculos

de bioinformática al usuario c. Esto se debe a que estos art́ıculos tendrán más términos

relacionados con la bioinformática (por ejemplo, “genoma”, “secuenciación”, “proteómi-

ca”) que art́ıculos sobre otros temas, por lo tanto, PerfilBasadoEnContenido(c), definido

por vector ~wc, representará dichos términos ki con pesos altos wic. En consecuencia, un

sistema de recomendación que utilice el coseno o una medida de similitud relacionada

asignará una mayor utilidad u(c,s) a aquellos art́ıculos s que tengan términos de bioin-

formática de alto peso en ~ws y una utilidad más baja a aquellos en los que los términos

de bioinformática que pesen menos.

Además de las heuŕısticas tradicionales que se basan principalmente en los métodos de

IR, también se han utilizado otras técnicas para la recomendación basada en el contenido,

como los clasificadores bayesianos [PB97, MBR98, PHC07, Agg16] y varias técnicas de

aprendizaje automático (ML, del inglés Machine Learning), incluido el agrupamiento (en

inglés, clustering) [KA08, SK12, GPB14], los árboles de decisión y las redes neuronales

artificiales (ANN, del inglés Artificial Neural Network) [PB97, LCW02, CVS07]. Estas

técnicas difieren de los enfoques basados en IR en que calculan predicciones de utilidad

no basándose en una fórmula heuŕıstica, como una medida de similitud por coseno, sino

que se basan en un modelo aprendido de los datos subyacentes mediante el aprendizaje
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estad́ıstico y las técnicas de ML. Por ejemplo, basado en un conjunto de páginas web

previamente calificadas como “relevantes” o “irrelevantes” por el usuario, en [PB97] se

utiliza un clasificador bayesiano näıve para clasificar nuevas páginas web. Más espećıfica-

mente, el clasificador bayesiano näıve [DHS01] se usa para estimar la probabilidad de que

la página pj pertenezca a una determinada clase Ci (por ejemplo, relevante o irrelevante)

dado el conjunto de palabras clave k1,j, . . . , kn,j en esa página:

P (Ci|k1,j, . . . , kn,j) (2.6)

Además, [PB97] utiliza el supuesto de que las palabras clave son independientes y, por

lo tanto, la probabilidad anterior es proporcional a

P (Ci)
∏
x

P (kx,j|Ci) (2.7)

Si bien el supuesto de independencia de las palabras claves no se aplica necesaria-

mente en muchas aplicaciones, los resultados experimentales demuestran que los clasifi-

cadores bayesianos näıve producen una alta precisión de clasificación [PB97]. Además,

tanto, P(kx,j | Ci) como P(Ci) se pueden estimar a partir de los datos de entrenamien-

to subyacentes. Por lo tanto, para cada página pj, la probabilidad P(Ci | k1,j, . . . , kn,j)

se calcula para cada clase Ci, y la página pj se asigna a la clase Ci que tiene la mayor

probabilidad [PB97].

Si bien, la comunidad de recuperación de texto (en inglés text retrieval), no se ocu-

pa expĺıcitamente de proporcionar recomendaciones, ha contribuido con varias técnicas

que se utilizan en los sistemas de recomendación basados en contenido. Un ejemplo de

estas técnicas seŕıa la investigación sobre el filtrado adaptativo (en inglés adaptive filte-

ring) [SH01, ZCM02] , que se centra en ser más precisos en la identificación de documentos

relevantes de forma incremental, mediante la observación de los documentos uno por uno

en un flujo continuo de documentos. Otro ejemplo seŕıa el trabajo sobre la configuración

del umbral (en inglés threshold setting) [RW00, ZC01] , que se centra en determinar la me-

dida en que los documentos deben coincidir con una consulta determinada para que sean

relevantes para el usuario. Otros métodos de recuperación de texto se describen en [Hul98]

y también se pueden encontrar en distintas ediciones de la Conferencia de Recuperación

de Texto (TREC, del inglés Text Retrieval Conference)12.

12http://trec.nist.gov
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Como se observó en [SM95, BS97, RRSK11, BOHG13], los sistemas de recomendación

basados en contenido tienen varias limitaciones que se describen en el resto de esta sección.

Análisis de contenido limitado. Las técnicas basadas en contenido están limita-

das por las caracteŕısticas que están asociadas expĺıcitamente con los elementos que estos

sistemas recomiendan. Por lo tanto, para tener un conjunto suficiente de caracteŕısticas,

el contenido debe estar en una forma que pueda ser analizada automáticamente por una

computadora (por ejemplo, texto), o las caracteŕısticas deben asignarse a los elementos

manualmente. Si bien las técnicas de IR funcionan bien en la extracción de caracteŕısti-

cas de documentos de texto, en algunos otros dominios tienen un problema inherente

con la extracción automática de caracteŕısticas. Por ejemplo, los métodos de extracción

automática de caracteŕısticas son mucho más dif́ıciles de aplicar a los datos multime-

dia, por ejemplo, imágenes gráficas, audio y secuencias de video. Además, a menudo no

es práctico asignar atributos manualmente debido a las limitaciones de recursos [SM95].

Otro problema con el análisis de contenido limitado es que, si dos elementos diferentes

están representados por el mismo conjunto de caracteŕısticas, son indistinguibles.

Sobre-especialización. Cuando el sistema solo puede recomendar elementos que tie-

nen una puntuación alta en relación con el perfil de un usuario, el usuario se limita a recibir

recomendaciones de elementos similares a los que ya ha calificado [AT05]. Por ejemplo,

una persona sin experiencia con la cocina griega nunca recibiŕıa una recomendación ni

siquiera para el mejor restaurante griego de la ciudad. Este problema, que también se ha

estudiado en otros dominios, a menudo se resuelve introduciendo algo de aleatoriedad.

Por ejemplo, se ha propuesto el uso de algoritmos genéticos como una posible solución

en el contexto del filtrado de información [SM93]. Además, el problema con la especiali-

zación excesiva no es solo que los sistemas basados en contenido no pueden recomendar

elementos que sean diferentes de cualquier cosa que el usuario haya visto antes. En cier-

tos casos, los elementos no deben recomendarse si son demasiado similares a algo que el

usuario ya ha visto, como un art́ıculo de noticias diferente que describe el mismo evento.

Por lo tanto, algunos sistemas de recomendación basados en contenido, como DailyLear-

ner [BP00], filtran los elementos no solo si son demasiado diferentes de las preferencias

del usuario, sino también si son demasiado similares a algo que el usuario ha visto ante-

riormente. Además, [ZCM02] proporciona un conjunto de cinco medidas de redundancia

para evaluar si un documento que se considera relevante también contiene información

novedosa. En resumen, la novedad y la diversidad de recomendaciones suelen ser carac-



34 Caṕıtulo 2. Sistemas de recomendación

teŕısticas deseables en los sistemas de recomendación [HZ11, BHOB11, KP17, NHTK18].

Idealmente, al usuario se le debe presentar una gama de opciones y no un conjunto ho-

mogéneo de alternativas. Por ejemplo, no es necesariamente una buena idea recomendar

todas las peĺıculas de Woody Allen a un usuario al que le haya gustado solo una de ellas.

Problema de usuario nuevo. El usuario debe calificar un número suficiente de

elementos antes de que un sistema de recomendación basado en contenido pueda entender

realmente las preferencias del usuario y presentarle recomendaciones confiables. Por lo

tanto, un nuevo usuario, con muy pocas calificaciones, no podŕıa obtener recomendaciones

precisas.

2.3.2. Filtrado colaborativo

Los sistemas de recomendación colaborativos (o sistemas de filtrado colaborativo) in-

tentan predecir la utilidad de los elementos para un usuario en particular en función de los

elementos previamente calificados por otros usuarios. De manera más formal, la utilidad

u(c, s) del elemento s para el usuario c se estima en función de las utilidades u(cj, s)

asignadas al elemento s por aquellos usuarios cj ∈ C que son “similares” al usuario c. Por

ejemplo, en una aplicación de recomendación de peĺıculas, para recomendar peĺıculas al

usuario c, el sistema de recomendación colaborativa intenta encontrar los “compañeros”

del usuario c, es decir, otros usuarios que tienen gustos similares para las peĺıculas (es

decir, califican las mismas peĺıculas de manera similar). Entonces, solo se recomendarán

las peĺıculas que más les gustan a los “compañeros” del usuario c. Han habido muchos

sistemas de recomendación colaborativos desarrollados en la academia y la industria. Se

puede mencionar al sistema Grundy [Ric79], que fue el primer sistema de recomendación,

que propońıa utilizar estereotipos como un mecanismo para construir modelos de usuarios

basasados en una cantidad limitada de información sobre cada usuario individual. Usando

estereotipos, el sistema Grundy construiŕıa modelos de usuario individuales y los usaba

para recomendar libros relevantes para cada usuario. Posteriormente, el sistema Tapestry

se basó en cada usuario para identificar a los usuarios afines manualmente [GNOT92].

GroupLens [RIS+94, KMM+97], Video Recomender [HSRF95] y Ringo [SM95] fueron los

primeros sistemas que utilizaron algoritmos de filtrado colaborativo para automatizar la

predicción. Pueden nombrarse otros ejemplos de sistemas de recomendación colaborati-

vos como el sistema de recomendación de libros de Amazon.com, el sistema PHOAKS

que ayuda a las personas a encontrar información relevante en la Web [THA+97], el
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sistema de Jester que recomienda bromas [GRGP01], o el sistema de Last.fm que se

encarga de recomendar música [DYD16]. De acuerdo con [BOHG13], los algoritmos pa-

ra recomendaciones colaborativas pueden agruparse en dos clases generales: basados en

memoria (o basados en heuŕıstica) y basados en modelos. Los algoritmos basados en me-

moria [SKY05, AT05, CMB07, SNM09] utilizan esencialmente heuŕısticas que realizan

predicciones de calificación basadas en la colección completa de elementos previamente

calificados por los usuarios. Es decir, el valor de la calificación desconocida rc,s para el

usuario c y el elemento s generalmente se calcula como un agregado de las calificaciones

de otros usuarios (generalmente los N más similares) para el mismo elemento s :

rc,s = agregación(c′∈Ĉ)rc′,s (2.8)

donde Ĉ representa el conjunto de los N usuarios que son más similares al usuario c y

además calificaron al elemento s (N puede tomar el valor desde 1 hasta la cantidad total

de usuarios). Algunos ejemplos de una función de agregación son:

rc,s =
1

N

∑
c′∈Ĉ

rc′,s (2.9)

rc,s = k
∑
c′∈Ĉ

sim(c, c′)× rc′,s (2.10)

rc,s = rc + k
∑
c′∈Ĉ

sim(c, c′)× (rc′,s − rc′) (2.11)

donde k sirve como factor de normalización y generalmente se selecciona como:

k = 1/
∑

c′∈Ĉ |sim(c, c′)|

y donde la calificación promedio del usuario c, rc, en 2.11 se define como:

rc = (1/|Sc|)
∑
s′∈Sc

rc,s, donde Sc = {s ∈ S|rc,s 6= ∅}. (2.12)

La notación rc,s = ∅ indica que el elemento s no fue calificado por el usuario c.
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En el caso más simple, la agregación puede ser un promedio simple, como se define

en la expresión 2.9. Sin embargo, el enfoque de agregación más común es utilizar la suma

ponderada, que se muestra en la expresión 2.10. La medida de similitud entre los usuarios

c y c’, sim(c, c’), es esencialmente una medida de distancia y se usa como un peso, es decir,

cuanto más similares son los usuarios c y c’, rc′,s tendrá mayor peso en la calificación de la

predicción de rc,s. Hay que tener en cuenta que sim(x, y) es un artefacto heuŕıstico que se

introduce para poder diferenciar niveles de similitud entre usuarios (es decir, para poder

encontrar un conjunto de “pares más cercanos” o “vecinos más cercanos” para cada usua-

rio) y al mismo tiempo simplificar el procedimiento de estimación de calificación. Como

se muestra en la expresión 2.10, diferentes aplicaciones de recomendación pueden usar su

propia medida de similitud de usuario, siempre que los cálculos se normalicen utilizando

el factor de normalización k, como se muestra arriba. A continuación se describen las dos

medidas de similitud más utilizadas. Un problema con el uso de la suma ponderada, como

en la expresión 2.10, es que no tiene en cuenta el hecho de que diferentes usuarios pueden

usar la escala de calificación de manera diferente. La suma ponderada ajustada, que se

muestra en la expresión 2.11, se ha utilizado ampliamente para abordar esta limitación.

En este enfoque, en lugar de utilizar los valores absolutos de las calificaciones, la suma

ponderada utiliza sus desviaciones de la calificación promedio del usuario correspondiente.

Otra forma de superar los diferentes usos de la escala de calificación es implementar el

filtrado basado en preferencias [FISS98, CSS99, JSZ03, JSZC03, Smy07, YST+13], que

se centra en predecir las preferencias relativas de los usuarios en lugar de los valores de

calificación absolutos.

Se han utilizado varios enfoques para calcular la similitud sim(c, c’) entre usuarios en

sistemas de recomendación colaborativos. En la mayoŕıa de estos enfoques, la similitud

entre dos usuarios se basa en las calificaciones de los elementos que ambos usuarios han

calificado. Los dos enfoques más populares se basan en la correlación y el coseno. Para

presentarlos, sea Sxy el conjunto de todos los elementos calificados por los usuarios x e y, es

decir, Sxy = {s ∈ S|rx,s 6= ∅ & ry,s 6= ∅}. En los sistemas de recomendación colaborativos,

Sxy se utiliza principalmente como un resultado intermedio para calcular los “vecinos más

cercanos” del usuario x y a menudo se calcula de manera directa, es decir, calculando la

intersección de los conjuntos Sx y Sy. Sin embargo, algunos métodos, como el enfoque

teórico-gráfico para el filtrado colaborativo [AWWY99], pueden determinar los vecinos

más cercanos de x sin calcular Sxy para todos los usuarios y. En el enfoque basado en

correlación, el coeficiente de correlación de Pearson se usa para medir la similitud [RIS+94,
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SM95, ASA+10, RRSK11]:

sim(x, y) =

∑
s∈Sxy

(rx,s − rx)(ry,s − ry)√∑
s∈Sxy

(rx,s − rx)2
∑

s∈Sxy
(ry,s − ry)2

(2.13)

En el enfoque basado en coseno [BHK98, SKKR01], los dos usuarios x e y se tratan

como dos vectores en el espacio m-dimensional, donde m = Sxy. Luego, la similitud entre

dos vectores se puede medir calculando el coseno del ángulo entre ellos:

sim(x, y) = cos(~x, ~y) =
~x · ~y

||~x||2 × ||~y||2
=

∑
s∈Sxy

rx,sry,s√∑
s∈Sxy

r2x,s

√∑
s∈Sxy

r2y,s

(2.14)

donde ~x · ~y denota el producto entre los vectores ~x e ~y. Otro enfoque más para medir

la similitud entre usuarios utiliza la medida de la diferencia de la media al cuadrado y

se describe en [SM95]. Hay que tener en cuenta que los diferentes sistemas de recomen-

dación pueden adoptar diferentes enfoques para implementar los cálculos de similitud de

los usuarios y las estimaciones de calificación de la manera más eficiente posible. Una

estrategia común es calcular todas las similitudes de usuario sim(x,y) (incluido el cálculo

de Sxy) por adelantado y recalcularlas solo de vez en cuando (ya que la red de pares

generalmente no cambia drásticamente en poco tiempo). Luego, cuando el usuario soli-

cita una recomendación, las calificaciones se pueden calcular de manera eficiente según

la demanda utilizando similitudes previamente calculadas. Tanto el enfoque basado en

contenido como el colaborativo utilizan la misma medida de coseno de la literatura de

recuperación de información. Sin embargo, en los sistemas de recomendación basados en

contenido, se utiliza para medir la similitud entre los vectores de ponderaciones TF-IDF,

mientras que en los sistemas colaborativos mide la similitud entre los vectores de las califi-

caciones reales especificadas por el usuario. Se han propuesto muchas modificaciones para

mejorar el rendimiento de estas técnicas estándar basadas en la correlación y en el coseno,

como la calificación predeterminada, la frecuencia inversa del usuario, la amplificación de

casos [BHK98] y la predicción de mayoŕıa ponderada [NA98, DI99]. Por ejemplo, la cali-

ficación predeterminada [BHK98] es una extensión de los enfoques basados en memoria

descritos anteriormente. Se observó que siempre que haya relativamente pocas califica-

ciones especificadas por el usuario, estos métodos no funcionarán bien para calcular la

similitud entre los usuarios x e y [RRSK11], ya que la medida de similitud se basa en

la intersección de los conjuntos de elementos, es decir, conjuntos de elementos calificados
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por ambos usuarios x e y. Se demostró emṕıricamente que la precisión de la predicción de

calificación podŕıa mejorar si se asume algún valor de calificación predeterminado para las

calificaciones faltantes [BHK98]. Además, mientras que las técnicas anteriores tradicional-

mente se han utilizado para calcular similitudes entre usuarios, en [ASA+10, KBGM15]

se observa otra alternativa, que es la de calcular similitudes entre elementos. Por ejem-

plo, en [SKKR01] propusieron usar las mismas técnicas basadas en correlación y coseno

para calcular similitudes entre elementos y obtener las calificaciones de ellos. Esta idea

se ha ampliado aún más en [DK04] para las recomendaciones de los primeros N elemen-

tos. Además, [SKKR01, DK04] presenta evidencia emṕırica de que los algoritmos basados

en elementos pueden proporcionar un mejor rendimiento computacional que los métodos

colaborativos tradicionales basados en el usuario, mientras que al mismo tiempo propor-

cionan una calidad comparable o mejor que los mejores algoritmos disponibles basados

en el usuario. En contraste con los métodos basados en memoria, los algoritmos basados

en modelos [Hof03, PP03, Mar04, AT05, SK09, OMDG17] utilizan la colección de califi-

caciones para definir un modelo, que luego se usa para hacer predicciones de calificación.

Por ejemplo, [BHK98] propone un enfoque probabiĺıstico para el filtrado colaborativo,

donde las calificaciones desconocidas se calculan como:

rc,s = E(rc,s) =
n∑
i=0

i× Pr(rc,s = i|rc,s′ , s′ ∈ Sc) (2.15)

y se asume que los valores de calificación son números enteros entre 0 y n, y la expresión

de probabilidad es la probabilidad de que el usuario c otorgue una calificación particular

al elemento s, dadas las calificaciones previas de ese usuario para otros elementos. Pa-

ra estimar esta probabilidad, [BHK98] propone dos modelos probabiĺısticos alternativos:

modelos de agrupamiento (en inglés cluster) y redes bayesianas. En el primer modelo, los

usuarios afines se agrupan en clases. Dada la clase a la que pertenece el usuario, se asume

que las calificaciones del usuario son independientes, es decir, la estructura del modelo es la

de un modelo bayesiano näıve. El número de clases y los parámetros del modelo se apren-

den de los datos. El segundo modelo representa cada elemento en el dominio como un nodo

en una red bayesiana, donde los estados de cada nodo corresponden a los posibles valores

de calificación para cada elemento. Tanto la estructura de la red como las probabilidades

condicionales se aprenden de los datos. Una limitación de este enfoque es que cada usuario

puede agruparse en una sola categoŕıa, mientras que algunos sistemas de recomendación

pueden beneficiarse de la capacidad de agrupar usuarios en varias categoŕıas a la vez. Por
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ejemplo, en un sistema de recomendación de libros, un usuario puede estar interesado en

un tema (por ejemplo, programación) para fines de trabajo y un tema completamente

diferente (por ejemplo, pedestrismo) para el tiempo libre. Además, en [BP98a] se propone

un método de filtrado colaborativo en un marco de aprendizaje automático, en el que va-

rias técnicas de ML son usadas. Técnicas como las redes neuronales artificiales o técnicas

de extracción de caracteŕısticas, como la descomposición en valores singulares (SVD, del

inglés Singular Value Decomposition) [CRR+13, NbII14, NIB18], una técnica algebraica

para reducir la dimensionalidad de las matrices. Han habido varios otros enfoques de

recomendación colaborativa basados en modelos propuestos en la literatura. Un modelo

estad́ıstico para el filtrado colaborativo se propuso en [UF98], y se compararon varios

algoritmos diferentes para estimar los parámetros del modelo, incluyendo el agrupamien-

to de K-means y el muestreo de Gibbs. Otros métodos de filtrado colaborativo incluyen

un modelo bayesiano [CG99], un modelo relacional probabiĺıstico [GS+99], una regresión

lineal [SKKR01], y un modelo de máxima entroṕıa [PP03]. Se ha realizado una cantidad

significativa de investigación para intentar modelar el proceso de recomendación utilizando

modelos probabiĺısticos más complejos. Por ejemplo, [SHB05] ve el proceso de recomenda-

ción como un problema de decisión secuencial y propone utilizar los procesos de decisión

de Markov (una técnica estocástica bien conocida para modelar decisiones secuenciales)

para generar recomendaciones. Otras técnicas de modelado probabiĺıstico para sistemas

de recomendación incluyen el análisis semántico probabiĺıstico latente [Hof03, Hof04] y

una combinación de mezcla multinomial y modelos de aspecto usando semántica genera-

tiva de asignación latente de Dirichlet [Mar04]. De manera similar, [SJ03] también utiliza

el análisis semántico latente probabiĺıstico para proponer un modelo de mezcla flexible

que permita modelar las clases de usuarios y elementos expĺıcitamente con dos conjuntos

de variables latentes. Además, [KRRT01] utiliza un modelo probabiĺıstico simple para

demostrar que el filtrado colaborativo es valioso con relativamente pocos datos sobre cada

usuario, y que, en ciertas configuraciones restringidas, los algoritmos de filtrado colabo-

rativo simple son casi tan efectivos como los mejores algoritmos posibles en términos de

utilidad. Al igual que en el caso de las técnicas basadas en contenido, la principal di-

ferencia entre las técnicas basadas en modelos colaborativos y los enfoques basados en

heuŕıstica es que las técnicas basadas en modelos calculan predicciones de utilidad (cali-

ficación) basadas no en algunas reglas heuŕısticas ad hoc, sino más bien basadas en un

modelo aprendido de los datos subyacentes utilizando técnicas estad́ısticas y de aprendiza-

je automático. En [PHLG00] se propuso un método que combinaba los enfoques basados
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en memoria y los basados en modelos, donde se demostró emṕıricamente que el uso de

este enfoque combinado puede proporcionar mejores recomendaciones que los enfoques de

colaboración puramente basados en memoria o en modelos.

Se adoptó un enfoque diferente para mejorar el rendimiento de los algoritmos de filtra-

do colaborativo existentes en [YXT+02], donde el conjunto de entrada de clasificaciones

especificadas por el usuario se selecciona cuidadosamente utilizando varias técnicas que

excluyen el ruido, la redundancia y explotan la escasez de datos de calificaciones. Los resul-

tados emṕıricos demuestran el aumento de la precisión y la eficiencia de los algoritmos de

filtrado colaborativo basados en modelos. También se sugiere que las técnicas de selección

de entrada propuestas pueden ayudar a los algoritmos basados en modelos para abordar

el problema de aprender de grandes bases de datos [YXT+02]. Además, en [YST+04] pro-

ponen un enfoque probabiĺıstico para el filtrado colaborativo que constituye otra forma

de combinar las técnicas basadas en memoria y modelos. En particular, [YST+04] propo-

ne (a) utilizar un enfoque de aprendizaje activo para aprender el modelo probabiĺıstico

de las preferencias de cada usuario y (b) utilizar los perfiles de usuario almacenados en

un modelo mixto para calcular recomendaciones. El último aspecto del enfoque propues-

to implementa algunas de las ideas utilizadas en los algoritmos tradicionales basados en

memoria.

Los sistemas de recomendación colaborativa pura no tienen algunas de las deficien-

cias que tienen los sistemas basados en contenido. En particular, ya que los sistemas

colaborativos utilizan recomendaciones de otros usuarios (calificaciones), pueden tratar

cualquier tipo de contenido y recomendar cualquier elemento, incluso los que son dife-

rentes a los que se vieron en el pasado. Sin embargo, los sistemas colaborativos tienen

sus propias limitaciones [BS97, Lee01, CCFF11, BOHG13, OMDG17], como se describe

a continuación.

Problema de usuario nuevo. Es el mismo problema que con los sistemas basados

en contenido. Para hacer recomendaciones precisas, el sistema debe primero conocer las

preferencias del usuario a partir de las calificaciones que el usuario realiza [dBRB05,

RKR08]. Se han propuesto varias técnicas para abordar este problema [SL12, ML13].

La mayoŕıa de ellas utilizan un enfoque de recomendación h́ıbrida, que combina técnicas

basadas en contenido y colaborativas. En una sección posterior se describe a los sistemas de

recomendación h́ıbridos con más detalle. Un enfoque alternativo se presenta en [RAC+02,

YST+04], donde se exploran varias técnicas para determinar los mejores elementos (es
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decir, los más informativos para el sistema de recomendación) para que los califique un

nuevo usuario. Estas técnicas utilizan estrategias que se basan en la popularidad de los

elementos, la entroṕıa de los elementos, la personalización del usuario y las combinaciones

de los anteriores [RAC+02, YST+04].

Problema de elemento nuevo. Nuevos elementos se añaden regularmente a los

sistemas de recomendación. Los sistemas colaborativos dependen únicamente de las pre-

ferencias de los usuarios para hacer recomendaciones. Por lo tanto, hasta que el nuevo

elemento no sea calificado por un número sustancial de usuarios, el RS no podrá recomen-

darlo [WHC+17]. Este problema también se puede abordar utilizando enfoques de reco-

mendación h́ıbridos, que se describen en una sección posterior. Por ejemplo en [OMDG17],

se utilizan modelos de factores latentes para la recomendación y se predicen estos factores

a partir de las descripciones de los elementos que utilizan una red neuronal convolucional

profunda cuando no se pueden obtener a partir de los datos de uso.

Escasez. En cualquier sistema de recomendación, la cantidad de calificaciones ya ob-

tenidas es generalmente muy pequeña en comparación con la cantidad de calificaciones

que se deben predecir. La predicción efectiva de las calificaciones a partir de un pequeño

número de ejemplos es importante. Además, el éxito del sistema de recomendación cola-

borativo depende de la disponibilidad de una masa cŕıtica de usuarios. Por ejemplo, en el

sistema de recomendación de peĺıculas puede haber muchas peĺıculas que solo hayan sido

calificadas por pocas personas y estas peĺıculas se recomendaŕıan muy raramente, incluso

si esos pocos usuarios les dieran calificaciones altas. Además, para el usuario cuyos gustos

son inusuales en comparación con el resto de la población, no habrá otros usuarios que

sean particularmente similares, lo que dará lugar a recomendaciones deficientes [BS97].

Una forma de superar el problema de la escasez de clasificaciones es utilizar la información

del perfil del usuario al calcular la similitud del usuario. Es decir, dos usuarios podŕıan

considerarse similares no solo si calificaban las mismas peĺıculas de manera similar, sino

también si pertenećıan al mismo segmento demográfico. Por ejemplo, [SL12] incorpora

información adicional para aliviar este problema. Esta información se obtiene de la red

de confianza social de los usuarios y del conocimiento semántico de los elementos del

dominio. En otra propuesta, [Paz99] utiliza información de género, edad, código de área,

educación y empleo de los usuarios en la aplicación de recomendación de restaurantes.

Esta extensión de las técnicas tradicionales de filtrado colaborativo a veces se denomina

“filtrado demográfico” [Paz99]. Otro enfoque que también explora las similitudes entre los
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usuarios se ha propuesto en [HCZ04], donde el problema de la escasez se aborda mediante

la aplicación de un marco de recuperación asociativa y algoritmos de activación de propa-

gación relacionados para explorar asociaciones transitivas entre los consumidores a través

de sus transacciones y comentarios anteriores. Se utilizó un enfoque diferente para tratar

con matrices de calificación escasas en [BP98a, SKKR00a, NbII14, NIB18], donde se usó

una técnica de reducción de dimensionalidad, descomposición en valores singulares, para

reducir la dimensionalidad de matrices de calificación escasas. La SVD es un método bien

conocido para la factorización matricial que proporciona las mejores aproximaciones de

rango inferior de la matriz original [SKKR00a].

2.3.3. Sistemas h́ıbridos

Varios sistemas de recomendación utilizan un enfoque h́ıbrido al combinar métodos

colaborativos y basados en contenido, lo que ayuda a evitar ciertas limitaciones de los sis-

temas basados en contenido y colaborativos [Bur07, BMCMB+10, SK12, TNY17, LS19].

Las diferentes formas de combinar métodos colaborativos y basados en contenido en un

sistema de recomendación h́ıbrido se pueden clasificar de la siguiente manera: (1) imple-

mentando métodos colaborativos y basados en contenido por separado y combinando sus

predicciones, (2) incorporando algunas caracteŕısticas basadas en contenido en un enfo-

que colaborativo, (3) incorporando algunas caracteŕısticas colaborativas en un enfoque

basado en contenido, y (4) construyendo un modelo unificador general que incorpore ca-

racteŕısticas tanto de contenido como colaborativas. Todos los enfoques anteriores han

sido utilizados en el área de RS, como se describe a continuación.

1. Combinación de recomendadores separados. Una forma de crear sistemas de

recomendación h́ıbridos es implementar sistemas colaborativos y basados en contenido se-

parados. Entonces podemos tener dos escenarios diferentes. Primero, podemos combinar

los resultados (calificaciones) obtenidos de los sistemas de recomendación individuales en

una recomendación final utilizando una combinación lineal de calificaciones [MCG+99] o

un esquema de votación [Paz99]. Alternativamente, podemos usar uno de los recomenda-

dores individuales, en cualquier momento, eligiendo usar el que es “mejor” que otros, en

base a alguna métrica de “calidad” de recomendación. Por ejemplo, el sistema DailyLear-

ner [BP00] selecciona el sistema de recomendación que puede dar la recomendación con

el mayor nivel de confianza, mientras que [TC00] elige el sistema cuya recomendación es

más consistente con las calificaciones anteriores del usuario.
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2. Agregar caracteŕısticas basadas en contenido a los modelos colaborati-

vos. Varios sistemas de recomendación h́ıbridos, incluidos Fab [BS97] y el enfoque de

“colaboración a través del contenido”, descrito en [Paz99], se basan en técnicas colabo-

rativas tradicionales pero también mantienen los perfiles basados en contenido para cada

usuario. Estos perfiles basados en contenido, y no los elementos calificados comúnmente,

se utilizan para calcular la similitud entre dos usuarios. Como se mencionó en [Paz99], esto

permite superar algunos problemas relacionados con la escasez de un enfoque puramente

colaborativo, ya que normalmente no muchos pares de usuarios tendrán un número signi-

ficativo de elementos calificados comúnmente. Otro beneficio de este enfoque es que a los

usuarios se les puede recomendar un elemento no solo cuando lo califican positivamente

los usuarios con perfiles similares, sino también de manera directa, es decir, cuando este

elemento tiene una alta calificación respecto al perfil del usuario [BS97]. En [GSK+99]

se emplea un enfoque algo similar usando una variedad de diferentes tipos de filtro, en

forma de agentes especializados de análisis de contenido que actúan como participantes

adicionales en una comunidad de filtrado colaborativo. Como resultado, los usuarios cu-

yas calificaciones concuerden con algunas de las calificaciones de los agentes de filtrado

podrán recibir mejores recomendaciones [GSK+99]. De manera similar, [MMN02] utiliza

un enfoque colaborativo en el que el vector de calificaciones del usuario tradicional se

aumenta con calificaciones adicionales, que se calculan utilizando un predictor basado

puramente en el contenido.

3. Agregar caracteŕısticas colaborativas a los modelos basados en conte-

nido. El enfoque más popular en esta categoŕıa es usar alguna técnica de reducción de

dimensionalidad en un grupo de perfiles basados en contenido. Por ejemplo, [SN99] utiliza

la indexación semántica latente (LSI, del inglés Latent Semantic Indexing) para crear una

vista colaborativa de una colección de perfiles de usuario, donde los perfiles de usuario

están representados por vectores de términos (como se explica en la Sección 2.3.1), lo que

resulta en una mejora del rendimiento en comparación con el enfoque basado en contenido

estrictamente puro.

4. Desarrollar un modelo único de recomendación unificado. Algunos inves-

tigadores han seguido este enfoque en los últimos años. Por ejemplo, [BHC98] propone

usar caracteŕısticas basadas en contenido y colaborativas (por ejemplo, la edad o el géne-

ro de los usuarios o el género de peĺıculas) en un único clasificador basado en reglas.

En [PPL01, SPUP02] se proponen métodos probabiĺısticos unificados para combinar re-
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comendaciones colaborativas y basadas en contenido, que se basa en el análisis semántico

latente probabiĺıstico [Hof99].

Los sistemas de recomendación h́ıbridos también pueden aumentarse mediante técni-

cas basadas en conocimiento [Bur00], como el razonamiento basado en casos, con el fin

de mejorar la precisión de la recomendación y abordar algunas de las limitaciones (por

ejemplo, los problemas de nuevos usuarios o nuevos elementos) de los sistemas de reco-

mendación tradicionales. Por ejemplo, Entrée [Bur00], es un sistema de recomendación

basado en conocimiento, utiliza conocimientos del dominio sobre restaurantes, cocinas y

alimentos (por ejemplo, que la “comida de mar” no es “vegetariana”) para recomendar

restaurantes a sus usuarios. El principal inconveniente de los sistemas basados en conoci-

miento es la necesidad de la adquisición de conocimiento, un conocido cuello de botella

para muchas aplicaciones de inteligencia artificial. Sin embargo, se han desarrollado sis-

temas de recomendación basados en conocimiento para dominios de aplicación donde el

conocimiento del dominio está fácilmente disponible en alguna forma estructurada y legi-

ble por máquinas, por ejemplo, como una ontoloǵıa. Por ejemplo, los sistemas Quickstep

y Foxtrot [MSR04] utilizan la ontoloǵıa del dominio de los art́ıculos de investigación para

hacer recomendaciones en linea de art́ıculos a los usuarios. Además, varios art́ıculos, co-

mo [BS97, Paz99, SN99, MMN02], comparan emṕıricamente el rendimiento del enfoque

h́ıbrido con los métodos colaborativos y basados en contenido completamente puros y

demuestran que los métodos h́ıbridos pueden proporcionar recomendaciones más precisas

que los enfoques puros.

2.4. Explicaciones

Un RS tiene como objetivo principal proporcionar recomendaciones personalizadas

para los usuarios, pero opcionalmente algunos son capaces de generar explicaciones del

porqué de la recomendación. Según [FZ11] las explicaciones en RS se caracterizan por tener

dos propiedades. Primero, una explicación debe dar información sobre la recomendación.

Segundo, deben estar alineadas con los objetivos del diseño del sistema. La capacidad de

un sistema para explicar sus recomendaciones es un aspecto importante de su utilidad y

puede contribuir significativamente a que los usuarios acepten sus sugerencias [TM12].

El concepto de explicación es frecuentemente explotado en la comunicación humana

y en las tareas de razonamiento. En consecuencia, la investigación dentro de la inteligen-
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cia artificial, y en particular, en el desarrollo de sistemas que imiten el comportamiento

humano, ha mostrado gran interés en la naturaleza de las explicaciones. En [BCS98] se

distingue entre explicaciones funcionales, causales, intencionales y cient́ıficas. Las expli-

caciones funcionales tratan sobre las funciones de los sistemas. Las explicaciones causales

proporcionan relaciones causales entre eventos. Las explicaciones intencionales dan ra-

zones para el comportamiento humano. Las explicaciones cient́ıficas se explotan para

expresar relaciones entre los conceptos formulados en diversos campos cient́ıficos y se ba-

san t́ıpicamente en teoŕıas refutables. Desafortunadamente, no hay una teoŕıa unificada

aceptada que describa el concepto de explicación. En consecuencia, no está claro cómo

diseñar un método general para generar explicaciones. Al enfrentar tales desaf́ıos funda-

mentales, surge la pregunta de por qué los sistemas de recomendación debeŕıan tratar

con las explicaciones. La respuesta está relacionada con las dos partes que proporcionan

y reciben recomendaciones. Por ejemplo, un agente de ventas puede estar interesado en

promocionar productos particulares, mientras que un agente de compras está preocupa-

do por tomar la decisión de compra correcta. Las explicaciones son piezas importantes

de información que pueden ser explotadas por ambos agentes a lo largo del proceso de

comunicación para aumentar su rendimiento. Diferentes agentes formularán explicaciones

con diferentes intenciones, por ejemplo, un agente de compras busca ofertas y explicacio-

nes que justifiquen las decisiones, mientras que un agente de ventas intenta mejorar las

ganancias al proporcionar argumentos convincentes al agente de compras. Pero en defini-

tiva, lo importante es considerar el fenómeno de las explicaciones desde un punto de vista

pragmático.

A pesar de la diversidad de propuestas para caracterizar el concepto de explicación, casi

todas las fuentes están de acuerdo en que una explicación es una información intercam-

biada en un proceso de comunicación. En el contexto de los sistemas de recomendación,

estas piezas de información complementan una recomendación con diferentes objetivos.

La Figura 2.1 muestra los distintos objetivos que puede perseguir una explicación, para

beneficio del usuario o del sistema.

Siguiendo una visión pragmática, como se propone en [TM07], se pueden identificar

diferentes objetivos para proporcionar explicaciones en un proceso de recomendación. A

continuación se explican algunos de los posibles objetivos a perseguir.

Transparencia. Las explicaciones que respaldan la transparencia de las recomenda-

ciones tienen como objetivo proporcionar información para que el usuario pueda compren-
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Objetivo Definición 

Transparencia Explicar cómo funciona el sistema. 

Validez Ayudar a los usuarios a verificar la calidad de una recomendación. 

Escrutabilidad Permitir a los usuarios corregir una recomendación incorrecta. 

Confianza Aumentar la confianza de los usuarios en el sistema. 

Persuasión Convencer a los usuarios a probar o adquirir un producto o servicio. 

Eficacia Ayudar a los usuarios a tomar buenas decisiones. 

Eficiencia Ayudar a los usuarios a tomar decisiones más rápido. 

Satisfacción Aumentar la facilidad de uso o disfrute. 

Pertinencia Refinar el perfil del usuario mejorado la recomendación. 

Comprensibilidad Complementar el conocimiento del usuario con el del recomendador. 

Educación Ayudar a los usuarios a entender el dominio. 

Figura 2.1: Objetivos de una explicación.

der el razonamiento utilizado para generar una recomendación espećıfica. En particular,

la explicación puede proporcionar información sobre por qué se prefirió un elemento sobre

otro. Por ejemplo, considere el caso en el que se pregunta porqué un recomendador de

peĺıculas asume que al usuario gustan los westerns, cuando en realidad no es aśı. Las ex-

plicaciones de transparencia pueden indicar, por ejemplo, que el usuario compró canciones

country y esta información se está explotando para recomendar peĺıculas western, lo que

le da la oportunidad de cambiar suposiciones falsas.

Validez. Se pueden generar explicaciones para permitir que un usuario verifique la

validez de una recomendación. Por ejemplo, “te recomiendo un automóvil tipo van porque

en tu familia hay cuatro niños y el veh́ıculo tiene una cantidad de siete asientos”. Debido a

la cantidad de hijos de la familia, no es posible recomendar un tipo de automóvil que solo

posea cuatro asientos. La capacidad de verificar la validez no está necesariamente relacio-

nada con la transparencia. Por ejemplo, una red neuronal puede haber decidido que un

producto es casi perfecto para un conjunto de requisitos de los clientes. La transparencia

en el proceso de cálculo, al revelar cómo la red neuronal calculó la recomendación, no

ayudará a un cliente a validar la recomendación. Sin embargo, mostrará una comparación

de las caracteŕısticas requeridas y ofrecidas del producto que permite al cliente validar la

calidad de la recomendación del producto.

Escrutabilidad. Significa que los usuarios pueden informar que el sistema se ha equi-

vocado. Esta capacidad está estrechamente relacionada con la transparencia, permitiendo
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a los usuarios corregir el razonamiento realizado por el sistema. Los usuarios confiarán en

un sistema que proporciona transparencia en el funcionamiento al ofrecer explicaciones

que contienen un mecanismo para gestionar los errores dentro de las recomendaciones.

Confianza. Siguiendo a [GKK03], la creación de confianza se puede ver como un

mecanismo para reducir la complejidad de la toma de decisiones humanas en situaciones

inciertas. Las explicaciones que buscan generar confianza en las recomendaciones reducen

la incertidumbre acerca de la calidad de una recomendación, por ejemplo, “el medicamento

Pacural curó a miles de personas con su enfermedad; por lo tanto, esta droga también te

ayudará”.

Persuasión. La tecnoloǵıa computacional [Fog99] se considera persuasiva si el siste-

ma está diseñado intencionalmente para cambiar la actitud o el comportamiento de una

persona de una manera predeterminada. En este sentido, las explicaciones persuasivas

de las recomendaciones apuntan a cambiar el comportamiento, por ejemplo de compra,

del usuario. De esta manera, un recomendador puede detenerse intencionalmente en los

aspectos positivos de un producto y guardar silencio sobre varios aspectos negativos.

Eficacia. En el contexto de los sistemas de recomendación, el término eficacia se refiere

al apoyo que recibe un usuario para tomar decisiones de alta calidad. Las explicaciones

para mejorar la efectividad generalmente ayudan al cliente a descubrir sus preferencias

y tomar decisiones que maximizan la satisfacción con respecto al producto seleccionado.

Los recomendadores efectivos ayudan a los usuarios a tomar mejores decisiones.

Eficiencia. En el contexto de los sistemas de recomendación, el término eficiencia

se refiere a la capacidad de un sistema para ayudar a los usuarios a reducir el esfuerzo

de toma de decisiones. Por lo tanto, las explicaciones que buscan aumentar la eficiencia

generalmente intentan reducir el tiempo necesario para la toma de decisiones. Sin embargo,

una medida de la eficiencia también podŕıa ser el esfuerzo cognitivo percibido, que podŕıa

ser diferente de la eficiencia en función del tiempo necesario para realizar la recomendación

y seleccionar un producto.

Satisfacción. Las explicaciones pueden intentar mejorar la satisfacción general de-

rivada del uso de un sistema de recomendación. Este objetivo no puede estar vinculado

a ningún otro objetivo de explicación, como la persuasión. La motivación detrás de este

objetivo puede ser múltiple, por ejemplo, para aumentar la tasa de retorno de los clientes.

Pertinencia. Las explicaciones se pueden utilizar para explicar por qué, en algunos

casos, es necesario que el usuario proporcione información adicional al sistema. Esto es
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cierto en el caso de los sistemas de recomendación conversacionales, donde los usuarios

interactúan con el sistema, durante el proceso de recomendación, para refinar sus reque-

rimientos de información [JZFF10].

Comprensibilidad. Los recomendadores nunca pueden estar seguros sobre el cono-

cimiento de sus usuarios. Las explicaciones dirigidas a la comprensión apoyan al usuario

a relacionar los conceptos conocidos del usuario con los conceptos empleados por el reco-

mendador.

Educación. Las explicaciones pueden tener como objetivo educar a los usuarios para

ayudarles a comprender mejor el dominio del producto. El conocimiento profundo sobre

el dominio ayuda a los clientes a repensar sus preferencias y evaluar los pros y los contras

de las diferentes soluciones. Eventualmente, a medida que los clientes se informan más,

pueden tomar decisiones de compra más inteligentes.

Los objetivos antes mencionados para generar explicaciones pueden estar interrela-

cionados. Por ejemplo, una explicación generada para mejorar la transparencia de una

recomendación, puede tener un efecto positivo en la confianza. Por el contrario, las ex-

plicaciones dirigidas a la persuasión pueden resultar en una pérdida de confianza. Para

evaluar la utilidad de las explicaciones, todos los efectos en los diversos objetivos de

comunicación del proceso de recomendación deben ser verificados. Como se señaló ante-

riormente, las explicaciones se utilizan en un proceso de comunicación. Por lo tanto, la

idoneidad de una explicación depende de los objetivos tanto del remitente como del re-

ceptor. Como consecuencia, la calidad de las explicaciones se puede mejorar modelando el

agente receptor. Por ejemplo, para que las explicaciones sean comprensibles, es necesario

tener información sobre el nivel de conocimiento del receptor. En general, cuanto mejor

sea el modelo de un agente receptor, más efectivos serán los argumentos generados por

un agente persuasivo.

2.5. Evaluación de los resultados de un RS

Desde que comenzó la investigación de RS, la evaluación de predicciones y recomen-

daciones se ha vuelto importante [SKKR00b, HKTR04]. La investigación en el campo de

RS requiere medidas de calidad y métricas de evaluación [GS09] para conocer la calidad

de las técnicas, métodos y algoritmos para predicciones y recomendaciones. Las métri-

cas de evaluación [HKTR04, HdOG08] y los marcos de evaluación [BHOB11, HKBR17]
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facilitan la comparación de varias soluciones para el mismo problema y la selección de

diferentes ĺıneas de investigación prometedoras que generan mejores resultados. Debido

a las medidas de evaluación, las recomendaciones de los RS se han probado y mejorado

gradualmente [CCFF11].

Un conjunto representativo de medidas de evaluación existentes tiene formulaciones

estándar y además se han generado bases de datos públicas para RS. Estos dos avances

han facilitado las comparaciones de calidad para los nuevos métodos de recomendación

propuestos y los métodos publicados anteriormente, por lo tanto, los métodos y algoritmos

investigados en el área de RS han progresado continuamente.

A continuación se presenta una selección representativa de las medidas de calidad de

evaluación de RS más utilizadas.

2.5.1. Calidad de las predicciones

Para medir la precisión de los resultados de un RS, es habitual utilizar el cálculo de

algunas de las métricas de error de predicción más comunes, entre las que se encuentran el

error absoluto medio (MAE, del ingles Mean Absolute Error) y sus métricas relacionadas

destacadas: error cuadrático medio, ráız del error cuadrático medio (RMSE, del inglés

Root Mean Squared Error), y el error absoluto medio normalizado.

Se define U como el conjunto de usuarios del RS, I como el conjunto de elementos del

RS, ru,i la calificación del usuario u para el elemento i, ∅ la falta de calificación (ru,i = ∅
significa que el usuario u no calificó al elemento i), y pu,i la predicción del elemento i para

el usuario u. Sea Ou = {i ∈ I|pu,i 6= ∅ ∧ ru,i 6= ∅}, el conjunto de elementos calificados

por el usuario u que tienen valores de predicción. Se observa que la diferencia absoluta

entre la predicción y el valor real, |pu,i− ru,i|, informa sobre el error en la predicción. Las

métricas MAE y RMSE se definen promediando los errores de predicción para todos los

elementos y usuarios como sigue:

MAE =
1

#U

∑
u∈U

(
1

#Ou

∑
i∈Ou

|pu,i − ru,i|

)
(2.16)

RMSE =
1

#U

∑
u∈U

√
1

#Ou

∑
i∈Ou

(pu,i − ru,i)2 (2.17)
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2.5.2. Calidad de un conjunto de recomendaciones

La confianza de los usuarios para un determinado RS no depende directamente de

la precisión para el conjunto de posibles predicciones. Un usuario gana confianza en el

RS cuando este está de acuerdo con un conjunto reducido de recomendaciones hechas

por el RS. Por lo general, cuando se realiza un experimento “offline”, la respuesta del

recomendador puede clasificarse en alguna de las clases que se muestran en la Figura 2.2.

Predicción 

+ - 

O
b

s
e
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a
c
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n
 

+ TP FN 

- FP TN 

Figura 2.2: Clasificación de la respuesta de un RS.

Utilizamos TP para representar a los verdaderos positivos (del inglés, True Positive), FN

a los falsos negativos (del inglés, False Negative), FP a los falsos positivos (del inglés,

False Positive), y TN a los verdaderos negativos (del inglés, True Negative).

En esta sección, a partir de las posibles respuestas de un RS, se definen las siguientes

medidas de calidad de recomendación más utilizadas: (1) precisión (del inglés precision),

que indica la proporción de elementos relevantes recomendados del número total de ele-

mentos recomendados, (2) cobertura (del inglés cobertura), que indica la proporción de

elementos relevantes recomendados del número de elementos relevantes, y (3) exactitud (o

tasa de aciertos, del inglés accuracy), que indica la fracción de los recursos predichos como

positivos o negativos para los que la predicción fue correcta, (4) F-Calificación (del inglés

F-Score), que es la media armónica de precisión y cobertura.

Precisi ón =
TP

TP + FP
(2.18)

Cobertura =
TP

TP + FN
(2.19)

Exactitud =
TP + TN

TP + TN + FP + FN
(2.20)
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Fβ − calificaci ón =
(1 + β2)× (precisi ón × cobertura)

(β2 × precisi ón + cobertura)
(2.21)

Por lo general, es esperable una compensación entre estas cantidades, mientras que

permitir listas de recomendaciones más largas generalmente mejora la cobertura, también

es probable que reduzca la precisión. En aplicaciones donde las recomendaciones que se

presentan al usuario están ordenadas, la medida de interés más útil es precisión a un

rango n (p@n).

2.5.3. Otras métricas

Existe otro conjunto de métricas, no tan populares o estandarizadas para su cálculo

como las anteriormente mencionadas [KB17]. De este conjunto hay diferentes aproxima-

ciones que se han utilizado para medir distintas caracteŕısticas de las sugerencias de un

sistema de recomendación. A continuación se listan algunas de ellas.

Diversidad. Se define generalmente como una medida de disimilitud entre los

elementos de la lista de recomendaciones con respecto a una métrica de similitud.

Esta diversidad “dentro de la lista” ha sido presentada y utilizada en varias for-

mas [ZCM02, ZMKL05, ZH08, KP17, NHTK18].

Serendipia. Es la cualidad de ser inesperado y útil [KWV16]. Para medir la seren-

dipia de una lista de recomendaciones, por ejemplo, se podŕıa medir la utilidad de los

elementos (por lo general considerando solo la precisión) penalizando los elementos más

populares [MMO07, GDBJ10].

Novedad. Es una medida de calidad de recomendación que parece estar estrecha-

mente relacionada con la serendipia [MRK06] y hasta pueden superponerse [Zha13]. Para

distinguir mejor estos dos objetivos, es cada vez más común definir la novedad de un

elemento de manera independiente del usuario. Por lo general, la novedad de un elemen-

to se calcula por la inversa de su popularidad (por ejemplo, medida por la cantidad de

calificaciones que ha recibido), es más probable que los elementos con poca popularidad

sean nuevos para el usuario [ZKL+10].
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Estabilidad. La estabilidad en las predicciones y recomendaciones influye en la con-

fianza de los usuarios hacia el RS. Un RS es estable si las predicciones que proporciona no

cambian fuertemente en un corto peŕıodo de tiempo. En [AZ12] se propone una medida

de calidad de la estabilidad.

2.6. Resumen

En este caṕıtulo se introdujeron nociones correspondientes a los sistemas de recomen-

dación. Se los definió como herramientas o técnicas capaces de brindar sugerencias al

usuario, potencialmente abrumado por la cantidad de opciones disponibles.

En la Sección 2.1 se describieron las distintas funciones que puede desempeñar un RS.

Estas funciones son diferentes si se consideran el lado del proveedor de un servicio o el

del usuario. A un proveedor de servicio le pueden interesar funciones de un RS como por

ejemplo: aumentar el número de art́ıculos vendidos, vender art́ıculos más diversos, au-

mentar la satisfacción, o fidelidad, del usuario, o entender mejor lo que quiere el usuario.

En cambio a un usuario le podŕıa interesar un RS que lo ayude a cumplir sus tareas y

objetivos. Entre las opciones de funciones más populares que un RS le puede ofrecer a

un usuario se pueden mencionar: encontrar algunos, o todos, los elementos que le intere-

sen, recomendar elementos en secuencia o en paquete, permitirle solo navegar entre las

opciones disponibles, admitirle mejorar su perfil, ayudar, o influir, en otros o simplemente

expresarse. En consecuencia, un RS debe equilibrar las necesidades de estas dos partes

intervinientes y ofrecer un servicio que sea valioso para ambos.

Como una clasificación general, en la Sección 2.2, se mostró que los datos utilizados por

los RS se refieren a tres tipos de objetos: elementos, usuarios y transacciones. Estas últimas

representan las relaciones entre usuarios y elementos. Los RS son sistemas que recopilan

activamente varios tipos de datos para elaborar sus recomendaciones. Estos datos son

principalmente sobre los elementos que se sugieren y los usuarios que recibirán estas

recomendaciones. Pero, estos datos pueden ser explotados o no, dependiendo de la técnica

de recomendación utilizada. Se considera transacción a cada una de las interacciones que

ocurren entre el usuario y el sistema. Las transacciones pueden ser impĺıcitas o expĺıcitas.

Para el primer caso, el sistema infiere la opinión del usuario de los elementos en función

de las acciones que realiza. Para el caso de las expĺıcitas, el RS le permite al usuario

que realice una acción particular para emitir su opinión para un determinado elemento.
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El usuario podŕıa expresar su opinión a través de la calificación del elemento o de la

asignación de etiquetas para evaluarlo.

En la Sección 2.3 se presentan las técnicas más populares para definir un RS. Tra-

dicionalmente, se utilizan dos enfoques principales para generar recomendaciones: las re-

comendaciones basadas en contenido y las recomendaciones basadas en los métodos de

filtrado colaborativo. Los recomendadores basados en contenido son impulsados por la

premisa de que las preferencias de los usuarios tienden a persistir a través del tiempo.

Estos recomendadores frecuentemente utilizan técnicas de ML para generar un perfil del

usuario activo, que normalmente se almacena como una lista de elementos calificados.

Para determinar si un elemento nuevo es una recomendación potencialmente buena, los

sistemas de recomendación basados en contenido se basan en medidas de similitud entre

los nuevos elementos y los elementos calificados ya almacenados como parte del modelo

de usuario. Los sistemas de recomendación basados en filtrado colaborativo se basan en

la suposición de que las preferencias de los usuarios están correlacionadas. Estos siste-

mas mantienen un conjunto de perfiles de los usuarios asociados a los elementos que los

usuarios han calificado en el pasado. Para un usuario activo determinado, los sistemas

de recomendación colaborativos encuentran otros usuarios similares cuyas calificaciones

de elementos se relacionan estrechamente con el usuario actual. Nuevos elementos no ca-

lificados por el usuario activo pueden ser presentados como sugerencias si los usuarios

similares a este los han calificado altamente.

Una combinación de filtrado colaborativo y recomendación basada en contenido, o de

cualquier otro tipo de RS, da lugar a los sistemas de recomendación h́ıbridos. Los reco-

mendadores h́ıbridos suelen generar un modelo del usuario activo mediante la supervisión

del comportamiento del usuario o mediante el análisis de intereses declarados o por re-

troalimentación de los usuarios. El modelo generado del usuario normalmente se combina

con las necesidades de información del usuario con el fin de buscar sugerencias. Además,

el sistema mantiene un grupo de perfiles de otros usuarios, haciendo posible la aplicación

de filtrado colaborativo para perfeccionar el conjunto seleccionado de recomendaciones.

Por otra parte, en la Sección 2.4, se hace referencia a las explicaciones. Si bien generar

explicaciones no son el objetivo principal de un RS, que un sistema cuente con esta

capacidad puede ser de una gran utilidad y puede contribuir significativamente a que los

usuarios acepten sus sugerencias. Las explicaciones son piezas importantes de información

que pueden ser explotadas, tanto por el usuario como por el proveedor de un servicio,
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durante el proceso de comunicación para aumentar su rendimiento. Un RS genera estas

piezas de información con diferentes intenciones, entre los cuales se pueden destacar:

generar recomendaciones transparentes, válidas, eficaces, pertinentes, persuasivas y/o de

manera eficiente. También podŕıan permitir generar mayor confianza y satisfacción en el

usuario del RS, aportándole, además, comprensibilidad y educación.

Finalmente, en la Sección 2.5, se presentan diferentes medidas para evaluar los RS,

en particular la calidad de sus resultados. Estas medidas se han vuelto importantes para

poder comparar la calidad de las distintas técnicas, métodos y algoritmos utilizados para

realizar recomendaciones. Dentro de las métricas más populares y estandarizadas para

medir la calidad de las predicciones o recomendaciones se pueden mencionar el MAE, la

RMSE, la Precisión, la Cobertura, la Exactitud y la F-calificación. También existen otras

métricas para poder evaluar un RS. Algunos ejemplos son la Diversidad, la Novedad, la

Estabilidad y la Serendipia.



Caṕıtulo 3

Sistemas argumentativos

Argumentación es una forma de razonamiento por la cual, para una dada afirmación,

se presta atención expĺıcita a las justificaciones presentadas y a la resolución de los po-

sibles conflictos que podŕıan existir entre ellas. Mediante este tipo de razonamiento, una

afirmación es aceptada o rechazada dependiendo del análisis de los argumentos tanto a su

favor como en su contra. La forma en que los argumentos y las justificaciones son consi-

deradas para una afirmación permite definir un mecanismo de razonamiento automático

que contempla la posibilidad de contar con información contradictoria, incompleta e in-

cierta [PV02, RS09].

El estudio de argumentación ha sido abordado desde diferentes enfoques: a nivel lógico

puede considerarse como una forma de modelar inferencia rebatible, y a nivel dialógico

puede verse como una forma de interacción entre agentes inteligentes. Esta forma de ra-

zonamiento ha sido ampliamente estudiada en disciplinas como la filosof́ıa [Tou58, Pol87],

y desde la década del ’70 es posible encontrar estudios en las Ciencias de la Compu-

tación que han contribuido en gran medida a la noción de argumento. Recién a media-

dos de los años ’80 se inicio el desarrollo del área de argumentación desde un punto de

vista computacional, donde los argumentos son expĺıcitamente construidos y compara-

dos como medios para resolver problemas en una computadora. En las últimas décadas,

la argumentación ha evolucionado como un atractivo paradigma para conceptualizar el

razonamiento de sentido común [CML00, BD07, BH08, AyC14]. Se han creado diferen-

tes aproximaciones para modelar argumentación, tales como sistemas de argumentación

abstracta [Dun95, Pra10], sistemas que utilizan lógica clásica [BH01, BH09], o sistemas

argumentativos basados en reglas [PS97, GS04, DKT06, AK07]. Por otra parte, este tipo
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de razonamiento es particularmente atractivo para la toma de decisiones, y dentro del

área de Inteligencia Artificial existe especial interés en abordar este tipo de problemas.

En el último tiempo, el campo de aplicación de la argumentación se ha expandido veloz-

mente, en gran parte debido a los avances teóricos, pero también gracias a la demostración

exitosa de su uso práctico en un gran número de dominios de aplicación, tales como el

razonamiento legal [PS02, Ver03b, dCPLM+17], planificación [SGC04, CSCC13, PG18],

la ingenieŕıa del conocimiento [CRL00], los sistemas para la toma de decisiones y nego-

ciación [BH09, AV12, GGGL16, FTG+17, BTG19], los sistemas multi-agente [AMP02,

RA06, GGS10, CI15, GTGS18], el e-government [ABM05, CMGE16], el procesamiento

de lenguaje natural [CM04b, WvEH16], entre muchos otros.

En lo que resta de este caṕıtulo se introduce una serie de nociones básicas de argumen-

tación. En primer lugar se presenta la estructura conceptual propuesta en [PV02], la cual

provee una caracterización de los diferentes elementos presentes en los sistemas argumen-

tativos. Luego, se muestra cómo estos elementos se ven reflejados en los diferentes pasos

involucrados en el proceso de razonamiento argumentativo. Seguidamente, se presenta la

programación en lógica rebatible [GS04], una aproximación para la formalización de sis-

temas argumentativos. Se introducen sus principales caracteŕısticas, haciendo referencia

a cómo instancian los diferentes elementos de la estructura conceptual antes mencionada.

Finalmente se describe brevemente, un formalismo basado en argumentación con soporte

de base de datos, el cual integra argumentación rebatible con bases de datos que pueden

ser actualizadas por otras aplicaciones externas, lo que permitirá la ejecución de procesos

de argumentación basados en fuentes de datos externas masivas.

3.1. Una caracterización de los sistemas argumenta-

tivos

Los autores en [PV02] proponen una estructura conceptual que describe los principales

elementos con los que se puede caracterizar a un sistema argumentativo. Se identifican

cinco elementos, algunos de los cuales pueden hallarse presentes de manera impĺıcita, estos

son: un lenguaje de representación; una definición de la noción de argumento; la identifi-

cación de conflictos entre argumentos; la obtención de las derrotas entre argumentos; y,

finalmente, la determinación del estado de aceptabilidad de los argumentos, la cual puede

ser utilizada para definir una noción de consecuencia lógica del sistema.
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Lenguaje de Representación: Los sistemas argumentativos son construidos a partir

de un lenguaje de representación que es utilizado para modelar la información acer-

ca del dominio sobre el cual se efectuará el razonamiento. Asociada a este lenguaje

de representación es definida una noción de consecuencia lógica, la cual es utiliza-

da para definir la noción de argumento. Algunos sistemas utilizan un lenguaje de

representación particular (por ejemplo, [GS04]), mientras que otros sistemas dejan

la lógica subyacente parcialmente especificada o completamente sin especificar (por

ejemplo, [Dun95]). En particular, esta última clase de sistemas puede ser instancia-

da utilizando diferentes lógicas alternativas, caracterizando aśı la noción de marco

argumentativo.

Noción de Argumento: Esta noción corresponde a una prueba en la lógica subyacen-

te. En cuanto al formato para la representación de los argumentos, en la literatura

se destacan principalmente tres alternativas. La primera de ellas define a los argu-

mentos como árboles de inferencia basados en premisas. Otra alternativa consiste

en la construcción de argumentos a partir de una secuencia de prueba o deriva-

ción. Finalmente, algunos sistemas simplemente definen un argumento como un par

premisas-conclusión, dejando impĺıcito el hecho de que el operador de consecuencia

asociado a la lógica subyacente permite obtener una prueba de la conclusión a partir

de las premisas. Cabe destacar que algunos formalismos argumentativos se abstraen

de la forma en que los argumentos son construidos, dejando su estructura interna

completamente sin especificar. Tal es el caso del marco argumentativo propuesto

por Dung en [Dun95], el cual trata la noción de argumento como una primitiva,

centrándose exclusivamente en las interacciones entre los argumentos.

Conflictos entre Argumentos : El uso de argumentación como mecanismo de razona-

miento presupone, de alguna manera, la existencia de conflictos entre argumentos.

Esta noción de conflicto, también llamada ataque o contra-argumentación, puede

tener origen en diferentes situaciones. La literatura de argumentación usualmente

distingue tres tipos de conflictos. El primero de ellos, conocido como ataque por

refutación (en inglés rebutting attack), ocurre cuando dos argumentos poseen con-

clusiones contradictorias. Otro tipo de conflicto, llamado ataque a una suposición

(en inglés assumption attack) surge cuando un argumento realiza una suposición de

no existencia de prueba (es decir, se asume que no es posible obtener una prueba

para una determinada fórmula del lenguaje lógico subyacente) y otro argumento
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prueba la conclusión que el primero asumió como no demostrable. Existe en la li-

teratura otra forma de conflicto que se encuentra relacionada con el ataque a una

suposición: el ataque a una premisa (en inglés undermining attack). Este tipo de

ataque está dirigido sobre una premisa de un argumento para la cual no existe una

prueba fehaciente (es decir, una premisa que no forma parte de los hechos de la

base de conocimiento). Dados los tipos de conflicto identificados en la literatura,

se puede observar que el ataque por refutación es simétrico, mientras que los otros

tipos de ataque son asimétricos. Generalmente, los tipos de conflicto arriba mencio-

nados son inferidos a partir de las caracteŕısticas del lenguaje de representación. Es

por esto que en sistemas abstractos como el propuesto en [Dun95], en los que hay

abstracción del lenguaje de representación y de la forma en que los argumentos son

construidos, se asume que los conflictos entre argumentos se encuentran establecidos

expĺıcitamente de antemano.

Derrotas entre Argumentos : La noción de conflicto o ataque entre argumentos no

implica evaluación alguna. Luego, es necesaria la definición de una noción de derrota,

la cual conlleva la evaluación de pares de argumentos conflictivos para determinar

qué ataques son exitosos. De esta manera, se define una relación binaria de derrota

que captura la intuición de “ataca y no es más débil”(en su versión débil) o “ataca

y es más fuerte”(en su versión fuerte). En particular, cada uno de los tipos de

ataque identificados en el tercer elemento de esta estructura conceptual posee su

contrapartida como derrota. En la literatura de argumentación existen diferentes

alternativas para la resolución de conflictos y la obtención de derrotas. Una de las

más populares en el área de Inteligencia Artificial es la utilización de un criterio

de comparación entre argumentos llamado especificidad, el cual prefiere argumentos

basados en información más espećıfica, valiéndose únicamente de la estructura lógica

de los argumentos y abstrayéndose de la información del dominio de aplicación. Sin

embargo, en trabajos como [Vre91, Pol95, PS96] los autores establecen que el criterio

de especificidad no corresponde a un principio general del razonamiento de sentido

común, sino que simplemente es uno de muchos estándares que pueden o no ser

utilizados. Más aún, propuestas como [Kon88, Vre91] sugieren que la información

acerca del dominio suele ser la herramienta principal para evaluar los argumentos

del sistema. Es por esto que sistemas argumentativos como [GS04] se encuentran

parametrizados con respecto al criterio de comparación entre argumentos, siendo
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este provisto por el usuario y posiblemente hallándose relacionado con el dominio

de aplicación.

Estado de Aceptabilidad de los Argumentos : El objetivo de un sistema argumen-

tativo consiste en determinar qué argumentos son finalmente aceptados. Para esto

es necesario considerar las derrotas entre los argumentos del sistema. Sin embargo,

no resulta suficiente considerar aisladamente la relación de derrota para cada par

de argumentos conflictivos, ya que esto permite identificar únicamente la fuerza re-

lativa de dos argumentos individuales. En contraste, para determinar el estado de

aceptación de un argumento, es necesario considerar las interacciones de todos los

argumentos disponibles en el sistema. Es decir, dado un argumento, deben consi-

derarse sus derrotadores, los derrotadores de sus derrotadores, y aśı sucesivamente.

Por ejemplo, consideremos un sistema argumentativo con los argumentos A, B y C,
donde el argumento A derrota al argumento B y, por otra parte, el argumento C
derrota al argumento A. En este caso, el argumento C provee una defensa para B
ante la derrota de A. Esta situación es capturada en la literatura bajo la noción

de reinstalación (en inglés reinstatement). Luego, los argumentos aceptados del sis-

tema serán C y A. La definición de un mecanismo para el cómputo del estado de

aceptabilidad de los argumentos permite obtener las inferencias de un sistema argu-

mentativo. T́ıpicamente, este mecanismo divide a los argumentos en al menos dos

categoŕıas: argumentos aceptados y argumentos rechazados. Algunas veces también

se considera una tercera categoŕıa, correspondiente a argumentos en discusión; es

decir, argumentos cuyo estado de aceptación es indeciso dado que no se encuen-

tran aceptados ni rechazados. En la literatura existen diversas propuestas para el

cálculo de aceptabilidad de los argumentos de un sistema argumentativo. En par-

ticular, estas alternativas pueden definirse siguiendo una aproximación declarativa

o una aproximación procedural. La aproximación declarativa simplemente estable-

ce ciertas condiciones que un conjunto de argumentos aceptables debe cumplir, sin

especificar cómo se computarán tales conjuntos. Por otra parte, las aproximacio-

nes procedurales brindan un procedimiento para determinar si un argumento en

particular se encuentra aceptado o no. En general, este tipo de procedimientos si-

mula el juego argumentativo que ocurre en una discusión, y es modelado a través

de árboles de argumentos conocidos como árboles de dialéctica. De esta manera, se

puede considerar que la aproximación declarativa define la semántica de un siste-
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ma argumentativo, mientras que la aproximación procedural constituye su teoŕıa de

prueba.

A partir de la caracterización propuesta en [PV02] se puede observar cómo los ele-

mentos de un sistema argumentativo intervienen en las diferentes etapas del proceso de

razonamiento argumentativo. La figura 3.1 provee una esquematización de los cinco pasos

del proceso argumentativo:

1. Construcción de argumentos

2. Construcción de interacciones entre argumentos.

3. Comparación de argumentos.

4. Cómputo de aceptabilidad de argumentos.

5. Obtención de conclusiones del sistema.

A continuación se provee una descripción de cada uno de estos pasos.

1. Los argumentos son construidos a partir de una base de conocimiento expresada

en el lenguaje de representación subyacente. Dependiendo del lenguaje y de las

reglas para la construcción de argumentos, es posible obtener diferentes tipos de

argumentos.

2. Los argumentos obtenidos en el paso anterior no pueden ser considerados aisla-

damente. En efecto, la mayoŕıa de los argumentos de un sistema argumentativo

interactúan de alguna manera. Por ejemplo, se puede considerar una relación de

conflicto o ataque entre argumento.

3. La idea detrás de este paso consiste en asignar un peso a cada argumento. Lue-

go, mediante la consideración de estos pesos es posible comparar los argumentos.

Existen en la literatura diferentes criterios para asignar pesos a los argumentos.

Por ejemplo, puede utilizarse el criterio de especificidad mencionado anteriormente.

Otra alternativa, utilizada en [AC02], consiste en considerar prioridades expĺıcitas

e impĺıcitas.
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Figura 3.1: Los cinco pasos del proceso de razonamiento argumentativo.

4. El objetivo de un sistema argumentativo es identificar el conjunto de argumentos que

deben ser aceptados, los cuales constituyen los “mejores” argumentos del sistema.

El cálculo del estado de aceptabilidad de los argumentos contempla las interacciones

entre estos, aśı como también los valores asignados por el criterio de comparación.

5. El estado de aceptabilidad de los argumentos determina las conclusiones del sistema.

De esta manera, es posible identificar un conjunto de inferencias a partir de la

selección de los argumentos aceptados. Luego, es posible utilizar estas conclusiones

para apoyar la toma de decisiones en diferentes dominios de aplicación.

3.2. Formalización de sistemas argumentativos

En esta sección se presentará un Sistema Argumentativo Basado en Reglas, el cual

representa una aproximación para la formalización de sistemas argumentativos. Como se

mencionó anteriormente, otra aproximación posible a la hora de formalizar un sistema
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argumentativo, son los sistemas argumentativos abstractos. Estos sistemas se abstraen de

la mayoŕıa de los elementos de la estructura conceptual introducida en la Sección 3.1,

para concentrarse en el análisis del estado de aceptación de los argumentos del sistema.

En contraste, los sistemas argumentativos basados en reglas definen todos los elemen-

tos identificados en la estructura conceptual. Es por esto que, usualmente, la literatura

clasifica a los sistemas argumentativos basados en reglas como sistemas argumentativos

concretos, a diferencia de los sistemas argumentativos abstractos, también conocidos como

marcos argumentativos.

Los sistemas argumentativos basados en reglas cuentan con una base de conocimiento

que permite almacenar información expresada en un lenguaje lógico de representación.

En particular, existe un conjunto de reglas de inferencia con las cuales, a partir de cierta

información (antecedente) es posible inferir nueva información (consecuente). Estas reglas

son almacenadas en la base de conocimiento en conjunto con otra información en forma

de hechos o presuposiciones, representando evidencia que se obtiene del entorno. A partir

de esta evidencia es posible utilizar las reglas de inferencia para construir argumentos a

favor o en contra de una afirmación. Luego, mediante un análisis exhaustivo, se evalúan

los argumentos construidos para decidir cuáles de ellos son aceptados y, de esta manera,

concluir si a partir de la información existente puede garantizarse o no dicha afirmación.

Cabe destacar que los sistemas argumentativos basados en reglas son no monótonos,

dado que la incorporación de nueva información al sistema puede generar nuevos argu-

mentos que contradigan a otros ya existentes y, por lo tanto, invalidar afirmaciones que

antes se hallaban garantizadas. Es por esto que los sistemas argumentativos basados en

reglas permiten representar conocimiento de sentido común y proveen una forma de ra-

zonamiento atractiva para aplicaciones de Inteligencia Artificial. En particular, este tipo

de sistemas ha resultado de especial interés en sistemas multi-agente, dado que proveen

un mecanismo de razonamiento sofisticado para los agentes involucrados en este domi-

nio [RA06, GRTS07].

A continuación se introducirá el formalismo de programación en lógica rebatible pro-

puesto en [GS04], el cual constituye un sistemas argumentativo basado en reglas. A partir

de este formalismo se ilustrarán las diferentes caracteŕısticas de los sistemas argumentati-

vos concretos. Asimismo, este formalismo resulta de especial interés, ya que será utilizado

para los desarrollos presentados de esta tesis.
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3.2.1. Programación en lógica rebatible (DeLP)

En esta sección se presentará el formalismo de Programación en Lógica Rebati-

ble (DeLP) (por su nombre en inglés Defeasible Logic Programming) introducido en [GS04].

Este formalismo es un sistema argumentativo basado en reglas que combina resultados

de programación en lógica y argumentación rebatible, y que ha sido aplicado exitosamen-

te en diferentes dominios de aplicación (por ejemplo, [CCS05, RGS07, GCS08, GGS10,

GGGL16, FTG+17]). DeLP define todos los elementos de la estructura conceptual presen-

tada en la Sección 3.1. En particular, DeLP adopta como lenguaje lógico de representación

una extensión de la programación en lógica que incorpora la negación fuerte y permite

representar información estricta e información rebatible. Esta información es modelada a

través de programas lógicos rebatibles, los cuales constituyen una base de conocimiento.

Luego, a partir de estos programas es posible construir argumentos, identificar conflictos

entre ellos (mediante el uso de negación fuerte), determinar las derrotas entre ellos (me-

diante el uso de un criterio de comparación) y utilizar procedimientos de prueba dialécticos

para determinar cuáles son los argumentos aceptados del sistema.

Un programa lógico rebatible está formado por un conjunto de hechos y reglas es-

trictas y un conjunto de reglas rebatibles, permitiendo estas últimas la representación de

información tentativa. Toda conclusión del programa deberá estar sustentada por algún

argumento que pueda construirse utilizando las reglas y los hechos del programa. Cuando

se utilicen reglas rebatibles para derivar una conclusión C, esta conclusión será tentativa

y podrá ser refutada por información que la contradiga. De esta manera, un argumento

que sustenta una conclusión C podrá ser atacado por otros contra-argumentos que lo

contradigan y que posiblemente resulten ser derrotadores para el mismo. Similarmente,

estos derrotadores podrán a su vez ser atacados, dando aśı lugar a nuevos derrotadores.

Entonces, para decidir cuándo una conclusión C puede aceptarse a partir de un programa

lógico rebatible, se realizará un análisis dialéctico considerando los argumentos a su favor

y en su contra. Esto conducirá a la construcción de una estructura arbórea de derrotadores

conocida como árbol de dialéctica. Finalmente, una conclusión C se hallará garantizada

si existe un argumento para C que sobreviva a todas las derrotas que recibe en su árbol

de dialéctica asociado.

A continuación se introducirán conceptos preliminares de la programación en lógica

que son utilizados por DeLP. Seguidamente, se indicará cómo DeLP instancia los elementos

de la estructura conceptual presentada en la Sección 3.1. Concretamente, se introducirá
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la sintaxis del lenguaje de representación de los programas lógicos rebatibles, se indi-

cará cómo se efectúa la construcción de argumentos, la identificación de conflictos entre

argumentos y la resolución de los mismos para obtener las derrotas correspondientes y,

finalmente, se presentará un procedimiento de prueba dialéctico que permite inferir las

conclusiones garantizadas a partir de un programa DeLP.

Conceptos Preliminares

En esta sección se introducirán conceptos y terminoloǵıa estándar de la lógica y la

programación en lógica que resultan necesarios para la formalización de DeLP.

Definición 3.1 (Signatura)

Una signatura es una tupla σ = 〈V , Func, Pred〉, donde V , Func y Pred son conjuntos

finitos que representan variables, funciones y predicados respectivamente. �

Dada una signatura σ, una función llamada “aridad” le asignará a cada elemento

de Func y Pred un número entero positivo. Si f ∈ Func y aridad(f) = 0, entonces f

se denominará constante. Por otra parte, si p ∈ Pred, y aridad(p) = 0, entonces p se

denominará proposición.

Definición 3.2 (Alfabeto)

El alfabeto generado a partir de una signatura σ consiste del conjunto de elementos

miembros de la signatura, el śımbolo de negación “∼”, y los śımbolos de puntuación

“(”, “)”, y “,”. �

Definición 3.3 (Término)

Sea σ = 〈V , Func, Pred〉 una signatura. Un término T, y respectivamente sus componen-

tes comp(T), se definen inductivamente como sigue:

toda variable V ∈ V es un término, y comp(V) = {V };

toda constante c ∈ Func (es decir, aridad(c) = 0) es un término, y comp(c) = {c}; y

si f ∈ Func tal que aridad(f) = n (n ≥ 1) y t1, . . . , tn son términos, entonces

f(t1, . . . , tn) también es un término.

Luego, comp(f(t1, . . . , tn)) = {f} ∪ (
⋃

1≤i≤n comp(fi)).
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�

Definición 3.4 (Término fijo)

Sea σ = 〈V , Func, Pred〉 una signatura y T un término. T será un término fijo si no

contiene variables; es decir, si comp(T) ∩ V = ∅. �

Definición 3.5 (Átomo)

Sea σ = 〈V , Func, Pred〉 una signatura y sean t1, . . . , tn términos. Si p ∈ Pred tal que

aridad(p) = n, entonces p(t1, . . . , tn) es un átomo. Diremos que un átomo fijo es un átomo

p(t1, . . . , tn) tal que todos sus términos t1, . . . , tn son fijos. �

Definición 3.6 (Literal)

Un literal L es un átomo “A” o un átomo negado “∼A”, donde “∼” representa la negación

fuerte. Un literal L se dirá negativo si es un átomo negado, y positivo en caso contrario.

Un literal fijo es un átomo fijo o un átomo fijo negado. �

La definición anterior establece que los literales podrán ser átomos negados utilizando

el śımbolo “∼” de la negación fuerte (en inglés strong negation)1. Por una parte, este

tipo de negación difiere de la negación utilizada en la lógica clásica ya que, por ejemplo,

no permite anidamiento (es decir, “∼∼A” no es un literal válido). Por otra parte, la

negación fuerte también difiere de la negación por falla (o negación default) utilizada en

la programación en lógica, la cual es usualmente denotada con el śımbolo “not”.

Definición 3.7 (Complemento de un Literal)

Sea L un literal y A un átomo. El complemento de L con respecto a la negación fuerte,

denotado L, se define de la siguiente manera:

si L = A, entonces L = ∼A;

si L = ∼A, entonces L = A.

�
1La definición y propiedades de la negación fuerte pueden hallarse en [AP93a, AP93b].
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Lenguaje de representación de conocimiento

Un programa lógico rebatible estará compuesto por hechos, reglas estrictas y reglas

rebatibles, cuya sintaxis se define a continuación.

Definición 3.8 (Hecho)

Un hecho es un literal fijo L, es decir, un átomo fijo o un átomo fijo negado. �

Definición 3.9 (Regla Estricta)

Una regla estricta es un par ordenado, denotado “Cabeza←− Cuerpo”, donde el primer

elemento, Cabeza, es un literal fijo y el segundo elemento, Cuerpo, es un conjunto no vaćıo,

finito de literales fijos. Una regla estricta con cabeza L0 y cuerpo {L1, . . . , Ln} se escribirá

también como: L0 ←− L1, . . . , Ln (n > 0). �

Definición 3.10 (Regla Rebatible)

Una regla rebatible es un par ordenado, denotado “Cabeza –≺ Cuerpo”, donde el primer

elemento, Cabeza, es un literal fijo y el segundo elemento, Cuerpo, es un conjunto finito

de literales fijos. Una regla rebatible con cabeza L0 y cuerpo {L1, . . . , Ln} se escribirá

también como: L0 –≺ L1, . . . , Ln (n ≥ 0). �

Sintácticamente, el śımbolo “−≺” es lo único que distingue a una regla rebatible de

una regla estricta. El tipo de conexión expresada por estos dos tipos de reglas es diferente.

Por una parte, los hechos y reglas estrictas representan conocimiento seguro y libre de

excepciones. En particular, dada una regla estricta, siempre que se crea en los literales que

conforman el cuerpo se podrá creer con la misma seguridad en el literal correspondiente

a la cabeza. Por otra parte, las reglas rebatibles se utilizan para representar conocimiento

rebatible, es decir, información tentativa que puede utilizarse en la medida que no exista

información que la contradiga. De esta manera, una regla rebatible “Cabeza –≺ Cuerpo”

expresa que “razones para creer en Cuerpo proveen razones para creer en Cabeza”, pero

tal relación de consecuencia es más débil que la relación estricta, y por lo tanto puede ser

objetada. Teniendo en cuenta esto, conocimiento como “todas las gallinas son aves” se

representará utilizando la regla estricta:

ave←− gallina
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Mientras que para representar conocimiento tentativo se usa una regla rebatible como la

siguiente:

vuela –≺ ave

La anterior regla rebatible expresa que: “razones para creer que es ave provee razones

para creer que vuela”.

Por último, otra diferencia entre las reglas estrictas y las reglas rebatibles es que estas

últimas pueden tener un conjunto vaćıo de literales en el cuerpo. Una regla rebatible de

este tipo es denotada como “Cabeza –≺ ” y recibe el nombre de presuposición [Nut88]. De

esta manera, una presuposición “P –≺ ” expresa que “existen razones tentativas para creer

en P”. A partir de estos elementos, es posible definir un programa lógico rebatible.

Definición 3.11 (Programa Lógico Rebatible)

Un programa lógico rebatible es un conjunto P de hechos, reglas estrictas y reglas rebati-

bles. Dado un programa P , se identificará con Θ al conjunto de hechos, con Ω al conjunto

de reglas estrictas, y con ∆ al conjunto de reglas rebatibles. Por conveniencia, también se

denotará con Π al conjunto Θ ∪ Ω. Por lo tanto, en ocasiones se denotará un programa

lógico rebatible P con el par P = (Π, ∆), mientras que cuando se quieran distinguir los

hechos y reglas estrictas del programa se utilizará la terna P = (Θ, Ω, ∆). �

Observación 3.1 Podŕıa definirse un programa lógico rebatible considerando las presu-

posiciones separadas en un conjunto diferente. Dado un programa P, adicionalmente a los

ya definidos conjuntos de hechos, reglas estrictas y reglas rebatibles, se identificará con Φ

al conjunto de presuposiciones. En la literatura, por conveniencia, puede encontrarse que

∆+ representa al conjunto ∆∪Φ. Por lo tanto es posible encontrar programas lógicos reba-

tibles presentados como P = (Π, ∆+) aśı como también en otros casos P = (Θ, Ω, ∆, Φ).

La definición anterior establece que los programas lógicos rebatibles utilizan única-

mente literales fijos. Por este motivo, salvo que se indique lo contrario, cuando hablemos

de un “literal” asumiremos que es un literal fijo. No obstante esto, en algunos ejemplos

se utilizarán variables en las reglas estrictas o rebatibles, denotando esquemas de reglas.

Dado un esquema de una regla R, se define Ground(R) como el conjunto de todas las

instancias de R con literales fijos. Una instancia fija para R es una versión de la regla tal
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que las variables de R son reemplazadas por términos fijos, asumiendo que las variables

con el mismo nombre corresponden al mismo elemento dentro de la regla. De esta manera,

dado un programa lógico rebatible P se define:

Ground(P) =
⋃
R∈P

Ground(R)

En consecuencia, dado un programa lógico rebatible P con esquemas de reglas, el

operador Ground(P) permite obtener todas las instancias fijas de reglas asociadas a P .

Luego, para diferenciar las variables de los demás elementos de un programa lógico reba-

tible, estas serán denotadas con una letra mayúscula inicial. Para ilustrar estas nociones,

consideremos el siguiente ejemplo adaptado de [GS04].

Ejemplo 3.1 Consideremos el programa lógico rebatible P3.1 = (Π3.1, ∆3.1) que expresa

información acerca de aves, donde

Π3.1 =



gallina(tina)

asustada(tina)

kiwi(haka)

∼vuela(haka)

ave(X)←− gallina(X)

ave(X)←− kiwi(X)


∆3.1 =


vuela(X) –≺ ave(X)

∼vuela(X) –≺ gallina(X)

vuela(X) –≺ gallina(X), asustada(X)



En este caso, los hechos gallina(tina), asustada(tina), kiwi(haka) y ∼vuela(haka) repre-

sentan, respectivamente, que “Tina” es una gallina que está asustada y que “Haka” es un

kiwi que no vuela. De manera similar, las reglas estrictas expresan que tanto las gallinas

como los kiwis son aves. Por otra parte, las reglas rebatibles expresan las siguientes cone-

xiones tentativas: si X es un ave, entonces existen razones para creer que X vuela; si X es

una gallina, entonces existen razones para creer que X no vuela; y si X es una gallina que

está asustada, entonces existen razones para creer que X vuela. En particular, se pueden

obtener las siguientes instancias fijas de reglas de P3.1, entre otras:

ave(tina)←− gallina(tina)

ave(haka)←− kiwi(haka)

vuela(haka) –≺ ave(haka)

∼vuela(tina) –≺ gallina(tina)
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A continuación se introduce la noción de derivación rebatible, la cual define qué lite-

rales pueden ser derivados utilizando las reglas de un programa lógico rebatible.

Definición 3.12 (Derivación Rebatible de un Literal)

Sea P = (Π, ∆) un programa lógico rebatible y L un literal. Una derivación rebatible

para L a partir de P , denotado P |∼ L, es una secuencia finita de literales fijos L1, . . . ,Ln

= L tal que cada literal Li pertenece a la secuencia porque:

(a) Li es un hecho en Π;

(b) existe en Π una regla estricta R con cabeza Li y cuerpo B1, . . . ,Bk, donde todo literal

Bj del cuerpo (1 ≤ j ≤ k) es un elemento de la secuencia que precede a Li; o

(c) existe en ∆ una regla rebatible R con cabeza Li y cuerpo B1, . . . ,Bk, donde todo

literal Bj del cuerpo (0 ≤ j ≤ k) es un elemento de la secuencia que precede a Li.

�

La derivación se dice rebatible porque aunque un literal L pueda ser derivado a partir

de un programa lógico rebatible, puede existir en el programa información que contradiga

a L. Para ilustrar esto consideremos el siguiente ejemplo.

Ejemplo 3.2 Sea P3.1 el programa lógico rebatible del Ejemplo 3.1. A partir de este

programa es posible obtener, entre otras, las siguientes derivaciones rebatibles:

La secuencia kiwi(haka), ave(haka), vuela(haka) es una derivación rebatible para el

literal “vuela(haka)”.

La secuencia gallina(tina), ave(tina), vuela(tina) es una derivación rebatible para el

literal “vuela(tina)”.

La secuencia gallina(tina), ∼vuela(tina) es una derivación rebatible para el literal

“∼vuela(tina)”.

La secuencia gallina(tina), asustada(tina), vuela(tina) es una derivación rebatible

para el literal “vuela(tina)”.
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El Ejemplo 3.2 muestra que a partir de un programa lógico rebatible es posible obtener

derivaciones rebatibles para un literal y su complemento, como en el caso de los literales

“vuela(tina)” y “∼vuela(tina)”. Más aún, es posible obtener más de una derivación re-

batible para un literal. Tal es el caso de la segunda y cuarta derivación del Ejemplo 3.2,

las cuales constituyen derivaciones rebatibles para el literal “vuela(tina)”. Por otra par-

te, también pueden existir derivaciones que utilizan solo reglas rebatibles o solo reglas

estrictas. En particular, este último tipo de derivación resulta de especial interés, y se

encuentra caracterizada por la siguiente definición.

Definición 3.13 (Derivación Estricta de un Literal)

Sea P = (Π, ∆) un programa lógico rebatible y L un literal. Una derivación es estricta

para L a partir de P , denotado P ` L, si L es un hecho o si todas las reglas utilizadas

para obtener la secuencia L1, . . . ,Ln = L son reglas estrictas. �

Ejemplo 3.3 Dado el programa lógico rebatible P3.1 del Ejemplo 3.1 se pueden obtener,

entre otras, las siguientes derivaciones estrictas:

La secuencia kiwi(haka), ave(haka) es una derivación estricta para el literal

“ave(haka)”.

La secuencia gallina(tina), que incluye solamente al hecho en cuestión, es una de-

rivación estricta para el literal “gallina(tina)”.

El ejemplo anterior ilustra que, en particular, el conjunto de reglas estrictas utilizado en

una derivación rebatible puede ser vaćıo. Por lo tanto, para todo literal que constituye

un hecho del programa existirá una derivación estricta. Como se verá más adelante, las

derivaciones estrictas sustentan conclusiones que no podrán ser refutadas, ya que se basan

en información segura.

Dado que, como se mencionó anteriormente, a partir de un programa lógico rebatible

es posible obtener derivaciones para literales complementarios, a continuación se definen

los conjuntos contradictorios.

Definición 3.14 (Conjunto Contradictorio)

Dado un programa lógico rebatible P , diremos que un subconjunto C de P es contradic-

torio si y solo si a partir de C es posible obtener derivaciones (estrictas o rebatibles) para

un literal L y su complemento L. �
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Por ejemplo, considerando el programa lógico rebatible P3.1 del Ejemplo 3.1, el conjun-

to Π3.1 no es contradictorio, mientras que el conjunto Π3.1 ∪ ∆3.1 es contradictorio ya

que, como se observó en el Ejemplo 3.2, permite obtener derivaciones rebatibles para los

literales “vuela(tina)” y “∼vuela(tina)”.

Observación 3.2 El uso de la negación fuerte favorece la expresividad del lenguaje y

permite, potencialmente, la representación de información contradictoria. Como las re-

glas rebatibles permiten expresar información tentativa, dado un programa lógico rebatible

P = (Π, ∆), generalmente ocurrirá que el conjunto Π ∪ ∆ es contradictorio. Sin embar-

go, el conjunto Π de hechos y reglas estrictas es utilizado para representar información

segura y, por lo tanto, debe poseer cierta coherencia interna. En consecuencia, para todo

programa lógico rebatible P = (Π, ∆) se asumirá que el conjunto Π es no contradictorio.

La observación anterior establece que los programas lógicos rebatibles permiten expre-

sar información potencialmente contradictoria mediante el uso de reglas rebatibles. Esto

es, al añadir conocimiento rebatible al conjunto de hechos y reglas estrictas de un pro-

grama, es posible obtener derivaciones rebatibles para un literal y su complemento. Esto

sugiere que la noción de derivación rebatible no resulta conveniente como procedimiento

de prueba para un literal de un programa lógico rebatible. Por lo tanto, para decidir si

un literal L está aceptado a partir de un programa, se realizará un análisis global más

profundo considerando toda la información relevante del mismo.

En particular, DeLP define un procedimiento de prueba para decidir qué literales

serán aceptados a partir de un programa lógico rebatible. Este procedimiento de prueba

está basado en el formalismo de argumentación rebatible y permitirá definir argumentos

para un literal, hallar los contra-argumentos para esos argumentos, y luego determinar

las derrotas entre argumentos. Finalmente, un análisis dialéctico permitirá determinar

cuándo un literal de un programa lógico rebatible está garantizado.

Argumentacón rebatible

En DeLP se define la noción de argumento para un literal de un programa lógico

rebatible, la cual se corresponde con el segundo elemento de la estructura conceptual

presentada en la Sección 3.1.
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Definición 3.15 (Argumento)

Sea P = (Π, ∆) un programa lógico rebatible y h un literal. Un argumento para h es un

par 〈A,L〉 donde A es un conjunto de reglas rebatibles de ∆ tal que:

1. Π ∪ A |∼ h;

2. Π ∪ A es un conjunto no contradictorio; y

3. A es minimal: @ A′ ⊂ A tal que A′ satisface las condiciones (1) y (2).

�

Intuitivamente, un argumento A para un literal h se caracteriza por un conjunto

minimal y no contradictorio de reglas rebatibles que permiten obtener una derivación

rebatible para h. Además, el literal h es identificado como la conclusión del argumento.

Ejemplo 3.4 A partir del programa lógico rebatible P3.1 del Ejemplo 3.1 es posible cons-

truir los siguientes argumentos:

〈A, vuela(tina)〉, con A = {vuela(tina) –≺ ave(tina)}.

〈B,∼vuela(tina)〉, con B = {∼vuela(tina) –≺ gallina(tina)}.

〈C, vuela(tina)〉, con C = {vuela(tina) –≺ gallina(tina), asustada(tina)}.

Además, es posible construir otros argumentos a partir de una secuencia vaćıa de reglas co-

mo 〈∅, gallina(tina)〉, 〈∅, ave(haka)〉 y 〈∅,∼vuela(haka)〉. Por otra parte, el Ejemplo 3.2

muestra que existe una derivación rebatible para el literal “vuela(haka)”. Sin embargo,

no es posible obtener un argumento para dicho literal ya que la unión del conjunto de re-

glas rebatibles utilizadas en su derivación ({vuela(haka) –≺ ave(haka)}) y el conjunto Π3.1

conduce a un conjunto contradictorio dado que permite derivar los literales “vuela(haka)”

y “∼vuela(haka)”.

El ejemplo anterior permite observar que en DeLP es posible construir argumentos

cuyo conjunto de reglas rebatibles es vaćıo. En particular, la conclusión de este tipo de

argumentos es obtenida a partir de una derivación estricta, es decir, una derivación que

utiliza solamente hechos y reglas estrictas del programa. De esta manera, DeLP asegura
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que siempre existirá un argumento “estricto” (es decir, construido únicamente a partir del

conjunto Π), para cada literal obtenido a partir de una derivación estricta. En consecuen-

cia, si existe un argumento estricto para un literal h, entonces no existirán argumentos

para h. Esta situación ocurre en el Ejemplo 3.4, donde existe un argumento estricto para el

literal “∼vuela(haka)”, mientras que no existen argumentos para el literal “vuela(haka)”.

Teniendo en cuenta que un argumento constituye un conjunto de reglas rebatibles, es

posible definir la noción de sub-argumento. Básicamente, un sub-argumento es un argu-

mento cuyo conjunto de reglas rebatibles está contenido en otro argumento.

Definición 3.16 (Sub-argumento)

Sea P un programa lógico rebatible y sean 〈A, p〉, 〈B, q〉 dos argumentos construidos a

partir de P . Diremos que 〈B, q〉 es un sub-argumento de 〈A, p〉 (análogamente, 〈A, p〉 es

un super-argumento de 〈B, q〉) si y solo si B ⊆ A. �

La definición anterior establece que todo argumento es, en particular, sub-argumento

de śı mismo. Además, dado que los argumentos “estrictos” poseen un conjunto vaćıo

de reglas rebatibles, estos serán sub-argumentos de cualquier otro argumento cons-

truido a partir de un programa DeLP. Si consideramos el Ejemplo 3.4, tenemos que,

por ejemplo, los argumentos 〈∅, gallina(tina)〉 y 〈∅,∼vuela(haka)〉 son sub-argumentos

de 〈A, vuela(tina)〉, 〈B,∼vuela(tina)〉 y 〈C, vuela(tina)〉. En contraste, los argumentos

〈A, vuela(tina)〉, 〈B,∼vuela(tina)〉 y 〈C, vuela(tina)〉 no poseen super-argumentos. Pa-

ra ilustrar otra situación que refleja la existencia de sub-argumentos, consideremos el

siguiente ejemplo adaptado de [GS04].

Ejemplo 3.5 Sea P3.5 = (Π3.5, ∆3.5) el siguiente programa lógico rebatible:

Π3.5 =

{
buen precio(acme)

en fusion(acme)

}

∆3.5 =


comprar acciones(E) –≺ buen precio(E)

∼comprar acciones(E) –≺ buen precio(E), empresa riesgosa(E)

empresa riesgosa(E) –≺ en fusion(E)
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A partir de P3.5 es posible construir los argumentos 〈D, comprar acciones(acme)〉,
〈E , empresa riesgosa(acme)〉 y 〈F ,∼comprar acciones(acme)〉, donde

D =
{
comprar acciones(E) –≺ buen precio(E)

}
E =

{
empresa riesgosa(acme) –≺ en fusion(acme)

}
F =

{
∼comprar acciones(E) –≺ buen precio(E), empresa riesgosa(E)

empresa riesgosa(E) –≺ en fusion(E)

}

En este caso, se puede observar que el argumento 〈E , empresa riesgosa(acme)〉 es un

sub-argumento de 〈F ,∼comprar acciones(acme)〉.

Identificación de conflictos: ataques entre argumentos

Como se mencionó anteriormente, el tercer elemento de la estructura conceptual intro-

ducida en la Sección 3.1 corresponde a la identificación de conflictos entre los argumentos

del sistema. Dada la posibilidad de utilizar la negación fuerte “∼”, es posible representar

literales complementarios en un programa DeLP. Más aún, es posible obtener derivaciones

para un par de literales complementarios, e incluso construir argumentos para estos lite-

rales. A continuación se introducirá la noción de desacuerdo, la cual generaliza la noción

de literales complementarios para un programa DeLP.

Definición 3.17 (Literales en Desacuerdo)

Sea P = (Π, ∆) un programa lógico rebatible. Diremos que dos literales h1 y h2 están en

desacuerdo si y solo si el conjunto Π ∪ {h1, h2} es contradictorio. �

Claramente, cualquier par de literales complementarios estará en desacuerdo. Por

ejemplo, los literales “p” y “∼p” están en desacuerdo ya que el conjunto {p, ∼p} es

contradictorio de por śı, sin necesidad de tomar en cuenta el conjunto Π de hechos y

reglas estrictas de un programa lógico rebatible. Sin embargo, como muestra el siguiente

ejemplo, dos literales no complementarios también pueden estar en desacuerdo.
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Ejemplo 3.6 Sea P3.10 = (Π3.10, ∅) un programa lógico rebatible, donde

Π3.10 = {(∼ h←− b), (h←− a)}2. Los literales “a” y “b” están en desacuerdo da-

do que {a, b} ∪ Π3.10 es un conjunto contradictorio que, en particular, permite obtener

derivaciones estrictas para los literales complementarios “h” y “∼h”:

A partir de la noción de desacuerdo es posible caracterizar los conflictos entre argu-

mentos. De esta manera, dos argumentos se atacarán cuando sus conclusiones estén en

desacuerdo. Más aún, un argumento atacará a otro si sustenta una conclusión que está en

desacuerdo con la conclusión de alguno de los sub-argumentos del otro argumento. Esta

intuición es capturada por la siguiente definición.

Definición 3.18 (Contra-argumento o Ataque)

Sean 〈A, p〉 y 〈B, q〉 dos argumentos construidos a partir de un programa lógico rebati-

ble P . El argumento 〈A, p〉 contra-argumenta o ataca al argumento 〈B, q〉 en el literal h

si y solo si existe un sub-argumento 〈C, h〉 de 〈B, q〉 tal que los literales p y h están en

desacuerdo. El argumento 〈C, h〉 se llama sub-argumento de desacuerdo, y el literal h es

considerado el punto de contra-argumentación. �

Ejemplo 3.7 Considerando los argumentos ilustrados en el Ejemplo 3.4, el argumen-

to 〈B,∼vuela(tina)〉 es un contra-argumento para los argumentos 〈A, vuela(tina)〉 y

〈C, vuela(tina)〉. En particular, los sub-argumentos de desacuerdo son, respectivamente,

〈A, vuela(tina)〉 y 〈C, vuela(tina)〉. Además, el punto de contraargumentación en am-

bos casos es el literal “vuela(tina)”. Por otra parte, rećıprocamente, 〈A, vuela(tina)〉 y

〈C, vuela(tina)〉 son contra-argumentos para 〈B,∼vuela(tina)〉.

A partir de la Definición 3.18 puede ocurrir que, como se muestra en el Ejemplo 3.7, el

sub-argumento 〈C, h〉 sea el propio 〈B, q〉. En tal caso diremos que 〈A, p〉 contra-argumenta

o ataca directamente a 〈B, q〉. Por otra parte, cuando 〈C, h〉 es un sub-argumento pro-

pio de 〈B, q〉, el ataque se produce en un punto interno de 〈B, q〉 (el punto de contra-

argumentación h), en cuyo caso diremos que 〈A, p〉 contra-argumenta o ataca interna-

mente a 〈B, q〉.

Nótese que los argumentos “estrictos” nunca tendrán contra-argumentos. Esto se debe

a que, como se mencionó anteriormente, dado un argumento (construido solo a partir

2Para una mayor claridad en la notación, en algunos casos se utilizarán paréntesis para distinguir los

elementos dentro de un conjunto.
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del conjunto Π) para un literal h no será posible construir argumentos para literales en

desacuerdo con h, ya que estos últimos estaŕıan en contradicción con la parte estricta del

programa que deriva h.

Resolución de conflictos: derrotas entre argumentos

La noción de contra-argumentación establece cuándo un argumento es atacado por

otro, capturando la noción de conflicto entre argumentos a través del uso de la negación

fuerte. Sin embargo, siempre que un argumento A ataca a otro argumento B, existe un

sub-argumento C de B que es un contra-argumento para A. Dada esta simetŕıa, la noción

de ataque no permite identificar cuándo un argumento se impone por sobre el otro. Por

este motivo es necesario contar con un mecanismo de evaluación sobre los argumentos

que establezca cuándo un argumento es mejor que otro, para aśı determinar cuál de ellos

prevalece ante un conflicto. Este mecanismo involucra el uso de un criterio de comparación

entre argumentos que permite determinar el cuarto elemento de la estructura conceptual

presentada en la Sección 3.1: las derrotas entre argumentos. DeLP utiliza un criterio de

comparación modular3 para determinar cuándo un argumento es tanto o más preferido que

otro argumento. Por lo tanto, como la comparación entre argumentos puede definirse de

diversas formas, es conveniente abstraerse de la especificación de este criterio, y es posible

asumir que se trata de un orden parcial entre argumentos denotado “�”. De esta manera,

se utiliza A � B para denotar que A es al menos tan preferido como B. Aśı, siguiendo la

notación usualmente adoptada en la literatura, se escribirá A � B para expresar que A
es preferido a B.

Si 〈A, p〉 es un contra-argumento para 〈B, q〉, es necesario analizar si el ataque de 〈A, p〉
sobre 〈B, q〉 es lo suficientemente fuerte como para derrotar a 〈B, q〉. En consecuencia, es

necesario efectuar una comparación entre el argumento atacante y el sub-argumento ataca-

do. Concretamente, si 〈A, p〉 ataca a 〈B, q〉 en el punto h, siendo 〈C, h〉 el subargumento de

desacuerdo de 〈B, q〉, se debe comparar el argumento atacante 〈A, p〉 y el sub-argumento

de desacuerdo 〈C, h〉.

Definición 3.19 (Derrota)

Sean 〈A, p〉 y 〈B, q〉 dos argumentos construidos a partir de un programa lógico rebati-

3El criterio es especificado por el usuario, permitiendo aśı emplear aquel que mejor se adapte al dominio

de aplicación.
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ble P . El argumento 〈A, p〉 es un derrotador para el argumento 〈B, q〉 si y solo si existe

un sub-argumento 〈C, h〉 de 〈B, q〉 tal que 〈A, p〉 ataca a 〈B, q〉 en el literal h y vale que:

〈A, p〉 es mejor que 〈C, h〉 de acuerdo al criterio de comparación utilizado (es decir,

〈A, p〉 � 〈C, h〉), denotando que 〈A, p〉 es un derrotador propio de 〈B, q〉; o

〈A, p〉 no es mejor que 〈C, h〉, y 〈C, h〉 no es mejor que 〈A, p〉 de acuerdo al criterio

de comparación utilizado (es decir, 〈C, h〉 � 〈A, p〉 y 〈A, p〉 � 〈C, h〉), denotando que

〈A, p〉 es un derrotador por bloqueo de 〈B, q〉.

�

La definición anterior identifica dos situaciones en las que un ataque entre argumentos

resulta exitoso. La primera de ellas, correspondiente a la derrota propia, describe la si-

tuación en que el argumento atacante 〈A, p〉 es estrictamente preferido al sub-argumento

atacado 〈C, h〉. En contraste, el segundo caso describe la derrota por bloqueo, la cual ocu-

rre cuando el argumento atacante 〈A, p〉 y el sub-argumento atacado 〈C, h〉 son igualmente

preferidos o resultan incomparables de acuerdo al criterio de comparación adoptado. Si

bien DeLP utiliza un criterio de comparación modular, existen criterios concretos para

comparar argumentos en este formalismo (ver por ejemplo, [GS04, FEGS07]). En parti-

cular, en los ejemplos de esta tesis utilizaremos el criterio de comparación especificidad

generalizada [GS04], el cual se basa en la noción de especificidad definida en [Poo85, SL92].

Resumidamente, este criterio prefiere aquellos argumentos con información más precisa

o argumentos más directos. Por ejemplo, el argumento 〈{∼a –≺ b, c},∼a〉 es considerado

más espećıfico que el argumento 〈{a –≺ b}, a〉 porque utiliza más información para deri-

var su conclusión. De manera similar, el argumento 〈{a –≺ b}, a〉 es más espećıfico que el

argumento 〈{(a –≺ d), (d –≺ b)},∼a〉 por ser más directo.

Definición 3.20 (Especificidad Generalizada)

Sea P = (Θ, Ω, ∆) un programa lógico rebatible y sea Literales(P) el conjunto de literales

que tienen una derivación (estricta o rebatible) a partir de P . Un argumento 〈A, p〉 es más

espećıfico que otro argumento 〈B, q〉, denotado 〈A, p〉 � 〈B, q〉, si se verifican las siguientes

condiciones:

1. para todo conjunto H ⊆ Literales(P) vale que:

si Ω ∪ H ∪ A |∼ p (es decir, H activa a A),
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y Ω ∪ H 0 p,

entonces Ω ∪ H ∪ B |∼ q (es decir, H activa a B); y

2. existe al menos un conjunto H ′ ⊆ Literales(P) tal que:

Ω ∪ H ′ ∪ B |∼ q (es decir, H ′ activa a B),

Ω ∪ H ′ 0 q, y

Ω ∪ H ′ ∪ A |/∼ p (es decir, H ′ no activa a A).

�

Dada la definición anterior, los conjuntos H y H ′ contienen literales, los cuales son

tomados como hechos para obtener las derivaciones. La condición (1) establece que para

todo conjunto de literales H ⊆ Lits(P), si H permite derivar p utilizando reglas de Ω ∪ A,

donde al menos una regla de A es utilizada (ya que no existe una derivación estricta de

p a partir de Ω ∪ H, entonces ese mismo conjunto H permite derivar rebatiblemente a

q utilizando las reglas de Ω ∪ B. Luego, la condición (2) busca que exista al menos un

conjunto H ′ ⊆ Lits(P) que permita derivar rebatiblemente a q pero no a p. Para ilustrar

el uso de este criterio de comparación, consideremos el siguiente ejemplo.

Ejemplo 3.8 Como se observó en el Ejemplo 3.7, existen ataques de los argumentos

〈A, vuela(tina)〉 y 〈C, vuela(tina)〉 hacia el argumento 〈B,∼vuela(tina)〉 y viceversa, don-

de los sub-argumentos de desacuerdo son los mismos argumentos atacados. Veamos ahora

cómo se resuelven estos ataques mediante el uso de especificidad generalizada como cri-

terio de comparación. En este caso debemos comparar el argumento 〈B,∼vuela(tina)〉
respectivamente con los argumentos 〈A, vuela(tina)〉 y 〈C, vuela(tina)〉.

Todo conjunto H1 que active al argumento

〈B,∼vuela(tina)〉 = 〈{∼vuela(tina) –≺ gallina(tina)},∼vuela(tina)〉

deberá contener al literal “gallina(tina)”, por lo que H también activará al argumento

〈A, vuela(tina)〉 = 〈{vuela(tina) –≺ ave(tina)}, vuela(tina)〉
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dada la existencia de la regla estricta “ave(tina)←− gallina(tina)” en el programa P3.1.

En contraste, el conjunto H
′
1 = {ave(tina)} activa a 〈A, vuela(tina)〉 pero no

a 〈B,∼vuela(tina)〉. De esta manera, 〈A, vuela(tina)〉 es más espećıfico que

〈B,∼vuela(tina)〉, conduciendo a una derrota propia de 〈A, vuela(tina)〉 sobre

〈B,∼vuela(tina)〉.

Por otra parte, todo conjunto H2 que active al argumento

〈C, vuela(tina)〉 = 〈{vuela(tina) –≺ gallina(tina), asustada(tina)}, vuela(tina)〉

deberá contener los literales “gallina(tina)” y “asustada(tina)”, por lo que el argumento

〈B,∼vuela(tina)〉 = 〈{∼vuela(tina) –≺ gallina(tina)},∼vuela(tina)〉

también será activado por H2.

Luego, el conjunto H
′
2 = {gallina(tina)} activa a 〈B,∼vuela(tina)〉 pero no

a 〈C, vuela(tina)〉. En consecuencia, 〈C, vuela(tina)〉 es más espećıfico que

〈B,∼vuela(tina)〉, siendo entonces un derrotador propio de 〈B,∼vuela(tina)〉.

A continuación se introducirá una representación gráfica para los argumentos de DeLP,

los ataques entre argumentos y las correspondientes derrotas. En la notación gráfica pro-

puesta, los argumentos serán representados mediante triángulos. Además, los triángu-

los dentro de triángulos mayores denotarán sub-argumentos. La información ubicada

en el vértice superior de un triángulo corresponde a la conclusión del argumento (sub-

argumento) respectivo, mientras que la información situada dentro del triángulo corres-

ponde a los literales utilizados para construir el argumento. El śımbolo “−≺” representa la

conexión establecida entre estos literales a través de las reglas rebatibles pertenecientes al

argumento. En particular, los sub-argumentos correspondientes a argumentos estrictos se

denotarán identificando únicamente el literal que concluyen. Por último, los ataques entre

argumentos se denotarán mediante flechas punteadas, mientras que las derrotas estarán

identificadas mediante flechas sólidas. Esta notación se halla ilustrada por el siguiente

ejemplo.

Ejemplo 3.9 Consideremos el programa lógico rebatible P3.1 del Ejemplo 3.1. La Figu-

ra 3.2 ilustra todos los argumentos construibles a partir de P3.1 (algunos de los cuales

fueron previamente introducidos en el Ejemplo 3.4), aśı como también los v́ınculos de

ataque y derrota entre ellos (respectivamente introducidos en los ejemplos 3.7 y 3.8).
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vuela(tina) 

gallina(tina), 

asustada(tina). 

vuela(haka) 

ave(haka). 

vuela(tina) 

ave(tina). 

~vuela(tina) 

gallina(tina). 

~vuela(haka) gallina(tina) asustada(tina) kiwi(haka) ave(tina) ave(haka) 

Figura 3.2: Representación gráfica de los argumentos, ataques y derrotas obtenidos a

partir del programa lógico rebatible P3.1 del Ejemplo 3.1.

Cálculo de Aceptabilidad: argumentos aceptados y conclusiones garantizadas

Como se explicó al comienzo de este caṕıtulo, el objetivo de un sistema argumenta-

tivo está determinado por el quinto elemento de la estructura conceptual presentada en

la Sección 3.1: identificación de los argumentos aceptados. Para esto, es necesario con-

siderar las derrotas entre los argumentos del sistema. En el caso de DeLP, además, los

argumentos aceptados determinarán qué literales están garantizados a partir de un pro-

grama lógico rebatible. Dado el conjunto de argumentos que pueden construirse a partir

de un programa lógico rebatible P , la relación de derrota entre argumentos solo puede

establecer un orden de preferencia sobre los argumentos en conflicto. Sin embargo, el es-

tado de aceptabilidad de un argumento 〈A, h〉 con respecto al programa P dependerá

de la interacción de 〈A, h〉 con el resto de los argumentos del sistema. Por ejemplo, si a

partir de un programa P se obtiene un argumento 〈A0, h0〉 que no posee derrotadores,

entonces un individuo que disponga de P para razonar podrá “creer” en el literal h0. Sin

embargo, podŕıa ocurrir que 〈A0, h0〉 posea un derrotador 〈A1, h1〉, con lo cual existirán

razones para invalidar la creencia del individuo en h0. Tal es el caso del Ejemplo 3.8,

donde la derrota de 〈B,∼vuela(tina)〉 sobre 〈A, vuela(tina)〉 invalida la creencia de que

Tina vuela. Sin embargo, también puede ocurrir que el argumento 〈A1, h1〉 tenga a su vez

un derrotador 〈A2, h2〉, reinstalando aśı la creencia del individuo en h0. Nuevamente, esto

ocurre en el Ejemplo 3.8 mediante la derrota de 〈C, vuela(tina)〉 sobre 〈B,∼vuela(tina)〉,
reinstalando la creencia de que Tina vuela.
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La secuencia de interacciones arriba mencionada puede ir más lejos, existiendo a su

vez un derrotador 〈A3, h3〉 para 〈A2, h2〉 que invalida nuevamente la creencia del individuo

en h0 y aśı siguiendo. Esto da origen a una secuencia de argumentos [〈A0, h0〉, 〈A1, h1〉,
〈A2, h2〉, 〈A3, h3〉, . . . ] conocida como ĺınea argumentativa, donde cada elemento en la

secuencia es un derrotador de su predecesor.

Definición 3.21 (Ĺınea Argumentativa)

Sea P un programa lógico rebatible y 〈A0, h0〉 un argumento construido a partir de P .

Una ĺınea argumentativa para 〈A0, h0〉 es una secuencia de argumentos de P , denotada

Λ = [〈A0, h0〉, 〈A1, h1〉, 〈A2, h2〉, 〈A3, h3〉, . . . ], donde cada argumento 〈Ai, hi〉 pertene-

ciente a la secuencia es un derrotador del argumento predecesor 〈Ai−1, hi−1〉. �

Dada una ĺınea argumentativa para el argumento 〈A0, h0〉, los argumentos en posicio-

nes impares conforman el conjunto de argumentos de soporte (es decir, argumentos que

de alguna manera reinstalan la posición de 〈A0, h0〉) y se denotan como ΛA, mientras que

los argumentos en posiciones pares componen el conjunto de argumentos de interferencia

(es decir, argumentos en contra de la posición de 〈A0, h0〉) denotado como ΛI .

Para evitar secuencias de argumentos indeseables que pueden representar cadenas

de razonamiento falaz, DeLP impone el requerimiento de que una ĺınea argumentativa

debe ser aceptable. De esta manera, se define una serie de caracteŕısticas que este tipo

de ĺıneas argumentativas debe satisfacer. Resumidamente, una ĺınea argumentativa será

aceptable si es una secuencia finita, no contiene argumentos o sub-argumentos repetidos,

no posee dos derrotas por bloqueo consecutivas, y los conjuntos de argumentos de soporte

e interferencia son consistentes con el conocimiento estricto.

El requisito de que una ĺınea argumentativa sea finita está directamente relacionado

con el requerimiento de no introducir argumentos repetidos en la ĺınea, con el objetivo de

evitar lo que se denomina como argumentación circular [GS04]. La Figura 3.3 ilustra dos

situaciones que conducen a argumentación circular. La primera de ellas, correspondiente

a la Figura 3.3(a), ocurre cuando un argumento es reintroducido para defenderse a śı

mismo. El otro caso, ilustrado en la Figura 3.3(b), corresponde a una generalización del

caso anterior, en el que un sub-argumento de desacuerdo es reintroducido en la ĺınea

para defender al argumento que lo contiene. Claramente, las situaciones ilustradas en la

Figura 3.3 conducen a procesos argumentativos falaces y posiblemente infinitos, motivo

por el cual debe evitarse que ocurran en una ĺınea argumentativa aceptable.
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Figura 3.3: Ejemplos de argumentación circular.

El requisito de impedir dos derrotas por bloqueo consecutivas en una ĺınea argumen-

tativa aceptable es razonable por el siguiente motivo. Una derrota por bloqueo de un

argumento 〈A1, h1〉 sobre un argumento 〈A0, h0〉 se desprende del hecho de que los argu-

mentos 〈A1, h1〉 y 〈A0, h0〉 resultaron equivalentes o incomparables de acuerdo al criterio

de comparación utilizado. Es decir, es una derrota que corresponde a un conflicto que

no pudo ser resuelto mediante la asignación de pesos a los argumentos. Luego, si existe

un argumento 〈A2, h2〉 tal que derrota por bloqueo a 〈A1, h1〉, se tiene que el criterio de

comparación tampoco fue capaz de decidir entre los argumentos 〈A2, h2〉 y 〈A1, h1〉. De

esta manera, si se permitiera incluir dos derrotas por bloqueo seguidas en una ĺınea argu-

mentativa aceptable, se estaŕıa determinando en cierta medida que el argumento 〈A0, h0〉
prevalece ante la derrota de 〈A1, h1〉, dado que es defendido por 〈A2, h2〉. Claramente esta

es una situación indeseable, ya que el literal h0 perteneceŕıa a las inferencias del sistema

simplemente por poseer más argumentos que lo apoyan.

Por último, la condición que indica que los argumentos de apoyo y los de interferencia

deben ser consistentes con el conocimiento estricto intenta evitar la situación falaz en

la que un argumento es defendido por otro argumento que se encuentra en conflicto

con él. Este requerimiento establece que al considerar conjuntamente estos argumentos

y el conocimiento estricto, el conjunto resultante no debe ser contradictorio. Teniendo
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en cuenta todas estas condiciones, la siguiente definición formaliza la noción de ĺınea

argumentativa aceptable.

Definición 3.22 (Ĺınea Argumentativa Aceptable)

Sea P = (Π,∆) un programa lógico rebatible y Λ = [〈A0, h0〉, . . . , 〈Ai, hi〉, . . . , 〈An, hn〉]
una ĺınea argumentativa para 〈A0, h0〉 obtenida a partir de P . Diremos que Λ es una ĺınea

argumentativa aceptable si satisface las siguientes condiciones:

1. Λ es una secuencia finita;

2. el conjunto ΛA de argumentos de soporte de Λ y el conjunto ΛI de argumentos de

interferencia de Λ son tal que Π ∪ {A | 〈A, p〉 ∈ ΛA } y Π ∪ {B | 〈B, q〉 ∈ ΛI } son

conjuntos no contradictorios;

3. ningún argumento 〈Ak, hk〉 de Λ es un sub-argumento de un argumento 〈Aj, hj〉 que

aparece previamente en Λ (j < k); y

4. para todo argumento 〈Ai, hi〉 de Λ tal que 〈Ai, hi〉 es un derrotador por bloqueo de

〈Ai−1, hi−1〉 y no es un derrotador propio de 〈Ai−1, hi−1〉, si existe 〈Ai+1, hi+1〉 en

Λ, entonces 〈Ai+1, hi+1〉 es un derrotador propio de 〈Ai, hi〉.

�

Dada la Definición 3.22, pareciera ser que la noción de ĺınea argumentativa acepta-

ble provee un mecanismo para decidir sobre la garant́ıa de un literal h0 a partir de un

programa P . Siguiendo esta definición, podŕıamos establecer lo siguiente: si la ĺınea ar-

gumentativa para 〈A0, h0〉 tiene un número impar de argumentos, entonces el literal h0

está garantizado; en caso contrario, si la ĺınea argumentativa posee una cantidad par de

argumentos o no existe argumento alguno para h0, entonces no lo está. No obstante, como

se muestra en el siguiente ejemplo, una ĺınea argumentativa no es suficiente para analizar

la interacción entre argumentos, ya que para cada argumento puede existir más de un

derrotador.

Ejemplo 3.10 Sea P un programa lógico rebatible a partir del cual se construyen los

argumentos 〈A0, h0〉, 〈A1, h1〉, 〈A2, h2〉 y 〈A3, h3〉. Supongamos que 〈A1, h1〉 y 〈A2, h2〉
son derrotadores propios de 〈A0, h0〉, y que 〈A3, h3〉 es un derrotador propio de 〈A2, h2〉.
A partir de esto, se obtienen las siguientes ĺıneas argumentativas aceptables para 〈A0, h0〉:
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Λ1 = [〈A0, h0〉]

Λ2 = [〈A0, h0〉, 〈A1, h1〉]

Λ3 = [〈A0, h0〉, 〈A2, h2〉]

Λ4 = [〈A0, h0〉, 〈A2, h2〉, 〈A3, h3〉]

En este caso, no resulta adecuado considerar aisladamente las ĺıneas argumentativas

aceptables para decidir sobre la garant́ıa de h0 a partir de P. Esto se debe a que, por ejem-

plo, la ĺınea argumentativa Λ4 posee una cantidad impar de argumentos, sugiriendo que

h0 estaŕıa garantizado a partir de P. En contraste, por ejemplo, Λ2 sugiere lo contrario,

dado que posee una cantidad par de argumentos.

El Ejemplo 3.10 muestra que la noción de ĺınea argumentativa aceptable no es su-

ficiente como mecanismo de prueba para los literales inferidos a partir de un programa

lógico rebatible. Dado que para cada argumento puede existir más de un derrotador, esto

conduce a una ramificación de ĺıneas argumentativas, dando origen a un árbol de derro-

tadores llamado árbol de dialéctica. Además, nótese que la noción de ĺınea argumentativa

aceptable no asegura la exploración completa de los derrotadores para un argumento. Si

consideramos el Ejemplo 3.10, la ĺınea argumentativa [〈A0, h0〉] satisface las condiciones

impuestas por la Definición 3.22. De esta manera, para asegurar el análisis exhaustivo

de derrotadores, la noción de árbol de dialéctica agrupa todas las ĺıneas argumentativas

aceptables maximales.

Definición 3.23 (Árbol de Dialéctica)

Sea P un programa lógico rebatible y 〈A0, h0〉 un argumento construido a partir de P .

Un árbol de dialéctica para 〈A0, h0〉, denotado T〈A0,h0〉, es un árbol tal que los nodos son

argumentos construidos a partir de P , los arcos representan derrotas entre los nodos, y

se verifican las siguientes condiciones:

1. 〈A0, h0〉 es la ráız de T〈A0,h0〉; y

2. si Λ = [〈A0, h0〉, 〈A1, h1〉, . . . , 〈An, hn〉] es una ĺınea argumentativa aceptable pa-

ra 〈A0, h0〉 y no existe 〈Am, hm〉 tal que Λ
′

= [〈A0, h0〉, 〈A1, h1〉, . . . , 〈An, hn〉,
〈Am, hm〉] es una ĺınea argumentativa aceptable para 〈A0, h0〉, entonces 〈An, hn〉 es

una hoja de T〈A0,h0〉 y Λ es un camino desde la ráız 〈A0, h0〉 hasta la hoja 〈An, hn〉.



Formalización de sistemas argumentativos 85

�

Ejemplo 3.11 Consideremos el programa lógico rebatible P3.1 del Ejemplo 3.1 y el ar-

gumento 〈A, vuela(tina)〉 construido a partir de P3.1 (ver Ejemplo 3.4). De acuerdo al

Ejemplo 3.8, el argumento 〈B,∼vuela(tina)〉 es un derrotador propio de 〈A, vuela(tina)〉,
y el argumento 〈C, vuela(tina)〉 es un derrotador propio de 〈B,∼vuela(tina)〉, siendo

estas las únicas derrotas existentes. Por lo tanto, la única ĺınea argumentativa acep-

table (maximal) para 〈A, vuela(tina)〉 es Λ3.15 = [〈A, vuela(tina)〉, 〈B,∼vuela(tina)〉,
〈C, vuela(tina)〉]. En particular, Λ3.15 constituye el árbol de dialéctica T〈A,vuela(tina)〉 para

el argumento 〈A, vuela(tina)〉, y se encuentra ilustrado en la Figura 3.4.

vuela(tina) 

ave(tina). 

vuela(tina) 

gallina(tina), 

asustada(tina). 

~vuela(tina) 

gallina(tina). 

Figura 3.4: Árbol de dialéctica T〈A,vuela(tina)〉 para 〈A, vuela(tina)〉, correspondiente al

Ejemplo 3.11.

Como puede observarse en el Ejemplo 3.11, los nodos hoja del árbol de dialéctica

corresponden a argumentos no derrotados. En contraste, un nodo interno que tiene como
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hijo a un nodo hoja corresponderá a un argumento derrotado. Siguiendo con este análisis

desde las hojas hacia la ráız, los nodos en un árbol de dialéctica pueden marcarse como

derrotados o no derrotados, respectivamente denotados como D y U (por sus nombres

en inglés, defeated y undefeated). La siguiente definición determina cómo se efectúa el

procedimiento de marcado para un árbol de dialéctica de DeLP.

Definición 3.24 (Árbol de Dialéctica Marcado)

Sea P un programa lógico rebatible y T〈A,h〉 un árbol de dialéctica para un argumento

〈A, h〉 construido a partir de P . El árbol de dialéctica marcado para 〈A, h〉, denotado

T ∗〈A,h〉, se obtiene marcando cada nodo N de T〈A,h〉 como D (derrotado) o U (no derrotado)

de acuerdo al siguiente criterio:

Si N es un nodo hoja de T〈A,h〉, entonces N es marcado como U en T ∗〈A,h〉.

Si N es un nodo interno de T〈A,h〉 y posee algún hijo marcado como U en T ∗〈A,h〉,
entonces N es marcado como D en T ∗〈A,h〉.

Si N es un nodo interno de T〈A,h〉 y todos sus hijos son marcados como D en T ∗〈A,h〉,
entonces N es marcado como U en T ∗〈A,h〉.

�

Ejemplo 3.12 Dado el árbol de dialéctica T〈A,vuela(tina)〉 del Ejemplo 3.1 (ilustrado en

la Figura 2.5), el proceso de marcado determina que el árbol de dialéctica marcado

para 〈A, vuela(tina)〉 es T ∗〈A,vuela(tina)〉, donde el argumento 〈C, vuela(tina)〉 está mar-

cado como U, el argumento 〈B,∼vuela(tina)〉 está marcado como D, y el argumento

〈A, vuela(tina)〉 está marcado como U.

El siguiente ejemplo ilustra un caso más general del proceso de marcado de árboles de

dialéctica en DeLP.

Ejemplo 3.13 Consideremos un programa lógico rebatible a partir del cual se construye

un argumento 〈A, i〉, cuyo árbol de dialéctica T〈A,i〉 se ilustra en la Figura 3.5. El árbol de

dialéctica marcado T ∗〈A,i〉, correspondiente al argumento 〈A, i〉, se ilustra en la Figura 3.7.

En este caso, se puede observar que los argumentos correspondientes a nodos hoja del árbol

son marcados como U. Luego, aquellos argumentos correspondientes a nodos padre de los
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nodos hoja son marcados como D. Finalmente, y continuando con el proceso establecido

por la Definición 3.24, tenemos que el argumento 〈A, i〉, correspondiente a la ráız del árbol

de dialéctica marcado T ∗〈A,i〉, está marcado como D.

Un árbol de dialéctica marcado T ∗〈A,h〉 representa el análisis dialéctico que considera

todos los argumentos relevantes de un programa lógico rebatible P a fin de decidir el

estado de aceptabilidad de un argumento 〈A, h〉. Es decir, el análisis dialéctico toma en

cuenta todos los argumentos de P que influyen, por pertenecer a una ĺınea argumentativa

aceptable para 〈A, h〉, en la determinación del estado de aceptabilidad del argumento

〈A, h〉. Por lo tanto, el estado de un argumento 〈A, h〉 será rechazado si la ráız de T ∗〈A,h〉
está marcada como D, o aceptado si la ráız de T ∗〈A,h〉 está marcada como U.

i 

~j 

p, q 

~j ~j 

~m ~r ~r 

~v 

y, z 

s 

t 

u 

v 

v, w 

x 

l, m 

n, o 

q, r 

s 

j 

k 

Figura 3.5: Árbol de dialéctica T〈A,i〉 correspondiente al Ejemplo 3.13.

Definición 3.25 (Argumento Aceptado)

Sea P un programa lógico rebatible y 〈A, h〉 un argumento construido a partir de P .

Diremos que 〈A, h〉 es un argumento aceptado de P si y solo si la ráız del árbol de

dialéctica marcado T ∗〈A,h〉 está marcada como U. En caso contrario, diremos que 〈A, h〉 es

un argumento rechazado de P . �
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i 

~j 

p, q 

~j ~j 

~m ~r ~r 

~v 

y, z 

s 

t 

u 

v 

v, w 

x 

l, m 

n, o 

q, r 

s 

j 

k 

D 

D 

D U 

D U 

U 

U 

Figura 3.6: Árbol de dialéctica marcado T ∗〈A,i〉 correspondiente al Ejemplo 3.13.

Claramente, si hay un argumento aceptado a partir de un programa lógico rebatible,

esto implica que hay una garant́ıa para inferir su conclusión. Siguiendo este razonamien-

to, DeLP define la noción de literal garantizado, correspondiente a aquellos literales que

son las conclusiones de los argumentos aceptados. En consecuencia, los literales garan-

tizados a partir de un programa lógico rebatible serán las inferencias obtenidas bajo el

procedimiento de prueba dialéctico de DeLP.

Definición 3.26 (Literal Garantizado)

Sea P un programa lógico rebatible y h un literal. Diremos que h es un literal garantizado

a partir de P si y solo si existe un argumento 〈A, h〉 tal que es un argumento aceptado

de P .

Esto es, sea h un literal que representa una consulta para un programa P . La respuesta

a h será:

SI: si h está garantizado en P .

NO: si h está garantizado en P .
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INDECISO: si h no está garantizado en P y si h no está garantizado en P .

DESCONOCIDO: si h no pertenece al lenguaje del programa P .

�

vuela(tina) 

ave(tina). 

vuela(tina) 

gallina(tina), 

asustada(tina). 

~vuela(tina) 

gallina(tina). 

D 

U 

U 

Figura 3.7: Árbol de dialéctica marcado T ∗〈A,vuela(tina)〉 correspondiente al Ejemplo 3.1.

Por ejemplo, consideremos el programa lógico rebatible P3.1 del Ejemplo 3.1 y el ar-

gumento 〈A, vuela(tina)〉 construido a partir de dicho programa. Como se ilustra en la

Figura 3.7, la ráız del árbol de dialéctica marcado T ∗〈A,vuela(tina)〉 está etiquetada como U,

implicando que 〈A, vuela(tina)〉 es un argumento aceptado de P3.1. En consecuencia, se

puede concluir que “vuela(tina)” pertenece a las inferencias del programa por ser un literal

garantizado a partir de P3.1.
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3.3. Argumentación con soporte de base de datos

(DBI-DeLP)

Como se mencionó secciones previas, DeLP proporciona un marco adecuado para crear

aplicaciones del mundo real que tratan con información incompleta y potencialmente

contradictoria, pero este tipo de aplicaciones generalmente produce grandes cantidades de

datos que normalmente se almacenan en bases de datos. Claramente, la actualización del

conocimientos de manera continua es ineficiente debido a la necesidad de una codificación

expĺıcita de las reglas y los hechos en el programa. Sin embargo, estos nuevos datos deben

considerarse cuando se crean nuevos argumentos y contra-argumentos, como parte de

la evolución del conocimiento del sistema. Esto conduce a una limitación práctica con

respecto al volumen de datos en los que se admite la argumentación [CCS05]. Debido

a este problema, recientemente ha habido un interés creciente en conectar enfoques de

argumentación con repositorios de datos masivos, como las bases de datos relacionales o

la Web [Rah08, WBCC09, LBRS12, BLSR13, DDE+17]

En esta sección se presentará el formalismo de Bases de Datos Integradas para la Pro-

gramación en Lógica Rebatible (DBI-DeLP) (por su nombre en inglés, Database Integration

for Defeasible Logic Programming) introducido en [DDG+13]. Este formalismo permite el

razonamiento de sentido común sobre los datos almacenados en bases de datos que pueden

ser actualizadas por otras aplicaciones externas, lo que permite la ejecución de procesos

de argumentación basados en fuentes externas de datos masivas, otorgando la posibilidad

de dar respuestas mucho más precisas y justas a las consultas que reciben.

Para esto, DBI-DeLP utiliza DeLP para manejar el proceso de argumentación, ali-

mentándolo con la información de las fuentes de datos del dominio disponibles. Al igual

que con DeLP, en DBI-DeLP se consideran dos tipos de información: aquella que se con-

sidera como conocimiento estricto (que debe preservar la coherencia interna, es decir, no

puede ser contradictoria) y aquella que es tentativa (que se puede usar si no se puede

encontrar nada en su contra). Claramente, la información obtenida mediante el uso de re-

glas rebatibles es tentativa y no necesita ser coherente con otras obtenidas de esta misma

manera. Se puede derivar un literal y su complemento, permitiendo la inclusión, en una

base de conocimiento, de información contradictoria.

Dado que la información almacenada en una base de datos es potencialmente con-

tradictoria (tanto en el sentido de datos opuestos como de datos que pueden llevar a
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conclusiones complementarias) y dado que no se quiere restringir el contenido en este sen-

tido, el conocimiento obtenido de la base de datos se representa como una presuposición,

en lugar de representarse como hechos. Como ya se mencionó en la Sección 3.2.1, una pre-

suposición se denota como “Cabeza –≺ ” y se interpreta como “existen razones tentativas

para creer en Cabeza”.

Básicamente, un programa de DBI-DeLP es un programa DeLP ampliado con la infor-

mación obtenida de las bases de datos. El conocimiento sobre un determinado dominio

obtenido desde diferentes fuentes de datos puede ser contradictorio. Dado que un sistema

basado en DBI-DeLP puede usar la información provista por varias entidades a través de

sus bases de datos, el uso de hechos para representarlos no es posible porque puede lle-

var a inconsistencias en el conjunto de conocimiento estricto Π. Debido a eso, DBI-DeLP

define las presuposiciones operativas, que son presuposiciones usadas para representar tal

conocimiento.

Definición 3.27 (Presuposición operativa)

Una presuposición operativa es un literal, es decir, un átomo fijo o un átomo fijo negado,

denominado “Cabeza –≺ ” tal que Cabeza representa información almacenada en una base

de datos relacional utilizada por el sistema. �

Un programa DeLP es extendido para incluir información obtenida desde las bases de

datos como presuposiciones operativas. Un programa DBI-DeLP representa un programa

DeLP como se define en la Sección 3.2.1 junto con un conjunto Σ de presuposiciones

operativas, asociadas con los registros de las bases de datos utilizadas en el sistema.

Tales presuposiciones operativas se recuperan por demanda por el sistema para resolver

una consulta particular y luego se desechan después de obtener la respuesta final. Cabe

mencionar que, mientras que el conjunto Π, de hechos y reglas estrictas y el conjunto ∆, de

reglas rebatibles, se mantienen fijos en la lógica del programa, en cambio el conjunto Σ de

presunciones operativas cambia cuando las bases de datos que representa son modificadas.

Definición 3.28 (Programa DBI-DeLP)

Sea D = {D1, . . . ,Dn} un conjunto de bases de datos, P = (Π,∆) un programa DeLP,

X el conjunto de todos los predicados en las reglas de P . Un programa DBI-DeLP es una

tupla P ′ = (Π,∆,Σ), donde Σ es el conjunto de presunciones operativas para X en D. �
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Para ilustrar estos conceptos, se considera un sistema de recomendación de peĺıculas

basado en argumentación que contiene reglas estrictas tales como:

Π =

{
restringido menores(Pelicula)←− tiene violencia(Pelicula)

. . .

}

y reglas rebatibles como:

∆ =

{
tiene violencia(Pelicula) –≺ director(Pelicula, tarantino)

. . .

}

Dinamicamente, presunciones operativas como:

Σ =


genero pelicula(piratas del caribe, comedia) –≺

genero pelicula(piratas del caribe, accion) –≺

. . .


podŕıan añadirse si se encuentran diferentes géneros para la peĺıcula Piratas del Caribe

en un conjunto de datos al intentar resolver una consulta.

En pocas palabras, para obtener datos relevantes para el proceso de argumentación,

se utilizan los elementos en el literal que el procedimiento dialéctico está tratando de

garantizar para determinar qué registros de la base de datos están relacionados con ese

literal, para esto se realizan las consultas SQL pertinentes. Finalmente, se transforman

todos los resultados recuperados en presuposiciones operativas de tal manera que estén

disponibles para el proceso de argumentación. Esta búsqueda dinámica de información

relevante es crucial si se necesitan obtener datos pertinentes (por ejemplo, las peĺıculas

que un determinado usuario del sistema ha visto) del universo de datos disponibles en el

conjunto de datos.

3.4. Resumen

En este caṕıtulo se introdujeron nociones correspondientes a argumentación como pro-

ceso de razonamiento argumentativo. En primer lugar se brindó una perspectiva histórica

del estudio de argumentación, resaltando la utilidad de los sistemas argumentativos en
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diferentes dominios de aplicación. Luego, en la Sección 3.1 se presentó la estructura con-

ceptual introducida en [PV02], la cual caracteriza a los sistemas argumentativos mediante

la definición de cinco elementos: un lenguaje lógico subyacente, la definición de la no-

ción de argumento, la identificación de conflictos entre argumentos, la obtención de las

derrotas entre argumentos y, finalmente, la determinación del estado de aceptabilidad de

los argumentos. A partir de esta caracterización se analizó cómo la definición de estos

elementos toma lugar durante los diferentes pasos del proceso argumentativo.

En la Sección 3.2 se presentó una alternativa para la formalización de sistemas ar-

gumentativos, los sistemas argumentativos basados en reglas. Como, alternativamente,

también es posible formalizar un sistema argumentativo mediante marcos argumentati-

vos abstractos [Dun95], los sistemas argumentativos basados en reglas usualmente son

identificados como sistemas argumentativos “concretos”. Como caso particular de sis-

tema argumentativo basado en reglas se opto por la Programación en Lógica Rebati-

ble (DeLP) [GS04]. Cabe destacar que, particularmente, se optó por presentar éste sistema

dado que será utilizado para los desarrollos de los Caṕıtulos 5 y 6 de esta tesis.

En la Sección 3.2.1 se presentó DeLP, el formalismo propuesto en [GS04]. DeLP es un

sistema argumentativo basado en reglas que combina resultados de programación en lógi-

ca y argumentación rebatible. Dada su caracterización como un sistema argumentativo

basado en reglas, se mostró cómo DeLP instancia los diferentes elementos de la estructu-

ra conceptual presentada en la Sección 3.1. En primer lugar, se introdujo la sintaxis del

lenguaje de representación a partir del cual se especifican los programas lógicos rebati-

bles. Luego, a partir de estos programas, se mostró cómo se efectúa la construcción de

argumentos a partir de la noción de derivación. Dado el uso de la negación fuerte en la

especificación de los programas, es posible obtener argumentos que se hallen en conflicto

por sustentar conclusiones contradictorias. Para resolver estos conflictos DeLP utiliza un

criterio de comparación modular, el cual asigna pesos a los argumentos involucrados en el

conflicto. De esta manera, si un argumento ataca a otro y es más fuerte que el argumento

atacado se produce una derrota. A partir de la consideración de todos los argumentos y

las relaciones de derrota entre ellos, DeLP define un procedimiento de prueba dialéctico

que permite determinar cuáles son los argumentos aceptados del sistema. Por último, esto

permite identificar cuáles son las inferencias del sistema (literales garantizados a partir

de un programa lógico rebatible), las cuales corresponden a conclusiones sustentadas por

argumentos aceptados.
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Finalmente, en la Sección 3.3 se introdujo el formalismo DBI-DeLP el cual permite

que el formalismo DeLP resulte útil en aquellas aplicaciones del mundo real que manejan

grandes volúmenes de información. Este formalismo permite la obtención automática y

en tiempo real, a partir de bases de datos relacionales, de la información que almacena el

sistema y la convierte en presuposiciones para que puedan ser utilizadas por DeLP.



Caṕıtulo 4

Confiabilidad

La confiabilidad es, sin duda, una caracteŕıstica importante de la vida cotidiana. Sin

un fondo de confiabilidad se sufriŕıa una pérdida de eficiencia y dinamismo [GM75]. Quizás

peor, seŕıa muy dif́ıcil levantarse por la mañana [Luh18], y se sufriŕıa el inevitable colapso

de la sociedad [Lag92, Bok99]. En cambio, debido a la presencia de confiabilidad, se puede

lograr mejor desempeño en las tareas, un mayor desarrollo personal y más sano [GM75],

una comprensión, o al menos una aceptación, de la complejidad de la sociedad [Luh18],

y además habilita la capacidad de cooperar [Deu62, Arg91, Sto02, DJE10, PH13]. La

confiabilidad aumenta el deseo de las personas de tomar riesgos para un intercambio

social productivo [Tyl01, BC08].

En este caṕıtulo se realiza una revisión de diferentes consideraciones para la noción

de confiabilidad. Además se exploran distintas alternativas del estado del arte de siste-

mas de recomendación, en general y en particular de noticias, y sistemas argumentativos

considerando la noción de confiabilidad.

4.1. Definiendo confiabilidad

Hay muchos puntos de vista de la confiabilidad [Bar83, Sha87], y hay numerosas

razones para esto. Dos de estas razones sobresalen para ser presentadas en particular, ya

que tocan los principales problemas que obstaculizan la formalización del concepto.

En primer lugar, el problema de la confiabilidad fue abordado por muchos investiga-

dores, siendo sus propuestas de naturaleza muy diversa. Por tal motivo, existe un gran
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número de definiciones de confiabilidad. La segunda razón es más directa: la noción de

confiabilidad se puede caracterizar desde distintos puntos de vista, porque hay muchos

tipos de confiabilidad [Deu73, Sha87, Coo01]. Dicho de otra manera, la confiabilidad se

puede clasificar como esperanza, desesperación, confianza, inocencia e impulsividad, por

nombrar algunos [Deu73, GM75]. De estos, solo algunos son “positivos” en términos de

puntos de vista optimistas de lo que es probable que ocurra.

Con tantos tipos y puntos de vista como hay, también hay muchas disciplinas que

estudian el concepto [MDS95, MC01, Wat05, Li07, SW14]. Por lo tanto, se menciona en

disciplinas tan diversas como la bioloǵıa evolutiva [Bat00], la socioloǵıa [Luh00, Luh18],

la psicoloǵıa social [Deu62, EK09], la economı́a [HAC90, Das00, MDM15], la histo-

ria [Gam00b, Pag00] y la filosof́ıa [Her88, Lag92].

La confiabilidad es un fenómeno común. De hecho, se ha argumentado que el ser

humano, ni siquiera seŕıa capaz de enfrentar las complejidades del mundo sin recurrir a

la confiabilidad, porque es con confiabilidad que se puede razonar sensatamente sobre las

posibilidades de la vida cotidiana [Luh18]. Por ejemplo, una persona sale de la casa todas

las mañanas confiando en que podrá regresar y que no terminará en el hospital debido a

un accidente que conf́ıa que no sucederá. A pesar de su importancia, ha habido una falta

de investigación detallada sobre el tema [GM75, Luh00, Luh18]. Además, el trabajo que

se ha llevado a cabo presenta sus propios problemas, sobre todo debido a la ausencia de

una definición de confiabilidad sólida y aceptada.

Como han señalado varios autores, la confiabilidad es un concepto que es complejo y al

mismo tiempo dif́ıcil de precisar y, como resultado, hay varias definiciones diferentes en la

literatura. Se pueden elegir algunos ejemplos espećıficos. Una definición de confiabilidad

establece que:

La confiabilidad ocurre cuando un individuo percibe un camino ambiguo, el resulta-

do puede ser bueno o malo, y la ocurrencia del resultado bueno o malo es contingente

en las acciones de otra persona; finalmente, el mal resultado es más perjudicial que

lo que el buen resultado es de beneficioso. Si el individuo elige seguir ese camino,

puede decirse que hizo una elección de confiabilidad, si no, desconf́ıa [Deu62].

Esta definición es aceptable en la medida en que se muestre la estructura básica de una

elección confiable. Sin embargo, hay desacuerdo en cuanto a la idea de que los beneficios
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debeŕıan ser menores que el daño causado. Existe otra definición similar [GM75], pero

señala que “la pérdida o el dolor asociado al incumplimiento de la confiabilidad a veces se

consideran mayores que la recompensa o el placer derivado de la confiabilidad cumplida”.

Pero también existen otras definiciones, una de ellas sugiere que:

La confiabilidad es una apuesta sobre las futuras acciones contingentes de los

demás [Szt99].

Mientras que otra, basándose en un rango de definiciones existentes, define la confiabilidad

como:

La confiabilidad es la medida en que una parte está dispuesta a depender de algo

o de alguien en una situación dada con un sentimiento de seguridad relativo, aun

cuando las consecuencias negativas sean posibles [MC96].

También existe otra definición que estipula:

La confiabilidad es la probabilidad subjetiva por la cual un individuo, A, espera que

otro individuo, B, realice una acción dada de la cual depende su bienestar [Gam00a].

La vaguedad relativa de estas definiciones es útil porque hace al concepto de confiabilidad

más general. Incluye expĺıcita e impĺıcitamente aspectos de una amplia noción de confia-

bilidad que depende de la entidad o parte confiable, la confiabilidad de la entidad o parte

confiable, la utilidad en el sentido de que la utilidad positiva resultará de un resultado

positivo y la utilidad negativa resultará de un resultado negativo, y finalmente una cierta

actitud de riesgo en el sentido de que la parte que conf́ıa está dispuesta a aceptar el riesgo

situacional resultante de los elementos anteriores. El riesgo surge, por ejemplo, cuando el

valor en juego en una transacción es alto y la probabilidad de falla no es despreciable.

Si bien estas definiciones difieren, hay claramente algunos elementos comunes. Existe

un grado de incertidumbre asociado con la confiabilidad, ya sea expresada como una

probabilidad subjetiva, como una apuesta (que, por supuesto, puede expresarse como

una probabilidad subjetiva [Jay03]), o como un “sentimiento de seguridad”. Se termina

aceptando la idea de que:

La confiabilidad implica cierto grado de incertidumbre en cuanto al resultado.
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La confiabilidad implica optimismo y esperanza en cuanto al resultado.

La confiabilidad está, por lo tanto, fuertemente ligada a tener esperanza, convicción o

fe en algo, ya sea la persona en quien se conf́ıa, el medio ambiente o lo que sea de lo cual

el resultado deseado depende. Se llega al concepto de confiabilidad como la elección de

ponerse en manos de otros, ya que el comportamiento del otro determina lo que se obtiene

de una situación. A continuación se presentan algunas caracteŕısticas de la confiabilidad,

en términos de consideraciones sociales, biológicas y tecnológicas.

Consideraciones sociales

En la sociedad, la confiabilidad es un hecho de la vida cotidiana [Deu73, Bai86, Yam90,

Luh00, Luh18]. De hecho, sin confiabilidad, como sugiere la cita de apertura de este

caṕıtulo, las sociedades dejaŕıan de existir [Lag92]. Hay muchos ejemplos en dónde la

confiabilidad desempeña un papel expĺıcito en las sociedades. Los individuos para poder

realizar ciertas tareas u obtener ciertos servicios, como pueden ser visitar a un medico, ir

al mecánico o necesitar de algún talento o habilidad especial con la que no cuentan, deben

recurrir a otros individuos. Cuando se opta por uno y no por otro que ofrece lo mismo,

podemos decir que se esta tomando una decisión de confiabilidad por un determinado

individuo en particular.

También, ocurre que a veces los individuos se organizan y trabajan en conjunto, ge-

neralmente se unen en grupos para promover algún objetivo particular [Sha81]. En este

caso se puede decir que los individuos han tomado una decisión de confiabilidad hacia el

grupo y “conf́ıan” en él para poder lograr su objetivo. La confiabilidad fomenta el flo-

recimiento de grupos [DJE10]. Si bien se ha encontrado que los grupos se comportan de

manera agresiva hacia los miembros de otros grupos (y del mismo grupo también) con

los que compiten [Bro88], se puede considerar la cooperación entre grupos. Si se toma al

grupo como una entidad individual, también podŕıa tomar decisiones de confiabilidad ha-

cia otros grupos, de esta manera podŕıa existir la cooperación entre distintos grupos para

poder plantear diferentes metas, posiblemente más complejas, como puede ser construir

un edificio, formar un partido poĺıtico o crear algún tipo de institución con un determi-

nado fin. La confiabilidad impulsa la creación de organizaciones [ZMP98, DF01, MPZ03],

y hasta de naciones [KK97, LC10].
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Se puede ver que todas las decisiones de confiabilidad de cada individuo pueden desem-

peñar un papel importante en la formación, el comportamiento y la estructura de la socie-

dad en general. Que los individuos de la sociedad se levanten por la mañana es un signo

de la confiabilidad que se tiene en la sociedad y en el entorno [Luh18].

Consideraciones biológicas

La conducta de confiabilidad no es un fenómeno exclusivamente humano, también los

demás miembros del mundo biológico demuestran confiabilidad. Esto radica en gran medi-

da en la reciprocidad retrasada en el mundo animal [Har91]. Los animales se ayudan unos

a otros con la esperanza de que, en el futuro, cuando necesiten ayuda, reciban ayuda. Un

buen ejemplo es el vampiro murciélago. Cuando esos murciélagos han tenido una buena

noche y un exceso de sangre, alimentan a los que no [Har91]. Invariablemente, aquellos que

se comportan de esta manera son alimentados por aquellos a quienes alimentan cuando

ellos mismos tienen una mala noche de caza. Claramente este es un ejemplo de confiabili-

dad, el murciélago que alimenta a los demás muestra una forma primitiva de confiabilidad

en aquellos a quienes alimenta, porque conf́ıa en que ellos tendrán un comportamiento

similar en el futuro. Las situaciones que implican confiabilidad constituyen una subclase

de aquellas que implican riesgo. Son situaciones en las que el riesgo que uno toma depen-

de del rendimiento de otro actor. Por lo tanto, el murciélago muestra confiabilidad. Por

supuesto, los murciélagos que continuamente colaboran rećıprocamente como grupo ob-

tienen una ventaja evolutiva sobre sus vecinos que no tienen este comportamiento, ya que

aquellos que śı colaboran serán alimentados cuando necesiten alimentarse, aumentando

aśı sus oportunidades de supervivencia (y las de su grupo) a largo plazo [Har91].

Hay otros ejemplos de reciprocidad retrasada, como los chimpancés que se ayudan

unos a otros en las peleas [Tri85]. Existen argumentos para pensar que la confiabilidad

es más probable que esté presente aqúı, ya que la capacidad intelectual de los primates

es mayor que la de muchos otros animales [Har91]. Gran parte del razonamiento detrás

de la reciprocidad retrasada puede abordarse en términos de “supervivencia de los genes

más aptos”. Los animales ayudan a quienes están relacionados consigo mismos porque aśı

perpetúan las posibilidades de supervivencia de sus genes.
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Consideraciones tecnológicas y/o artificiales

En el mundo moderno, las computadoras se están volviendo omnipresentes. Se puede

decir que donde existe una sociedad, también lo hace la confiabilidad. Las sociedades

artificiales ya existen, aunque de forma limitada. Un ejemplo de tal sociedad artificial es

la red telefónica. Consiste en muchos nodos, cada uno de ellos de cierta inteligencia, cada

uno de los cuales decide en qué camino enrutar el tráfico (llamadas telefónicas, faxes,

etc.). El solo hecho de que estos nodos funcionen entre śı significa que la confiabilidad

está presente.

Otro ejemplo es Internet. La tecnoloǵıa en seguridad actual brinda cierta capacidad

para generar un cierto nivel de confiabilidad en las comunicaciones. Por ejemplo, los

algoritmos criptográficos para la privacidad y las firmas digitales, los protocolos de auten-

ticación para probar la autenticidad y los métodos de control de acceso para administrar

la autorización. Los nodos de red maliciosos a menudo incurren en problemas con la pri-

vacidad de la red y de los datos al distribuir claves públicas falsificadas. Para abordar este

problema en [WSWW17] se propone un mecanismo que combina la distribución de claves

con la administración de confiabilidad. Sin embargo, por lo general, estos métodos no

pueden administrar el concepto más general de confiabilidad. Los algoritmos criptográfi-

cos, por ejemplo, no pueden decir si un código firmado digitalmente ha sido creado por

programadores competentes y un certificado de clave pública firmado tampoco dice si el

propietario es un esṕıa industrial. Entonces podŕıa decirse que, tal vez en estos ejemplos,

se trata de una confiabilidad limitada. La confiabilidad es algo poco entendido en tales

redes artificiales [WL92].

4.2. Confiabilidad y sistemas de recomendación

Los sistemas de recomendación se usan para estimar con precisión el grado al que un

usuario en particular le gustará un elemento en particular. Existe una gran variedad de

estos algoritmos [RV97, AT05, JZFF10, RRSK11, MS17]. Los métodos más utilizados para

hacer recomendaciones, como se mostró en el Caṕıtulo 2, son los basados en el contenido o

los métodos de filtrado colaborativo. Los métodos basados en contenido sugieren elementos

similares a los que el usuario indicó anteriormente que le gustaban. Por lo tanto, estos

métodos tienden a tener su alcance de recomendaciones limitado a la vecindad inmediata
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del historial de compras o el registro de calificación de los elementos del usuario. Por

ejemplo, si un cliente de un servicio de alquiler de peĺıculas hasta el momento solo ha

pedido peĺıculas románticas, el sistema solo podrá recomendar elementos relacionados y

no explorará otros intereses del usuario. Los sistemas de recomendación también pueden

mejorarse significativamente mediante el filtrado colaborativo. Esta técnica se basa en la

detección de usuarios vecinos, es decir, usuarios cuyos gustos son similares a los del usuario

que está en busca de recomendaciones. Las calificaciones de los vecinos son utilizadas para

proveer al usuario de recomendaciones.

Como ya se vio en el Caṕıtulo 2, los RS clásicos presentan diferentes limitaciones

y debilidades, algunas de las cuales pueden aliviarse mediante técnicas que incorporan

la noción de confiabilidad. Estas técnicas de recomendación avanzadas basadas en la

confiabilidad se adhieren más al paradigma de filtrado colaborativo, en el sentido de que

una recomendación para un elemento se basa en las calificaciones de otros usuarios para

ese elemento, en lugar de en un análisis del contenido del elemento.

A pesar de las mejoras significativas en los enfoques de recomendación, aún quedan

algunos problemas importantes. En [MA09, RRSK11, BOHG13] se discuten algunas de

las debilidades de los sistemas de filtrado colaborativo. Por ejemplo, los usuarios suelen

calificar o experimentar solo una pequeña fracción de los elementos disponibles, lo que

hace que la matriz de calificaciones sea muy escasa (ya que un sistema de recomendación a

menudo trata con millones de elementos). Por ejemplo, un conjunto de datos particular de

Epinions1 contiene más de 1.500.000 revisiones que recibieron alrededor de 25.000.000 de

calificaciones de más de 160.000 usuarios diferentes [GKRT04, VCDCT08]. Debido a esta

dispersión de datos, un algoritmo de filtrado colaborativo experimenta muchas dificultades

al tratar de identificar buenos vecinos en el sistema. En consecuencia, la calidad de las

recomendaciones generadas podŕıa sufrir por esto. Además, también es un gran desaf́ıo

generar buenas recomendaciones para los usuarios que son nuevos en el sistema (es decir,

los usuarios con el problema de arranque en fŕıo), ya que no han calificado un número

significativo de elementos y, por lo tanto, no se pueden vincular correctamente con usuarios

similares.

En [SS+01a, SS01b, MKL09] ha quedado demostrado que los usuarios prefieren siste-

mas más transparentes y que las personas tienden a confiar más en las recomendaciones

de las personas en las que conf́ıan (“amigos”) que en los sistemas de recomendación en

1http://www.epinions.com
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ĺınea que generan recomendaciones basadas en personas anónimas similares a ellos. En

la vida real, una persona que quiere evitar un mal negocio, si se trata de la compra de

algún elemento, o simplemente si no quiere perder el tiempo viendo una peĺıcula que no

será de su agrado, puede preguntarle a un amigo (es decir, a alguien en quien conf́ıa) qué

piensa acerca de un determinado elemento i. Si este amigo no tiene una opinión sobre

i, puede preguntarle a un amigo suyo, y aśı sucesivamente hasta que alguien con una

opinión sobre i (es decir, un recomendador) haya sido encontrado. Los sistemas de reco-

mendación basados en confiabilidad intentan simular este comportamiento. Una vez que

se encuentra una ruta hacia una recomendación, el sistema puede combinar el juicio de esa

recomendación con la información de confiabilidad disponible (a través de la propagación

y agregación de confiabilidad) para obtener una recomendación personalizada. De esta

manera, a partir de las relaciones de confiabilidad se va construyendo una especie de red

de confiabilidad, la que permite llegar a más usuarios y a más elementos. En [HRW08]

se identifican algunas de estas relaciones, diferenciando a los “amigos declarados” de los

“amigos reales” en Twitter 2, al contar la cantidad de tweets que van dirigidos de un usua-

rio a otro. En [DHX+16, SKLB17] se presentan RS que ofrecen sugerencias basadas en

este tipo de relaciones (“amistad”). En [GZT14, YKSN18] otorgan diferentes pesos a la

confiabilidad entre usuarios para generar recomendaciones de peĺıculas.

En la configuración de filtrado colaborativo de la Figura 4.1, los usuarios a y b estarán

vinculados entre śı porque han otorgado calificaciones similares a ciertos elementos (entre

los cuales se encuentra i1), y análogamente, b y c pueden vincularse entre śı. En conse-

cuencia, se puede hacer una predicción del interés de a en i2. Pero en este escenario no

hay un v́ınculo entre a e i3 o, en otras palabras, no hay manera de averiguar si i3 seŕıa una

buena recomendación para el usuario a. Esta situación podŕıa cambiar cuando se hayan

establecido las relaciones de confiabilidad entre los usuarios del sistema de recomendación.

Las ĺıneas continuas en la Figura 4.1 indican relaciones de confiabilidad entre el usuario

a y el usuario b, y entre b y el usuario c. Mientras que en un escenario sin una red de

confiabilidad, un sistema de filtrado colaborativo no puede generar una predicción sobre

i3 para el usuario a, esto podŕıa resolverse mediante la utilización de la confiabilidad: si a

expresa un cierto nivel de confiabilidad en b, y b en c, por propagación se puede obtener

una indicación de la confiabilidad de a en c. Si el resultado indicara que el usuario a debe

confiar altamente en c, entonces i3 podŕıa convertirse en una buena recomendación para

2https://twitter.com/
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a, y será altamente calificado entre los otros elementos recomendados.

Sin embargo, esto no quiere decir que la confiabilidad sea transitiva [GKRT04, SNP13,

WCFHV17]. Debido a su naturaleza propagativa, la información de confiabilidad se puede

pasar de un usuario a otro. La propiedad propagativa de la confiabilidad es mencionada

en [JGK03], donde se utiliza en un sistema de recomendación para permitir la propagación

de confiabilidad de acuerdo con condiciones expĺıcitas. La propagación de la confiabilidad

a través de distintos usuarios tiene un comportamiento similar a la propagación de la

información “de boca en boca” [SM95, ARH00, FAM15].

Este sencillo ejemplo ilustra que aumentar un sistema de recomendación al incluir

relaciones de confiabilidad puede ayudar a resolver el problema de escasez. Además, un

sistema que incorpora la noción de confiabilidad, también alivia el problema del arran-

que en fŕıo: se ha demostrado que al emitir unas pocas declaraciones de confiabilidad, en

comparación con la misma cantidad de información de calificaciones, el sistema puede ge-

nerar recomendaciones más precisas [MA04, GZYS15b, GZYS15a, YLLL16]. Finalmente,

el funcionamiento de un sistema que incorpora la noción de confiabilidad (por ejemplo,

el concepto de propagación de confiabilidad) es intuitivamente más comprensible para los

usuarios que los clásicos enfoques de “caja negra”.

i1 i2 i3 

a b c 

Figura 4.1: Relaciones de confiabilidad en un sistema de recomendación.

Como era de esperarse, ya se han hecho algunos intentos en esta dirección, por ejem-

plo [Gol05, PPK05, OS05, PM06, HS08, LHC08, MA09]. Los sistemas de recomendación

mejorados con la noción de confiabilidad se pueden dividir aproximadamente en dos cla-

ses, de acuerdo con la forma en que se obtienen los valores de confiabilidad. El primer

grupo utiliza información proveniente de una red de confiabilidad generada por la entrada

directa de los usuarios, es decir, emitiendo expĺıcitamente declaraciones de confiabilidad.
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Se pueden encontrar ejemplos en [Gol06, HS08, MA09]. Dicha estrategia permite utilizar

la propagación y agregación de confiabilidad en la red para inferir los valores de confiabi-

lidad finales que se necesitan en el algoritmo de recomendación. Por otro lado, el segundo

grupo no requiere que el usuario estime la confiabilidad en sus conocidos. En cambio, los

valores de confiabilidad se calculan automáticamente, por ejemplo, en función del histo-

rial de un usuario de hacer recomendaciones confiables [OS05, LHC08] o en función de las

reglas de transitividad para la similitud entre usuarios [PPK05]. En la literatura del com-

portamiento (behavioral), el concepto de confiabilidad está mejor definido. Por ejemplo,

en [MDS95] se propone un marco en el que se determinan la capacidad, la benevolencia,

la integridad y la propensión a confiar como sus factores clave, o en [McA95] se distingue

entre la confiabilidad basada en la cognición y la basada en el afecto. Sin embargo, en

el área de investigación de recomendaciones, la confiabilidad se utiliza a menudo como

un término general para una amplia gama de relaciones entre los usuarios, especialmente

cuando se trata del cálculo automático de los valores de confiabilidad. En estos casos, la

confiabilidad se utiliza para denotar una variedad de conceptos, que van desde la similitud

percibida de los gustos, sobre la reputación, hasta la evaluación de la competencia de un

usuario.

4.3. Confiabilidad y argumentación

En los últimos años, diferentes modelos de confiabilidad han sido propuestos en la lite-

ratura. Las técnicas utilizadas pueden clasificarse ampliamente en técnicas estad́ısticas y

de aprendizaje automático, técnicas basadas en heuŕısticas y técnicas basadas en compor-

tamiento. Las técnicas estad́ısticas y de aprendizaje automático se centran en proporcionar

un modelo matemático sólido para la gestión de la confiabilidad. Las técnicas basadas en

heuŕıstica se centran en la definición de un modelo práctico para implementar sistemas de

confiabilidad robustos. Los modelos basados en el comportamiento se centran en el com-

portamiento del usuario en la comunidad. Los sistemas bayesianos [MMH02, JI02] y los

modelos de creencias [Jøs01, YS02, JHP06] son algunos ejemplos de técnicas puramente es-

tad́ısticas. Normalmente, en los sistemas bayesianos, las calificaciones binarias (honestas o

deshonestas) se utilizan para evaluar la confiabilidad mediante la actualización estad́ıstica

de las funciones de densidad de probabilidad beta. En un modelo de creencia, la creencia

de un consumidor con respecto a la verdad de una calificación también se incluye en el
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cálculo de la confiabilidad. Las técnicas para combinar creencias vaŕıan. Por ejemplo, la

teoŕıa de Dempster-Shafer se emplea en [YS02], mientras que la lógica subjetiva se usa

en [Jøs01, JHP06]. Las soluciones basadas en ML suelen utilizar técnicas como las redes

neuronales artificiales y los modelos ocultos de Markov (HMM, del inglés Hidden Markov

Model) para calcular y predecir la confiabilidad. Por ejemplo, en [SPX04] utilizan HMM

para evaluar la confiabilidad del recomendador, y en [ESN09] proponen un modelo de

confianza discreto basado en HMM. Debido a que tanto las soluciones estad́ısticas como

las de ML son muy complejas, los investigadores han avanzado hacia soluciones basadas

en heuŕısticas. Este tipo de soluciones [XL04, HJS06], pretenden definir un sistema de ges-

tión de confiabilidad, práctico, robusto y fácil de entender. En [MAB09] se presenta una

solución h́ıbrida que define heuŕısticas claves y un modelo estad́ıstico (HMM) para la eva-

luación de la reputación. En [AEG+10] se presenta un modelo basado en comportamiento,

donde la confiabilidad se evalúa en función del comportamiento de comunicación de los

miembros en una red social. La confiabilidad de comportamiento se evalúa según dos tipos

de confiabilidad: confiabilidad de conversación y confiabilidad de propagación. La confia-

bilidad en la conversación especifica cuánto tiempo y con qué frecuencia se comunican dos

miembros entre śı. Una comunicación más larga y frecuente indica más confiabilidad entre

las dos partes. La confiabilidad de propagación se refiere a la propagación de información.

La propagación de la información obtenida de un miembro a varios otros miembros indica

que se está depositando un alto grado de confiabilidad en la información e, impĺıcitamente,

su fuente.

Gran parte del trabajo sobre la confiabilidad en informática se ha concentrado en

tratar con escenarios espećıficos en los que la confiabilidad debe establecerse o manejarse

de determinada manera. Se han realizado estudios sobre el desarrollo de la confiabilidad

en el comercio electrónico mediante el uso de sistemas de reputación y estudios sobre el

rendimiento de dichos sistemas [SS05, OBR+08]. Otro área de preocupación es la confiabi-

lidad de la información y sus fuentes en la web, como la proporcionada por los sistemas de

recomendación. Por ejemplo, en [VCVHV12], los autores relacionan la confiabilidad de la

información con la longitud de las rutas que conectan a los usuarios. Los autores evaluaron

varias longitudes de ruta incorporando estrategias de agregación para generar prediccio-

nes más precisas. También se han investigado mecanismos para determinar en qué fuentes

confiar cuando se enfrentan con múltiples datos en conflicto [DBES09]. Esta idea fue ex-

tendida para calificar a las personas que brindan información, al observar la historia de los

argumentos que han proporcionado [BV11]. Otros modelos se han aplicado en áreas como
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la de las redes sociales [WBS08, RD16], el comercio electrónico [SL11, SL12, FZŞMT14]

y los sistemas P2P [CDE08, YMS11, CLSQ15].

Computar la confiabilidad es un problema de razonamiento bajo incertidumbre, que

requiere la predicción y anticipación, por parte de un agente (el evaluador), del compor-

tamiento futuro de otro agente (el objetivo). Por lo tanto, el enfoque de argumentación

se puede utilizar para mejorar el desempeño de los mecanismos de confiabilidad. Si bien

la literatura sobre confiabilidad es abundante, el trabajo previo sobre argumentación y

confiabilidad es mucho más escaso. Dada la reconocida capacidad de la argumentación

para apoyar el razonamiento bajo incertidumbre [Amg03, RA06], existen algunas pro-

puestas que han considerado el uso de argumentos para computar la confiabilidad. Una

de éstas, propone un enfoque basado en argumentación para la evaluación de confia-

bilidad que es bipolar (separando los argumentos para la confiabilidad y para la des-

confianza) y cualitativo (ya que los argumentos pueden apoyar varios grados de confia-

bilidad/desconfianza) [Pra07]. Otra utiliza argumentación lógica donde los argumentos

apoyan las mediciones de confiabilidad, por ejemplo mediciones cualitativas tales como

“muy confiable” o “poco confiable” [PTS+11]. Un modelo de confiabilidad que aplica lógi-

ca temporal rebatible se presenta en [KB12]. Otra propuesta presenta un marco formal

para modelar cómo las diferentes dimensiones de la confiabilidad percibida de la fuen-

te interactúan para determinar la aceptabilidad de un mensaje, y cómo las desviaciones

de tal expectativa producen una retroalimentación espećıfica sobre la confiabilidad de la

fuente [VBGVDT13]. En [BV14] se propone un modelo de confiabilidad difuso basado en

argumentación para un sistema de recomendación multi-agente. En [GTGS18] se propone

un marco argumentativo con ataques recursivos para definir un modelo de confiabilidad

para un sistema multi-agente, colaborativo y abierto.

La investigación en modelos de confiabilidad se ha centrado principalmente en cal-

cular el grado de confiabilidad que un agente tendrá en otro agente si no existe una

relación de confiabilidad expĺıcita entre ellos [GKRT04, BK06, JE10]. En la mayoŕıa

de estos enfoques, los valores de confiabilidad se representan dentro del rango [-1, 1].

Por otro lado, las caracterizaciones formales de la noción de confiabilidad se han

investigado utilizando lógicas y semánticas de confiabilidad [CNS03, HF06, Mul11],

mientras que la argumentación se ha utilizado para razonar sobre la confiabilidad

en [PMS10, VBGVDT11, PAL+14, SPL+16, MPB16]. El núcleo de este enfoque es calcu-

lar de manera eficiente un modelo de reputación basado en la experiencia directa de los
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agentes y los informes proporcionados por otros.

Utilizando argumentación es posible obtener metodoloǵıas para razonar sobre la con-

fiabilidad. La argumentación puede proporcionar un mecanismo para manejar muchos de

los aspectos que se necesitan capturar acerca de la confiabilidad, tal como se analizará

con mayor detalle más adelante en este caṕıtulo.

4.4. Confiabilidad y noticias en la web

Los servicios de noticias web son especialmente atractivos porque, de forma diferente

a los periódicos impresos, las noticias en ĺınea se pueden entregar de manera rápida y

personalizada. Proveedores de noticias de múltiples fuentes en la web, como Google News3,

Yahoo! News4 y MSNBC 5 integran noticias de varias fuentes y las entregan según factores

como la popularidad de las noticias, las fuentes, la frescura, la ubicación geográfica del

lector y los intereses del lector. También hay que considerar a las redes sociales como

Twitter o Facebook que funcionan como distribuidoras de noticias, al punto que han

llegado a convertirse en la principal fuente de información para muchas personas [HB18].

El desarrollo de un algoritmo para la selección y clasificación de noticias en la web es

muy dif́ıcil porque requiere la combinación de muchos aspectos, a veces complicados.

Como consecuencia, el problema de clasificar y recomendar noticias web ha atráıdo mucha

atención de investigación en los últimos años. Hay varias razones por las que las medidas

de la autoridad de página como el PageRank [BP98b] no se pueden aplicar directamente

en el momento de la clasificación de noticias web. A diferencia de lo que sucede con las

páginas web, los periódicos de Internet rara vez utilizan enlaces. Además, las noticias

de última hora suelen tener prioridad sobre las noticias anteriores porque los lectores

prefieren ver información sobre los eventos de noticias tan pronto como tienen lugar. Sin

embargo, las noticias nuevas generalmente tienen muy pocos enlaces entrantes, lo que

impide la aplicación de algoritmos de análisis de enlaces para favorecer las noticias nuevas

sobre las obsoletas. Sin embargo, un modelo de clasificación que otorga alta prioridad a las

nuevas noticias tendrá algunas deficiencias. Los informes sobre noticias recientes tienden

a ser incompletos y muchas historias presentadas como noticias de última hora se revisan

3https://news.google.com
4https://news.yahoo.com/
5https://www.msn.com
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cuando se dispone de información adicional. Otro enfoque para clasificar las noticias podŕıa

basarse en la popularidad de las noticias, estimado al monitorear el número de lectores

que acceden a una noticia o por un sistema de votación de sus historias favoritas. Sin

embargo, la popularidad de las noticias puede no reflejar el valor real que una noticia

tiene para los lectores individuales.

Generalmente, el lector debe decidir si vale la pena leer una noticia y si los hechos

descritos en ella son créıbles. Es posible que la información que se proporciona en las

noticias no siempre sea completamente verificable y, por lo tanto, otro factor importante

que puede ayudar a seleccionar noticias es la confiabilidad o la credibilidad. A pesar del

volumen de investigación sobre este tema, no existe una definición o medida de confiabi-

lidad acordada en los medios de comunicación [Fis16]. El nivel de confiabilidad que un

lector tiene en una noticia no está necesariamente asociado con las medidas de autoridad

o popularidad de las noticias, e incluso puede tener una correlación negativa con la no-

vedad de las mismas. Un servicio de recomendación de noticias que utiliza un sistema de

administración de confiabilidad puede ayudar al lector a tomar la decisión al seleccionar

noticias de fuentes confiables o en base a las opiniones de otros lectores confiables. Por

lo tanto, la confiabilidad es un aspecto importante en la implementación de los sistemas

de recomendación en general, y los recomendadores de noticias en la web en particular.

Normalmente, la noción de confiabilidad se define en términos de dos componentes: inten-

ciones de confiabilidad y creencias de confiabilidad. Por ejemplo, un usuario del sistema

puede confiar en las intenciones de un proveedor o las intenciones de un servicio proveedor

de información. Por otro lado, un usuario puede confiar en las creencias de otros usuarios.

Como se mencionó anteriormente, en los últimos años se han definido distintos modelos

de confiabilidad [RD16], algunos de los cuales se han aplicado en el área de recomendación

de noticias en la web. Por ejemplo, en [NSKA06] se propone un método para calificar la

confiabilidad de las noticias utilizando algoritmos que comparan el contenido de diferentes

fuentes de noticias. PolyNews [PKS06] es un marco de servicios de noticias que intenta

mitigar el efecto del sesgo de los medios mediante la creación de múltiples puntos de vista

clasificados. NewsTrust [new] fue un servicio creado para evaluar noticias donde los usua-

rios pod́ıan clasificar noticias, redactores de noticias y fuentes de noticias. Un sistema de

recomendación de múltiples capas para publicaciones basadas en confiabilidad se propone

en [Hes06]. Otro sistema, PersoNews [BKB+06] utiliza un clasificador Näıve bayesiano

para proporcionar un lector de contenido RSS (del inglés Really Simple Syndication) per-
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sonalizado. Un enfoque basado en argumentos para generar recomendaciones de agentes

se propone en [BA10]. Aunque este trabajo se relaciona con la propuesta de utilizar reglas

rebatibles para generar recomendaciones presentada en el Caṕıtulo 5, no aborda el proble-

ma de la recomendación de noticias y se enfoca en entornos de inteligencia ambiental, sin

intentar modelar la noción de confiabilidad. En [WLL15] a partir de la identificación de

factores sociales contextuales que influyen en las relaciones de confiabilidad, se propone

un enfoque probabiĺıstico para la inferencia de confiabilidad en las redes sociales. Debido

a la proliferación de noticias falsas (en inglés, fake news) que se dio principalmente en las

redes sociales, se han definido propuestas basadas en la confiabilidad para hacerle frente

a este problema [GYBO18].

4.5. Resumen

En este caṕıtulo se hizo referencia a la noción de confiabilidad. En la Sección 4.1 se

mostraron diferentes definiciones de la noción de confiabilidad, argumentando el porqué

aún no se ha llegado a un acuerdo en cómo definirla en el área de sistemas de recomen-

dación. Además se analizaron distintas consideraciones, tanto sociales, biológicas como

tecnológicas que contemplan a la confiabilidad, a modo de justificación del porqué es una

noción fundamental para contemplar, en este caso particular, al momento de diseñar un

sistema de recomendación.

En la Sección 4.2 y la Sección 4.3 se analizaron algunas de las propuestas del estado del

arte que consideran a la confiabilidad en sistemas de recomendación y en argumentación

respectivamente. En la Sección 4.4 se hizo hincapié puntualmente en los distintos avances

de sistemas de recomendación de noticias basados en confiabilidad.





Caṕıtulo 5

Modelo de confiabilidad para la

recomendación de noticias

Los RS tienen el objetivo de sugerir a cada usuario los elementos que podŕıan in-

teresarle. En particular, los RS basadas en filtrado colaborativo (CF) se basan en las

opiniones expresadas por los demás usuarios. De hecho, CF intenta encontrar automáti-

camente usuarios similares al usuario activo y recomienda los elementos que le gustan a

estos usuarios similares. Esta simple intuición es eficaz para generar recomendaciones y

es ampliamente usada. Sin embargo, los RS basados en CF sufren algunas debilidades

inherentes que son intŕınsecas en el proceso de encontrar usuarios similares. De hecho, el

proceso de comparar dos usuarios con el objetivo de calcular su similitud implica compa-

rar las calificaciones que proporcionaron a los distintos elementos. Para ser comparables,

es necesario que los dos usuarios califiquen al menos algunos elementos en común. Sin

embargo, en un dominio t́ıpico, por ejemplo en el dominio de peĺıculas, música, libros,

noticias, etc. el número de elementos es muy grande (en el orden de millones), mientras

que el número de elementos calificados por cada usuario es en general pequeño (en el

orden de decenas o menos). Esto significa que es muy poco probable que dos usuarios

aleatorios hayan calificado algún elemento en común y, por lo tanto, sean comparables.

Para superar esta debilidad, se propone explotar la información de confiabilidad ex-

presada expĺıcitamente por los usuarios. Los usuarios pueden indicar si conf́ıan o no en

otros usuarios. En el contexto de RS, se relaciona con lo valiosas y relevantes que serán

las calificaciones proporcionadas por un determinado usuario. Esta información adicio-

nal (declaraciones de confiabilidad) se puede organizar en una red de confianza. En este
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enfoque, la idea no es buscar usuarios similares como hace CF, sino buscar usuarios con-

fiables mediante la explotación de la propagación de la confiabilidad a través de la red

de confiabilidad. Los elementos apreciados por estos usuarios se recomiendan al usuario

activo.

En este caṕıtulo, partiendo del trabajo realizado en [BSCM11, BCM13], se hace un

análisis de distintas propiedades deseables de la confiabilidad. Además, se propone un mo-

delo de representación y propagación de confiabilidad. Finalmente se estudia su idoneidad

mediante un conjunto de ejemplos representativos y un análisis teórico de las principales

caracteŕısticas de la confiabilidad.

A diferencia de los modelos mencionados en el Caṕıtulo 4, se presentará un modelo

de representación de confiabilidad utilizando DeLP como herramienta. Un ingrediente

clave del modelo propuesto es la propagación de confiabilidad basada en mecanismos de

inferencia. La confiabilidad se modela a través de una serie de postulados básicos, que

se pueden extender o relajar fácilmente. Los postulados se traducen en reglas rebatibles

DeLP, que permiten inferir conclusiones tentativas con respecto a la confiabilidad de

alguna entidad del sistema.

Con el fin de brindar una justificación de la aptitud de DeLP como herramienta pa-

ra representar confiabilidad, se escogió realizar un recomendador de noticias basado en

confiabilidad. Se propone un modelo capaz de lidiar, no solo con la representación, sino

también con la propagación de confiabilidad.

5.1. Caracterización del modelo

El modelo propuesto para la recomendación de noticias basado en confiabilidad toma

como punto de partida un conjunto de postulados definido previamente en [SMCS09]. El

sistema trata con tres entidades diferentes: noticias, fuentes, tópicos y lectores.

Noticia. Una noticia o un art́ıculo es una comunicación escrita de un evento de no-

ticias preparado por una agencia de noticias espećıfica (fuente). Cuando una noticia

está disponible en la web, podemos identificar algunos de sus atributos como lo son

el t́ıtulo, la fuente, la hora, la descripción, la categoŕıa y el enlace al contenido de

las noticias. Otra información relacionada con la noticia, como el autor, también se

puede obtener en ciertas situaciones.
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Fuente. La fuente de una noticia o art́ıculo de noticias es la agencia a cargo de su-

ministrar el informe que utilizarán los medios de comunicación. Las noticias también

pueden ser publicadas por redes sociales, páginas web o blogs.

Tópico. El tópico o tema de una noticia hace referencia al contenido de la misma o

de lo que se habla en ella. Los tópicos pueden definirse con diferente granularidad,

describiendo categoŕıas más genéricas o más espećıficas en las cuales clasificar a las

noticias.

Lector. Un lector es un usuario del servicio de noticias. El sistema mantiene un

grupo de lectores. Los lectores también pueden proporcionar declaraciones de confia-

bilidad sobre las distintas entidades del sistema, como lo son las noticias, las fuentes

y también otros lectores.

Se han identificado relaciones fundamentales entre estas entidades, necesarias para

modelar el concepto de confiabilidad, que se denominan declaraciones de confiabilidad.

Una declaración de confiabilidad puede ser positiva o negativa (desconfianza) y, es una

afirmación expĺıcita del hecho de que un lector conf́ıa (desconf́ıa) en una noticia, una fuente

u otro lector. Estas declaraciones permiten inferir relaciones de confiabilidad impĺıcitas,

que son útiles para proporcionar recomendaciones al lector basadas en la confiabilidad.

Se propone el siguiente conjunto de postulados para modelar la noción de confiabilidad

entre los lectores, las noticias y las fuentes de noticias de una manera intuitiva.

Postulado 1. Una noticia proveniente de una fuente confiable normalmente será

de confianza.

Postulado 2. Una noticia proveniente de una fuente no confiable normalmente no

será de confianza.

Postulado 3. Una noticia en la que conf́ıe un lector de confianza normalmente será

de confianza.

Postulado 4. Una noticia en la que no conf́ıe un lector de confianza normalmente

no será de confianza.

Postulado 5. Una fuente en la que un lector de confianza conf́ıe normalmente será

de confianza.
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Postulado 6. Una fuente en la que un lector de confianza no conf́ıe normalmente

no será de confianza.

Una situación interesante surgirá cuando se puedan llegar a dos conclusiones conflic-

tivas. Por ejemplo, un lector de confianza desconf́ıa de una noticia, pero la noticia fue

publicada por una fuente confiable. Suponiendo que, en general, se prefiere basar la opi-

nión en información proporcionada por fuentes confiables, se pueden agregar los siguientes

dos postulados:

Postulado 7. Una noticia proveniente de una fuente confiable generalmente será

de confianza, incluso si un lector confiable no conf́ıa en dicha noticia.

Postulado 8. Una noticia proveniente de una fuente no confiable generalmente no

será de confianza, incluso si un lector confiable conf́ıa en dicha noticia.

Otra consideración importante es que la confiabilidad depende del contexto, lo que

significa que se puede optar por confiar o desconfiar de ciertas fuentes o lectores según el

tema de la noticia en cuestión. Por ejemplo, se puede confiar en una noticia que informe

sobre un accidente en una determinada ciudad si la noticia proviene de una fuente de

noticias local a esa ciudad, pero es posible que no se conf́ıe en la misma fuente si también

informa sobre otros temas. Del mismo modo, se puede confiar en los lectores que tienen

experiencia reconocida en ciertas áreas pero no en otras. Esto se puede expresar de la

siguiente manera:

Postulado 9. Una noticia sobre un tema en particular generalmente será de con-

fianza si la fuente de la noticia es confiable para ese tema.

Postulado 10. Una noticia sobre un tema en particular generalmente no será con-

fianza si la fuente de la noticia no es confiable para ese tema.

Postulado 11. Una noticia sobre un tema en particular, en la que conf́ıa otro lector,

generalmente será de confianza si el lector es confiable para ese tema.

Postulado 12. Una noticia sobre un tema en particular generalmente no será de

confianza si la fuente de la noticia no es confiable para ese tema.
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Se podŕıan agregar postulados adicionales. Por ejemplo, si algún lector tiene una muy

buena reputación para verificar los hechos, se podŕıa preferir confiar en la opinión de

este, incluso si está en conflicto con las opiniones de otros lectores. Otros postulados que

podŕıan agregarse a la lista pueden incluir referencias a la fecha y hora de la noticia. Por

ejemplo, se confiará en una noticia más reciente en lugar de una desactualizada. La lista

de postulados podŕıa extenderse indefinidamente, incluidas las referencias al autor de las

noticias, el páıs de origen de la fuente, las categoŕıas de noticias, etc. Algunos postulados

podŕıan personalizarse, ya que los lectores pueden estar en desacuerdo sobre la conclusión

que se debe adoptar en función de ciertos hechos. En aras de la simplicidad, se tomaran

los postulados 1 a 12 como los postulados centrales del modelo de administración de

confiabilidad.

5.1.1. Usando DeLP para modelar confiabilidad en noticias

Como se ha mencionado en el Caṕıtulo 3, la programación lógica rebatible (DeLP, del

inglés Defeasible Logic Programming) [GS04] es un formalismo de argumentación rebatible

de propósito general basado en la programación lógica, destinado a modelar conocimien-

to inconsistente y potencialmente contradictorio. El formalismo proporciona un lenguaje

de representación del conocimiento que brinda la posibilidad de representar información

tentativa de manera declarativa, y un mecanismo de razonamiento que considera todas

las formas en que se podŕıa soportar una conclusión y decide cuál tiene el mejor soporte.

Una caracteŕıstica interesante de DeLP es que las conclusiones obtenidas a través de este

formalismo pueden explicarse fácilmente mediante el proceso de razonamiento argumen-

tativo. Además, DeLP se ocupa del razonamiento falaz, resolviendo situaciones que son

problemáticas para muchos formalismos de argumentación, como se muestra en [GS04].

Los 12 postulados definidos anteriormente pueden traducirse en las siguientes reglas DeLP:

trust report(V,R) –≺ report source(R,S), (R1)

trust source(V, S).

∼trust report(V,R) –≺ report source(R,S), (R2)

∼trust source(V, S).
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trust report(V,R) –≺ trust viewer(V, V1), (R3)

trust report(V1, R).

∼trust report(V,R) –≺ trust viewer(V, V1), (R4)

∼trust report(V1, R).

trust source(V, S) –≺ trust viewer(V, V1), (R5)

trust source(V1, S).

∼trust source(V, S) –≺ trust viewer(V, V1), (R6)

∼trust source(V1, S).

trust report(V,R) –≺ report source(R,S), (R7)

trust source(V, S),

trust viewer(V, V1),

∼trust report(V1, R).

∼trust report(V,R) –≺ report source(R,S), (R8)

∼trust source(V, S),

trust viewer(V, V1),

trust report(V1, R).

trust report(V,R) –≺ is about(R, T ), (R9)

report source(R,S),

trust source topic(V, S, T ).

∼trust report(V,R) –≺ is about(R, T ), (R10)

report source(R,S),

∼trust source topic(V, S, T ).

trust report(V,R) –≺ is about(R, T ), (R11)

trust viewer topic(V, V1, T ),

trust report(V1, R).

∼trust report(V,R) –≺ is about(R, T ), (R12)

trust viewer topic(V, V1, T ),

∼trust report(V1, R).

Para un lector en particular v, y en función de las reglas y los hechos de DeLP corres-

pondientes, las noticias se clasificarán en cuatro conjuntos:

Noticias Confiables. Aquellas noticias ri para las cuales existe al menos un argu-

mento garantizado que soporta trust report(v, ri).

Noticias No Confiables. Aquellas noticias ri para las cuales existe al menos un

argumento garantizado que soporta ∼trust report(v, ri).
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Indeciso. Aquellas noticias ri para las cuales no existe ningún argumento garanti-

zado para trust report(v, ri) o ∼trust report(v, ri).

Desconocido. Aquellas noticias ri para las cuales no existe información para

trust report(v, ri) o ∼trust report(v, ri).

Esta clasificación permitirá que el lector se centre en las noticias que se consideran

confiables, y que se le advierta sobre las que no lo son.

5.2. Aptitud de DeLP para modelar confiabilidad

Como se ha señalado en estudios anteriores, no existen criterios generales para emitir

una valoración objetiva de la confiabilidad [Ben11]. Aunque esto impide llevar a cabo una

evaluación emṕırica del modelo definido es posible analizar su aptitud por medio de un

conjunto de ejemplos representativos y un análisis teórico de sus caracteŕısticas princi-

pales. Por lo tanto, el objetivo de esta sección es proporcionar evidencia para justificar

la aptitud de DeLP como un mecanismo para el modelado de la noción de confiabilidad.

Esto se logra mediante la presentación de una selección de un conjunto de ejemplos que

ilustran la operación del enfoque propuesto y mediante la realización de un análisis teórico

de algunas de sus propiedades.

5.2.1. Algunos ejemplos seleccionados

Supongamos que Ana es uno de los usuarios del sistema. El sistema cuenta con el

modelo de representación de confiabilidad antes descrito, y Ana tiene ya expresado sus

valores de confiabilidad sobre otros usuarios, diversas fuentes de noticias y sobre algunas

noticias. Consideremos el ejemplo que llamaremos “google hits one billion”, que se refiere

a una noticia informando que Google recibió 1000 millones de visitantes únicos en mayo

de 2011. Supongamos que después de ser traducida en hechos DeLP, la información de

confiabilidad del sistema está representada por los siguientes hechos:

report source(google hits one billion, slashdot)

report source(facebook hits one billion, etc news)

report source(microsoft hits one billion,msn news)
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trust source(ana, slashdot)

∼trust source(cristian, etc news)

∼trust report(marcela, google hits one billion)

trust report(marcela, facebook hits one billion)

∼trust report(marcela,microsoft hits one billion)

trust report(cristian,microsoft hits one billion)

trust viewer(ana, emanuel)

trust viewer(ana, cristian)

trust viewer(emanuel ,marcela)

Basado en esto y los postulados descritos anteriormente, el sistema es capaz de clasifi-

car el valor de confiabilidad de una noticia para un determinado usuario como confiable,

no confiable, indeciso o desconocido y utilizar esta información en el momento de la

presentación de sugerencias al usuario. En este caso, supongamos que el sistema tiene

que clasificar las noticias “google hits one billion”, “facebook hits one billion” y “micro-

soft hits one billion”.

Para decidir cómo clasificar cada noticia, el sistema internamente trata de encon-

trar un argumento garantizado asociado con los valores de confianza acerca de ca-

da uno de ellos. En la Figura 5.1 se puede ver que hay un argumento garantiza-

do soportando la declaración trust report(ana, google hits one billion), por lo que la

noticia debe ser confiable para Ana. En la Figura 5.2 se puede ver la existencia

de un argumento garantizado para ∼trust report(ana, facebook hits one billion), por lo

que Ana no debeŕıa confiar en esta noticia. Por último, la Figura 5.3 muestra que

no se puede confiar en la noticia, porque no hay un argumento garantizado para

trust report(ana,microsoft hits one billion). Además, el sistema no puede concluir que

Ana debeŕıa desconfiar de esta noticia porque no es posible encontrar un argumento ga-

rantizado para ∼trust report(ana,microsoft hits one billion). Por lo tanto, el valor de

confiabilidad de esta noticia para Ana se dice que es indeciso.

Mediante estos ejemplos se puede ver cómo la confiabilidad es propagada entre los

usuarios y cuáles son los posibles escenarios para el estado epistémico de un usuario en

relación con una noticia espećıfica.
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trust_report(ana, google_hits_one_billon) 

report_source(google_hits_one_billon, slashdot), trust_source(ana, slashdot) 

U 

~trust_report(ana, google_hits_one_billon) 

trust_viewer(ana, emanuel), ~trust_report(emanuel, google_hits_one_billon) 

D 

U 

trust_viewer(emanuel, marcela), ~trust_report(marcela, google_hits_one_billon) 

trust_report(ana, google_hits_one_billon) 

report_source(google_hits_one_billon,slashdot), trust_source(ana,slashdot),  

trust_viewer(ana, emanuel), ~trust_report(emanuel, google_hits_one_billon) 

trust_viewer(emanuel, marcela), ~trust_report(marcela, google_hits_one_billon) 

                                     
U Argumento no derrotado 

Argumento derrotado 

Derrota propia 

Derrota bloqueante 

Regla estricta 

Regla rebatible 

D 
                                     

Figura 5.1: Árbol de dialéctica DeLP mostrando razones para confiar en la noticia “goo-

gle hits one billion”.

5.2.2. Propiedades de la confiabilidad y su caracterización usan-

do DeLP

Un modelo adecuado de la noción de confiabilidad debe exhibir algunas propiedades

deseables. En la actual sección se analizan estas propiedades, demostrando que DeLP es

un marco natural para caracterizarlas.

La confiabilidad es subjetiva

Al igual que muchos aspectos de la Web, las noticias se están convirtiendo en una

actividad colaborativa. Sin embargo, el juicio de la credibilidad de las noticias es idio-

sincrásico. Por lo tanto, los modelos que tratan con la confiabilidad como una noción

objetiva son poco realistas. En este caso, la opinión que proviene de la “sabiduŕıa de las

multitudes” puede no ser tan útil como la opinión personal del lector, o la opinión de otro

lector de confianza.

La naturaleza subjetiva de la confiabilidad conduce a la personalización del cálcu-

lo de la confiabilidad, donde los sesgos y preferencias de la confiabilidad tienen un

impacto directo en el valor de la confiabilidad calculada. Varios modelos de confiabili-

dad consideran la personalización de la confiabilidad [SS05, WV07, WBS09, DHWW14].
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trust_report(ana, facebook_hits_one_billon) 

trust_viewer(ana,emanuel) ,  

trust_report(emanuel, facebook_hits_one_billon) 

D 

trust_viewer(emanuel,marcela) ,  

trust_report(marcela, facebook_hits_one_billon) 

~trust_report(ana, facebook_hits_one_billon) 

report_source(facebook_hits_one_billon,etc_news),  

~trust_source(ana, etc_news) 

U 

trust_report(ana, facebook_hits_one_billon) 

trust_viewer(ana,emanuel), 

trust_report(emanuel,facebook_hits_one_billon) 

D 

U 

trust_viewer(emanuel,marcela) ,  

trust_report(marcela, facebook_hits_one_billon) 

~trust_report(ana, facebook_hits_one_billon) 

report_source(facebook_hits_one_billon,etc_news),  

~trust_source(ana,etc_news), trust_viewer(ana,emanuel),  

trust_report(emanuel, facebook_hits_one_billon) 

trust_viewer(emanuel,marcela) ,  

trust_report(marcela, facebook_hits_one_billon) 

trust_viewer(ana, cristian), 

~trust_source(cristian, etc_news) 

trust_viewer(ana,cristian), ~trust_source(cristian,etc_news) 

~trust_report(ana, facebook_hits_one_billon) 

report_source(facebook_hits_one_billon,etc_news),  

~trust_source(ana, etc_news) 

U 

trust_viewer(ana, cristian), 

~trust_source(cristian, etc_news) 

Figura 5.2: Árbol de dialéctica DeLP mostrando razones para no confiar en la noticia

“facebook hits one billion”.

En [Jac02], se destaca la importancia de la confiabilidad personalizada en las relaciones

sociales y organizativas. En informática, la confiabilidad personalizada se ha estudiado

en [ZM00, Sab02, YSS04, ELV13, MS16, SXL+17], entre otros.

En el ejemplo mencionado, se pueden identificar tres clases diferentes de estado

epistémico asociado con los usuarios Ana, Cristian y Marcela con respecto a la confiabi-

lidad o credibilidad de la noticia “microsoft hits one billion”:

La respuesta para trust report(cristian,microsoft hits one billion) es śı.

La respuesta para trust report(marcela,microsoft hits one billion) es no.

La respuesta para trust report(ana,microsoft hits one billion) es indeciso.
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trust_report(ana, microsoft_hits_one_billon) 

trust_viewer(ana,cristian) ,  

trust_report(cristian, microsoft_hits_one_billon) 

D 

U 
~trust_report(ana, microsoft_hits_one_billon) 

trust_viewer(ana, emanuel),  

~trust_report(emanuel, microsoft_hits_one_billon) 

trust_viewer(emanuel, marcela) ,  

~trust_report(marcela, microsoft_hits_one_billon) 

~trust_report(ana, microsoft_hits_one_billon) 

trust_viewer(ana, emanuel) , 

 ~trust_report(emanuel, microsoft_hits_one_billon) 

D 

U 

trust_viewer(emanuel, marcela) ,  

~trust_report(marcela, microsoft_hits_one_billon) 

trust_report(ana, microsoft_hits_one_billon) 

trust_viewer(ana, cristian) ,  

trust_report(cristian, microsoft_hits_one_billon) 

Figura 5.3: Árboles de dialéctica DeLP que no muestran razones para confiar o no confiar

en “microsoft hits one billion”.

La confiabilidad es dinámica y rebatible

La confiabilidad puede cambiar con nuevas experiencias (interacciones u obser-

vaciones) [SBL+04]. Las nuevas experiencias son más importantes que las antiguas,

ya que las viejas experiencias pueden volverse obsoletas o irrelevantes con el tiem-

po. Esta propiedad de la confiabilidad está ampliamente modelada en la informáti-

ca [THL13, ADMF+15, WSWW17, RVN18, GAH19]. Se utilizan diversas técnicas para

modelar este dinamismo, por ejemplo, el envejecimiento de las interacciones antiguas en

[KSGM03, WRIJ05], dando más peso a las interacciones recientes en [SHZK05, ZF07]

y utilizando solo la interacción más reciente en [JF03]. Otra forma de reflejar este di-

namismo, en la redes sociales, es a través del “perdón”, luego de haber realizado una

ofensa [LAM18]. En algunos modelos, como PeerTrust [XL04], los usuarios pueden elegir

la ventana temporal para el envejecimiento dinámico de las interacciones/experiencias

antiguas según sus necesidades. En otros, como PowerTrust [ZH07], el cálculo de confia-

bilidad se realiza periódicamente para garantizar que los valores de confianza calculados

estén actualizados.

En general, las agencias de noticias están sujetas a limitaciones de tiempo, lo que

resulta en la publicación de reportes de noticias con información incompleta o inexacta.

Por lo tanto, la confiabilidad en dichas noticias podŕıa ser revocada por la existencia de

otras más recientes. Mientras tanto, los reportes de noticias en los que un lector conf́ıa



122 Caṕıtulo 5. Modelo de confiabilidad para la recomendación de noticias

podŕıan ser anulados por otras noticias que posean más autoridad (por ejemplo, proceden-

te de alguna otra fuente de confianza). DeLP puede tratar efectivamente con la naturaleza

rebatible de la confiabilidad. En el ejemplo, se mostró que:

La respuesta para trust report(ana, facebook hits one billion) es no.

La respuesta para trust report(emanuel , facebook hits one billion) es śı.

Sin embargo, si se agregan los hechos:

trust source(ana, etc news).

∼trust source(emanuel , etc news).

Las respuestas mencionadas anteriormente cambian:

La respuesta para trust report(ana, facebook hits one billion) es śı.

La respuesta para trust report(emanuel , facebook hits one billion) es no.

Aunque la noción de tiempo no es modelada expĺıcitamente, el sistema captura el dinamis-

mo de la confiabilidad mediante la generación de conclusiones actualizadas que podŕıan

ser diferentes de las obtenidas antes de agregar nuevos hechos.

La confiabilidad no es siempre simétrica

Muchas veces la confiabilidad no es simétrica. Un usuario puede confiar en otro usua-

rio más de lo que este último conf́ıa en él [Vil05, DGS11, SKS+16, GZYS16, DRP17]. Es

más, una relación de confiabilidad entre el segundo y el primer usuario podŕıa no existir.

Sin embargo, cuando ambas partes son confiables, convergerán en una alta confiabilidad

mutua después de interacciones repetidas. Por el contrario, si uno de los usuarios no actúa

de manera confiable, el otro usuario se verá obligado a penalizarlo, lo que dará lugar a una

baja confiabilidad mutua. La ausencia de simetŕıa puede considerarse un caso especial de

personalización. La ausencia de simetŕıa ocurre debido a las diferencias en las percepcio-

nes, opiniones, creencias y expectativas de las personas. La naturaleza no simétrica de la

confiabilidad se ha identificado en varias jerarqúıas dentro de las organizaciones [YK00].

Como se puede observar en el ejemplo, el sistema puede entonces modelar una relación

de confiabilidad no simétrica.
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La respuesta para trust viewer(emanuel ,marcela) es śı.

La respuesta para trust viewer(marcela, emanuel) es indeciso.

La confiabilidad no es siempre transitiva

La confiabilidad, como ya se menciono anteriormente, es propagativa. Esto no quiere

decir, sin embargo, que la confiabilidad se propaga de forma ilimitada y por lo tanto,

en general, no es transitiva [CH96, YS00, GKRT04, SNP13, WCFHV17]. Debido a su

naturaleza propagativa, la información de confiabilidad se puede pasar de un usuario a

otro. La propagación es la propiedad de la confiabilidad más estudiada. Varios modelos

de confiabilidad han utilizado esta propiedad [SFR00, MMH02, Sab02, YSS04, JE10,

AWBT18]. De manera similar, la literatura basada en la topoloǵıa FOAF (del inglés

Friend Of A Friend) se basa en la naturaleza propagativa de la confiabilidad [GPH03]. La

transitividad implica propagación, pero lo contrario no es cierto. Desafortunadamente, la

naturaleza propagativa de la confiabilidad a veces se confunde con la naturaleza transitiva

de la confiabilidad en la literatura.

En el ejemplo se puede ver que a pesar de la existencia de hechos tales como:

trust viewer(ana, emanuel).

trust viewer(emanuel ,marcela).

trust report(marcela, facebook hits one billion).

El sistema concluye que:

La respuesta para trust report(ana, facebook hits one billion) es no.

La confiabilidad es dependiente del contexto

Por lo general la confiabilidad tiene cierto alcance en un contexto espećıfico [THL13,

SNP13, MWZW18]. Entonces, es importante que los modelos de confiabilidad permitan

diferenciar el valor de confiabilidad para cada tópico o contexto diferente [TA12, PSM13,

JTG19]. Por ejemplo, en la vida real una persona puede confiar en otra como albañil,

pero por lo general no conf́ıa en esa misma persona como mecánico. Es decir si necesita

construir una casa, esta persona es confiable en el contexto de la construcción, pero no
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será confiable en el contexto de arreglar un automóvil. Esto es diferente del contexto

de confiabilidad, que normalmente se refiere al entorno en el que existe la relación de

confiabilidad, por ejemplo, aplicación de la ley, seguros y control social [TLU06, AHT10].

La naturaleza espećıfica del contexto de la confiabilidad se discute en las ciencias sociales

y psicológicas [RSBC98].

Haciendo referencia al ejemplo seleccionado, y recordando que un usuario puede elegir

confiar o no confiar en ciertas fuentes o usuarios dependiendo del tema de la noticia en

cuestión, supongamos que el ejemplo se ampĺıa con los siguientes hechos:

report source(vicodin relieves moderate to severe pain,medical news).

trust viewer topic(cristian, house,medicine).

is about(vicodin relieves moderate to severe pain,medicine).

trust report(house, vicodin relieves moderate to severe pain).

Los hechos anteriores indican que Cristian va a confiar en House cuando este exprese su

confiabilidad con respecto a noticias sobre medicina. En este caso, ya que House conf́ıa en

la noticia médica “vicodin relieves moderate to severe pain”, la respuesta obtenida para

trust report(cristian, vicodin relieves moderate to severe pain) va a ser śı.

Por otra parte, se supone que House también ha indicado que él no conf́ıa en la noticia

“barça is the best football team of all time”. Esta noticia aparece en “sports news”, una

fuente de noticias confiable para Cristian. Esto está representado por los siguientes hechos:

∼trust report(house, barça is the best football team of all time).

report source(barça is the best football team of all time, sports news).

trust source(cristian, sports news).

En este caso, a pesar de que para House esta noticia no es confiable, la respuesta a

trust report(cristian, barça is the best football team of all time) será śı.

5.2.3. Propiedades de DeLP y su aptitud para modelar confia-

bilidad

El modelo de recomendación propuesto está basado en el marco argumentativo DeLP.

Las lógicas argumentativas y las lógicas no monótonas en general no presentan las pro-

piedades habituales de las lógicas clásicas, pero se prefieren a estas lógicas por su poder



Aptitud de DeLP para modelar confiabilidad 125

expresivo y flexibilidad. Para caracterizar las lógicas no monótonas Dov Gabbay [Gab85]

fue pionero en la comparación de las teoŕıas no monótonas con respecto a un conjunto

de propiedades deseables. El autor centra la atención en las propiedades de la relación

de inferencia inducida por la teoŕıa formal, es decir, la relación entre las conclusiones y

el conjunto de premisas que las apoyan. Este enfoque también fue seguido primero por

Kraus et al. [KLM90], y más tarde por Makinson [Mak94], quienes estudiaron el conjunto

de propiedades básicas que toda teoŕıa no monótona debe tener. La inclusión, la idempo-

tencia y la monotonicidad cautelosa (en inglés cautious monotonicity) fueron identificadas

como el conjunto de propiedades básicas que las teoŕıas no monótonas deben verificar. Los

sistemas que verifican las propiedades de corte (en inglés cut) y monotonicidad cautelosa

se dice que son acumulativos. Pero tratar de caracterizar a las teoŕıas de la argumentación

con estas propiedades no condujo a resultados alentadores [PV02, SC08]. Desafortunada-

mente, aún no hay consenso en la comunidad de argumentación sobre un determinado

conjunto de propiedades que la inferencia argumentativa debe cumplir.

Para analizar formalmente el modelo propuesto se optó por considerar dos propiedades

simples pero importantes. En primer lugar se consideró la propiedad de inclusión, que es

claramente deseable en el contexto de cualquier relación de inferencia razonable, para

aceptar esas premisas sobre las que se razonan. En lo que sigue se analiza la propiedad

de inclusión en el contexto del sistema de recomendación de noticias descrito.

Proposición 5.1 Considere un sistema de recomendación utilizando un programa DeLP

P = (Π,∆) para derivar sus conclusiones. Sea |∼ el operador de inferencia de DeLP,

que permite derivar una conclusión garantizada a partir de un programa DeLP. Sea

C(Π) = {φ | Π |∼ φ} una consecuencia que denota el conjunto de conclusiones garan-

tizadas que se pueden obtener a partir del conjunto de hechos Π utilizando el programa

de P. Entonces Π ⊆ C(Π).

Demostración: Sea φ un hecho en Π. Aśı φ es apoyada por un argumento vaćıo. Los

argumentos vaćıos no pueden ser atacados ni derrotados por un argumento, y luego φ es

una conclusión garantizada del programa P , es decir, φ ∈ C(Π). �

Esto puede parecer un resultado trivial, pero algunas teoŕıas argumentativas que se

han utilizado para implementar sistemas similares al presentado (por ejemplo, el sistema

de ASPIC [CA07]) no satisfacen esta propiedad [SC08].
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Otra propiedad que es razonable para cualquier mecanismo de inferencia es la con-

sistencia. La consistencia es una propiedad básica para el sistema de recomendación de

noticias, en el sentido de que no es razonable que para un determinado usuario v el sis-

tema clasifique simultáneamente una dada noticia como confiable y no confiable. En el

sistema recomendador propuesto esto significa que no es posible llegar a la conclusión

trust report(v, ri) y ∼trust report(v, ri) para un usuario v y una noticia ri. Con el fin

de demostrar que este es el caso, vamos a demostrar que el conjunto de argumentos que

pueden ser garantizados desde un programa DeLP dado no son contradictorios entre śı.

Para mostrar esta propiedad primero se deben demostrar algunos resultados auxiliares.

Proposición 5.2 Sea P = (Π,∆) un programa y 〈A, Q〉, 〈B, R〉 dos argumentos cons-

truidos a partir de P tal que 〈A, Q〉 es un derrotador de 〈B, R〉 y 〈A, Q〉 es garantizado

con respecto a P. Sea 〈As, Qs〉 un argumento de soporte de T〈A,Q〉 tal que 〈As, Qs〉 es un

Nodo U. Si 〈As, Qs〉 aparece en T〈B,R〉 este debe ser también etiquetado como un Nodo U

en T〈B,R〉.

Demostración: Para demostrar esta propiedad se usara inducción estructural so-

bre el subárbol con ráız en 〈As, Qs〉. Esta demostración es una adaptación de la prueba

presentada en [Cap03].

Caso base Vamos a considerar el hecho de que 〈As, Qs〉 no tiene derrotadores en T〈A,Q〉.
Si As pertenece a T〈B,R〉, entonces debe ser marcado como Nodo U. Dado esto no

hay nuevos derrotadores que se puedan construir.

Paso inductivo Supongamos que 〈As, Qs〉 tiene k derrotadores en T〈A,Q〉, marcados co-

mo B1,B2 . . . ,Bk, y 〈As, Qs〉 está presente en T〈B,R〉. Dado que As es un Nodo U en

T〈A,Q〉 cada derrotador de Bi debe ser un Nodo D en T〈A,Q〉.

A continuación se demostrará que si Bi está presente en T〈B,P 〉, entonces debe ser

etiquetado como un Nodo D en este árbol. Teniendo en cuenta que Bi es un Nodo D

en T〈A,Q〉 tiene que existir un argumento de soporte no derrotado C en el subárbol

con ráız en Bi.

Si utilizamos la hipótesis inductiva en este subárbol se deduce que si C está presente

en T〈B,R〉 debe ser etiquetado como un Nodo U y luego Bi debe ser un Nodo D en

T〈B,R〉. Queda por comprobar lo que sucede cuando C no puede ser presentado como

un derrotador de Bi en T〈B,R〉. Esto puede derivarse de una de estas razones:
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1. C es contradictorio con un argumento de interferencia en la ĺınea de la argu-

mentación en la que se debe agregar C.

2. C es un sub-argumento de un argumento anterior de esta ĺınea de argumenta-

ción.

El primer escenario no es posible, dado que en este caso C no podŕıa aparecer en

T〈A,Q〉, ya que seŕıa contradictorio con un argumento de apoyo en la ĺınea de argu-

mentación. En el segundo caso, C debe ser un sub-argumento de B (de lo contrario

no podŕıa pertenecer a T〈A,Q〉). Sin embargo, ya que C es un derrotador de Bi, el

conjunto C ∪ Bi ∪ Ψ permite la derivación de literales complementarios. Entonces

B∪Bi∪Ψ también permite la derivación de literales complementarios ya que C ⊆ B.

En esta situación, no es posible que Bi esté en T〈B,R〉, dado que contradice un argu-

mento de apoyo en su ĺınea argumentativa. Por lo tanto, si Bi está en T〈B,R〉 debe

ser etiquetado como un Nodo U en este árbol.

�

El siguiente corolario se deriva de la proposición anterior.

Corolario 5.1 Sea P un programa y 〈A, Q〉, 〈B, R〉 dos argumentos construidos a partir

de P. Si 〈A, Q〉 es un derrotador de 〈B, R〉 y 〈A, Q〉 es un argumento garantizado en P
entonces 〈A, Q〉 debe ser etiquetado como un Nodo U en el árbol de dialéctica con ráız en

〈B, R〉.

Demostración: Por hipótesis, el argumento 〈A, Q〉 es un argumento de soporte no

derrotado en T〈A,Q〉, que también está presente en T〈B,R〉. De la proposición 5.2 podemos

inferir que 〈A, Q〉 debe ser un Nodo U en el árbol de dialéctica para 〈B, R〉. �

Finalmente, el siguiente lema prueba la consistencia en las recomendaciones.

Lema 5.1 Sea un usuario v, una noticia ri, y un programa P = (Π,∆) que contie-

ne reglas y hechos DeLP. Entonces no es posible concluir para ri trust report(v, ri) y

∼trust report(v, ri).

Demostración: Si se supone por contradicción que existe v y ri tal que

trust report(v, ri) y ∼trust report(v, ri) se pueden derivar en el sistema, entonces
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existe un argumento garantizado A que soporta trust report(v, ri) y un argumen-

to garantizado B que soporta ∼trust report(v, ri). Sea Warr(P) el conjunto de argu-

mentos garantizados en P . Ambos, A y B debeŕıan estar en Warr(P). En este ca-

so A ataca a B. Se puede asumir sin pérdida de generalidad que A derrota a B.

Ya que A y B están garantizados podemos asumir que existe un árbol de dialécti-

ca con ráız en A, marcado T〈A,trust report(v,ri)〉, que garantiza trust report(v, ri) y un

árbol de dialéctica T〈B,∼trust report(v,ri)〉 que garantiza ∼trust report(v, ri). El argumen-

to 〈A, trust report(v, ri)〉 derrota a 〈B,∼trust report(v, ri)〉 y aśı 〈A, trust report(v, ri)〉
debe ser marcado como Nodo D en el árbol de dialéctica T〈B,∼trust report(v,ri)〉, ya que

de otra manera 〈B,∼trust report(v, ri)〉 podŕıa no ser un argumento garantizado.

Sin embargo, aplicando el Corolario 5.1 el argumento 〈A, trust report(v, ri)〉 debe

ser etiquetado como Nodo U en el árbol de dialéctica para 〈B,∼trust report(v, ri)〉
(ya que 〈A, trust report(v, ri)〉 está garantizado y 〈B,∼trust report(v, ri)〉 derrota a

〈A, trust report(v, ri)〉). Esta contradicción surge por asumir la existencia de un par de

argumentos 〈A, trust report(v, ri)〉, 〈B,∼trust report(v, ri)〉 bajo las condiciones previa-

mente definidas. �

En resumen, las teoŕıas de argumentación siguen esperando la definición de un conjunto

de propiedades que las caractericen y que puedan utilizarse como punto de referencia para

estas teoŕıas. Mientras tanto, se está de acuerdo en que la inclusión y la consistencia son

dos propiedades básicas para cualquier teoŕıa argumentativa, y deben ser consideradas

como un punto de partida en cualquier análisis formal. En particular, se sostiene que

son propiedades deseables para cualquier sistema utilizado para modelar la noción de

confiabilidad.

5.3. Validación por simulación

Con el objetivo de validar el sistema de recomendación de noticias y con ésto el modelo

de administración y propagación de confiabilidad propuesto, se han realizado una serie de

simulaciones utilizando datos sintéticos. La Figura 5.4 describe la arquitectura del sistema

que se ha implementado para llevar a cabo las simulaciones.

En cada una de las simulaciones realizadas, se ha generado una cantidad diferente de

usuarios, noticias, fuentes de noticias y tópicos sintéticos para analizar cómo se comporta
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PREFERENCIAS 

DEL USUARIO 

DeLP 

SISTEMA DE RECOMENDACIÓN 

BD 

ADMINISTRADOR 

DE NOTICIAS 

GENERADOR DE  

DATOS SINTÉTICOS 

RECOLECTOR  

DE NOTICIAS 

Figura 5.4: Arquitectura del sistema implementada para realizar las simulaciones.

el sistema. Otro parámetro necesario, para cada una de las simulaciones, fue determinar

el grado de interacción entre los elementos del sistema.

Se utiliza el término “interacción” para hacer referencia a las aserciones de confianza

o desconfianza expresadas por el usuario hacia las diferentes entidades del sistema, como

noticias, fuentes de noticias y/o también otros usuarios. En otras palabras, son relaciones

de confiabilidad explicitadas por el usuario. La Figura 5.5 resume los parámetros de

configuración que fueron utilizados en cada una de las simulaciones junto a sus tiempos

de ejecución1.

Simulación #Usuarios #Noticias #Fuentes #Tópicos Interacción Tiempo 

Sim 1 5 4 2 2 5% 00:00:04 

Sim 2 5 4 2 2 25% 00:00:06 

Sim 3 5 4 2 2 40% 00:03:57 

Sim 4 10 9 3 3 5% 00:00:19 

Sim 5 10 9 3 3 25% 00:50:23 

Sim 6 15 12 4 4 5% 00:18:44 

Sim 7 15 12 4 4 25% 01:32:16 

Sim 8 20 50 5 5 5% 00:23:05 

Sim 9 20 50 5 5 10% 01:04:08 

Sim 10 20 50 5 5 50% 05:29:47 

Figura 5.5: Configuración de las simulaciones y sus tiempos de ejecución.

1La maquina utilizada para realizar las simulaciones dispońıa de un procesador AMD Phenom II con

6 núcleos y 8 GB de RAM.
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Es importante destacar cómo estas simulaciones permiten validar el marco propuesto

desde otro ángulo y mediante una metodoloǵıa diferente. La Figura 5.6 presenta las re-

laciones de confiabilidad iniciales entre 20 usuarios y 50 noticias. Después de ejecutar la

simulación 9 el sistema converge a las relaciones de confiabilidad que se muestran en la

Figura 5.7. El resto de las matrices mostrando el antes y después de la ejecución de cada

simulación pueden verse en el Apéndice A.
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No confiable 

Indeciso 

Figura 5.6: Relaciones de confiabilidad expĺıcitas para la simulación 9.
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Figura 5.7: Relaciones de confiabilidad expĺıcitas e inferidas para la simulación 9.

Estas cifras proporcionan una buena evidencia del poder de inferencia del marco. Al

reducir significativamente el número de entradas de “indecisos” se puede ganar confianza
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en las recomendaciones que se pueden presentar al usuario. Esto puede ser particularmente

útil para contrarrestar el “arranque en fŕıo”, uno de los problemas más comunes de los

RS clásicos. Esto se debe a que, posiblemente, con un número menor de aserciones de

confiabilidad provistas por el usuario (interacciones), el sistema tiene la capacidad de

generar recomendaciones útiles. En la Figura 5.8 se muestra el porcentaje de relaciones

de confiabilidad inferidas por el sistema durante las simulaciones.

Simulación 
Entidades 

Interacción 
Relaciones 

inferidas 

Indecisos 

#Usuarios #Noticias #Fuentes #Tópicos Antes Después 

Sim 1 5 4 2 2 5% 10% 95% 85% 

Sim 2 5 4 2 2 25% 30% 75% 45% 

Sim 3 5 4 2 2 40% 30% 60% 30% 

Sim 4 10 9 3 3 5% 14% 95% 81% 

Sim 5 10 9 3 3 25% 28% 75% 47% 

Sim 6 15 12 4 4 5% 13% 95% 82% 

Sim 7 15 12 4 4 25% 19% 75% 56% 

Sim 8 20 50 5 5 5% 12% 95% 83% 

Sim 9 20 50 5 5 10% 22% 90% 68% 

Sim 10 20 50 5 5 50% 11% 50% 39% 

Figura 5.8: Información inferida por el sistema.

Al analizar las Figuras 5.6 y 5.7 se pueden validar visualmente dos importantes propie-

dades discutidas anteriormente: inclusión, es decir, el estado de la credibilidad explicitada

por el usuario con respecto a una noticia no puede ser revocado, y consistencia, es decir, el

sistema no puede concluir que una entidad puede ser confiable y no confiable simultánea-

mente para el mismo usuario.

5.4. Conclusiones

En este caṕıtulo se definió un modelo para administrar relaciones de confiabilidad en un

RS. En la Sección 5.1 se presentó un marco teórico que puede aplicarse para implementar

un sistema de recomendación basado en confiabilidad para las noticias en la web.

En la Sección 5.2 se determinó la aptitud de DeLP para modelar la noción de con-

fiabilidad. Para esto, se realizó el análisis de un conjunto de propiedades deseables de la

confiabilidad, como ser que es subjetiva, dinámica, rebatible, dependiente del contexto y
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no siempre simétrica o transitiva. También se demostró que todas estas propiedades pue-

den modelarse de forma natural utilizando el marco propuesto. Se realizó la prueba formal

de dos teoremas fundamentales que caracterizan el comportamiento de cualquier sistema

de recomendación basado en el modelo propuesto de propagación de confiabilidad. El pri-

mer teorema establece que una premisa de confiabilidad expĺıcita no puede ser revocada

por el sistema. Más formalmente, establece que el conjunto de premisas de confiabilidad

se incluyen en el conjunto de conclusiones de confiabilidad. El segundo teorema establece

la consistencia del sistema, lo que excluye la posibilidad de concluir que un usuario conf́ıa

y desconf́ıa simultáneamente de la misma entidad.

Finalmente, en la Sección 5.3 se llevaron a cabo una serie de simulaciones. Estas

simulaciones permitieron validar el modelo propuesto mostrando que cumple con las pro-

piedades de inclusión y consistencia. A su vez, también dejan en evidencia el poder de

inferencia del modelo.



Caṕıtulo 6

Sistemas de recomendación mixtos

basados en argumentación

Los sistemas de recomendación (RS), como ya se mencionó a largo del Caṕıtulo 2, son

mecanismos de soporte que ayudan a los usuarios en su proceso de toma de decisiones

mientras interactúan con volúmenes de información grandes o complejos. La mayoŕıa de

los RS están destinados a ayudar a los usuarios a lidiar con el problema de la sobrecarga

de información facilitando el acceso a los elementos relevantes [BOHG13] y se basan

en técnicas de aprendizaje automático y en algoritmos de IR. Los sistemas resultantes

suelen proporcionar sugerencias basadas en evidencias cuantitativas, es decir, medidas

de similitud entre elementos o usuarios. El proceso de inferencia que condujo a estas

sugerencias es comúnmente opaco para el usuario, es decir, como si se tratara de una

“caja negra” que produce estas sugerencias.

En el Caṕıtulo 2 fueron presentados los RS basados en contenido, de filtrado colabo-

rativo y los h́ıbridos. Aunque los RS h́ıbridos son sustancialmente más eficaces que los

enfoques básicos, como los basados en contenido y el filtrado colaborativo, los sistemas

existentes son todav́ıa limitados, ya que no pueden realizar inferencia cualitativa sobre

las sugerencias que ofrecen. Una serie de formalismos bien conocidos, como las lógicas

descriptivas (en inglés, Description Logics) [BCM+03], podŕıan integrarse naturalmente a

las tecnoloǵıas de recomendación existentes para proporcionar capacidades de inferencia.

Sin embargo, la mayoŕıa de estos formalismos son incapaces de lidiar con la naturaleza re-

batible de las preferencias del usuario en entornos complejos. Las decisiones acerca de las

preferencias del usuario se basan principalmente en heuŕısticas, las cuales se apoyan en las
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calificaciones anteriores del usuario o la recopilación de información de otros usuarios con

intereses similares. Además, los enfoques cuantitativos adoptados por la mayoŕıa de los

sistemas de recomendación existentes no tienen un modelo subyacente que facilite su in-

terpretabilidad. Esto hace que sea dif́ıcil proporcionar una explicación clara a los usuarios

de los factores y procedimientos que llevaron al sistema a ofrecer ciertas recomendaciones.

Otro problema que enfrentan los RS es que modelar los criterios de preferencia de los

usuarios no es una tarea fácil, ya que generalmente implica un conocimiento incomple-

to y potencialmente inconsistente sobre el dominio de búsqueda. En este contexto, los

marcos de argumentación rebatible constituyen una alternativa interesante, ya que han

madurado por más de una década para convertirse en un escenario útil para formalizar el

razonamiento cualitativo de sentido común de una manera computacionalmente atractiva.

La programación lógica rebatible, DeLP, como ya se mencionó en el Caṕıtulo 3, es

una formalización particular de argumentación rebatible basada en la programación lógi-

ca, que brinda la posibilidad de representar información en forma de reglas estrictas y

rebatibles de una manera declarativa. Una caracteŕıstica importante del enfoque de DeLP

es que, al realizar un razonamiento dialéctico rebatible, puede manejar información que

en principio es contradictoria. El proceso de decidir si una conclusión es soportada, o

está garantizada, comienza por analizar si existe un argumento aceptado que respalda

esa conclusión, es decir, un argumento por el cual todo posible argumento de ataque ha

sido derrotado. La noción de ataque y derrota ya fueron presentadas previamente en la

Sección 3.2.1, pero pueden describirse intuitivamente como la consideración de argumen-

tos en conflicto (ataque) con el argumento de soporte. El ataque se convierte en una

derrota cuando el argumento de ataque es mejor, en un sentido espećıfico, que el argu-

mento de soporte. Por lo tanto, el uso de argumentación permitirá al sistema presentar

sugerencias razonadas, que el usuario podrá conocer y aceptar más a fondo solo si la

herramienta de recomendación puede presentar un caso convincente. Investigaciones re-

cientes han demostrado que la argumentación se puede integrar en un número creciente

de aplicaciones del mundo real, como planificación (en inglés, planning) [SGC04, PG18],

sistemas multiagente [PSJ98, AMP02, PM03, LL07, CI15, GTGS18], razonamiento le-

gal [PS02, Ver03b, dCPLM+17], ingenieŕıa del conocimiento [CRL00], sistemas para la

toma de decisiones y negociación [APM00, RRJ+03, BH09, AV12, FTG+17, BTG19],

análisis de reportes de noticias [Hun01], agrupación en clústeres [GC04], búsqueda web

inteligente [CM04a, CMS04], sistemas de soporte de argumentación [Ver03a], sistemas de

mediación y argumentación colaborativa soportada por computadora [LNA+97, GK99,
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RW01], el procesamiento de lenguaje natural [CM04b, WvEH16], entre otros.

Partiendo del trabajo realizado en [BBD+12, BBD+14], en este caṕıtulo se presenta un

acercamiento hacia la integración de variantes t́ıpicas de los sistemas de recomendación,

con un marco de argumentación rebatible. Para mejorar el soporte al usuario por medio

de argumentación, los criterios de preferencia del usuario se modelan mediante hechos,

reglas estrictas y rebatibles codificadas como parte de un programa DeLP. Estos criterios

de preferencia se combinan con información de fondo adicional, referente a algún dominio

de recomendación en particular, y son utilizados por el marco argumentativo para priorizar

posibles sugerencias, mejorando aśı los resultados finales proporcionados al usuario activo.

El resto del caṕıtulo está estructurado de la siguiente manera. Primero, se plantearán

modelos, de una manera intuitiva, para implementar sistemas de recomendación basados

en argumentación, para los dominios de peĺıculas y música. Luego se mostrará el rol

que cumple la argumentación en un sistema de recomendación, haciendo hincapié en que

la argumentación permite ofrecer explicaciones como conjuntos coherentes de razones a

favor o en contra de una recomendación. Finalmente se evaluará emṕıricamente uno de

los sistemas planteados, particularmente el RS de peĺıculas, mostrando los resultados

obtenidos de comparar distintas versiones del mismo recomendador, como aśı también de

compararlo con otros RS del estado del arte.

6.1. RS basados en argumentación

Como se ha señalado anteriormente [CMG09], los enfoques de recomendación basados

en criterios puramente cuantitativos, a pesar de ser muy eficaces, a menudo fallan en dar

a los usuarios las razones detrás de las recomendaciones, lo que afecta la confianza de los

usuarios en los resultados. El grado de confianza que un usuario coloca en un recomendador

es crucial para la aceptación de las recomendaciones [BTC17]. Los usuarios desean conocer

el motivo de las recomendaciones, y podŕıan no aceptar predicciones eficaces si no hay

confianza en ellas [BGOZ18]. En los enfoques mixtos, como el que se propone en este

caṕıtulo, las explicaciones se complementan naturalmente con las recomendaciones. Por

lo tanto, el usuario recibirá tanto una recomendación como una razón que la justifica. Esto

tiene una doble ventaja: el usuario tendrá mayor confiabilidad en el resultado presentado,

y el usuario podrá brindar retroalimentación expĺıcita al sistema, la que podrá guiar la

generación de futuras recomendaciones.
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El mecanismo para la generación de recomendaciones en un sistema de recomenda-

ción basado en argumentación es muy diferente del proceso adoptado por la mayoŕıa de

los recomendadores existentes. Sin embargo, comparten el mismo esṕıritu: intentan esta-

blecer la similitud entre los objetos o usuarios, y luego usan esta similitud para generar

recomendaciones. La principal diferencia es que mientras que los enfoques puramente

cuantitativos calculan esta similitud como una medida numérica, en el enfoque basado

en argumentación propuesto, la similitud se determina mediante reglas que establecen

qué caracteŕısticas tienen que ser compartidas entre los objetos o usuarios para que se

consideren similares.

A continuación se muestra cómo los dos enfoques, cuantitativo y cualitativo, pueden

modelarse utilizando reglas DeLP para implementar un sistema de recomendación de

carácter mixto. Este enfoque mixto de recomendación permite generar recomendaciones

razonadas sobre grandes conjuntos de datos del mundo real.

Se han planteado sistemas de recomendación para dos dominios diferentes, como lo

son la música y las peĺıculas. En la Figura 6.1 se puede apreciar la arquitectura básica

general de los sistemas de recomendación definidos.

PREFERENCIAS 

DEL USUARIO 

POSTULADOS 

DeLP 

DBI-DeLP 

SISTEMA DE RECOMENDACIÓN 

ADMINISTRADOR DE 

RECOMENDACIONES 

DATOS 

EXTERNOS BD 

Figura 6.1: Arquitectura de los RS basados en DeLP.

En general, los RS propuestos con esta arquitectura tendrán el siguiente comporta-

miento para generar sugerencias. El usuario mediante la interacción con el sistema in-

corporará sus preferencias expĺıcitamente (por ejemplo mediante la calificación de algún
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elemento), o impĺıcitamente (por ejemplo, al ser monitoreado por el sistema) y se almace-

naran en la base de datos del RS. El usuario interactúa con el sistema generando consultas

para poder recibir sugerencias de elementos. El tipo de elemento que se recomiende de-

penderá del dominio del RS. Cuando se realiza alguna consulta al RS, para determinar si

recomendar un elemento o no al usuario, será recibida por el administrador de recomen-

daciones. Particularmente será DBI-DeLP el sistema a cargo de presentar dicha consulta a

la base de datos y recuperar información relevante, junto con las preferencias del usuario.

Cabe mencionar que la información almacenada en la base de datos relacionada con el

dominio del RS puede ser actualizada o aumentada a partir de datos externos. Una vez

hecho esto, todo pasa a manos de DeLP. Es decir, una vez que se haya obtenido toda la

informacion relvante y las preferencias del usuario de la base de datos, todo se traduce

a hechos DeLP. Finalmente esto es combinado con los postulados definidos para el RS

en cuestión, los cuales son representados mediante reglas DeLP. Entonces con toda esta

información (los postulados, las preferencias del usuario, la información relacionada con

la consulta y la consulta propiamente dicha) DeLP genera una respuesta para la consulta.

En base a esa respuesta se recomendará o no el elemento al usuario.

6.1.1. RS de peĺıculas basado en argumentación

El enfoque de recomendación propuesto se basa en un conjunto de postulados intuitivos

que se han desarrollado para describir las condiciones en que una peĺıcula debe ser reco-

mendada para un usuario determinado. El sistema trata con cuatro entidades diferentes:

peĺıculas, géneros, actores y usuarios.

Peĺıcula. Un peĺıcula, o filme, es una obra cinematográfica que cuenta una historia,

que puede ser tomada de un libro, una obra de teatro, otra peĺıcula, hechos reales,

un videojuego, un cómic, una novela gráfica o una idea original. Una peĺıcula puede

ser representada por un diverso conjunto de atributos, entre los más descriptivos

o representativos, que pueden encontrarse en los distintos conjuntos de datos, se

pueden mencionar los géneros en los cuales fue clasificada, los actores, directores

y escritores que participaron en ella, aśı como también su t́ıtulo, duración, año de

estreno, etc.

Género. Un género cinematográfico es el tema general de una peĺıcula que sirve

para su clasificación. Los géneros cinematográficos se clasifican según los elementos
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comunes de las peĺıculas, originalmente según sus aspectos formales como el ritmo,

el estilo y sobre todo, el sentimiento que busquen provocar en el espectador. Alter-

nativamente, los géneros cinematográficos se definen por su ambientación o por su

formato.

Actor. Un actor, o actriz, es aquella persona que representa a alguno de los distintos

personajes involucrados en la historia de una peĺıcula.

Usuario. Un usuario es cualquier persona que utilice el RS. El sistema mantiene

un listado de todas las calificaciones de peĺıculas realizadas por el usuario.

Soportando recomendaciones: aspectos cuantitativos y cualitativos

Se toma el siguiente conjunto de postulados definidos de una manera intuitiva, para

determinar en base a qué aspectos, se realizarán las recomendaciones de peĺıculas para

los usuarios del sistema.

Postulado 1

• P1.1: A un usuario normalmente le gustará una peĺıcula si el promedio de

calificaciones de la peĺıcula se encuentra por encima del promedio general de

calificaciones de todas las peĺıculas.

• P1.2: A un usuario normalmente no le gustará una peĺıcula si el promedio de

calificaciones de la peĺıcula se encuentra por debajo del promedio general de

calificaciones de todas las peĺıculas.

Postulado 2

• P2.1: A un usuario normalmente le gustará una peĺıcula si el género de la

peĺıcula es uno de los géneros favoritos del usuario.

• P2.2: A un usuario normalmente no le gustará una peĺıcula si el género de la

peĺıcula es uno de los géneros que más le disgusta al usuario.

Postulado 3

• P3.1: A un usuario normalmente le gustará una peĺıcula si un actor de la peĺıcula

es uno de los actores favoritos del usuario.
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• P3.2: A un usuario normalmente no le gustará una peĺıcula si un actor de la

peĺıcula es uno de los actores que más le disgusta al usuario.

Postulado 4

• P4.1: A un usuario normalmente le gustará una peĺıcula si le gustó otra peĺıcula

que tiene al menos un actor en común y comparten el mismo género.

• P4.2: A un usuario normalmente no le gustará una peĺıcula si no le gustó otra

peĺıcula que tiene al menos un actor en común y comparten el mismo género.

El Postulado 1, representa el hecho de que una peĺıcula, por lo general será una buena

peĺıcula, si el promedio de las calificaciones que ha recibido por parte de los distintos

usuarios, está por encima de la calificación promedio de todas las peĺıculas presentes en el

sistema. Este postulado se encuentra basado en aspectos cuantitativos, y permite realizar

recomendaciones no personalizadas, es decir, no importa el usuario para el cual se quiera

generar la recomendación. Este tipo de recomendaciones son particularmente útiles para

casos de usuarios con pocas o ninguna calificación en el sistema. De esta manera, el sistema

ofrece una recomendación que para un usuario general podŕıa ser de utilidad, en lugar de

ofrecer una recomendación al azar.

Los Postulados 2, 3 y 4, permitirán realizar recomendaciones basándose en información

que t́ıpicamente se podŕıa tener de una peĺıcula, como lo son el género y los actores que

han participado en ella. A diferencia del Postulado 1, estos postulados corresponden a un

enfoque basado en aspectos cualitativos, haciendo referencia a información que representa

al elemento a recomendar. Particularmente al Postulado 4 se lo puede considerar como

una combinación de los Postulados 2 y 3, dando lugar a recomendaciones más espećıficas

y refinadas.

Con la definición de estos postulados básicos e intuitivos, se logra un modelo para

realizar un sistema de recomendación de peĺıculas. En este caso, como el RS resultan-

te se basará en los postulados definidos, los cuales combinan aspectos cuantitativos y

cualitativos, se obtendrá un RS de carácter mixto.

Implementación en DeLP

Los postulados definidos en la sección anterior, se pueden traducir fácilmente en reglas

DeLP. La aplicabilidad de las reglas definidas dependerá de la información en el conjunto
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de datos seleccionado. A continuación se puede ver la traducción de los postulados a reglas

DeLP.

good movie(Movie) –≺ avg rating(Movie,Rating), (P1.1)

Rating > AV G Rating.

∼good movie(Movie) –≺ avg rating(Movie,Rating), (P1.2)

Rating ≤ AV G Rating.

likes by genre(Movie, User) –≺ top genre(User,Genre), (P2.1)

genre(Movie,Genre).

∼likes by genre(Movie, User) –≺ bottom genre(User,Genre), (P2.2)

genre(Movie,Genre).

likes by actor(Movie, User) –≺ top actor(User,Actor), (P3.1)

leads in(Movie,Actor).

∼likes by actor(Movie, User) –≺ bottom actor(User,Actor), (P3.2)

leads in(Movie,Actor).

likes by actor genre(Movie, User) –≺ top actor(User,Actor), (P4.1)

leads in(Movie,Actor),

top genre(User,Genre),

genre(Movie,Genre).

∼likes by actor genre(Movie, User) –≺ bottom actor(User,Actor), (P4.2)

leads in(Movie,Actor),

bottom genre(User,Genre),

genre(Movie,Genre).

Hay que tener en cuenta que AVG Rating representa el valor promedio de todas las califi-

caciones que recibieron las peĺıculas del conjunto de datos, es decir, este valor deberá ser

calculado una vez que se haya optado por un conjunto de datos en particular. Además,

en busca de la simplicidad, se considerará que ciertos literales ya se encuentran incor-

porados. Estos literales son calculados recuperando información del conjunto de datos

seleccionado. Este proceso es realizado por medio del formalismo DBI-DeLP, presentado

en la Sección 3.3, permitiendo usar los literales previamente incorporados, para probar los

literales bajo análisis. Por ejemplo, el sistema utiliza el literal genre(Movie, Genre) para

recuperar información de la base de datos sobre los géneros de una determinada peĺıcula.

Además, los postulados utilizan diferentes predicados auxiliares para averiguar los acto-

res y géneros favoritos/menos preferidos para un determinado usuario. A continuación se
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muestra cómo estos predicados son calculados para el análisis que se presentará en este

caṕıtulo, aunque es importante notar que existen diversas maneras de calcularlos.

avg rating: se calcula como el promedio de todas las calificaciones que recibió una

determinada peĺıcula.

top actor: se definieron dos formas de determinar los actores favoritos. La primera

de ellas es la de obtener los tres actores que aparecen con mayor frecuencia en el

conjunto de las peĺıculas vistas por el usuario. Una forma alternativa es considerar

solo aquellas peĺıculas que el usuario ha calificado con un valor de cuatro o más.

bottom actor: se obtiene como los tres actores que aparecen con mayor frecuencia

en el conjunto de peĺıculas que el usuario ha calificado con un valor de dos o menos.

top genre: se define como los tres géneros que aparecen con mayor frecuencia en el

conjunto de peĺıculas que el usuario ha calificado con un valor de cuatro o más.

bottom genre: se obtiene como los tres géneros que aparecen con mayor frecuencia

en el conjunto de peĺıculas que el usuario ha calificado con un valor de dos o menos.

Además, para utilizar los postulados es necesario codificar un grupo auxiliar de reglas de

la forma:

recommend(Movie, User) –≺ likes by postulate(Movie, User).

∼recommend(Movie, User) –≺ ∼likes by postulate(Movie, User).

Por lo tanto, una instanciación particular de las reglas podrá ser, por ejemplo:

recommend(Movie, User) –≺ likes by actor(Movie, User).

∼recommend(Movie, User) –≺ ∼likes by actor(Movie, User).

Como se mostrará posteriormente, la definición del sistema se basa en el conjunto de

postulados descritos anteriormente (Postulados 1 al 4 ), que como puede verse correspon-

de a un enfoque basado en contenido. Sin embargo, esta es una caracteŕıstica particular

de esta versión del recomendador, y no representa una restricción del marco subyacente.

Es posible ampliar fácilmente el recomendador incorporando postulados adicionales que

representan aspectos de filtrado colaborativo. Por ejemplo, podŕıa incorporarse un con-

junto de postulados adicionales para extender los postulados básicos, haciendo uso de la

relación entre usuarios.
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Postulado 5

• P5.1: A un usuario normalmente le gustará una peĺıcula si esta peĺıcula le gusta

a otro usuario similar.

• P5.2: A un usuario normalmente no le gustará una peĺıcula si esta peĺıcula no

le gusta a otro usuario similar.

Postulado 6

• P6.1: A un usuario normalmente le gustará una peĺıcula si esta peĺıcula le gusta

a un grupo de usuarios similares.

• P6.2: A un usuario normalmente no le gustará una peĺıcula si esta peĺıcula no

le gusta a un grupo de usuarios similares.

Este conjunto adicional de postulados describe el uso de aspectos colaborativos para

realizar una recomendación, explotando la relación entre usuarios similares (vecinos).

Combinando este conjunto extra de postulados con el conjunto presentado anteriormente,

se termina de definir un enfoque de recomendación h́ıbrido, es decir, las recomendaciones

estaŕıan basadas tanto en el contenido de los elementos a recomendar, como en aspectos

colaborativos.

6.1.2. RS de música basado en argumentación

El RS de música propuesto se ha desarrollado en base a la definición de algunos

postulados intuitivos que establecen las condiciones que deben cumplirse para que una

determinada canción sea recomendada a un usuario en particular. El sistema administra

cinco entidades diferentes: canciones, artistas, géneros musicales, etiquetas y usuarios.

Canción. Una canción es una composición musical para la voz humana, con letra

y comúnmente acompañada por instrumentos musicales. Una canción puede ser

representada mediante un gran conjunto de atributos, entre los más descriptivos o

representativos que pueden encontrarse en los distintos conjuntos de datos, se pueden

mencionar los géneros en los cuales fue clasificada, los artistas que la interpretan o

la compusieron, el álbum del cual forma parte, aśı como también su t́ıtulo, duración,

fecha de publicación, etc.
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Artista. Un artista es aquella persona que interpreta una canción. También puede

tratarse de un grupo de personas si se trata de una banda o conjunto musical.

Género. Un género musical es una categoŕıa que recibe la composición musical de

acuerdo a diferentes criterios, tales como su función (por ejemplo música de danza,

religiosa, de cine, etc.), su instrumentación (por ejemplo música vocal, instrumental,

electrónica, etc.), el contexto social en que es producida o el contenido de su texto.

Etiqueta. Una etiqueta es una palabra o frase que se asocia a alguna de las otras en-

tidades del sistema (canciones, artistas, usuarios). Las etiquetas cumplen la función

de ayudar a poder describir a las entidades para aśı poder compararlas y asociarlas

entre ellas.

Usuario. Un usuario es cualquier persona que utilice el RS. El sistema mantiene

un listado de todas las calificaciones de canciones realizadas por el usuario además

de las etiquetas que haya definido y/o asociado a otras entidades.

Soportando recomendaciones: aspectos cuantitativos y cualitativos

A continuación se define el siguiente conjunto de postulados de una manera intuitiva,

para determinar en base a qué aspectos, se realizarán las recomendaciones de canciones a

los usuarios del sistema.

Postulado 1

• M1.1: A un usuario normalmente le gustará una canción si la canción es escu-

chada a menudo por el resto de usuarios del sistema.

• M1.2: A un usuario normalmente no le gustará una canción si la canción no es

frecuentemente escuchada por el resto de usuarios del sistema.

Postulado 2

• M2.1: A un usuario normalmente le gustará una canción si le gusta otra canción

del mismo artista.

• M2.2: A un usuario normalmente no le gustará una canción si no le gusta otra

canción del mismo artista.
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Postulado 3

• M3.1: A un usuario normalmente le gustará una canción si le gusta otra canción

interpretada por un artista relacionado con esta canción.

• M3.2: A un usuario normalmente no le gustará una canción si no le gusta otra

canción interpretada por un artista relacionado con esta canción.

Postulado 4

• M4.1: A un usuario normalmente le gustará una canción si le gusta otra canción

del mismo género musical.

• M4.2: A un usuario normalmente no le gustará una canción si no le gusta otra

canción del mismo género musical.

Postulado 5

• M5.1: A un usuario normalmente le gustará una canción si la canción le gusta

a un usuario similar.

• M5.2: A un usuario normalmente no le gustará una canción si la canción no le

gusta a un usuario similar.

Postulado 6

• M6.1: A un usuario normalmente le gustará una canción si la canción le gusta

a un grupo de usuarios similares.

• M6.2: A un usuario normalmente no le gustará una canción si la canción no le

gusta a un grupo de usuarios similares.

El Postulado 1, representa el hecho de que una canción, por lo general será una buena

canción para recomendar, si la cantidad de reproducciones que tuvo está por encima de la

cantidad de reproducciones promedio de todas las canciones del conjunto de datos, es decir,

la canción fue más escuchada que el promedio. Este postulado se encuentra basado en

aspectos puramente cuantitativos, y permite ofrecer recomendaciones no personalizadas,

por lo que, no importa el usuario para el cual se quiera generar la recomendación. Este tipo

de recomendaciones resultan particularmente útiles para los casos en los que el usuario
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ha tenido poca interacción, o ninguna, con el sistema. De esta manera, el sistema ofrece

una recomendación que podŕıa ser de utilidad para un usuario general, en lugar de ofrecer

una recomendación de modo aleatorio.

Los Postulados 2, 3 y 4, permitirán realizar recomendaciones basándose en informa-

ción que t́ıpicamente se podŕıa tener de una canción, como lo son el género y los artistas

que la compusieron y/o interpretan. A diferencia del Postulado 1, estos postulados corres-

ponden a un enfoque basado en aspectos cualitativos, haciendo referencia a información

que representa al elemento a recomendar.

Los Postulados 5 y 6, hacen uso de aspectos colaborativos para realizar una recomenda-

ción, explotando la relación entre usuarios similares (vecinos). Para el caso del Postulado 5

teniendo en cuenta solo a un usuario, y en el caso del Postulado 6 a un grupo de usuarios.

Finalmente, combinando los seis postulados, se logra un modelo para realizar un siste-

ma de recomendación de música. El RS resultante tendrá un enfoque h́ıbrido, ya que para

realizar una recomendación se estará basando tanto en aspectos del filtrado colaborativo

como también en el contenido de los elementos a recomendar.

Implementación en DeLP

Los postulados definidos en la sección anterior, se pueden traducir fácilmente en reglas

DeLP. La aplicabilidad de las reglas dependerá de la información en el conjunto de datos

elegido. A continuación se puede ver la traducción de los postulados a reglas DeLP.

likes by listen ratio(Track, User) –≺ listen ratio(Track,Ratio), (M1.1)

Ratio > AV G Ratio.

∼likes by listen ratio(Track, User) –≺ listen ratio(Track,Ratio), (M1.2)

Ratio ≤ AV G Ratio.

likes by artist(Track, User) –≺ has listened(User, Track1, Artist, l), (M2.1)

artist track(Artist, T rack),

artist track(Artist, T rack1).

∼likes by artist(Track, User) –≺ has listened(User, Track1, Artist, d), (M2.2)

artist track(Artist, T rack),

artist track(Artist, T rack1).
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likes by related artist(Track, User) –≺ has listened(User, Track1, Artist, l), (M3.1)

same tags(Artist, T rack).

∼likes by related artist(Track, User) –≺ has listened(User, Track1, Artist, d), (M3.2)

same tags(Artist, T rack).

likes by musical genre(Track, User) –≺ has listened(User, Track1, , l), (M4.1)

same genre(Track, Track1).

∼likes by musical genre(Track, User) –≺ has listened(User, Track1, , d), (M4.2)

same genre(Track, Track1).

likes by similar user(Track, User) –≺ similar to(User, User1), (M5.1)

has listened(User1, T rack, , l).

∼likes by similar user(Track, User) –≺ similar to(User, User1), (M5.2)

has listened(User1, T rack, , d).

likes by other users(Track, User) –≺ belongs to(Cluster, User), (M6.1)

likes track(Cluster, T rack).

∼likes by other users(Track, User) –≺ belongs to(Cluster, User), (M6.2)

∼likes track(Cluster, T rack).

Hay que tener en cuenta que AVG Ratio representa el valor promedio de veces que fueron

escuchadas las canciones del conjunto de datos. También es necesario aclarar que, para

representar las calificaciones del usuario se optó por una calificación binaria, es decir,

un usuario solamente podrá decir si una canción le gustó o no le gustó. Es por esto que

como último parámetro del predicado has listened se puede observar una “l” para hacer

referencia a que al usuario le gustó la canción (en inglés, liked) o una “d” para hacer

referencia a que al usuario no le gustó la canción (en inglés, disliked). Esta forma de

calificación fue elegida ya que, por ejemplo, es la forma en la que Last.fm1 le permite a

sus usuarios calificar las canciones.

En busca de la simplicidad, se considerará que ciertos literales ya se encuentran in-

corporados. Estos literales son calculados recuperando información del conjunto de datos

seleccionado. Este proceso es realizado por medio del formalismo DBI-DeLP, presentado

en la Sección 3.3, permitiendo usar los literales previamente incorporados para probar los

literales bajo análisis. Por ejemplo, el sistema utiliza el literal artist track(Artist, Track)

para recuperar información de la base de datos sobre el artista de una determinada can-

ción. Además, los postulados utilizan diferentes predicados auxiliares para averiguar si las

1https://www.last.fm/
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canciones, artistas, usuarios y grupos de usuarios (en inglés clusters) están relacionados.

A continuación se muestra cuál es la función de éstos predicados.

listen ratio: se calcula como el cociente entre la cantidad de reproducciones que

tiene una determinada canción y la cantidad total de reproducciones de todas las

canciones del sistema.

same tags: este predicado tiene la función de determinar si una canción está re-

lacionada con un artista. Para esto utiliza las etiquetas que tienen asociadas las

canciones y los artistas. Si la canción y el artista comparten un numero significativo

de etiquetas se puede decir que están relacionados.

same genre: la función de este predicado es determinar si una canción comparte

el mismo género con otra canción. Se espera que cada canción tenga asociado al

menos un género musical para poder realizar la comparación, pero en caso de no

tenerlo podŕıa determinarse que comparten el mismo género si ambas canciones

tienen asociadas un número significativo de etiquetas iguales.

similar to: la similitud entre los usuarios está basada en las canciones escuchadas y

las etiquetas utilizadas.

belongs to: un usuario pertenecerá a un grupo de usuarios (cluster) en función de

las canciones escuchadas y las etiquetas utilizadas.

likes track: se puede decir que a un grupo de usuarios (cluster) le gusta una canción

si a la mayoŕıa de los usuarios del grupo le gustó la canción.

Además, para utilizar los postulados se necesita codificar un grupo auxiliar de reglas en

la forma:

recommend(Track, User) –≺ likes by postulate(Track, User).

∼recommend(Track, User) –≺ ∼likes by postulate(Track, User).

Por lo tanto, una instanciación particular de la regla podrá ser, por ejemplo:

recommend(Track, User) –≺ likes by artist(Track, User).

∼recommend(Track, User) –≺ ∼likes by artist(Track, User).
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6.1.3. Decidiendo qué es importante: aspectos relevantes en la

recomendación final

Sin importar cuál sea el dominio de un RS basado en argumentación, la definición de

modelos similares a los anteriormente mencionados (RS de peĺıculas o música), se basará

en un conjunto dado de postulados que posibilitará obtener argumentos a favor o en

contra de las potenciales recomendaciones. Una cuestión derivada de este enfoque es la

forma de decidir si finalmente recomendar un elemento (en los casos anteriores peĺıculas o

canciones) o no. Por este motivo se ha introducido un criterio de preferencia de argumentos

que combina dos criterios diferentes que le ayudarán al RS a resolver esta situación.

Prioridad entre reglas. Se utiliza un orden de preferencia predefinido entre reglas

para determinar qué argumento prevalece. Para hacer esto, se debe definir una

relación de orden parcial entre las reglas. Luego, al comparar dos argumentos, se

consideran las dos reglas que tienen conclusiones conflictivas, y el argumento ganador

es el que contiene la regla de mayor prioridad.

Especificidad generalizada. Se prefieren aquellos argumentos que se basan en

más información o aquellos que apoyan sus conclusiones más directamente [SGCS03,

GS04].

Dados estos criterios, es necesario describir cómo se combinan para establecer qué ar-

gumentos prevalecen en una situación de ataque. Para los RS planteados se otorgó mayor

prioridad al criterio de Prioridad entre reglas sobre el de Especificidad generalizada. Pos-

teriormente, se mostrará cómo este orden entre los dos criterios permitirá establecer una

relación de preferencia entre los diferentes aspectos involucrados en una recomendación.

Se utilizará el criterio de prioridad entre reglas para determinar cuál prevalece sobre

las demás. Esto da la oportunidad de encontrar fácilmente la mejor combinación de los

postulados por pruebas emṕıricas.

El segundo criterio de preferencia seleccionado es la especificidad generalizada, se

utiliza solo por simplicidad, ya que va a resolver los conflictos en aquellos casos en los que

no se quiera establecer prioridades expĺıcitas. En particular, esto es útil cuando se utiliza

una regla para refinar las condiciones establecidas en otra. Por ejemplo, de acuerdo con

este criterio, teniendo en cuenta las reglas:
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recommend(Item,User) –≺ likes by postulate(Item,User).

∼recommend(Item,User) –≺ likes by postulate(Item,User),

is counter example(Item,User).

los argumentos construidos con la segunda regla serán más espećıficos que los construidos

con la primera, por lo tanto serán los que prevalecerán.

6.1.4. Expandiendo aspectos: incorporando reglas

Ya se ha mostrado cómo los diferentes aspectos que se pueden tomar en cuenta para

las recomendaciones pueden ser incluidos en un sistema de recomendación basado en ar-

gumentación modelándolo a través de combinaciones de reglas estrictas y rebatibles. Por

otra parte, como se ha mencionado anteriormente, utilizando un enfoque argumentativo

en la recomendación como el presentado anteriormente, se puede combinar el aspecto mo-

delado en prácticamente cualquier forma que se quiera. Esto permite construir RS mixtos,

y permite modificar fácilmente el enfoque para estar más orientado hacia lo cuantitativo o

hacia lo cualitativo para ajustarse mejor a las limitaciones del contexto particular en que

se va a utilizar. Tales caracteŕısticas pueden ser sin duda muy útiles en el desarrollo de RS

para varios dominios particulares, haciendo que este enfoque basado en argumentación

sea una opción viable para tales desarrollos.

Otra ventaja importante del uso de reglas para codificar los criterios de recomenda-

ción es que las reglas representan los diferentes casos y éstos se modelan de una manera

coloquial, lo que es fácil de entender y discutir por los usuarios finales. Esta caracteŕıstica

facilita la interacción entre el usuario y el sistema. De esta manera, este enfoque facilita el

proceso de retroalimentación que el usuario puede brindar al sistema, mediante una inter-

acción más cercana al lenguaje natural basada en el uso de reglas. Esto se contrasta con

métodos tradicionales que resultan menos intuitivos para el usuario, donde el mecanismo

de retroalimentación se basa en el ajuste de parámetros que afectan fórmulas matemáticas

dif́ıciles de entender por el usuario.

Una caracteŕıstica útil de ciertos enfoques cuantitativos es que los mismos pueden

ser modificados con el fin de perfeccionar las recomendaciones anteriores. Esto es algo

que también es soportado en el escenario propuesto de recomendación basado en argu-

mentación, la forma coloquial en la que las reglas están representados conduce a otra
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caracteŕıstica: nuevos casos se pueden modelar mediante la adición de reglas en el siste-

ma en cualquier momento, sin afectar a otras reglas en el sistema. Es decir, es posible

añadir reglas para modelar nuevos aspectos de recomendación directamente mediante la

codificación de nuevas reglas estrictas o rebatibles. Estas reglas serán considerados en las

recomendaciones posteriores, brindando la posibilidad de modificar el universo de elemen-

tos recomendados para ciertos usuarios.

De esta manera es posible ampliar el conjunto de postulados para cambiar los criterios

en los que un RS basado en argumentación genera sus sugerencias. Claramente, en cual-

quier entorno lo suficientemente dinámico (como suele ser el caso en todos los dominios de

recomendación), adaptar el sistema a las intenciones y necesidades cambiantes del usuario

es crucial para el éxito de las recomendaciones generadas. Básicamente, hay dos situacio-

nes en las que se puede desear ampliar los aspectos que el recomendador tiene en cuenta.

Por un lado, es posible que se necesite agregar una regla que refine a una ya existente. Por

ejemplo, un refinamiento se considera conveniente si se descubre que cierta regla funciona

bien en la mayoŕıa de los casos, pero tiene un cierto número de contra ejemplos, y además,

son conocidas cuáles son las caracteŕısticas que comparten los contra ejemplos. Por otro

lado, podŕıa ser necesario añadir una nueva regla modelando una relación entre datos que

no se han estado teniendo en cuenta, o si eventualmente se accede a datos con los que

no se contaba anteriormente, como puede ser el caso cuando un nuevo conjunto de datos

relacionados con el dominio de aplicación es desarrollado.

En cuanto al primer caso, una ventaja notable de la utilización de estas reglas de alto

nivel para definir recomendaciones es que permiten incluir información contextual hete-

rogénea, que es t́ıpicamente dif́ıcil de modelar en otros enfoques. Aunque algunos enfoques

cuantitativos ya han abordado esta cuestión [LL07], la forma en que los mismos modelan

las caracteŕısticas contextuales (utilizando valores categóricos) sugiere que un enfoque

cualitativo puede conducir a una forma más natural para tratar con estas caracteŕısticas

en el proceso de recomendación.

En el enfoque propuesto, si es posible tener acceso a la información contextual, es

posible modelarla como predicados e incluirlos en los postulados para refinarlos. De esta

manera, modelando y usando diferentes aspectos contextuales al mismo tiempo resulta

más fácil (por ejemplo, clima, tiempo o el estado de ánimo del usuario), ya que no es

necesario definir métricas de similitud para estos atributos. En su lugar, los aspectos
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importantes podŕıan perfeccionarse mediante reglas más detalladas. Esto se ilustra con el

ejemplo que se muestra a continuación.

Ejemplo 6.1 Considerando la siguiente regla:

recommend(Track, User) –≺ has listened(User, Track1, Artist, l),

same genre(Track, Track1).

Por lo tanto, se recomienda una canción a un usuario basándose en el hecho de que le

hab́ıan gustado canciones similares en el pasado. Sin embargo, se podŕıa suponer que es

sabido que, esto es t́ıpicamente cierto excepto cuando el género de la canción es de rock

alternativo, el usuario esta triste y el clima es lluvioso. Entonces, es posible refinar la

regla anterior de la siguiente manera:

∼recommend(Track, User) –≺ has listened(User, Track1, Artist, l),

same genre(Track, Track1),

genre(Track, “Alternative Rock”),

mood(User, “Sad”),

weather(“Rainy”).

Esto permite que el RS pueda modificar sus recomendaciones basadas en la información

que tiene sobre el clima (mediante la conexión a uno de los varios servicios web que

proporcionan esta información) y el estado de ánimo del usuario actual (por ejemplo,

utilizando los servicios de inferencia del estado de ánimo como MoodScope [LLLZ13]).

La adición de reglas en recomendadores basados en argumentación también facilita

la incorporación de nuevas dimensiones de análisis. Por ejemplo, es posible pensar que

las preferencias de los usuarios cambian ligeramente con el tiempo, o que por lo menos

se ven afectadas por éste. Si ese fuera el caso, el tiempo se puede utilizar como una

caracteŕıstica contextual con el fin de generar mejores recomendaciones. Para lograr esto

es posible añadir nuevas reglas que modifican las recomendaciones con el tiempo, usando

formalismos basados en argumentación rebatible que toman en cuenta el tiempo [BLCS12].

Sin embargo, el refinamiento de reglas se puede utilizar para algo más que simplemente

incluir información contextual. Si la retroalimentación de los usuarios está disponible, seŕıa

posible profundizar en aquellos casos en que la aplicación de un postulado resulta en falsos

positivos o falsos negativos. Entonces, un refinamiento del postulado se puede formular

con el fin de ayudar a superar el problema, como se ilustra en el siguiente ejemplo.
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Ejemplo 6.2 Considere la siguiente regla:

recommend(Movie, User) –≺ top genre(User,Genre),

genre(Movie,Genre).

Entonces, se le recomienda una peĺıcula a un usuario determinado, basándose en el hecho

de que al usuario le gusta su género. Sin embargo, se podŕıa suponer que es sabido (a

través de la retroalimentación de los usuarios) que recomendar peĺıculas de drama creadas

en Hollywood a los usuarios que viven en América del Sur a menudo causa falsos positivos,

ya que a dichos usuarios tiende a no gustarle esta combinación de genero y origen de

peĺıculas. Entonces, una nueva regla puede ser añadida al RS para indicar esto.

∼recommend(Movie, User) –≺ top genre(User, “Drama”),

genre(Movie, “Drama”),

origin(Movie, “Hollywood”),

lives in(User, “South America”).

Hay que tener en cuenta, como se explicó antes, que la interacción entre las reglas

es a nivel dialéctico, y por lo tanto pueden coexistir porque los posibles conflictos serán

manejados por el proceso de argumentación. Es evidente que esto tiene un impacto directo

en la flexibilidad del recomendador, como la de ofrecer la posibilidad de perfeccionar las

recomendaciones para algún subconjunto de usuarios (o elementos) manteniendo el resto

sin cambios. En el Ejemplo 6.2 fue refinado el conjunto de recomendaciones para los

usuarios de América del Sur, sin perder el caso más general para los usuarios que viven

en otras partes del mundo.

6.2. El rol de argumentación en recomendación

Como se mostrará a través de esta sección, el uso de argumentación permite dar

prioridad a aquellos atributos que mejor definen una recomendación relevante. La argu-

mentación también permite ofrecer explicaciones como conjuntos coherentes de razones a

favor o en contra de una recomendación.
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6.2.1. Recomendaciones basadas en argumentación

Esta sección describe cómo se construyen los argumentos, cómo se realiza el proceso

dialéctico y cómo se utiliza para hacer recomendaciones a los usuarios. Como se discutió

en el Caṕıtulo 3, las reglas en un programa de DeLP se combinan para respaldar o rechazar

una conclusión al construir argumentos. Un argumento puede estar a favor o en contra de

una conclusión dada, pero no puede jugar ambos roles al mismo tiempo. A diferencia de

otros sistemas de argumentación, los argumentos en DeLP se derivan del programa lógico

que se está analizando y tienen una estructura interna. Esta estructura es lo que permite

proporcionar una explicación sobre la aceptabilidad o no de una conclusión particular.

Como ya se ha mencionado anteriormente, el proceso de realizar una recomendación

utilizando argumentación es bastante diferente a los enfoques más clásicos, a pesar de que

persiguen la misma idea. Como parte del proceso argumentativo los argumentos atacan

y son atacados para tratar de llegar a comprobar si es posible que una conclusión sea

aceptada. En la Sección 3.2.1, se declaró que cada argumento atacado por al menos un

argumento aceptado es derrotado, y que cada argumento sin atacantes (aceptados) se

convierte en aceptado. Si el argumento ráız de un árbol dialéctico es aceptado, el árbol

dialéctico representa un proceso de argumentación que apoya la conclusión de dicho argu-

mento. Además, el razonador DeLP construye un conjunto de árboles dialécticos, tratando

de dar soporte o contradecir los argumentos a favor o en contra de la consulta, y estos

argumentos representan una explicación para dicha consulta.

Ejemplo 6.3 Suponiendo que la consulta bajo análisis es:

recommend(Gravity, Bob)

y que el RS de peĺıculas le otorga mayor prioridad al Postulado 4, es decir, el RS le dará

preponderancia a aquellas peĺıculas en las que participan los actores que más le gustan al

usuario y cuyo género es de su agrado, entonces, el sistema evaluará a los actores que

interpretan la peĺıcula Gravity (Sandra Bullock, George Clooney y Ed Harris), aśı como

los géneros de la peĺıcula (Suspenso, Ciencia ficción) para determinar si a Bob le gustan

algunos de los actores y/o algunos de los géneros. Dado que Sandra Bullock está entre

los actores preferidos por Bob y a Bob le gustan las peĺıculas del género Suspenso, esta

evaluación será positiva.
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La Figura 6.2 muestra los argumentos que se han calculado para hacer una recomenda-

ción al usuario Bob. En el Ejemplo 6.3, se puede ver cómo se pueden construir argumentos

a favor o en contra de recomendar la peĺıcula Gravity a Bob. La Figura 6.3 presenta un

árbol dialéctico resultante de estos argumentos.

                                     
U 

D 

Argumento no derrotado 

Argumento derrotado 

Proper attack 

Ataque bloqueante 

Regla estricta 

Regla rebatible 

                                     

(a) Argumento a favor de recomendar la película ‘‘Gravity’’. (b) Argumento en contra de recomendar la película ‘‘Gravity’’. 

(c) Argumento a favor de recomendar la película ‘‘Gravity’’. 

recommend(‘‘Gravity’’, ‘‘Bob’’) 

good_movie(‘‘Gravity’’) 

avg_rating(‘‘Gravity’’, ‘‘4.01’’), ‘‘4.01’’ > ‘‘3.8’’. 

recommend(‘‘Gravity’’, ‘‘Bob’’) 

likes_by_actor_genre(‘‘Gravity’’, ‘‘Bob’’) 

top_actor(‘‘Bob’’, ‘‘Sandra Bullock’’), leads_in(‘‘Gravity’’, ‘‘Sandra Bullock’’), 

top_genre(‘‘Bob’’, ‘‘Thriller’’), genre(‘‘Gravity’’, ‘‘Thriller’’). 

~recommend(‘‘Gravity’’, ‘‘Bob’’) 

~likes_by_actor(‘‘Gravity’’, ‘‘Bob’’) 

bottom_actor(‘‘Bob’’, ‘‘George Clooney’’),  

leads_in(‘‘Gravity’’, ‘‘George Clooney’’). 

Figura 6.2: Argumentos a favor y en contra de recomendar una peĺıcula.

                                     
U 

D 

Argumento no derrotado 

Argumento derrotado 

Proper attack 

Ataque bloqueante 

Regla estricta 

Regla rebatible 

                                     

recommend(‘‘Gravity’’, ‘‘Bob’’) 

U 

good_movie(‘‘Gravity’’) 

avg_rating(‘‘Gravity’’, ‘‘4.01’’), ‘‘4.01’’ > ‘‘3.8’’. 
D ~recommend(‘‘Gravity’’, ‘‘Bob’’) 

~likes_by_actor(‘‘Gravity’’, ‘‘Bob’’) 

bottom_actor(‘‘Bob’’, ‘‘George Clooney’’),  

leads_in(‘‘Gravity’’, ‘‘George Clooney’’). 

recommend(‘‘Gravity’’, ‘‘Bob’’) U 

likes_by_actor_genre(‘‘Gravity’’, ‘‘Bob’’) 

top_actor(‘‘Bob’’, ‘‘Sandra Bullock’’), leads_in(‘‘Gravity’’, ‘‘Sandra Bullock’’), 

top_genre(‘‘Bob’’, ‘‘Thriller’’), genre(‘‘Gravity’’, ‘‘Thriller’’). 

Figura 6.3: Árbol de dialéctica para recomendar una peĺıcula.
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Entonces, se tiene una razón para creer que al usuario Bob le gustaŕıa la peĺıcula

Gravity, y de acuerdo con el sistema propuesto, esta razón es mejor que la razón para

creer lo contrario, es decir, se le da prioridad a los argumentos creados a partir de esa

regla sobre los demás. Por lo tanto, finalmente se recomienda la peĺıcula al usuario.

6.2.2. Ofreciendo explicaciones para las recomendaciones

Como se mencionó anteriormente, a menudo las recomendaciones se consideraron como

una “caja negra” y esta puede ser la razón por la que los RS han ganado mucho menos

aceptación en dominios de alto riesgo, como paquetes de vacaciones o carteras de inversión,

que en dominios de bajo riesgo como lo son el de la música, las peĺıculas o los libros.

Es por este motivo que es importante proporcionar explicaciones complementando las

recomendaciones. La explicación de la recomendación generalmente facilita la toma de

decisiones de los usuarios, generando una mayor satisfacción y confianza en el sistema.

Una explicación es una descripción que justifica una recomendación y ayuda a que los

usuarios puedan determinar si el elemento recomendado es relevante para sus necesidades

o no [TM12]. Como se mostró en el Caṕıtulo 2 las explicaciones pueden perseguir distintos

objetivos, pero además pueden presentarse al usuario de diferentes formas.

Una interfaz de explicación es una representación de la explicación proporcionada para

un elemento sugerido por un RS. Existen varias interfaces de explicación utilizadas en la

literatura, algunas de ellas son tradicionales y se pueden aplicar y adaptar a todos los

dominios, y otras son espećıficas para cada dominio [DBB17, NJ17]. Algunas de las inter-

faces de explicación presentadas contienen datos en forma de calificaciones, como pueden

ser un histograma de calificaciones, una tabla o un gráfico de torta de las calificaciones de

los vecinos del usuario. Otro tipo de interfaz de explicación son las explicaciones basadas

en nubes de etiquetas. Una de las interfaces de explicación tradicionales es la explicación

en forma de una descripción textual que establece en lenguaje natural las razones para

proporcionar las recomendaciones. Las ventajas de esta forma de explicación son que se

adapta a todos los dominios y se puede usar en todos los casos [KSP+19], además de

ser, en general, el tipo de interfaz que requiere menor esfuerzo cognitivo para poder ser

comprendida.

En el Ejemplo 6.3, se ha expuesto la razón detrás de una recomendación utilizando

un lenguaje coloquial para describir la estructura del argumento que ha prevalecido en el



156 Caṕıtulo 6. Sistemas de recomendación mixtos basados en argumentación

análisis dialéctico. La simplicidad de poner la estructura de los argumentos prevalecientes

en palabras del lenguaje natural lleva a otra ventaja del enfoque argumentativo. Dar

explicaciones de las recomendaciones es bastante sencillo cuando se basan en argumentos,

ya que pueden considerarse como un conjunto de razones que se explican por śı mismas.

Como consecuencia, la implementación de un módulo para construir explicaciones de

una recomendación basada en argumentos es una tarea sencilla. Todo lo que se necesita

es mantener una asociación entre la estructura de los argumentos y los esquemas de

explicaciones, donde los últimos están parametrizados por las variables en la estructura

del primero. Esto puede realizarse de manera directa, ya que la cantidad de reglas definidas

es finita (y a menudo pequeña). En la Figura 6.4 se muestra cómo es posible construir la

asociación entre los postulados definidos para el RS de peĺıculas y su respectivo esquema

de explicación, para poder ofrecerle al usuario las razones detrás de una recomendación.

Postulado Estructura del argumento 
Esquema de la razón detrás de la 

recomendación 

P1.1 < recommend(Movie,User) , good_movie(Movie) * avg_rating(Movie) > AVG_Ratio. > 
User, se te recomienda la película 

Movie porque su calificación promedio 

está por encima del promedio general. 

P2.1 < recommend(Movie,User) , likes_by_genre(Movie,User) * top_genre(User,Genre), 

genre(Movie,Genre). > 
User, se te recomienda la película 

Movie porque su género es Genre, 

uno de tus favoritos. 

P3.1 < recommend(Movie,User) , likes_by_actor(Movie,User) * top_actor(User,Actor), 

leads_in(Movie,Actor). > 
User, se te recomienda la película 

Movie porque, Actor, uno de tus 

actores favoritos es protagonista. 

P4.1 < recommend(Movie,User) , likes_by_actor_genre(Movie,User) * 

top_actor(User,Actor), 

leads_in(Movie,Actor), 

top_genre(User,Genre), 

genre(Movie,Genre). 

> 

User, se te recomienda la película 

Movie porque, Actor, uno de tus 

actores favoritos es protagonista y 

además es de género Genre, uno de 

tus favoritos. 

Figura 6.4: Explicaciones para los postulados positivos.

Si bien lo más importante es ofrecerle al usuario el porqué de una sugerencia, de

manera similar a los esquemas planteados anteriormente, es posible definir esquemas de

explicaciones, como se pueden ver en la Figura 6.5, que justifiquen por qué no es ofrecida

una cierta recomendación.

Luego, cuando se obtiene un árbol dialéctico que soporta una recomendación, se puede

usar el argumento de soporte en un nodo hoja para obtener los valores adecuados para

las variables en el esquema de la explicación de la recomendación, obteniendo aśı una

explicación completa que se puede presentar al usuario. Continuando con el escenario de

recomendación introducido en el Ejemplo 6.3, se usa el argumento en el nodo hoja del
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Postulado Estructura del argumento 
Esquema de la razón detrás de la 

no recomendación 

P1.2 < ~recommend(Movie,User) , ~good_movie(Movie) * avg_rating(Movie) ≤ AVG_Ratio. > 
User, no se te recomienda la película 

Movie porque su calificación promedio 

está por debajo del promedio general. 

P2.2 < ~recommend(Movie,User) , ~likes_by_genre(Movie,User) * bottom_genre(User,Genre), 

genre(Movie,Genre). > 
User, no se te recomienda la película 

Movie porque su género es Genre, 

uno de tus géneros menos preferidos. 

P3.2 < ~recommend(Movie,User) , ~likes_by_actor(Movie,User) * bottom_actor(User,Actor), 

leads_in(Movie,Actor). > 

User, no se te recomienda la película 

Movie porque, Actor, uno de tus 

actores menos preferidos es 

protagonista. 

P4.2 < ~recommend(Movie,User) , ~likes_by_actor_genre(Movie,User) * 

bottom_actor(User,Actor), 

leads_in(Movie,Actor), 

bottom_genre(User,Genre), 

genre(Movie,Genre). 

> 

User, no se te recomienda la película 

Movie porque, Actor, uno de tus 

actores menos preferidos es 

protagonista y además es de género 

Genre, uno de tus géneros menos 

preferidos. 

Figura 6.5: Explicaciones para los postulados negativos.

árbol dialéctico que se muestra en la Figura 6.3 para justificar por qué se recomienda la

peĺıcula Gravity al usuario Bob. Esta explicación tomará la forma:

“Bob, se te recomienda la peĺıcula Gravity porque, Sandra Bullock, uno de tus actores

favoritos es protagonista y además su género es Suspenso, uno de tus favoritos.

Ofreciendo este tipo de explicaciones se podŕıa ayudar a construir la confianza de los

usuarios en el RS, como se ha estudiado en [TM07]. Además, es posible refinar las ex-

plicaciones aún más, mostrándole a Bob el conjunto de peĺıculas que le han gustado en

las que Sandra Bullock es una protagonista, como la razón por la que se considera a esa

actriz como una de las favoritas de Bob.

6.3. Evaluación emṕırica de los enfoques

En esta sección se evalúa el marco propuesto y se discuten los resultados de estas

evaluaciones. En particular, se eligió evaluar el modelo presentado para el sistema de re-

comendación de peĺıculas. El objetivo de la evaluación presentada tiene un doble propósito.

Por un lado, se lleva a cabo una comparación del desempeño de los postulados propuestos

en la Sección 6.1.1, con el fin de descubrir cuáles son los más adecuadas para el desarrollo

del sistema propuesto de recomendación de peĺıculas basado en argumentación. Por otro

lado, se compara el rendimiento de un recomendador cuantitativo básico con el rendi-

miento de un sistema de recomendación mixto que refina recomendaciones cuantitativas

con aspectos cualitativos.
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Sin importar el doble objetivo de la evaluación, los experimentos completados para

evaluar el desempeño de los recomendadores implican las mismas acciones: se toma una

peĺıcula y se trata de predecir si al usuario le gusta la peĺıcula o no. Para llevar a cabo

esta evaluación, se han completado una serie de pruebas, que se describen a continuación.

6.3.1. Definición del conjunto de datos

Los datos que se han utilizado para realizar las pruebas se basan en un conjunto de

datos de Grouplens2, conocido como el conjunto de datos MovieLens 10M 3. Este conjunto

de datos contiene 10.000.054 calificaciones. Las calificaciones están en una escala de 1 a

5 estrellas. El conjunto de datos contiene 95.580 etiquetas asignadas por 71.567 usuarios

a 10.681 peĺıculas del servicio de recomendación de peĺıculas en ĺınea MovieLens4. Para

completar las pruebas realizadas, los usuarios fueron seleccionados al azar, pero con la

salvedad de que, todos estos usuarios hab́ıan calificado al menos 20 peĺıculas. En este

caso, a diferencia de otros conjuntos de datos ofrecidos por GroupLens, no se dispone

de información demográfica. Cada usuario está representado por un id, sin proporcionar

ningún tipo de información sobre el mismo.

La Figura 6.6 muestra la estructura de los tres archivos que contienen los datos sobre

peĺıculas, calificaciones y etiquetas.

Movies Ratings Tags 

ID ID de la película ID del usuario 

Título (Año) ID del usuario ID de la película 

Lista de géneros Calificación Etiqueta 

Estampilla de tiempo Estampilla de tiempo 

Figura 6.6: Estructura de los archivos de datos.

De entre los conjuntos de datos proporcionadas por GroupLens fue seleccionado Mo-

vieLens 10M, con el propósito de mostrar que el sistema de recomendación propuesto

basado en DeLP es capaz de hacer frente a cantidades de datos masivas. Con el propósito

de basar las recomendaciones en ciertos atributos que no se encuentran disponibles en el

2https://grouplens.org/
3https://grouplens.org/datasets/movielens/10m/
4https://movielens.org/
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conjunto de datos seleccionado, se tomo la decisión de aumentarlo. Para llevar a cabo esta

tarea, se tomo a Internet Movie Database (IMDb) como fuente adicional, para agregar

estos atributos faltantes. En particular, cada peĺıcula del conjunto original de GroupLens

fue aumentada con datos como directores, actores principales, guionistas, etc. Estos atri-

butos adicionales constituyen un ingrediente importante para estudiar el impacto de los

aspectos cualitativos en el rendimiento de recomendación. La Figura 6.7 ilustra el conjunto

de atributos resultante que ha sido utilizado para caracterizar una peĺıcula.

Información de una película 

ID 

Título 

Año 

Fecha de estreno 

URL de IMDB 

Calificada 

Duración 

Calificación 

Contador de calificaciones de IMDB 

ID de IMDB 

Lista de actores 

Lista de directores 

Lista de escritores 

Lista de géneros 

Figura 6.7: Datos almacenados por cada peĺıcula.

Cabe mencionar que GroupLens también ha desarrollado conjuntos de datos con ca-

racteŕısticas similares al generado para éste trabajo, es decir aumentando al conjunto con

datos de IMDb. Actualmente, el conjunto de datos más grande de GroupLens que se en-

cuentra disponible es MovieLens 20M 5, pero el mismo aún no exist́ıa al momento de la

realización de este trabajo. Otro conjunto de datos similar creado por GroupLens, que

śı se encontraba disponible, es MovieLens HetRec6. Sin embargo, el conjunto de datos

utilizado para llevar a cabo los experimentos que ha resultado luego de aumentarlo, es

del mismo orden de magnitud que MovieLens 20M y es más de diez veces mayor que

5https://grouplens.org/datasets/movielens/20m/
6https://grouplens.org/datasets/hetrec-2011/
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MovieLens HetRec. El conjunto de datos utilizado en este trabajo se puede descargar en

http://ir.cs.uns.edu.ar/datasets.

6.3.2. Configuración experimental

Como se mencionó previamente, el conjunto de datos utilizado para realizar la eva-

luación del RS de peĺıculas, se obtuvo del conjunto de datos MovieLens 10M ofrecido por

GroupLens luego de aumentarlo. Para la evaluación del RS se tomaron 3000 calificaciones

del conjunto de datos, definiendo aśı el conjunto de prueba. Estas calificaciones fueron

seleccionadas al azar, con la única salvedad de que todas ellas proveńıan de diferentes

usuarios. Garantizar que las calificaciones utilizadas para la configuración del experimen-

to se asociaran con diferentes usuarios, brindó la capacidad de evaluar los postulados para

el caso general, evitando la posible introducción de sesgo proveniente del comportamiento

de los usuarios particulares. Por otro lado, una peĺıcula puede aparecer más de una vez en

el experimento, ya que puede aparecer la misma peĺıcula en dos calificaciones procedentes

de dos usuarios diferentes.

El objetivo de esta evaluación fue para determinar si el sistema era capaz de predecir

si al usuario le gusta la peĺıcula o no. Por lo tanto, para cada calificación en el conjunto

de prueba se le plantea al sistema la consulta recommend(Movie, User) para obtener la

predicción del sistema. Para asegurar que el triplete (movie, user, rating) siendo validado

no tuvo influencia en la predicción hecha, fue quitado el registro correspondiente del

conjunto de entrenamiento.

Una observación importante acerca de los posibles resultados dados por un sistema

de recomendación basado en argumentación es que los posibles resultados pueden ser

positivos (es decir, la peĺıcula se recomienda al usuario), negativos (es decir, la peĺıcula

no se recomienda al usuario) o indecisos. El último caso se presenta cuando el sistema no

puede justificar recomendar o no recomendar una peĺıcula a un usuario, lo que lleva a un

resultado indeciso como se explico previamente en la Sección 3.2.1.

Hay que hacer hincapié en que tales resultados indecisos no deben interpretarse co-

mo que el recomendador está sugiriendo que una determinada peĺıcula no debeŕıa ser

recomendada a un usuario particular. Es decir, los resultados indecisos no son un tipo

particular de recomendación negativa. En su lugar, significa que el recomendador ni afir-
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ma ni niega la recomendación. Posteriormente se tendrá una mejor visión de cómo los

resultados indecisos se consideran para medir la eficacia de las recomendaciones.

Cabe mencionar, que el valor promedio de todas las calificaciones del conjunto de datos

MovieLens 10M es igual a 3.8. Como se aclaró en la Sección 6.1.1 es necesario calcularlo

para poder instanciar el valor de AVG Rating en el Postulado 1. Además es en base a este

valor que se considerará cuándo una peĺıcula obtuvo una buena o mala calificación.

Para realizar las pruebas, se plantearon cada una de las 3000 consultas al recomenda-

dor. Entonces, se clasificó cada respuesta en una de las siguientes clases, de acuerdo con

la respuesta obtenida y la calificación que el usuario dio a la peĺıcula:

Verdadero positivo (TP): el sistema sugiere que al usuario le va a gustar la peĺıcula,

y el usuario calificó la peĺıcula con un valor de cuatro o más.

Verdadero negativo (TN): el sistema indica que al usuario no le va a gustar la

peĺıcula, y el usuario calificó la peĺıcula con tres o un menor valor.

Falso positivo (FP): el sistema indica que el usuario debe ver la peĺıcula, y el usuario

calificó la peĺıcula con tres o un menor valor.

Falso negativo (FN): el sistema indica que el usuario no debe ver la peĺıcula, y el

usuario calificó la peĺıcula con un valor de cuatro o más.

Indeciso (UN): el sistema no sugiere ni niega la recomendación.

Este experimento fue repetido para diferentes subconjuntos de postulados, permitiendo

realizar una comparación entre estos postulados. Esta comparación se discutirá en detalle

más adelante.

6.3.3. Métricas de rendimiento

Con el fin de evaluar los diferentes aspectos de la familia de recomendadores resultante,

se han utilizado varias métricas de rendimiento de IR. Si bien estas métricas son comunes

en entornos de IR, algunas de ellas no son totalmente apropiadas para este escenario,

donde se tienen resultados indecisos. Esto se debe a que los resultados indecisos no son

exactamente una clase por śı misma debido a que las recomendaciones de peĺıculas no son

intencionadamente clasificadas como indecisos, sino que quedan sin resolver por el sistema.
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Entonces, no se está en presencia de un problema de clasificación multi-clase, pero no se

trata de una clasificación puramente binaria tampoco. Por ejemplo, no es posible tomar

directamente los resultados obtenidos en una matriz de confusión estándar de dos por dos.

Más bien, se tiene una clasificación binaria aumentada con el estado indeciso adicional.

A continuación se presentan las métricas de rendimiento utilizados en la evaluación

de la familia de sistemas de recomendación, indicando si estos indicadores pueden estar

influenciados por la presencia de resultados indecisos, y cómo se resuelve el problema en

caso de que aśı sea.

Precisión (del inglés Precision). Esta es una medida tradicional que mide cómo

de exactas son las recomendaciones dadas por el sistema. La precisión es definida como

el número de recursos relevantes recuperados dividido por el número total de recursos

recuperados. A menudo, la precisión de un sistema se ve como una medida de la calidad

de los recursos recuperados. En el escenario propuesto de recomendación de peĺıculas, la

precisión se calcula como el número de peĺıculas que el sistema predice correctamente como

aquellas peĺıculas que el usuario desea ver (es decir, el número de verdaderos positivos),

dividido por el número total de peĺıculas recomendadas positivamente (es decir, la suma

de verdaderos positivos y falsos positivos). En resumen, se tiene que:

Precisi ón =
TP

TP + FP

Hay que tener en cuenta que los resultados indecisos no afectan a la precisión del reco-

mendador, lo cual tiene sentido ya que esas peĺıculas para las que la respuesta es indecisa

no son recuperadas.

Cobertura (del inglés Recall). Mientras que la precisión es sobre la calidad, la cober-

tura involucra la noción de cantidad y mide qué tan exhaustivas son las recomendaciones

formuladas por el sistema. Se define como el número de recursos relevantes recuperados

dividido por el número de los recursos relevantes. En el dominio de la recomendación de

peĺıculas se puede calcular dividiendo el número de peĺıculas correctamente recomendadas

por el número total de peĺıculas que vale la pena recomendar (sin tener en cuenta si la

predicción es positiva, negativa o indecisa). Por lo tanto, la cobertura debe ser influen-

ciada por los resultados indecisos, aśı como los positivos y negativos, pero no es posible
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afirmar si una respuesta indecisa significa una recomendación para la peĺıcula o no. Por

esta cuestión, se ha optado por utilizar la siguiente fórmula, que considera directamente

el número de peĺıculas relevantes en el conjunto de datos:

Cobertura =
TP

RM

Donde RM es el número de casos (de las 3000 calificaciones probadas) para los que la

calificación real dada por el usuario es igual o superior a cuatro. Esto significa que RM

representa el número total de tripletes (movie, user, rating) en el conjunto de pruebas

donde la calificación es mayor o igual a 4 (lo que significa que la peĺıcula debeŕıa ser

recomendada, y por lo tanto es relevante). Hay que tener en cuenta que dicha medida

puede ser inutilizable en algunos entornos de recomendación en los que no se puede obtener

el número de elementos relevantes.

Exactitud (del inglés Accuracy). Esta métrica representa la fracción de los recursos

predichos como positivos o negativos para los que la predicción fue correcta. De esto se

deduce que las respuestas indecisas no deben influir en la exactitud ya que para estos casos

no se hace ninguna predicción. Entonces, se utiliza la fórmula habitual para la exactitud,

que es como sigue:

Exactitud =
TP + TN

TP + TN + FP + FN

F-Calificación (del inglés F-Score). Una medida que considera tanto la calidad y

la cantidad, al mismo tiempo, del conjunto de recursos recuperados por un sistema es la

F-Calificación, que es la media armónica ponderada de precisión y cobertura. La fórmula

general para la F-Calificación ponderada por un parámetro β, que se denota como F(β),

es:

Fβ − Calificaci ón =
(1 + β2)× (Precisi ón × Cobertura)

(β2 × Precisi ón + Cobertura)

Donde β es un número real no negativo tal que si β = 1 entonces la fórmula mide la

cobertura y la precisión con el mismo peso, si β < 1 entonces la precisión se considera

más importante, y de otra manera la cobertura es considerada más importante.
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6.3.4. Resultados

A continuación se presentan los resultados obtenidos en los experimentos que se lleva-

ron a cabo para probar los diferentes enfoques de recomendación. El primer conjunto de

resultados arrojó luz sobre la eficacia de diferentes combinaciones de postulados. Luego,

el segundo conjunto de resultados se utilizó para comparar distintas formulaciones de re-

comendación mixta, es decir recomendadores que consideren aspectos tanto cuantitativos

como cualitativos, con distintos enfoques puramente cuantitativos.

Eficacia de recomendación de los diferentes postulados

Con el fin de comparar la eficacia de los diferentes conjuntos de postulados, se han

calculado las métricas propuestas en la Sección 6.3.3 para cada uno de los postulados, aśı

como para diferentes combinaciones de ellos. Como observación, el número de registros

con peĺıculas relevantes (es decir, aquellos registros de los 3000 registros del conjunto de

prueba donde el usuario calificó la peĺıcula con un valor igual o superior a cuatro) es 1977.

Como se mencionó previamente, este valor es necesario para poder calcular la cobertura.

La Figura 6.8 presenta los resultados para los diferentes conjuntos de postulados utilizando

el conjunto de prueba que consiste en 3000 clasificaciones. Las métricas de rendimiento

calculadas para las diferentes combinaciones de postulados se resumen en la Figura 6.9.

Postulados \ Tipo de respuesta TP TN FP FN UN 

Todos los postulados 1619 585 441 355 0 

Postulado 1 1449 609 414 528 0 

Postulado 2 551 163 142 132 2012 

Postulado 3 576 97 57 21 2249 

Postulado 4 129 17 3 2 2849 

Postulados 2 + 3 991 234 194 117 1464 

Postulados 2 + 4 551 163 142 132 2012 

Postulados 3 + 4 529 85 47 14 2325 

Postulados 2 + 3 + 4 991 234 194 117 1464 

Figura 6.8: Resultados para diferentes conjuntos de postulados.

Cabe observar que la precisión más baja (0.78) se obtiene cuando solo se utiliza el

Postulado 1. Este caso puede ser tomado como una ĺınea de base para la comparación. El

Postulado 1 solo tiene en cuenta la información cuantitativa. Por otro lado, se consiguió



Evaluación emṕırica de los enfoques 165

Postulados \ Métrica Precisión Cobertura Exactitud F(1) F(0.5) 

Todos los postulados 0.79 0.82 0.44 0.80 0.79 

Postulado 1 0.78 0.73 0.41 0.75 0.77 

Postulado 2 0.80 0.28 0.24 0.41 0.58 

Postulado 3 0.91 0.29 0.25 0.44 0.64 

Postulado 4 0.98 0.07 0.07 0.12 0.26 

Postulados 2 + 3 0.84 0.50 0.35 0.63 0.58 

Postulados 2 + 4 0.80 0.28 0.24 0.41 0.58 

Postulados 3 + 4 0.92 0.27 0.23 0.41 0.62 

Postulados 2 + 3 + 4 0.84 0.50 0.35 0.63 0.58 

Figura 6.9: Resumen del desempeño de diferentes conjuntos de postulados.

el mejor valor de precisión (0.98) cuando se utiliza el Postulado 4. Este postulado combina

información cualitativa sobre los actores y los géneros que al usuario le gustan. Sin embar-

go, es claro que la alta precisión alcanzada por el Postulado 4, se produce a costa de una

cobertura muy pobre (0.07), que se puede interpretar como que el recomendador basado

en este postulado solo recomienda una peĺıcula a un usuario si tiene una alta confianza

de que al usuario le va a gustar.

Además, es interesante observar que los postulados cualitativos (Postulados 2, 3 y 4 )

son superiores en términos de precisión a la combinación de postulados cualitativos y cuan-

titativos (Todos los postulados). Sin embargo, hay que observar que el enfoque cuantitativo

logra una cobertura considerablemente superior que los enfoques cualitativos. Mientras

que para el dominio de recomendación de peĺıculas la precisión es más importante que

cobertura, otros dominios de aplicación, tales como el diagnóstico médico, pueden be-

neficiarse enormemente de lograr una alta cobertura. Como observación final sobre esta

cuestión, habŕıa que hacer hincapié en que, para el caso cuando se consideran en conjunto

todos los postulados, el número de casos resueltos por las recomendaciones cualitativas

para los experimentos presentados es la suma de los casos resueltos considerando los Pos-

tulados 2, 3, y 4 en conjunto, es decir, la suma de los casos resueltos en la última fila en la

Figura 6.8, que suma un total de 1536. Por lo tanto, cuando se consideran conjuntamente

los postulados cuantitativos y cualitativos en un recomendador mixto, más de 50 % de

los casos (1536 de 3000) se resuelven tomando en cuenta aspectos que surgen del enfoque

cualitativo.
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Enfoque cuantitativo vs. enfoque mixto

El objetivo espećıfico de esta parte de la experimentación es arrojar algo de luz sobre

la cuestión de si aumentar un recomendador cuantitativo básico con aspectos cualitativos

de hecho da lugar a mejoras significativas.

Para medir esto, se han planteado 3000 consultas a dos programas DBI-DeLP diferentes.

El primer programa tiene como único caso de recomendación al Postulado 1, y por lo

tanto se trata de un recomendador puramente cuantitativo utilizando solo la calificación

promedio de las peĺıculas para las recomendaciones. El segundo programa representa el

enfoque mixto y utiliza los Postulados 1, 2, 3 y 4 para determinar si una peĺıcula en

particular debeŕıa ser recomendada para algún usuario o no. Como observación, para el

recomendador mixto el criterio de prioridad entre reglas (o postulados) se instancia de la

siguiente manera:

Postulado 4 > Postulado 3 > Postulado 2 > Postulado 1.

La razón detrás de esta elección es que, para el escenario de recomendación de peĺıculas,

se prefiere dar prioridad a la precisión sobre la cobertura, ya que es preferible recomendar

una pequeña cantidad de peĺıculas a los usuarios si eso significa que los usuarios tenderán

a estar de acuerdo con las recomendaciones ofrecidas. Entonces, se ha optado por esta-

blecer esta prioridad de acuerdo a los resultados que se muestran en la Sección 6.3.4. Hay

que observar que el esquema de prioridades presentado significa que los postulados más

importantes para este recomendador en particular son los cualitativos. Por lo tanto, el

desacuerdo entre el enfoque cuantitativo y algunos de los enfoques cualitativos siempre se

resuelve a favor de los cualitativos. En la práctica, esto hace que las respuestas obtenidas

en función de los aspectos cuantitativos sean refinadas (invalidándolos) por los aspectos

cualitativos, incluso en los casos en que las recomendaciones coinciden.

Postulados \ Tipo de respuesta TP TN FP FN 

Recomendador cuantitativo 1449 609 414 528 

Recomendador mixto 1619 585 441 355 

Figura 6.10: Resultados obtenidos por los enfoques cuantitativos y mixto.

Los resultados de comparar el enfoque puramente cuantitativo con el enfoque mixto

se encuentran resumidos en la Figura 6.10.
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Con el fin de determinar si las mejoras logradas por los recomendadores mixtos fue-

ron estad́ısticamente significativas, se dividieron las 3000 calificaciones en el conjunto de

prueba en 30 muestras de 100 elementos cada una. Tomando como base los resultados ob-

tenidos se realizó un análisis estad́ıstico. La Figura 6.11 presenta los resultados obtenidos

por el enfoque cuantitativo, y la Figura 6.12 presenta los resultados del enfoque mixto.

Se muestran las medias (MEAN), las desviaciones estándar (STDEV) y los intervalos de

confianza al 95 % (95 % CI) para cada tipo de respuesta.

Tipo de respuesta \ Parámetro MEAN STDEV 95% C.I. 

TP 48.30 4.92 [46.54, 50.06] 

TN 20.30 4.04 [18.86, 21.74] 

FP 13.80 2.68 [12.84, 14.76] 

FN 17.60 3.73 [16.27, 18.93] 

TP + TN 68.60 4.38 [67.03, 70.17] 

Figura 6.11: Media, desviación estándar e intervalo de confianza al 95 % para el enfoque

cuantitativo.

Tipo de respuesta \ Parámetro MEAN STDEV 95% C.I. 

TP 53.97 5.16 [52.14, 55.80] 

TN 19.50 4.37 [17.94, 21.06] 

FP 14.70 3.17 [13.56, 15.83] 

FN 12.17 3.73 [10.83, 13.50] 

TP + TN 73.47 3.32 [72.28, 74.65] 

Figura 6.12: Media, desviación estándar e intervalo de confianza al 95 % para el enfoque

mixto.

6.3.5. Análisis de los resultados

Se pueden extraer varias conclusiones de los experimentos anteriores, considerando

primero cuál es la mejor combinación de los postulados en el escenario propuesto de

recomendación de peĺıculas y segundo, si el refinamiento de un enfoque cuantitativo básico

con aspectos cualitativos de hecho logra mejorar el rendimiento.
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Análisis de la eficacia de los postulados

Las métricas de precisión y cobertura indican la eficacia de un sistema de recomenda-

ción desde dos perspectivas diferentes: la calidad y la cantidad de las recomendaciones.

T́ıpicamente, el aumento de la cobertura de un sistema viene a expensas de una disminu-

ción de su precisión [BG94, Alv02]. Como puede verse en el rendimiento del recomendador

propuesto, la compensación entre la precisión y la cobertura está presente aqúı también.

Aquellas combinaciones de postulados que dan lugar a la precisión más baja, son aquellas

que logran la más alta cobertura, mientras que la que tiene la mejor precisión (Postula-

do 4 ) tiene una cobertura muy baja.

Ciertamente, los diferentes dominios de aplicación darán diferente prioridad a la pre-

cisión y a la cobertura. Como se ha indicado antes, en ciertos dominios tales como el de

diagnósticos médicos la cobertura se considera con frecuencia como más importante que

la precisión, ya que es aceptable aumentar el número de falsos positivos si eso significa

también aumentar el número de posibles causas sugeridas para un śıntoma dado. Esto

minimizaŕıa la posibilidad de dejar una enfermedad sin ser detectada. Sin embargo, en el

dominio de la recomendación de peĺıculas se considera que la calidad es un aspecto más

importante que la cantidad. Es decir, es preferible recomendar un pequeño número de

peĺıculas al usuario que, con alta certeza, le van a gustar que presentar un gran número

de recomendaciones poco fiables. Hay que observar que no hay ninguna ventaja real en

recomendar a los cientos de usuarios miles de peĺıculas ya que los usuarios seguramente

no podrán ver todas al mismo tiempo. Además, presentar demasiadas recomendaciones

de peĺıculas probablemente significa que varias de ellas están mal recomendadas, desper-

diciando el tiempo de los usuarios, además de no cumplir con el objetivo del sistema como

recomendador. También, puede ser el caso de que después de que los usuarios han visto las

peĺıculas recomendadas piden recomendaciones más recientes, posiblemente teniendo en

cuenta la nueva información (tanto la calificación otorgada a las peĺıculas recomendadas

y peĺıculas más recientes), en el supuesto de que los conjuntos de datos se actualizan.

Teniendo en cuenta estos ajustes, se centró el análisis del desempeño de los postulados

dando prioridad a la precisión sobre la cobertura. Por otra parte, se centró el análisis en

las recomendaciones positivas (es decir, a favor de ver una peĺıcula) y no en las negativas

(es decir, a favor de no ver una peĺıcula). Los resultados obtenidos con respecto a TP, TN,

FP y FN se muestran en la Figura 6.13. Un gráfico completo de precisión y cobertura se

puede ver en la Figura 6.14.
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Figura 6.13: Los resultados obtenidos por las diferentes combinaciones de postulados.

Es importante destacar que los desempeños de todos los postulados evaluados es bas-

tante bueno, teniendo en cuenta que la precisión más baja alcanzada fue de 0.78. A pri-

mera vista, es evidente que el Postulado 4 (es decir, recomendar una peĺıcula a un usuario

basado en los actores y géneros de peĺıculas favoritos del usuario al mismo tiempo) es el

enfoque más preciso, y prácticamente no falla cuando se hace una recomendación, con solo

cinco respuestas incorrectas (tres de ellas son falsos positivos) entre las 141 recomendacio-

nes que ha ofrecido (más de 132 recomendaciones positivas). Además, hay que observar

que la gran proporción de indecisos del Postulado 4 (2849 de 3000) afecta severamente la

cobertura, que se explica por el hecho de que, siendo el postulado más espećıfico, es dif́ıcil

encontrar dos razones cualitativas (el género de la peĺıcula y los actores) que soportan

simultáneamente la recomendación.

Otro punto importante a notar es que el Postulado 3 (que recomienda basado solo

en los actores de una peĺıcula) tiene también una muy alta precisión (la diferencia con el

Postulado 4 es de solo 0.07) y mejora en gran medida la cobertura (una diferencia de 0.22

a favor del Postulado 3 ). Aunque ya se mencionó que para este dominio de aplicación

la precisión es más importante que la cobertura, esta pequeña diferencia en la calidad

de los resultados, a lo largo de la diferencia significativa en la cantidad de resultados

recomendados hace del Postulado 3 un contendiente destacado para el Postulado 4.



170 Caṕıtulo 6. Sistemas de recomendación mixtos basados en argumentación

0

0,1

0,2

0,3

0,4

0,5

0,6

0,7

0,8

0,9

1

Todos los postulados Postulado 1 Postulado 2 Postulado 3 Postulado 4 Postulados 2 + 3 Postulados 2 + 4 Postulados 3 + 4 Postulados 2 + 3 + 4

Precisión

Cobertura

Figura 6.14: La precisión y cobertura obtenida combinando diferentes postulados.

Esto es más evidente si tenemos en cuenta sus F(0,5)-calificación (que prefiere precisión

sobre cobertura), con una diferencia de 0.38 a favor del Postulado 3. Además, la combi-

nación del Postulado 3 y el Postulado 4 tiene también un muy buen desempeño, como se

esperaba.

Como observación final, hay que hacer hincapié en que la diferencia en la precisión

entre recomendar teniendo en cuenta los actores favoritos de los usuarios (Postulado 3 )

y teniendo en cuenta los géneros de peĺıculas favoritos de los usuarios (Postulado 2 )

parece indicar que los actores que actúan en una peĺıcula son mejores descriptores de las

preferencias de los usuarios que los géneros de una peĺıcula.

Análisis del enfoque cuantitativo vs. enfoque mixto

La siguiente parte del análisis tiene la intención de descubrir si hay una mejora signi-

ficativa en el rendimiento del enfoque cuantitativo cuando se refinan sus respuestas por

medio de aspectos cualitativos. La primera particularidad interesante a destacar es que

esta combinación ha dado como resultado un aumento en el número de verdaderos posi-

tivos pero no se observaron otras mejoras. Por lo tanto, parece que, cuando se trata de

recomendar negativamente una peĺıcula, la diferencia entre los dos enfoques es pequeña y

por otra parte se observa una sutil mejora en el enfoque cuantitativo. Sin embargo, como
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se ha señalado antes, las recomendaciones más importantes para el escenario propuesto

de recomendación de peĺıculas son los casos positivos.

Se puede ver que, para los 3000 casos probados, el enfoque mixto obtiene 170 ver-

daderos positivos más que el enfoque cuantitativo. Además, los resultados presentados

en la Figura 6.11 y la Figura 6.12 indican que en los resultados del enfoque mixto hay

mejoras significativas en el número de TP sobre el enfoque cuantitativo. Por último, hay

que observar que las mejoras también son estad́ısticamente significativas si se tiene en

cuenta todo el conjunto de respuestas correctas obtenidas por los enfoques, es decir, si se

tiene en cuenta el número de TP y TN juntos, incluso cuando ese no es el caso si solo

consideramos la proporción de TN de los recomendadores solos.

Los resultados experimentales presentados en esta sección destacan el hecho de que la

incorporación de los aspectos cualitativos en un recomendador no solo ayuda a propor-

cionar transparencia, sino también pueden resultar en mejoras significativas con respecto

a los enfoques cuantitativos más básicos.

6.3.6. Comparación con algunos métodos del estado del arte

usados en la recomendación de peĺıculas

Con el fin de completar el análisis de la propuesta, se proporciona una comparación

entre el enfoque mixto propuesto en este caṕıtulo y algunos enfoques del estado del arte

en la recomendación, derivados de técnicas cuantitativas. Para evaluar el desempeño de

técnicas de recomendación propuestas para el dominio de las peĺıculas, la mayoŕıa de

los trabajos realizan un experimento offline mediante un conjunto de datos previamente

recogidos de las calificaciones de los usuarios. Suelen ser adoptadas dos metodoloǵıas

principales para la presentación de reportes de rendimiento. Por un lado, la predicción

del sistema se considera como un problema de clasificación binaria y por lo tanto se

calculan métricas como la precisión, cobertura y sus derivados. Por otro lado, si el sistema

intenta predecir la calificación numérica que un usuario le daŕıa a una peĺıcula, se informa

habitualmente una medida de la exactitud de las calificaciones del sistema de predicción,

como la ráız del error cuadrado medio (RMSE).

Como se ha reconocido en investigaciones previas [GBC+14], la segunda metodoloǵıa

no es adecuada para escenarios donde son posibles solo los resultados booleanos (como

recomendaciones positivas y negativas), como es el caso de la propuesta presentada para
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realizar una recomendación basada en argumentación. Por lo tanto, el análisis compa-

rativo es restringido a los trabajos que adoptan un enfoque de evaluación orientado a

la precisión. Entre estos trabajos, no ha sido posible encontrar ningún ejemplo en la li-

teratura que use exactamente el mismo conjunto de datos empleado en este trabajo, el

conjunto de datos MovieLens 10M, sino que los experimentos se realizaron principalmen-

te utilizando versiones más limitadas, tales como MovieLens 100K 7 y MovieLens 1M 8.

Debido a estas limitaciones, una comparación completamente justa entre el enfoque pro-

puesto y otras técnicas de vanguardia no es posible. Como consecuencia, se ofrece una

comparación aproximada entre el enfoque propuesto y otras alternativas recientes dife-

rentes. El primer método seleccionado para la comparación se basa en una nueva métrica

de similitud bayesiana [GZY13], el segundo método es un enfoque basado en contenido

compatible con Linked Open Data [NMO+12], el tercer método es un enfoque h́ıbrido ba-

sado en algoritmos de estimación de la distribución (en inglés, Estimation of Distribution

Algorithms) [LLFZ14], y el cuarto método es un enfoque basado en filtrado colaborativo

usando una ontoloǵıa y técnicas de reducción de dimensionalidad [NIB18].

Es necesario hacer hincapié en que, debido a esas diferencias, proporcionar una compa-

ración justa entre los enfoques es una tarea muy dif́ıcil. Es decir, no es apropiado comparar

directamente las precisiones sin tener en cuenta ciertas diferencias en el ambiente de re-

comendación. Luego, en cada comparación se establecen esas diferencias. En lo que sigue

se presentan los resultados obtenidos por métodos probados en los conjuntos de datos

mencionados, y se proporcionan las comparaciones, tanto en los resultados propiamente

dichos como en los métodos utilizados para obtenerlos.

Comparación con un recomendador basado en una métrica de similaridad

bayesiana

En [GZY13], se introduce un nuevo método de similitud bayesiano (BS) para medir la

similitud de los usuarios. La medida de similitud propuesta se basa en la distribución de

Dirichlet, teniendo en cuenta tanto la dirección y la longitud de los vectores de calificación.

Esta medida ayuda a superar varios problemas que vienen del cálculo de la similitud del

coseno o el coeficiente de correlación de Pearson en los enfoques de filtrado colaborativo.

7https://grouplens.org/datasets/movielens/100k/
8https://grouplens.org/datasets/movielens/1m/
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Uno de los beneficios más importantes de esta novedosa medida de similitud es que

disminuye la correlación por azar (donde los usuarios se consideran “similares” solo debido

a un pequeño número de elementos clasificados conjuntamente). En el mencionado trabajo

se informa sobre un análisis emṕırico en seis conjuntos de datos del mundo real, donde los

experimentos indican que el método BS genera similitudes entre usuarios más realistas

y distinguibles que los métodos de ĺınea de referencia (baselines) seleccionados para la

comparación.

Con el fin de comparar el método BS con el enfoque propuesto, es necesario centrarse

en los experimentos reportados por los autores para un escenario de recomendación de

peĺıculas basado en el conjunto de datos MovieLens 100K de GroupLens. Es importante

mencionar que una comparación directa de los valores de precisión obtenidos por BS y

el enfoque mixto propuesto ciertamente no será justa, ya que presentan una precisión en

los resultados de n (p@n), yendo de 2 a 20 recomendaciones. Hay que tener en cuenta

que no se han calificado ni restringido el número de recomendaciones consideradas del

total de 3000 casos, ya que solo se tienen respuestas binarias, es decir, recomendar o no

recomendar. Por lo tanto, en cierto sentido, los resultados obtenidos se pueden reportar

como de “precisión a rango 3000”. Mientras que el rendimiento obtenido por BS es muy

alto, la precisión disminuye a medida que crece la lista de recomendaciones. Mientras

que para 2 recomendaciones, la precisión obtenida es 0.9801, para n = 20 la precisión

es 0.8338. Por lo tanto, considerando que se ha obtenido un valor de precisión de 0.98

para una lista de longitud 3000 (Postulado 4 ), se puede concluir que el rendimiento en

términos de precisión del enfoque propuesto no es inferior al obtenido por el método BS.

Sin embargo, como se esperaba, hay una diferencia significativa en términos de cobertura

a favor del método BS. Sin embargo, como se argumentó anteriormente, se considera

que en un escenario de recomendación de peĺıculas la cobertura no es un factor crucial,

y puede ser preferible perder algo de cobertura para obtener beneficios que podŕıan ser

más significativos, como la interpretabilidad de los los resultados y las explicaciones en

lenguaje natural.

Comparación con un recomendador compatible con Linked Open Data

Un enfoque diferente a la recomendación de peĺıculas se toma en [NMO+12], donde

la idea clave es aprovechar la información codificada en RDF disponible en la web de

datos (en inglés, Web of Data). Esta información se utiliza para desarrollar un sistema
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de recomendación basado en contenido que aprovecha los datos disponibles dentro de

los conjuntos de datos de Linked Open Data (LOD), en particular, DBpedia, Freebase

y LinkedMDB. Sobre la base de tal información, los autores proponen un enfoque de

modelado de espacio vectorial que se utiliza para determinar similitudes entre recursos

RDF en LOD para generar recomendaciones.

Hay algunas similitudes en el esṕıritu del enfoque mixto y el enfoque LOD. Por ejemplo,

el uso de técnicas basadas en contenido (aunque, como se indicó anteriormente, en el

enfoque mixto es posible implementar el filtrado colaborativo de manera casi directa).

Además, también utilizan la calificación de usuario binaria, esto les permite estar en

ĺınea con las tendencias en la Web social 2.0 (me gusta/no me gusta), como expresan los

autores. De manera similar al enfoque mixto, la recomendación basada en LOD aumenta

la información asociada con las peĺıculas utilizando fuentes de datos adicionales. En este

caso, los datos proporcionados por GroupLens están vinculados a fuentes LOD (DBpedia).

Otra similitud con la propuesta de este caṕıtulo es que el recomendador basado en LOD

asume que si dos peĺıculas comparten cierta información (por ejemplo, parte del reparto),

entonces están relacionadas entre śı, explotando dicha relación en el momento de definir un

perfil de usuario. Por otro lado, a diferencia del enfoque mixto, la similitud se determina

de forma cuantitativa, en función del gráfico RDF asociado a los recursos.

El recomendador basado en LOD fue evaluado utilizando el conjunto de datos Movie-

Lens 1M de GroupLens, y como en el enfoque de BS, se informan precisión y cobertura

a diferentes rangos. El enfoque se compara con otros sistemas de recomendación basados

en palabras clave que no utilizan LOD, demostrando que el enfoque propuesto los supera.

Como suele ser el caso, la precisión tiende a disminuir (y la cobertura a aumentar) cuan-

do se toman en cuenta más recomendaciones. Si solo se considera la recomendación del

tope de la lista, es decir (p@1), entonces el enfoque logra una precisión de 0.834 con una

cobertura de 0.06. Para el rango máximo calculado (p@20) el recomendador logra una

precisión de 0.707, con una cobertura perfecta. Una vez más, de acuerdo con los resultados

observados, se puede concluir que el enfoque mixto supera al enfoque basado en LOD en

términos de precisión, y aunque tiene una cobertura inferior, los resultados obtenidos no

son sustancialmente inferiores que la mayoŕıa de los resultados reportados.
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Comparación con un recomendador basado en algoritmos de estimación de

distribución

Otro enfoque para la recomendación de peĺıculas se presenta en [LLFZ14], donde se in-

troduce un nuevo sistema de recomendación h́ıbrido que aprovecha el filtrado colaborativo

y los mecanismos basados en contenido. Una caracteŕıstica sobresaliente de este sistema

es la aplicación de algoritmos de estimación de la distribución (EDA) para conocer las

preferencias de los usuarios. Las preferencias de los usuarios se combinan en los perfiles

de interés de los usuarios, que se utilizan para describir con precisión las caracteŕısticas

de interés de los usuarios. Sobre la base de los perfiles de interés del usuario, el mecanis-

mo basado en contenido del modelo puede recomendar nuevos elementos a los usuarios.

Además, el mecanismo de filtrado colaborativo sufre menos del problema de la dispersión

porque la similitud del usuario está determinada por los perfiles de usuario en lugar de

por la matriz de elementos-usuarios.

El enfoque EDA se prueba utilizando una extensión del conjunto de datos Movie-

Lens 1M de GroupLens. Al igual que en el enfoque mixto propuesto, las caracteŕısticas

asociadas con cada peĺıcula se aumentan con información adicional (directores, escritores,

actores, géneros, etc.) obtenida de IMDb. El enfoque basado en EDA se compara con

otros enfoques, como lo son el kNN (para k = 30 ) y el bayesiano näıve, demostrando que

los supera. La precisión a rango 5 alcanzada por el enfoque basado en EDA es de 0.955,

mientras que la precisión a rango 10 es de 0.873. Como se mencionó anteriormente, en el

enfoque mixto propuesto no se ha restringido el número de recomendaciones consideran-

do la totalidad de las 3000 realizadas, ya que solo se tienen respuestas binarias, es decir,

recomendar o no. Por lo tanto, en cierto sentido, los resultados del enfoque mixto pueden

verse como una precisión a rango 3000 (p@3000 ). La precisión general y los valores de co-

bertura también se calculan con diferentes ajustes de parámetros para los EDA, logrando

una precisión que fluctúa entre 0.736 y 0.772, y una cobertura que vaŕıa de 0.734 a 0.726.

Aunque la precisión obtenida es excelente, siempre que la longitud de la lista de elementos

recomendados aumente, la precisión disminuye. Mientras que para 5 recomendaciones la

precisión obtenida es de 0.955, para 10 recomendaciones la precisión es de 0.873. Por lo

tanto, considerando solamente el Postulado 4, se ha medido la precisión para una lista de

3000 recomendaciones que alcanzan precisiones de hasta 0.98, por lo que se puede concluir

que el desempeño del enfoque mixto en esos términos no es en absoluto inferior al obtenido

por este otro enfoque. Una vez más, se está en presencia de un sistema cuya precisión es
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inferior a la alcanzada por el enfoque mixto. Por otro lado, la cobertura obtenida por el

enfoque basado en EDA es superior al logrado por el enfoque mixto, excepto cuando se

utilizan todos los postulados, donde el enfoque mixto logra una cobertura de 0.82.

Comparación con un recomendador basado en filtrado colaborativo usando

ontoloǵıa y técnicas de reducción de dimensionalidad

El trabajo presentado en [NIB18] desarrolla un nuevo método de recomendación h́ıbri-

do basado en el enfoque de filtrado colaborativo, utilizando técnicas de reducción de

dimensionalidad y una ontoloǵıa. Aqúı se usa la ontoloǵıa para mejorar la precisión de las

recomendaciones en la parte del filtrado colaborativo. En esta parte, también utilizan una

técnica de reducción de dimensionalidad, la de descomposición en valores singulares (SVD,

del inglés Singular Value Decomposition), para encontrar los elementos y usuarios más

similares en cada grupo de elementos y usuarios, lo que puede mejorar significativamente

la escalabilidad del método de recomendación.

El recomendador basado en Ontoloǵıa + SVD fue evaluado utilizando el conjunto de

datos MovieLens 1M de GroupLens, y como en otros de los enfoques seleccionados, se

informan precisión y F1 a diferentes rangos. Al igual que en el enfoque mixto propuesto,

distintas caracteŕısticas asociadas con cada una de las peĺıculas fueron aumentadas con

información adicional obtenida de IMDb. Para evaluar el método propuesto utilizando

métricas de precisión de sistemas de soporte de decisión, la precisión y F1 se calcularon

a diferentes rangos n (p@n). En esta investigación, se consideró n = 5, 10, 20, 30, 40 y

50, es decir, el método se evaluó recomendando las mejores 5, 10, 20, 30, 40 y 50 peĺıculas

según el sistema de recomendación propuesto. En cambio en el enfoque mixto, como ya

se observó anteriormente, se puede decir que los resultados son reportados en “precisión

a rango 3000”.

La precisión lograda por el método Ontoloǵıa + SVD va incrementándose a medida

que aumenta n, hasta que se consideran 25 recomendaciones, donde alcanza una máxima

precisión de 0.833, y a partir de ese punto, a mayor número de recomendaciones, como

suele ser el caso, la precisión tiende a disminuir. El método Ontoloǵıa + SVD tiene una

precisión bastante pareja yendo desde las 5 a las 50 recomendaciones y oscila entre 0.787

y 0.833. Si se comparan estos valores con el enfoque que considera solo los postulados

cualitativos (Postulados 2, 3 y 4 ) se observan valores muy similares en términos de pre-

cisión, aunque en cobertura el método Ontoloǵıa + SVD es superior. En cambio si se
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comparan con los valores obtenidos del Postulado 4 se puede concluir que éste es superior

en términos de precisión, sin embargo hay una diferencia considerable en términos de

cobertura. De todos modos, como ya se argumentó con anterioridad, en el escenario de

recomendación de peĺıculas, puede ser preferible perder algo de cobertura para obtener

otras ventajas más significativas, como las explicaciones en lenguaje natural.

Comparación final

En resumen, la Figura 6.15 presenta una comparación final del desempeño de los méto-

dos analizados. En esta figura se presenta el mejor rendimiento obtenido por cada uno de

los enfoques en términos de precisión, incluyendo también el número de recomendaciones

para el que se obtuvo como resultado.

A partir del análisis de la Figura 6.15 se puede concluir que la eficacia del enfoque mixto

propuesto es de ninguna manera significativamente inferior a la de los otros enfoques.

Además, es importante destacar las principales ventajas de la propuesta de este enfoque:

Transparencia. Aunque los usuarios finales no pueden percibir el proceso dialécti-

co que conduce a la recomendación (que claramente no es necesario), tienen acceso

a explicaciones en lenguaje natural claras de los motivos subyacentes a las recomen-

daciones dadas. Esta caracteŕıstica ayuda en la construcción de la confianza de los

usuarios y mejora la capacidad de retroalimentación del sistema.

Flexibilidad. El uso de reglas facilita la definición de criterios cuantitativos y

cualitativos para guiar el proceso de recomendación. Esto se complementa con un

enfoque simple para definir criterios de preferencia de los argumentos. Por otra

parte, el enfoque propuesto hace posible pasar de un sistema de recomendación

basado en contenido a uno basado en filtrado colaborativo con bastante facilidad,

o incluso combinar los enfoques de manera arbitraria, simplemente cambiando las

prioridades entre las reglas.

Para escenarios como el que se presenta en este caṕıtulo, tales ventajas pueden ayudar

a superar algunos de los problemas de la recomendación, y que vale la pena mantenerlas

incluso cuando se producen a costa de un (pequeño) decremento en el desempeño. Por

otra parte, para algunos otros escenarios, los enfoques puramente cuantitativos han de-

mostrado ser adecuados y prácticos. Tanto la investigación sobre enfoques cuantitativos
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Método Resultados @ n Precisión Cobertura 

Todos los postulados n = 3000 0.79 0.82 

Postulados cualitativos (2 + 3 + 4) n = 3000 0.84 0.50 

Solo Postulado 4 n = 3000 0.98 0.07 

BS n = 2 0.98 0.45 

LOD n = 1 0.83 0.06 

EDA n = 5 0.95 0.73 

Ontología + SVD n = 25 0.83 0.85 

Figura 6.15: Comparación con los métodos del estado del arte en la recomendación de

peĺıculas.

puros como la investigación sobre sistemas de recomendación basados en argumentación

tienen un gran potencial, tanto por śı mismos como en conjunto, planteando preguntas

importantes e interesantes. En términos generales, se podŕıa decir que los enfoques cuan-

titativos y cualitativos no son opuestos ni excluyentes, sino que son complementarios.

Podŕıan beneficiarse enormemente entre śı, de la misma manera que lo hacen las técnicas

basadas en contenido y de filtrado colaborativo.

Como suele ocurrir en inteligencia artificial en general, y en los sistemas expertos en

particular, la elección de un enfoque sobre el otro (o una combinación de ellos) dependerá

en gran medida del dominio de aplicación y las necesidades de los usuarios. No parece

haber un mejor enfoque general, y es el dominio de la aplicación y las necesidades de los

usuarios lo que determina cuál es el mejor método para adoptar. Por ejemplo, para el

escenario de recomendación de peĺıculas, la posibilidad de proporcionar explicaciones en

lenguaje natural a las recomendaciones parece ser lo suficientemente atractiva, incluso si

esto es a costa de una pérdida de precisión o cobertura. En otros escenarios, se podŕıa

argumentar que las explicaciones no son tan importantes, mientras que lograr un alto

rendimiento es crucial.

6.4. Trabajo relacionado

Hasta donde sabemos, este es el primer intento de proporcionar un enfoque basado

en argumentación para la recomendación de peĺıculas con la capacidad de justificar los

elementos sugeridos. Sin embargo, el problema de proporcionar recomendaciones comple-
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mentadas con justificaciones ya se ha estudiado en otros trabajos. En [SS02] se presenta un

análisis en el que se examina el papel de la transparencia en los sistemas de recomendación,

es decir, la importancia de que un usuario entienda por qué se hizo una recomendación

particular. En ese trabajo, se presenta un estudio que indica que los usuarios prefieren

recomendaciones transparentes a no transparentes. Para nuevos elementos, este resultado

no es sorprendente, sin embargo, el estudio también muestra que los usuarios prefieren

saber por qué se recomendó un art́ıculo incluso para aquellos que ya conocen y les gustan.

Esto sugiere que los usuarios no solo buscan recomendaciones ciegas de un sistema, sino

que también buscan una justificación de la elección del sistema. En [BM05] se resuelve

que la contribución más importante de las explicaciones no es convencer a los usuarios a

adoptar recomendaciones (promoción), sino permitirles tomar decisiones más informadas

y precisas sobre qué recomendaciones utilizar (satisfacción). En [GJG14] se revela que las

explicaciones representadas mediante una nube de etiquetas basadas en el contenido son

particularmente útiles para aumentar el nivel de transparencia percibido por el usuario y

para aumentar la satisfacción del usuario, a pesar de que exigen un mayor esfuerzo cog-

nitivo por parte del usuario. Además, los autores presentan evidencia que muestra que la

satisfacción es un requisito previo a la confianza, siendo la transparencia percibida por el

usuario importante para la satisfacción y la confianza del usuario. Cuando la eficiencia no

tiene un efecto importante en la satisfacción y la confianza, la persuasión positiva y nega-

tiva puede causar la pérdida de confianza de los usuarios. Su análisis también reveló una

fuerte relación entre la transparencia y la satisfacción. También llegaron a la conclusión

de que los tipos de explicación tienen diferentes efectos en los usuarios, como decisiones

más rápidas, mayor transparencia o mayor satisfacción. En [CFLH14] se estudió si la idea

general de aprender de las explicaciones funciona y demostraron que las explicaciones

pueden considerarse como una valiosa fuente de conocimiento que puede ser brindada por

un RS. Esta investigación se centra en el uso de las opiniones de los vecinos (sobre los

elementos previamente calificados por el usuario) en las explicaciones. Los autores con-

cluyen que es posible aprender de un conjunto de explicaciones, aunque esto depende en

gran medida del usuario, y se puede usar un procedimiento automático para analizar el

papel de las diferentes caracteŕısticas presentadas en una explicación. El RS de peĺıculas

MoviExplain [SNM09] proporciona una justificación al presentar las caracteŕısticas de la

peĺıcula que le podŕıan gustar al usuario en una tabla. Esta tabla muestra en una co-

lumna el nombre de la peĺıcula, en otra llamada “El motivo es” indica la caracteŕıstica

preferida del usuario, y por último, otra columna “Porqué calificó” indica el historial de
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calificaciones del usuario. Otros enfoques basados en texto para respaldar la justificación

se han estudiado en [TM11].

En [TM07] se proporciona una revisión muy amplia de las explicaciones en los sistemas

de recomendación. En su trabajo, argumentan que “una buena explicación podŕıa ayudar a

inspirar confianza y lealtad de los usuarios, aumentar la satisfacción, hacer que los usuarios

encuentren lo que quieren más rápida y fácilmente, y persuadirlos para que prueben o

compren un art́ıculo recomendado”. Además, se puede ver que las explicaciones deben

poseer ciertas caracteŕısticas. Por ejemplo, se puede medir qué tan comprensible es una

explicación, lo que puede contribuir a la transparencia, como aśı también a la confianza

y satisfacción del usuario.

Varios trabajos de investigación sobre sistemas de recomendación se han centrado

en el dominio espećıfico de la recomendación de música o de peĺıculas [CNHAVGGS12,

HZF+13, OGDN+13, PZS14, KSP+19]. Por ejemplo en [BHC98] presentan un enfoque que

utiliza la información de calificación y las preferencias del usuario para implementar un re-

comendador social basado en contenido de peĺıculas. En su trabajo, presentan un enfoque

de recomendación de aprendizaje inductivo, formalizando el problema de recomendación

como un problema de aprendizaje. El enfoque propuesto utiliza Ripper, un sistema de in-

ducción de reglas, para aprender una función que toma un usuario y una peĺıcula y predice

si la peĺıcula será de su agrado o no, combinando información colaborativa y de conteni-

do. En otro trabajo [MMN02], proponen un marco para implementar un recomendador

de peĺıculas h́ıbrido. Este enfoque, denominado recomendación de filtrado colaborativo

aumentado por contenido, utiliza información de contenido externo para producir predic-

ciones para nuevos usuarios o nuevos elementos. El recomendador resultante resulta en un

rendimiento de recomendación superior al de algunos recomendadores puramente basados

en contenido o puramente basados en filtrado colaborativo. En [TH12] utilizan clustering

y proponen un recomendador basado en filtrado colaborativo combinado con métodos

basados en contenido. Para realizar el clustering los autores utilizaron k-means y mapas

auto-organizados (SOM) mientras que para sus experimentos recurrieron al conjunto de

datos de MovieLens. En otro trabajo [WCL14] desarrollaron un recomendador h́ıbrido

que combina el enfoque basado en contenido con filtrado colaborativo bajo un modelo

unificado denominado co-clustering con matrices aumentadas (CCAM). El recomendador

desarrollado fue evaluado en los conjuntos de datos MovieLens 100K y MovieLens 1M,

demostrando que la información basada en contenido puede ayudar a reducir el problema
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de la escasez al minimizar la pérdida de información de las matrices de datos basadas

en CCAM. En otra propuesta [LHC16] desarrollaron un sistema de recomendación de

peĺıculas basado en datos relacionales utilizando los datos de una ontoloǵıa del dominio.

Los autores plantearon algoritmos genéticos para el proceso de recomendación y utiliza-

ron el conjunto de datos MovieLens para la evaluación del método mediante el uso de

métricas como cobertura, diversidad y precisión. En [CPCP16] desarrollaron un sistema

de recomendación h́ıbrido que combina enfoques basados en contenido, filtrado colabora-

tivo y conocimiento del contexto. Además, se utilizan técnicas de la web semántica para

modelar la información del RS. Espećıficamente, la ontoloǵıa del recomendador se definió

con OWL 2. El método propuesto es evaluado utilizando el conjunto de datos de Mo-

vieLens 100K mediante las métricas F1, cobertura y precisión. Otro trabajo [MSL+16]

propone un marco completo para abordar conjuntamente los problemas de escalabilidad,

escasez, primer calificador y arranque en fŕıo al combinar métodos de mineŕıa de la web

y ontoloǵıas espećıficas del dominio. Las evaluaciones reportadas se basan en el conjunto

de datos de MovieLens 100K usando la métrica precisión. En [KA17] desarrollaron un

RS usando el sistema de interferencia difuso basado en redes adaptables (ANFIS) para

sistemas de recomendación con múltiples criterios, incorporando información demográfica

de los usuarios e información semántica ontológica basada en elementos. Los autores eva-

luaron el método propuesto utilizando los datos de la plataforma Yahoo! Movies mediante

las métricas F1, MAE y precisión. Los resultados de este trabajo revelaron que el uso de

información semántica mejora la precisión predictiva de los sistemas de recomendación de

criterios múltiples. En la propuesta presentada en [SLC+17] se desarrolla un RS utilizando

el filtrado colaborativo. En el enfoque propuesto, se utilizan datos demográficos estándar

de usuarios, como el género, la edad y la ocupación. Los vecinos se identifican mediante

el cálculo de la distancia euclidiana. Las recomendaciones se hacen en base a las peĺıculas

mejores calificadas del vecino más cercano. Las recomendaciones también son sensibles al

tiempo para mantenerse al d́ıa con los gustos cambiantes del usuario. Los resultados se

evalúan utilizando las métricas de precisión, cobertura y F-calificación.

A diferencia de las alternativas anteriores, el trabajo propuesto en este caṕıtulo incor-

pora inferencia basada en argumentación para el proceso de recomendación de peĺıculas

o canciones. Para respaldar la recomendación de una pelicula a un usuario, el sistema

realiza un análisis cualitativo y cuantitativo sobre diversos aspectos de la peĺıcula (como

podŕıan ser el género, los actores, los directores, los guionistas, etc.) y sobre las prefe-

rencias que tiene un usuario en particular. Además, el recomendador no solo proporciona
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una respuesta binaria (recomendar o no recomendar) sino que también proporciona una

justificación para esta respuesta.

El problema de potenciar la recomendación con argumentación también ha sido abor-

dado en [AP09, CMG09, BV15, FTG+17]. En el trabajo realizado en [GCRS13] se ofre-

cen explicaciones para dar soporte a las conclusiones del proceso argumentativo. Además,

en [TGGS15] se propone un mecanismo para que el usuario seleccione los criterios de

comparación de argumentos. Otros análisis teóricos y simulaciones dirigidas a combinar

aspectos cuantitativos y cualitativos para generar recomendaciones basadas en argumen-

tos se presentaron en [BCM13]. El trabajo presentado en este caṕıtulo extiende estos

resultados al describir un marco novedoso para los dominios espećıficos de las recomenda-

ciones de peĺıculas o canciones. Lo más importante es que presenta un estudio emṕırico

en el que se utilizan métricas de evaluación clásicas para determinar la efectividad de la

propuesta.

6.5. Conclusiones

Se ha introducido un enfoque basado en argumentación con la capacidad de mejorar

las tecnoloǵıas de recomendación. El enfoque propuesto tiene algunos puntos fuertes que

pueden ser útiles en escenarios de recomendación. Por ejemplo, la argumentación se puede

utilizar para realizar un análisis cualitativo de usuarios y elementos. Esto permite ir un

paso más allá con respecto al enfoque clásico, dando lugar a sistemas de recomendación

mixtos, es decir, sistemas que basan sus recomendaciones en aspectos tanto cualitativos

como cuantitativos del dominio. En particular, este enfoque puede hacer que sea más fácil

tomar en consideración varios aspectos antes de dar la recomendación final al usuario.

Estos aspectos se pueden aplicar para modelar algunas caracteŕısticas útiles que a veces

son dif́ıciles de tomar en cuenta en enfoques puramente cuantitativos. Por ejemplo, la

naturaleza rebatible de las preferencias de los usuarios en entornos complejos. Los en-

foques cuantitativos para la recomendación se basan t́ıpicamente en el uso de una serie

de parámetros, lo que hace que la interpretación de los resultados no sea intuitiva. En

la propuesta ofrecida en este caṕıtulo, es posible expresar de manera coloquial la razón

detrás de cada recomendación. Además, es posible modelar restricciones a las recomenda-

ciones basadas en información contextual heterogénea (por ejemplo, el clima o el estado

de ánimo de los usuarios).
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Una caracteŕıstica útil del formalismo es que para incluir un nuevo aspecto (postula-

do) es posible expresarlo en la forma de una o más reglas DeLP, e indicar la preferencia

asignada a estas reglas. Este modelado de aspectos basado en reglas permite dar re-

comendaciones basadas en criterios cuantitativos (si las reglas los modelan), o criterios

cualitativos. Además, el uso de preferencias lleva a otra ventaja, ya que es posible pasar

del enfoque basado en contenido al enfoque basado en filtrado colaborativo con bastante

facilidad, simplemente cambiando las prioridades entre las reglas. Otra caracteŕıstica útil

es el uso de estructuras coherentes de razones (argumentos) para generar explicaciones

para los elementos recomendados. Estas explicaciones razonadas son útiles para generar

confianza en los usuarios y favorecer la retroalimentación en el sistema.

También se proporciona un análisis comparativo entre el enfoque propuesto y algu-

nas técnicas del estado del arte para la recomendación de peĺıculas. De este análisis se

desprende que el rendimiento del enfoque propuesto es comparable al de otros enfoques

existentes. Aunque no es superior, tampoco es sustancialmente inferior. Es importante

enfatizar que las principales ventajas del enfoque propuesto con respecto a otros métodos

del estado del arte son su transparencia (que promueve la confianza de los usuarios) y su

flexibilidad (que facilita la modelización de diferentes aspectos de una manera natural).

Finalmente, es importante mencionar que los experimentos realizados mostraron que

el proceso de argumentación en el que se basan las recomendaciones puede tratar con

cantidades masivas de datos, como el conjunto de datos MovieLens 10M, ya que el tiem-

po de respuesta promedio para las consultas fue de aproximadamente dos segundos. Por

lo que sabemos, esta es la primera vez que se prueba la programación en lógica reba-

tible (más precisamente, su extensión que tiene soporte para interactuar con bases de

datos) en un conjunto de datos tan grande del mundo real (como lo es MovieLens 10M ),

proporcionando un precedente para su uso en sistemas expertos masivos del mundo real.
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Conclusiones y trabajo a futuro

En la actualidad, existe una gran sobrecarga de información en Internet y muchas

veces las personas tienen dificultades para encontrar las cosas que se ajustan a su gusto.

Las personas necesitan filtrar la información, por lo que los RS son de gran ayuda. Los

RS se volvieron populares debido a sus beneficios tanto para las empresas como para los

usuarios. Las empresas desean ofrecer al usuario información espećıfica para aumentar las

ventas, mientras que los usuarios desean llegar fácilmente a los elementos relevantes.

Se podŕıa decir que la precisión de las recomendaciones ha sido un foco importante en

trabajos de investigación previos, por no decir el más importante. Sin embargo, existen

otras cuestiones que también son muy importantes cuando las personas eligen y utilizan

los sistemas de recomendación. La calidad percibida por el usuario de las recomendaciones

no se basa únicamente en la precisión de la predicción, sino también en otras nociones.

Para determinar la utilidad de una recomendación, estos factores también deben tenerse

en cuenta.

En esta tesis se desarrollaron distintos modelos para la implementación de RS basados

en argumentación, que incorporan aspectos o nociones que difieren de las más clásicas de

un recomendador. Uno de los modelos desarrollados incorpora la noción de confiabilidad,

mientras que otro fomenta la transparencia de la recomendación para los usuarios y la

flexibilidad para instanciar las preferencias de recomendación en un RS. En la propuesta,

no solo se intenta priorizar la incorporación de nociones importantes no tan comunes en

un RS, sino que también, los desarrollos tienen el agregado de haberse logrado utilizando

un enfoque poco común en el área como lo es argumentación, permitiendo aśı, de una
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manera dialéctica, combinar tanto aspectos cuantitativos como cualitativos para arribar

a una recomendación.

La idea general fue la de la creación de modelos de sistemas de recomendación a partir

de un marco de argumentación rebatible. Para mejorar el soporte al usuario por medio

de argumentación, los criterios de preferencia del usuario se modelan mediante hechos,

reglas estrictas y rebatibles codificadas como parte de un programa DeLP. Estos criterios

de preferencia se combinan con información de fondo adicional, referente a algún dominio

de recomendación en particular, y son utilizados por el marco argumentativo para priorizar

posibles sugerencias, mejorando aśı los resultados finales proporcionados al usuario activo.

Flexibilidad

En general, los RS convencionales, para formular recomendaciones, se basan en ı́ndi-

ces de popularidad o en medidas de similitud entre usuarios o elementos, calculados sobre

la base de métodos provenientes de las ciencias sociales, la recuperación de información

o el aprendizaje automático. La interacción hombre-máquina observada en los métodos

de recomendación existentes es particularmente ŕıgida. Dichos servicios no proporcionan

mecanismos para reformular fácilmente los criterios bajo los cuales se basará una recomen-

dación. Esto significa que una vez que se adopta una técnica de recomendación particular

y se asigna un conjunto de valores de parámetros (que normalmente se establecen me-

diante la configuración del sistema de recomendación), el usuario no tiene la posibilidad

de introducir naturalmente nuevas preferencias para que sean consideradas por el siste-

ma. Las decisiones sobre las preferencias de los usuarios están basadas principalmente en

heuŕısticas, que se basan en clasificar las elecciones anteriores de los usuarios o en la re-

copilación de información de otros usuarios con intereses similares. En otras palabras, los

sistemas de recomendación existentes no proporcionan un mecanismo de interacción para

tratar de forma natural y metódica las preferencias de los usuarios en entornos complejos.

Otro problema que enfrentan los sistemas de recomendación es que los criterios de

preferencia de los usuarios generalmente incluyen un conocimiento incompleto y poten-

cialmente inconsistente sobre el dominio. Esto se debe al hecho de que las preferencias de

los usuarios son dinámicas y, por lo general, cambian a medida que el tiempo evoluciona

o cuando se dispone de nuevo material para su análisis. Debido a que los enfoques cuan-

titativos adoptados por la mayoŕıa de los sistemas de recomendación no están equipados
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con un mecanismo para revisar las conclusiones previas, la naturaleza cambiante de las

preferencias de los usuarios no se aborda adecuadamente. La adopción de un enfoque

más cualitativo al aumentar la recomendación con inferencia de lógica clásica no resol-

verá los problemas mencionados anteriormente, ya que a menudo conducirá a conclusiones

contradictorias, que son problemáticas a menos que se traten de manera adecuada.

En los modelos propuestos en los Caṕıtulos 5 y 6 se ha definido un enfoque basado en

argumentación con la capacidad de mejorar las tecnoloǵıas de recomendación. El enfoque

propuesto tiene algunas fortalezas que ofrecen ventajas en escenarios de recomendación.

Es posible utilizar argumentación para realizar un análisis cualitativo de los usuarios y los

elementos. Esto permite ir un paso más allá con respecto al enfoque clásico, dando lugar

a sistemas de recomendación mixtos, es decir, sistemas que basan sus recomendaciones en

criterios cualitativos y cuantitativos.

Este enfoque permite modelar algunas caracteŕısticas útiles que a veces son dif́ıciles de

tener en cuenta en los enfoques puramente cuantitativos. Por ejemplo, el carácter rebatible

de las preferencias de los usuarios en entornos complejos.

En particular, los criterios de preferencia de los usuarios fueron modelados utilizando

DeLP, un marco para la argumentación rebatible basado en la programación lógica que

puede tratar efectivamente información incompleta y contradictoria. El uso de DeLP per-

mite integrar el razonamiento dialéctico en el proceso de recomendación, que proporciona

una base razonada para los elementos sugeridos al usuario. Además de ofrecer un medio

natural para codificar datos sobre el dominio de recomendación, DeLP trata eficazmente

la naturaleza rebatible de los patrones de razonamiento que surgen normalmente en la

recomendación.

Una caracteŕıstica útil de los modelos de RS propuestos en esta tesis es que permiten

flexibilizar cómo priorizar los aspectos de recomendación. En cada modelo, los aspectos a

tener en cuenta para realizar una recomendación son modelados por postulados represen-

tados por reglas DeLP, las cuales tienen asignadas un orden de preferencia. El modelado

de aspectos de recomendación basado en reglas permite dar recomendaciones basadas en

criterios cuantitativos (si las reglas lo modelan), o criterios cualitativos. El uso de prefe-

rencias entre reglas ofrece la ventaja de permitir pasar de un RS con un enfoque basado

en contenido a uno con un enfoque basado en filtrado colaborativo con bastante facilidad,

simplemente cambiando las prioridades entre las reglas.
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Confiabilidad

Un comportamiento común es buscar sugerencias de personas en las que se conf́ıa

para decidir el mejor lugar para adquirir algún servicio o la mejor fuente para obtener

información sobre un determinado tema. Las sugerencias de personas confiables también

pueden ayudar a decidir en quién más confiar. Tratando de imitar este comportamiento

que se da en la vida real, se desarrolló un modelo para un RS de noticias que contempla

la noción de confiabilidad.

La dinámica de la confiabilidad de las noticias se ha estudiado principalmente a través

de enfoques cuantitativos. Sin embargo, una perspectiva puramente cuantitativa de la

confiabilidad de las noticias tiene varias limitaciones. En particular, los enfoques cuanti-

tativos hacen que sea dif́ıcil proporcionar a los lectores una justificación de por qué ciertas

noticias deben ser confiables, o pueden ser incapaces de lidiar con nociones sutiles como

la desconfianza o la reparación de confiabilidad. Resulta más atractivo combinar criterios

cuantitativos y cualitativos para filtrar y calificar las noticias. En este sentido, los métodos

cuantitativos pueden ayudar a determinar si el tema de las noticias es relevante para el

interés del usuario, mientras que los criterios cualitativos pueden ayudar a decidir si las

noticias provienen de una fuente confiable. Por ejemplo, un enfoque cualitativo es más

natural para tratar algunas propiedades deseables de la confiabilidad.

En el Caṕıtulo 5 se presentó un modelo para un sistema de recomendación que incor-

pora la noción de confiabilidad. El primer aporte del modelo propuesto es el análisis de un

conjunto de propiedades deseables de la confiabilidad, tales como ser subjetiva, dinámica,

rebatible, dependiente del contexto y no siempre simétrica o transitiva. Se mostró que

estas propiedades pueden ser modeladas de forma natural con el modelo propuesto.

Otra contribución principal fue la prueba de dos teoremas fundamentales que carac-

terizan el comportamiento de cualquier sistema de recomendación basado en el modelo

propuesto de propagación de confiabilidad. El primer teorema establece que una premisa

de confiabilidad expĺıcita no puede ser revocada por el sistema. Más formalmente, estable-

ce que el conjunto de premisas de confiabilidad se incluyen en el conjunto de conclusiones

de confiabilidad. El segundo teorema establece la consistencia o coherencia del sistema, lo

que excluye la posibilidad de concluir que un usuario simultáneamente conf́ıa y no conf́ıa

de la misma entidad.
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Un ingrediente clave del modelo propuesto es la propagación de confiabilidad basada

en mecanismos de inferencia. DeLP es el encargado de administrar la confiabilidad y

la desconfianza interpersonales. La confiabilidad fue modelada mediante un conjunto de

postulados básicos e intuitivos, que se pueden extender o relajar fácilmente. Los postulados

se traducen en reglas rebatibles, que permiten inferir conclusiones provisionales sobre la

confiabilidad de una noticia para un usuario. Esta propuesta difiere de trabajo previo en

RS de noticias en permitir sacar conclusiones lógicas sobre la credibilidad de las noticias

basándose en las opiniones de un grupo de usuarios.

Transparencia

Una debilidad central en la mayoŕıa de los métodos actuales de recomendación es la

falta de transparencia. La mayoŕıa de los sistemas de recomendación en ĺınea actúan como

cajas negras, sin ofrecer al usuario información sobre la lógica del sistema o la justificación

de las recomendaciones. Esto se debe al hecho de que los métodos cuantitativos adoptados

por la mayoŕıa de los sistemas de recomendación existentes no tienen un modelo subya-

cente limpio. Esto hace que sea dif́ıcil proporcionar a los usuarios una explicación clara

de los factores y procedimientos que llevaron al sistema a realizar ciertas recomendacio-

nes. En general, los usuarios prefieren las recomendaciones si pueden entender las razones

por las que se presentan estas recomendaciones. Ciertamente, una recomendación es más

convincente si el usuario conoce y está de acuerdo con las razones por las que se presentó

la recomendación que si surgiera de una caja negra. Además, al ofrecer una justificación,

el sistema está proporcionando información útil adicional a sus usuarios sobre temas re-

lacionados o elementos que desconocen. Los enfoques cuantitativos de recomendación se

basan t́ıpicamente en el uso de un número de parámetros, que hace que la interpretación

de los resultados no sea intuitiva.

En el Caṕıtulo 6 se presentó un modelo para sistemas de recomendación que fomenta

la confianza del usuario en el RS ofreciendo transparencia en las recomendaciones. Para

lograr este objetivo el RS complementa la recomendación junto con la justificación que la

respalda. En esta propuesta, es posible expresar de una manera coloquial la razón detrás

de cada recomendación. A partir del uso de estructuras coherentes de razones (argumen-

tos) es posible generar explicaciones de los elementos recomendados. Estas explicaciones

razonadas son útiles en la construcción de la confianza de los usuarios en el RS y permite

la interacción favoreciendo la retroalimentación.
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Se ha proporcionado un análisis comparativo entre el enfoque propuesto y algunas

técnicas del estado del arte para la recomendación de peĺıculas. Se deduce de este análisis

que el rendimiento del enfoque propuesto es comparable al de otros enfoques existentes.

Aunque su rendimiento (precisión y/o cobertura) no es superior, no es sustancialmente in-

ferior tampoco. Es importante destacar que las principales ventajas del enfoque propuesto

con respecto a los métodos del estado del arte son otras caracteŕısticas que aportan a la

calidad de una recomendación, como lo son la transparencia (que promueve la confianza

de los usuarios en el RS) y la flexibilidad (que facilita el modelado de diferentes criterios

de una manera natural).

Por último, es importante mencionar que los experimentos realizados demostraron

que el proceso de argumentación en el que se basan las recomendaciones puede hacer

frente a grandes cantidades de datos. Debido a que el conjunto de datos utilizado fue

MovieLens 10M, y a que el tiempo medio de respuesta de las consultas fue de unos dos

segundos. Según nuestro conocimiento, esta es la primera vez que la programación lógica

rebatible (más precisamente, su extensión habilitada para el uso de bases de datos) se

prueba en un gran conjunto de datos del mundo real, proporcionando un precedente para

su uso en sistemas expertos masivos.

Trabajo a futuro

Aunque se ha analizado un conjunto representativo de postulados para modelar la

noción de confiabilidad, es una realidad que hay muchos otros postulados potencialmente

útiles que un usuario podŕıa querer agregar al sistema. Por ejemplo, para el caso par-

ticular de las noticias, un usuario podŕıa querer incluir postulados que den preferencia

a las noticias nuevas sobre las antiguas. Además un usuario podŕıa no estar de acuerdo

con el orden elegido para dar prioridad a los aspectos de recomendación y quisiera poder

modificarlo. Todo esto es posible de hacer gracias a la flexibilidad de los modelos propues-

tos, pero en este punto, tales postulados tendŕıan que ser codificados a mano como reglas

DeLP. Es por esto que podŕıa ser de mucha utilidad contar con una herramienta que, a

través de una interfaz adecuada, facilite la edición de postulados como reglas DeLP, per-

mitiendo que el usuario los declare de manera intuitiva y que la herramienta los traduzca

automáticamente a reglas DeLP.
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Además, esta nueva herramienta podŕıa integrarse con las API de distintas redes socia-

les, como las proporcionadas por Facebook, Twitter o Instagram. Mediante la recopilación

de información social, como por ejemplo, amigos, seguidores, seguidos, etc., podŕıa crear-

se una red de confiabilidad, interpretando esas relaciones entre usuarios y/o elementos

de información como declaraciones de confiabilidad. Esta información luego podŕıa ser

utilizada para alimentar al modelo de administración de confiabilidad propuesto. Este

mecanismo podŕıa integrarse naturalmente con un sistema distribuido, para compartir no

solo noticias sino también otros tipos de elementos de información. En este sentido, cada

usuario podŕıa contribuir y colaborar con comunidades espećıficas, aśı como con la red

completa de usuarios.

Otra interesante v́ıa de investigación futura consistirá en implementar mecanismos de

aprendizaje automático que aprendan nuevas declaraciones de confiabilidad al monitorear

el comportamiento del usuario. El modelo resultante combinará los beneficios de tener

declaraciones expĺıcitas proporcionadas por el usuario y nuevas declaraciones inferidas y

actualizadas automáticamente a medida que el sistema aprende del comportamiento del

usuario.

Otra cuestión interesante seŕıa que la herramienta incorpore las principales carac-

teŕısticas de los modelos aqúı planteados, utilizando el modelo de administración de con-

fiabilidad y lo combine con el modelo de recomendación mixto, mediante la creación de

postulados adecuados para algún dominio espećıfico. De esta manera seŕıa posible compa-

rar cómo se comportan juntos y por separado. La herramienta también podŕıa aprovechar

las explicaciones ofrecidas, permitiéndole al usuario corregir al RS cuando se equivoca,

para aśı poder mejorar las futuras recomendaciones.

Otra dirección de investigación futura prometedora consiste en realizar un estudio

de usuario para determinar la utilidad de las explicaciones presentadas por el sistema.

Dado que estas explicaciones se basan en argumentos racionales, es decir están basadas

en hechos y razones que se ajustan a las creencias de los usuarios, se puede suponer que las

explicaciones dadas son adecuadas desde una perspectiva racional. Un estudio de usuario

arrojará luz sobre temas interesantes como el papel de la racionalidad en la preferencia de

ciertos elementos. En particular, podŕıa ayudar a responder la pregunta esencial de si las

personas se basan en argumentos racionales en el momento de seleccionar un elemento,

como lo puede ser una peĺıcula, una canción, etc., o si los argumentos irracionales o

emocionales pueden tener una mayor influencia.
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Como posible ĺınea de investigación futura, se planea incorporar aspectos contextuales

a los RS basados en argumentación propuestos en esta tesis, para averiguar si algunos de

estos aspectos (por ejemplo, el estado de ánimo de los usuarios, el clima, la ubicación, etc.)

juegan un papel importante en la recomendación. Un RS podŕıa utilizar la información

proporcionada por los dispositivos integrados en Internet para incorporar información

contextual. Los sensores que comúnmente poseen estos dispositivos permitiŕıan disponer

de datos como por ejemplo, parámetros meteorológicos (temperatura, humedad y presión),

ubicación geográfica y hasta señales de salud del usuario en tiempo real.

Finalmente, para profundizar más en este tema de los aspectos contextuales, se podŕıa

realizar una extensión del modelo aqúı presentado para poder representar los cambios de

contexto a través del tiempo, y aśı posiblemente, obtener diferentes resultados para la

misma consulta cuando se formula en diferentes momentos.



Apéndice A

Simulaciones

En este apartado se muestran cada una de las matrices resultantes de las distintas

simulaciones realizadas para validar el modelo de propagación de confiabilidad propuesto

en el Caṕıtulo 5. Se realizaron una serie de simulaciones en las cuales difieren la cantidad de

usuarios, noticias, fuentes, tópicos y/o el grado de interacción entre las distintas entidades

(relaciones de confiabilidad expĺıcitas). Por cada simulación se muestran 2 matrices que

contienen información sobre las relaciones de confiabilidad entre usuarios y noticias, una

contiene las relaciones de confiabilidad expĺıcitas y la otra contiene tanto las relaciones de

confiabilidad expĺıcitas como las inferidas por el modelo. En la Figura A.1 se muestra el

porcentaje de relaciones de confiabilidad inferidas por el modelo durante las simulaciones.

Simulación 
Entidades 

Interacción 
Relaciones 

inferidas 

Indecisos 

#Usuarios #Noticias #Fuentes #Tópicos Antes Después 

Sim 1 5 4 2 2 5% 10% 95% 85% 

Sim 2 5 4 2 2 25% 30% 75% 45% 

Sim 3 5 4 2 2 40% 30% 60% 30% 

Sim 4 10 9 3 3 5% 14% 95% 81% 

Sim 5 10 9 3 3 25% 28% 75% 47% 

Sim 6 15 12 4 4 5% 13% 95% 82% 

Sim 7 15 12 4 4 25% 19% 75% 56% 

Sim 8 20 50 5 5 5% 12% 95% 83% 

Sim 9 20 50 5 5 10% 22% 90% 68% 

Sim 10 20 50 5 5 50% 11% 50% 39% 

Figura A.1: Información inferida por el sistema.
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Simulación 1

U
s
u

a
ri
o

s
 

Noticias 

Confiable 

No confiable 

Indeciso 

Figura A.2: Relaciones de confiabilidad expĺıcita para la simulación 1.
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Figura A.3: Relaciones de confiabilidad expĺıcita e inferida para la simulación 1.
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Simulación 2
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Figura A.4: Relaciones de confiabilidad expĺıcita para la simulación 2.
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Figura A.5: Relaciones de confiabilidad expĺıcita e inferida para la simulación 2.
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Simulación 3
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Figura A.6: Relaciones de confiabilidad expĺıcita para la simulación 3.
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Figura A.7: Relaciones de confiabilidad expĺıcita e inferida para la simulación 3.
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Simulación 4
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Figura A.8: Relaciones de confiabilidad expĺıcita para la simulación 4.
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Figura A.9: Relaciones de confiabilidad expĺıcita e inferida para la simulación 4.
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Simulación 5
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Figura A.10: Relaciones de confiabilidad expĺıcita para la simulación 5.
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Figura A.11: Relaciones de confiabilidad expĺıcita e inferida para la simulación 5.
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Simulación 6
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Figura A.12: Relaciones de confiabilidad expĺıcita para la simulación 6.
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Figura A.13: Relaciones de confiabilidad expĺıcita e inferida para la simulación 6.
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Simulación 7
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Figura A.14: Relaciones de confiabilidad expĺıcita para la simulación 7.
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Figura A.15: Relaciones de confiabilidad expĺıcita e inferida para la simulación 7.
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Simulación 8
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Figura A.16: Relaciones de confiabilidad expĺıcita para la simulación 8.
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Figura A.17: Relaciones de confiabilidad expĺıcita e inferida para la simulación 8.
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Simulación 9
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Figura A.18: Relaciones de confiabilidad expĺıcita para la simulación 9.
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Figura A.19: Relaciones de confiabilidad expĺıcita e inferida para la simulación 9.
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Simulación 10
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Figura A.20: Relaciones de confiabilidad expĺıcita para la simulación 10.



206 Apéndice A. Simulaciones

Usuarios 

N
o

ti
c
ia

s
 

                                        

                                        

                                        

                                        

                                        

                                        

                                        

                                        

                                        

                                        

                                        

                                        

                                        

                                        

                                        

                                        

                                        

                                        

                                        

                                        

                                        

                                        

                                        

                                        

                                        

                                        

                                        

                                        

                                        

                                        

                                        

                                        

                                        

                                        

                                        

                                        

                                        

                                        

                                        

                                        

                                        

                                        

                                        

                                        

                                        

                                        

                                        

                                        

                                        

                                        

Confiable 

No confiable 

Indeciso 

Figura A.21: Relaciones de confiabilidad expĺıcita e inferida para la simulación 10.



Apéndice B

Glosario

B.1. Acrónimos

La siguiente tabla contiene los acrónimos utilizados en esta tesis, listados en orden

alfabético.

Acrónimo Expansión en español (en inglés) Ubicación Página

ANN
Red neuronal artificial

(Artificial Neural Network)
Caṕıtulo 2 31

CB
Basado en contenido

(Content-Based)
Caṕıtulo 1 3

CF
Filtrado colaborativo

(Collaborative Filtering)
Caṕıtulo 1 3

CI
Intervalo de confianza

(Confidence Interval)
Caṕıtulo 6 167

DBI-DeLP

Bases de datos integradas para la

programación en lógica rebatible

(Database Integration for

Defeasible Logic Programming)

Caṕıtulo 3 90

DeLP
Programación en lógica rebatible

(Defeasible Logic Programming)
Caṕıtulo 1 8

FN
Falso negativo

(False Negative)
Caṕıtulo 2 50
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La tabla continúa de una página previa

Acrónimo Expansión en español (en inglés) Ubicación Página

FOAF
Amigo de un amigo

(Friend Of A Friend)
Caṕıtulo 5 123

FP
Falso positivo

(False Positive)
Caṕıtulo 2 50

HMM
Modelo oculto de Markov

(Hidden Markov Model)
Caṕıtulo 4 105

IDF
Frecuencia inversa de documento

(Inverse Document Frequency)
Caṕıtulo 2 29

IR
Recuperación de información

(Information Retrieval)
Caṕıtulo 2 29

LSI
Indexación semántica latente

(Latent Semantic Indexing)
Caṕıtulo 2 43

ML
Aprendizaje automático

(Machine Learning)
Caṕıtulo 2 31

MAE
Error absoluto medio

(Mean Absolute Error)
Caṕıtulo 2 49

MEAN
Valor medio

(Mean)
Caṕıtulo 6 167

RMSE
Ráız del error cuadrático medio

(Root Mean Squared Error)
Caṕıtulo 2 49

RS
Sistemas de recomendación

(Recommender Systems)
Caṕıtulo 2 13

STDEV
Desviación estándar

(Standard Deviation)
Caṕıtulo 6 167

SVD
Descomposición en valores singulares

(Singular Value Decomposition)
Caṕıtulo 2 39

TF
Frecuencia de término

(Term Frequency)
Caṕıtulo 2 29

TN
Verdadero negativo

(True Negative)
Caṕıtulo 2 50
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La tabla continúa de una página previa

Acrónimo Expansión en español (en inglés) Ubicación Página

TP
Verdadero positivo

(True Positive)
Caṕıtulo 2 50

TREC
Conferencia de recuperación de texto

(Text Retrieval Conference)
Caṕıtulo 2 32

B.2. Terminoloǵıa

La siguiente tabla contiene los términos utilizados en esta tesis junto a su traducción,

listados en orden alfabético.

Término en inglés Traducción utilizada Ubicación Página

Accuracy Exactitud Caṕıtulo 2 50

Adaptive filtering Filtrado adaptativo Caṕıtulo 2 32

Assumption attack Ataque a una suposición Caṕıtulo 3 57

Cautious monotonicity Monotonicidad cautelosa Caṕıtulo 5 125

Cluster Agrupamiento Caṕıtulo 2 38

Cut Corte Caṕıtulo 5 125

Description logics Lógicas descriptivas Caṕıtulo 6 133

F-Score F-Calificación Caṕıtulo 2 50

Planning Planificación Caṕıtulo 6 134

Precision Precisión Caṕıtulo 2 50

Rebutting attack Ataque por refutación Caṕıtulo 3 57

Recall Cobertura Caṕıtulo 2 50

Reinstatement Reinstalación Caṕıtulo 3 59

Strong negation Negacion fuerte Caṕıtulo 3 65

Text retrieval Recuperacion de texto Caṕıtulo 2 32

Threshold setting Configuración del umbral Caṕıtulo 2 32

Undermining attack Ataque a una premisa Caṕıtulo 3 58
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[CCS05] Capobianco, M., Chesñevar, C. I., and Simari, G. R. Argumen-

tation and the dynamics of warranted beliefs in changing environments.

Autonomous Agents and Multi-Agent Systems 11, 2 (2005), 127–151.

[CDE08] Czenko, M., Doumen, J., and Etalle, S. Trust management in

P2P systems using standard TuLiP. In Trust Management II - Procee-

dings of IFIPTM 2008: Joint iTrust and PST Conferences on Privacy,

Trust Management and Security, June 18-20, 2008, Trondheim, Norway

(2008), pp. 1–16.

[CFLH14] Cleger, S., Fernández-Luna, J. M., and Huete, J. F. Learning

from explanations in recommender systems. Information Sciences 287

(2014), 90–108.

[CG99] Chien, Y.-H., and George, E. I. A bayesian model for collaborative

filtering. In AISTATS (1999).

[CH96] Christianson, B., and Harbison, W. S. Why isn’t trust transiti-

ve? In International Workshop on Security Protocols (1996), Springer,

pp. 171–176.
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[FISS98] Freund, Y., Iyer, R. D., Schapire, R. E., and Singer, Y. An

efficient boosting algorithm for combining preferences. In Proceedings

of the Fifteenth International Conference on Machine Learning (ICML

1998), Madison, Wisconsin, USA, July 24-27, 1998 (1998), pp. 170–

178.

[Fog99] Fogg, B. J. Persuasive technologies - Introduction. Communications

ACM 42, 5 (1999), 26–29.

[FTG+17] Ferretti, E., Tamargo, L. H., Garćıa, A. J., Errecalde,
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[GCS08] Gómez, S. A., Chesñevar, C. I., and Simari, G. R. Defeasible

reasoning in web-based forms through argumentation. International

Journal of Information Technology and Decision Making 7, 1 (2008),

71–101.

[GDBJ10] Ge, M., Delgado-Battenfeld, C., and Jannach, D. Beyond

accuracy: Evaluating recommender systems by coverage and serendipity.

In Proceedings of the Fourth ACM Conference on Recommender Systems

(2010), ACM, pp. 257–260.

[GE07] Groh, G., and Ehmig, C. Recommendations in taste related do-

mains: Collaborative filtering vs. social filtering. In Proceedings of the

2007 International ACM SIGGROUP Conference on Supporting Group

Work, GROUP 2007, Sanibel Island, Florida, USA, November 4-7, 2007

(2007), pp. 127–136.
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[GTGS18] Gottifredi, S., Tamargo, L. H., Garćıa, A. J., and Simari,
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[HRW08] Huberman, B. A., Romero, D. M., and Wu, F. Social net-

works that matter: Twitter under the microscope. CoRR abs/0812.1045

(2008).

[HS08] Hess, C., and Schlieder, C. Trust-based recommendations for do-

cuments. AI Communications 21, 2-3 (2008), 145–153.

[HSRF95] Hill, W., Stead, L., Rosenstein, M., and Furnas, G. Recom-

mending and evaluating choices in a virtual community of use. In Pro-

ceedings of the SIGCHI Conference on Human Factors in Computing

Systems (1995), ACM Press/Addison-Wesley Publishing Co., pp. 194–

201.

[Hul98] Hull, D. A. The TREC-7 filtering track: Description and analysis.

Proceedings of The Seventh Text REtrieval Conference, TREC 1998,

Gaithersburg, Maryland, USA, November 9-11, 1998 (1998), 45–68.

[Hun01] Hunter, A. Hybrid argumentation systems for structured news re-

ports. The Knowledge Engineering Review 16, 4 (2001), 295–329.

[HZ11] Hurley, N., and Zhang, M. Novelty and diversity in top-n

recommendation–analysis and evaluation. ACM Transactions on In-

ternet Technology (TOIT) 10, 4 (2011), 14.

[HZF+13] Hornung, T., Ziegler, C.-N., Franz, S., Przyjaciel-Zablocki,

M., Schätzle, A., and Lausen, G. Evaluating hybrid music recom-

mender systems. In Proceedings of the 2013 IEEE/WIC/ACM Inter-

national Joint Conferences on Web Intelligence (WI) and Intelligent

Agent Technologies (IAT)-Volume 01 (2013), IEEE Computer Society,

pp. 57–64.

[Jac02] Jackson, P. Virtual working: Social and organisational dynamics.

Routledge, 2002.

[Jan08] Jannach, D. Finding preferred query relaxations in content-based

recommenders. Springer Berlin Heidelberg, Berlin, Heidelberg, 2008,

pp. 81–97.



BIBLIOGRAFÍA 235
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[SGC04] Simari, G. R., Garćıa, A. J., and Capobianco, M. Actions,

planning and defeasible reasoning. In 10th International Workshop on

Non-Monotonic Reasoning (NMR 2004) (2004), pp. 377–384.
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[SL92] Simari, G. R., and Loui, R. P. A mathematical treatment of de-

feasible reasoning and its implementation. Artificial Intelligence 53, 2-3

(1992), 125–157.

[SL11] Shambour, Q., and Lu, J. A hybrid trust–enhanced collaborati-

ve filtering recommendation approach for personalized government–to–

business e–services. International Journal of Intelligent Systems 26, 9

(2011), 814–843.

[SL12] Shambour, Q., and Lu, J. A trust-semantic fusion-based recommen-

dation approach for e-business applications. Decision Support Systems

54, 1 (2012), 768–780.

[SLC+17] Subramaniyaswamy, V., Logesh, R., Chandrashekhar, M.,

Challa, A., and Vijayakumar, V. A personalised movie recom-

mendation system based on collaborative filtering. International Jour-

nal of High Performance Computing and Networking 10, 1-2 (2017),

54–63.

[SM93] Sheth, B., and Maes, P. Evolving agents for personalized informa-

tion filtering. In Proceedings of Ninth Conference on Artificial Intelli-

gence for Applications (1993), IEEE, pp. 345–352.

[SM95] Shardanand, U., and Maes, P. Social information filtering: Al-

gorithms for automating “word of mouth”. In Proceedings of the SIG-

CHI Conference on Human Factors in Computing Systems (1995), ACM

Press/Addison-Wesley Publishing Co., pp. 210–217.

[SMCS09] Sagui, F. M., Maguitman, A. G., Chesñevar, C. I., and Simari,
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[Twa16] Twardowski, B. Modelling contextual information in session-aware

recommender systems with neural networks. In Proceedings of the 10th

ACM Conference on Recommender Systems (2016), ACM, pp. 273–276.

[Tyl01] Tyler, T. R. Why do people rely on others? Social identity and social

aspects of trust. Trust in Society, Thousand Oaks (2001), 285–306.

[UF98] Ungar, L. H., and Foster, D. P. Clustering methods for collabora-

tive filtering. In AAAI Workshop on Recommendation Systems (1998),

vol. 1, pp. 114–129.

[VBGVDT11] Villata, S., Boella, G., Gabbay, D. M., and Van Der Torre,

L. Arguing about the trustworthiness of the information sources. In

Proceedings of the 11th European Conference on Symbolic and Quan-

titative Approaches to Reasoning with Uncertainty (Berlin, Heidelberg,

2011), ECSQARU’11, Springer-Verlag, pp. 74–85.

[VBGVDT13] Villata, S., Boella, G., Gabbay, D. M., and Van Der To-

rre, L. A socio-cognitive model of trust using argumentation theory.

International Journal of Approximate Reasoning 54, 4 (2013), 541–559.

[VCDCT08] Victor, P., Cornelis, C., De Cock, M., and Teredesai, A. M.

Key figure impact in trust-enhanced recommender systems. AI Com-

munications 21, 2-3 (2008), 127–143.

[VCVHV12] Verbiest, N., Cornelis, C., Victor, P., and Herrera-Viedma,

E. Trust and distrust aggregation enhanced with path length incorpora-

tion. Fuzzy Sets and Systems 202 (2012), 61 – 74. Theme: Aggregation

Functions.

[Ver03a] Verheij, B. Artificial argument assistants for defeasible argumenta-

tion. Artificial Intelligence 150, 1-2 (2003), 291–324.

[Ver03b] Verheij, B. DefLog: On the logical interpretation of prima facie jus-

tified assumptions. Journal of Logic and Computation 13, 3 (2003),

319–346.



258 BIBLIOGRAFÍA
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making with trust propagation. Knowledge-Based Systems 122 (2017),

39–50.

[WCL14] Wu, M.-L., Chang, C.-H., and Liu, R.-Z. Integrating content-

based filtering with collaborative filtering using co-clustering with aug-

mented matrices. Expert Systems with Applications 41, 6 (2014), 2754–

2761.

[WHC+17] Wei, J., He, J., Chen, K., Zhou, Y., and Tang, Z. Collaborative

filtering and deep learning based recommendation system for cold start

items. Expert Systems with Applications 69 (2017), 29–39.

[WL92] Woo, T. Y. C., and Lam, S. S. Authentication for distributed

systems. IEEE Computer, 1 (1992), 39–52.

[WLL15] Wang, Y., Li, L., and Liu, G. Social context-aware trust inferen-

ce for trust enhancement in social network based recommendations on

service providers. World Wide Web 18, 1 (2015), 159–184.

[WPB01] Webb, G. I., Pazzani, M. J., and Billsus, D. Machine learning

for user modeling. User Modeling and User-Adapted Interaction 11, 1-2

(March 2001), 19–29.

[WRIJ05] Wishart, R., Robinson, R., Indulska, J., and Jøsang, A. Su-

perstringRep: Reputation-enhanced service discovery. In Proceedings

of the Twenty-eighth Australasian conference on Computer Science-

Volume 38 (2005), Australian Computer Society, Inc., pp. 49–57.

[WSWW17] Wu, D., Si, S., Wu, S., and Wang, R. Dynamic trust relationships

aware data privacy protection in mobile crowd-sensing. IEEE Internet

of Things Journal 5, 4 (2017), 2958–2970.

[WV07] Wang, Y., and Vassileva, J. A review on trust and reputation for

web service selection. In ICDCSW’07. 27th International Conference

on Distributed Computing Systems Workshops (2007), IEEE.

[WvEH16] Wyner, A. Z., van Engers, T. M., and Hunter, A. Working

on the argument pipeline: Through flow issues between natural langua-



260 BIBLIOGRAFÍA
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