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Resumen

La investigación desarrollada en esta tesis está dentro de las áreas de Minería de
Argumentos y Argumentación Computacional. La investigación se enfoca en la correcta
identificación de argumentos y sus interacciones en cuerpos de texto expresados en lengua-
je natural. Minería de Argumentos es un área de investigación de creciente interés tanto,
por sus desafíos como sus potenciales aplicaciones prácticas en aquellos dominios de apli-
cación donde se busca desarrollar sistemas basados en Argumentación Computacional.
Los resultados obtenidos buscan reducir la brecha entre los desarrollos en Argumentación
Computacional y los continuos avances en Minería de Argumentos a partir de una crecien-
te evolución de las herramientas de aprendizaje automático aplicadas al procesamiento
de lenguaje natural. Para ello, se desarrollaron propuestas dedicadas tanto a mejorar los
propios sistemas de Minería de Argumentos como a evaluar adecuadamente los resultados
de esos sistemas desde la perspectiva de Argumentación Computacional.

Como parte de las contribuciones, se definen nuevas formas de evaluar modelos de
identificación de argumentos a partir de documentos escritos en lenguaje natural, y mo-
delos de identificación de relaciones argumentativas entre fragmentos de texto. A través de
una extensa experimentación y análisis, se muestra que las formas de evaluación propues-
tas superan las limitaciones de las métricas más tradicionales, y también que es posible
mejorar la identificación de argumentos utilizando la información provista por los errores
detectados a nivel de argumentación durante el desarrollo de los modelos dedicados a esa
tarea. Además, se proponen nuevos enfoques para aquellas aplicaciones en las que no se
cuenta con anotaciones o etiquetas que permitan validar las predicciones hechas por los
modelos. Estos nuevos enfoques, inexplorados hasta el momento, permitirán el desarrollo
de nuevas y mejores herramientas de Argumentación Computacional.



Abstract

This thesis falls within the Argument Mining and Computational Argumentation re-
search areas, focusing on accuratelly identifying arguments and their interactions in texts
expressed in natural language. Argument Mining has gained increasing attention due to
its inherent challenges and potential applications, particularly in contexts where systems
based on Computational Argumentation are being developed. The results of this thesis
aim at bridging the gap between advancements in Computational Argumentation and the
continuous progress in Argument Mining, which is influenced by the ongoing evolution of
machine learning tools applied to natural language processing. For this, we developed pro-
posals to both enhance Argument Mining systems and adequately evaluate their results
from a Computational Argumentation perspective.

The proposals in this thesis allow for the evaluation of argument identification models
from natural language documents and the identification of argumentative relations bet-
ween text fragments. Through extensive experimentation and analysis, it is demonstrated
that the proposed evaluation methods overcome the limitations of traditional classification
metrics, and that it is possible to improve argument identification using information pro-
vided by the errors detected at the argumentation level during the development process.
Additionally, new apporaches are proposed for applications where annotations for valida-
ting the model predictions are unavailable. These new, previously unexplored approaches,
will enable the development of new and improved Computational Argumentation tools.
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Capítulo 1

Introducción

Argumentación Computacional es un campo de investigación multidisciplinario que
estudia los procesos de debate y razonamiento [SR09, LT16a]. Ha ganado atención dentro
del área de Inteligencia Artificial debido a que brinda herramientas para la representación
de conocimiento, la conceptualización de razonamiento de sentido común y la generación
de explicaciones para respaldar las conclusiones obtenidas [GCRS13, HT17, CGGS22,
LT23]. Es un paradigma que ofrece soluciones para la toma de decisiones, especialmente
en situaciones caracterizadas por la presencia de información incompleta, contradictoria
o controversial. Por lo tanto, resulta ser una alternativa atractiva en diversos dominios de
aplicación, como sistemas de soporte a la toma de decisiones, medicina, análisis financiero,
sistemas multi-agente y razonamiento legal, entre otros [AP09, SNKP21, PGG+19, AB21,
BTG21, ACG+20, ACG+23, BTG23, KYY17]. No obstante, la aplicación de este tipo de
soluciones no es trivial ya que, en muchos de estos dominios, depende de la extracción
automática de argumentos y sus relaciones a partir de fuentes no estructuradas expresadas
en lenguaje natural. Como consecuencia, el desarrollo de herramientas para la extracción
del contenido y estructura argumentativa en documentos escritos en lenguaje natural se
ha convertido en una necesidad.

En la última década ha surgido un área de investigación, denominada Minería de
Argumentos [PM09], que combina el interés por los conceptos desarrollados en el área
de Argumentación Computacional con los avances en procesamiento de lenguaje natural
y extracción de información a partir de datos no estructurados. El objetivo principal
de Minería de Argumentos es reconocer automáticamente la estructura argumentativa
presente en un documento de texto escrito en lenguaje natural, y obtener como resultado
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una representación estructurada de dicha información argumentativa que permita el uso
de modelos de argumentos y motores de razonamiento basados en argumentación [LT16a].

Desde sus inicios, Minería de Argumentos ha evolucionado rápidamente, impulsada
principalmente por los notables avances en técnicas de aprendizaje automático orientadas
al procesamiento y comprensión del lenguaje natural. Los enfoques propuestos en los
últimos años, definidos a partir de modelos basados en aprendizaje profundo, brindan un
rendimiento satisfactorio en algunos casos, aunque aún con un amplio margen de mejora.
Pese al progreso realizado, la mayoría de las propuestas enfocan el problema de Minería
de Argumentos como una serie de tareas de aprendizaje automático y procesamiento de
lenguaje natural, en cierta medida perdiendo de vista el objetivo principal de lograr un
acercamiento entre una forma de expresión no estructurada y accesible para todas las
personas, esto es, la expresión de opiniones e ideas mediante el lenguaje, y mecanismos
formales de análisis argumentativo.

Esta tesis se enmarca principalmente en el área de Minería de Argumentos, desarro-
llando nuevas propuestas para las dos tareas principales del área, esto es, el reconocimiento
de argumentos a partir de documentos escritos en lenguaje natural, y la identificación de
relaciones argumentativas. A diferencia de la mayoría del trabajo que puede encontrarse
en la literatura del área, donde mayormente se enfoca el problema de Minería de Ar-
gumentos como tareas de aprendizaje automático, el trabajo desarrollado en esta tesis
mantiene un fuerte vínculo con el área de Argumentación Computacional. En otras pa-
labras, no consideramos a las tareas de Minería de Argumentos únicamente como tareas
de procesamiento de lenguaje natural, sino también como herramientas que sustentan el
análisis automático de documentos argumentativos. Las contribuciones de esta tesis se
enfocan en el desarrollo de ese tipo de herramientas, buscando minimizar sus falencias
para que brinden el soporte necesario a un proceso de razonamiento automático basado
en argumentación.

En los últimos años, la comunidad científica ha mostrado interés tanto en la tarea de
reconocimiento de argumentos como en la de identificar relaciones argumentativas siguien-
do, para cada una, distintos enfoques. Para el reconocimiento de argumentos, que serán
fragmentos de texto asociados a un tema de discusión o debate, algunos estudios enfocan
el problema como una tarea de clasificación, tomando un texto de entrada (usualmente
oraciones) y clasificándolo como argumentativo o no argumentativo. Esta alternativa, pese
a ser conceptualmente simple, provoca errores de segmentación y no permite tratar correc-
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tamente oraciones que contienen múltiples argumentos. Para superar estas limitaciones,
otros estudios abordan el problema como una tarea de etiquetado de secuencia, donde un
modelo es entrenado para reconocer los argumentos dentro del texto determinando sus
límites con exactitud.

En cuanto a la identificación de relaciones argumentativas, el problema ha sido abor-
dado en la literatura desde diferentes perspectivas, con diversas propuestas desarrolladas
considerando dos o tres posibles tipos de interacciones. Una línea común de investigación
busca determinar si existe una relación argumentativa entre dos argumentos y, de ser así,
de qué tipo es. En este caso, suele asumirse que se cuenta con argumentos válidos, extraí-
dos manualmente, y los enfoques se centran exclusivamente en la tarea de predicción de
las relaciones. Otros trabajos incluyen una etapa de predicción de relaciones como parte
de soluciones integrales. Por último, teniendo en cuenta que un fragmento de texto puede
considerarse argumentativo o no dependiendo del tópico de discusión para el cual se haya
presentado, varios estudios se centran en analizar la relación existente entre dicho texto
y un tópico de discusión específico.

Independientemente de la estrategia empleada, el modelo propuesto, o el dominio al
que pertenece el texto en el que se aplique, las propuestas presentan aún un importante
grado de error y, por lo tanto, en muchos casos un amplio margen de mejora. Es impor-
tante tener en cuenta que, como herramientas que soportan al análisis argumentativo,
el impacto de los errores no solo afecta a los resultados en las propias tareas, sino que
los errores se propagarán a cualquier otro procesamiento posterior. Como consecuencia,
los errores cometidos, tanto en la detección de argumentos como en la identificación de
relaciones argumentativas, toman un rol central para integrar de manera satisfactoria los
enfoques de Minería de Argumentos y los de Argumentación Computacional. Por ejemplo,
considerando que los argumentos reconocidos en una primera instancia serán fundamen-
tales para obtener buenos resultados en cualquier procesamiento posterior, es esencial que
el nivel de error en estos argumentos sea mínimo. Los resultados de esta tesis permiten
abordar esta integración que, hasta el momento, no había sido explorada en profundidad.

Considerando la relevancia que pueden tener los errores cometidos, la forma de evaluar
los enfoques propuestos se vuelve especialmente relevante. La mayoría de las propuestas,
en línea con las prácticas habituales en aprendizaje automático, evalúan los métodos de-
sarrollados a partir de métricas de clasificación tradicionales. Sin embargo, como veremos
a lo largo de la tesis, en el contexto de Minería de Argumentos estas métricas suelen no
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reflejar adecuadamente el funcionamiento de un modelo. Pese a que algunos estudios re-
conocen, implícita o explícitamente, que la evaluación de los enfoques desarrollados debe
tener en cuenta la perspectiva de argumentación, no se han realizado avances significativos
en esa dirección. Con esto, entender los errores cometidos por los modelos entrenados y
su impacto desde un punto de vista de argumentación es uno de los desafíos pendientes
en el área.

A modo de ejemplo, consideremos el siguiente fragmento de texto, el cual debería ser
reconocido como un único argumento: Strict vegetarian mothers as well as their newborns
have a greater incidence and risk of anemia and iron deficiency. Supongamos que un mo-
delo es usado en ese mismo texto, e identifica erróneamente dos argumentos (demarcados
con corchetes) separados por la segunda aparición de la palabra “and” : [Strict vegetarian
mothers as well as their newborns have a greater incidence and risk of anemia] and [iron
deficiency ]. Desde el punto de vista del texto el error es mínimo, pero desde el punto de
vista de los argumentos el error de separar un argumento en dos argumentos indepen-
dientes podría impactar negativamente en lo que se quiera hacer posteriormente con los
argumentos identificados. Consideremos ahora otro ejemplo, donde deberían reconocerse
en un texto formado por dos oraciones dos argumentos consecutivos: A 2014 survey of
1,000 people found that the number of vegetarians had increased to 10%. Evidence sug-
gests that vegetarians have lower rates of coronary heart disease, obesity, hypertension,
type 2 diabetes, and osteoporosis. Supongamos que en este caso el modelo reconociera un
único argumento formado por las dos oraciones. Esta situación de fusión de argumentos,
aunque pueda dar un buen resultado con métricas tradicionales, no representa lo que se
quiere reconocer, y también podría impactar negativamente en el procesamiento posterior
empleando los argumentos identificados.

Con esto en consideración, las principales contribuciones de esta tesis están dirigidas
a reducir la brecha entre ambas áreas de investigación a partir de propuestas que bus-
can, por un lado, mejorar los propios sistemas de Minería de Argumentos y, por otro,
evaluar adecuadamente los resultados de esos sistemas en función de su impacto desde la
perspectiva de argumentación.

En cuanto a la identificación de argumentos, una de las contribuciones principales
de esta tesis radica en analizar las predicciones de un modelo encargado de reconocer
argumentos dentro de un texto según su impacto desde el punto de vista de argumen-
tación. A lo largo de los Capítulos 4 y 5 se mostrará que las métricas de clasificación
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tradicionales no reflejan de manera adecuada el rendimiento de los modelos entrenados
para reconocer argumentos, y se propondrá una nueva forma de evaluación que resulta
más apropiada para el dominio de aplicación particular de Minería de Argumentos. En
particular, a lo largo del Capítulo 4 se propondrá una forma para caracterizar las pre-
dicciones de modelos encargados de identificar argumentos, destacando sus beneficios al
evaluar estos modelos, incluso en escenarios donde las métricas de clasificación tradicio-
nales carecen de la expresividad necesaria para resaltar las fortalezas y limitaciones de los
modelos desarrollados. Adicionalmente, a partir de esta forma de evaluación, en el Capí-
tulo 5 se brindarán alternativas para mejorar el rendimiento de los propios modelos de
identificación de argumentos. A partir de una extensa experimentación usando distintos
conjuntos de datos, formatos de entrada, y modelos de aprendizaje, se mostrará la efecti-
vidad de las estrategias propuestas, que permiten mejorar significativamente la precisión
en la identificación de los argumentos.

De manera similar, el Capítulo 6 se enfoca en la predicción de relaciones argumen-
tativas, en particular, relaciones de ataque, soporte y neutralidad, que puede tener un
argumento con respecto a un tópico de discusión. Se buscará valorar estas predicciones
desde la perspectiva de argumentación, destacando nuevamente las limitaciones de las
métricas de clasificación tradicionales para valorar de manera adecuada el funcionamien-
to de los modelos entrenados para abordar esta tarea, y proponiendo una nueva forma
de evaluación centrada en el vínculo de la tarea con el área de argumentación. A lo largo
de ese capítulo, además de proponer esta forma de evaluación, se abordará la predicción
de relaciones, considerando relaciones de ataque, soporte y neutralidad, en una dirección
que aún requiere de importantes avances en el área.

Asimismo, además de los aportes mencionados en los párrafos anteriores, notamos que
la literatura del área no se ha enfocado en analizar las predicciones sin contar con los
argumentos o relaciones correctas, pero esto es esencial para sistemas que, a partir de tex-
to escrito en lenguaje natural, deban sacar conclusiones, dar recomendaciones, o realizar
cualquier procesamiento en general que se base en el contenido argumentativo del texto.
Durante el desarrollo de un modelo, ya sea para reconocer argumentos en un texto o rela-
ciones argumentativas, se cuenta con anotaciones que permiten comparar las predicciones
de estos modelos y verificar su rendimiento. En contraste, en el contexto de un sistema
en el mundo real, los nuevos documentos de entrada no tendrán anotaciones asociadas y,
por lo tanto, se dificulta evaluar si las predicciones obtenidas fueron correctas o no. En
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esta línea, inexplorada hasta el momento, cualquier herramienta que ayude a validar las
predicciones de un modelo sin contar con las respuestas esperadas, puede resultar de gran
utilidad. En el Capítulo 7 se propondrá un enfoque para determinar automáticamente,
sin contar con los argumentos esperados, si los argumentos reconocidos en un texto se
han identificado de manera correcta o con errores, lo que puede ser una herramienta de
mucha utilidad para sistemas basados en razonamiento argumentativo. Posteriormente,
en el Capítulo 8 se propondrá una forma de determinar de manera automática, sin cono-
cer las relaciones correctas de antemano, si una relación predicha por un modelo ha sido
correctamente identificada o no, lo cual puede ser importante en un sistema basado en
razonamiento argumentativo donde la correcta identificación de las interacciones entre los
argumentos resulta fundamental.

En lo que resta de este capítulo se describirán las principales contribuciones de la
tesis junto con su organización, describiendo brevemente el contenido de los siguientes
capítulos, y las publicaciones realizadas durante el desarrollo de la tesis.

1.1. Contribuciones

A continuación enumeraremos y describiremos sucintamente las principales contribu-
ciones de esta tesis.

Categorización para analizar las predicciones desde una perspectiva ar-

gumentativa.

Se propone una nueva forma de caracterizar los argumentos predichos por un modelo
de identificación de argumentos que, a partir de la comparación entre los argumentos
predichos y los correctos, permite analizar dichas predicciones desde una perspectiva
argumentativa. La categorización propuesta contempla una situación de éxito donde
el modelo entrenado para identificar argumentos reconoce en el texto de entrada un
argumento exactamente como lo indica el conjunto de datos anotado (coincidencia
perfecta), y cinco situaciones de error (desplazado, fusionado, dividido, inventado, no
reconocido) que se basan en la coincidencia parcial entre los argumentos predichos
y los argumentos correctos, que tienen diferente impacto desde el punto de vista ar-
gumentativo. Esta categorización ofrece una nueva forma de evaluar los modelos de
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segmentación para este dominio de aplicación, y permite observar diferencias signi-
ficativas entre distintos modelos, las cuales no pueden observarse mediante métricas
tradicionales. Esto será desarrollado principalmente en el Capítulo 4.

Enfoque para integrar información sobre errores argumentativos en el

desarrollo de modelos de identificación de argumentos.

Se propone un enfoque buscando mejorar el rendimiento de modelos de identificación
de argumentos a partir de abordar directamente los errores a nivel argumentativo.
Para ello, se desarrollan tres alternativas, dos de las cuales permiten obtener notables
mejoras en el rendimiento de los modelos entrenados, incrementando su capacidad
de identificar argumentos de manera perfecta en comparación con modelos que no
emplean este tipo de información, sin disminuir su capacidad de reconocimiento.
Esto será desarrollado principalmente en el Capítulo 5.

Categorización de las predicciones de un modelo encargado de identificar

relaciones argumentativas.

Se propone una forma de caracterizar las relaciones argumentativas predichas au-
tomáticamente, considerando relaciones de ataque, soporte y neutralidad, entre un
dado texto y un tópico de discusión. La categorización propuesta contempla una
situación de éxito donde el modelo entrenado reconoce correctamente la relación
entre un texto y un tópico de discusión, y tres situaciones de error que se basan en
la naturaleza de los cambios en las predicciones respecto a la relación correcta. Esta
categorización, desde la perspectiva de argumentación, permite evaluar los modelos
teniendo en cuenta las posibles consecuencias de las predicciones incorrectas en un
proceso posterior que dependa de las relaciones predichas. Esto será desarrollado
principalmente en el Capítulo 6.

Enfoque para determinar automáticamente si un argumento ha sido co-

rrectamente identificado.

Se propone un problema de clasificación cuyo objetivo es determinar si un argumen-
to predicho ha sido correctamente identificado o, en su defecto, qué tipo de error
presenta. El objetivo de este enfoque es brindar asistencia luego de que un modelo
ha reconocido argumentos, asumiendo que no se cuenta con los argumentos correctos
esperados. Esto será desarrollado a lo largo del Capítulo 7.
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Enfoque para determinar automáticamente si una relación argumentativa

ha sido correctamente identificada.

Se propone un problema de clasificación cuyo objetivo es determinar automática-
mente si la relación argumentativa predicha por un modelo para un texto y un
tópico de discusión es correcta o, por el contrario, presenta algún tipo de error. Este
enfoque busca brindar asistencia en la validación de las predicciones de un modelo
encargado de reconocer relaciones de ataque, soporte y neutralidad, asumiendo que
no se cuenta con el resultado esperado. Esto será desarrollado en el Capítulo 8.

Además, desde el punto de vista práctico, se desarrollaron dos estrategias para generar
datos sintéticos a partir de conjuntos de datos etiquetados (Capítulos 7 y 8), y se dejan
disponibles varios conjuntos de datos generados a partir de estas estrategias. También se
ponen a disposición modelos predictivos entrenados para abordar los aspectos menciona-
dos anteriormente. Tanto el código fuente desarrollado como los demás recursos pueden
obtenerse en https://github.com/FedeSchmidt.

1.2. Publicaciones

Parte de los resultados obtenidos durante el desarrollo de esta tesis fueron publicados, o
están actualmente en evaluación, en revistas de la especialidad. A continuación se detallan
dichos trabajos:

En el trabajo “Identifying Arguments Within a Text: Categorizing Errors and Their
Impact in Arguments’ Relation Prediction” [SGG24] publicado en la revista Inter-
national Journal of Approximate Reasoning (2024) se propone un enfoque para
caracterizar las predicciones de un modelo encargado de la identificación de argu-
mentos en un texto de entrada, acompañado de una extensa experimentación sobre
dicha tarea. Este aspecto será desarrollado mayormente a lo largo del Capítulo 4.
Parte del trabajo aborda también el impacto que los errores en la identificación de
argumentos tienen en tareas subsecuentes de Minería de Argumentos, lo cual será
abordado en el Capítulo 7.

En el trabajo “High Level Classification Errors in Argument Mining: Enhancing
Argument Detection and Automatic Error Prediction”, actualmente en la tercera

https://github.com/FedeSchmidt
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vuelta de evaluación en la revista Expert Systems With Applications, se propone,
por un lado, un enfoque para mejorar el rendimiento de los modelos de identificación
de argumentos a partir de incorporar en su desarrollo información sobre errores a
nivel de argumentación. Por otro lado, se propone una tarea de clasificación para
determinar, sin contar con los argumentos correctos, si un argumento predicho por
un modelo ha sido debidamente identificado o no. Estos resultados se reflejan en los
Capítulos 5 y 7.

En el trabajo “Topic-dependent Relation Prediction in Argument Mining: Ternary
Classification”, actualmente en evaluación en la revista Knowledge and Information
Systems, se aborda la predicción de relaciones argumentativas considerando relacio-
nes de ataque, soporte y neutralidad. Se proponen distintos métodos de clasificación
y se brindan resultados sobre dos conjuntos de datos. Parte del Capítulo 6 incluye
los desarrollos llevados a cabo en el mencionado trabajo.

1.3. Organización de la tesis

El resto de esta tesis se organiza de la siguiente manera:

En el Capítulo 2 se describe el área de investigación en la que cual se enmarca esta
tesis, Minería de Argumentos. En particular, se hará un breve repaso de su evolu-
ción histórica, junto con una descripción de las principales tareas estudiadas en el
área. Además, se comentarán aspectos relacionados a las tecnologías de aprendizaje
automático para procesamiento de lenguaje natural, que serán de suma importancia
en el desarrollo de esta tesis.

El Capítulo 3 estará enfocado en repasar los conjuntos de datos anotados que han
sido empleados a lo largo de esta tesis para abordar las tareas de identificación de
argumentos y relaciones argumentativas. Se describirán estos conjuntos, mencionan-
do también los desafíos que implica la creación de datos anotados de buena calidad
en esta área de investigación.

En el Capítulo 4 se presentarán resultados para la primera parte del problema de
Minería de Argumentos, que consiste en la identificación de argumentos presentes
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en un texto de entrada en lenguaje natural. Particularmente, además de los resul-
tados obtenidos con modelos entrenados utilizando distintos conjuntos de datos, se
propone una caracterización de las predicciones de estos modelos desde una pers-
pectiva de argumentación. Se mostrarán los beneficios de esta categorización como
una forma de evaluación más informativa del rendimiento de los modelos entrena-
dos, en contrapartida a métricas de clasificación tradicionales, las cuales no resultan
completamente apropiadas para esta área.

En el Capítulo 5 se propone una forma de integrar la información que puede ob-
tenerse a partir de la categorización propuesta en el capítulo anterior al proceso
de entrenamiento de los modelos encargados de identificar argumentos. En particu-
lar, se reportan resultados obtenidos a partir de distintas formas de integrar esta
información adicional en el proceso de entrenamiento de un modelo, que permiten
obtener claros beneficios en el rendimiento de estos modelos.

En el Capítulo 6 se presentarán resultados para la segunda parte del problema de
Minería de Argumentos, que consiste en la predicción de relaciones argumentati-
vas. En este caso, se abordará la predicción de relaciones entre un fragmento de
texto y un tópico de discusión, en un escenario con tres posibles relaciones. Ade-
más de los resultados obtenidos sobre distintos conjuntos de datos, se propondrá
una caracterización de las predicciones desde una perspectiva de argumentación, la
cual se empleará como forma adicional de evaluación de los métodos de clasificación
desarrollados.

En el Capítulo 7 se propone un enfoque que permite predecir automáticamente el
tipo de error que presenta un argumento predicho por un modelo encargado de su
identificación. La importancia de estos resultados es doble: por un lado, muestra que
no es necesario contar con los argumentos correctos para determinar el tipo de error
de un argumento predicho, manteniendo un nivel relativamente alto de confianza. En
segundo lugar, muestra un uso diferente para la categorización de errores propuesta,
que sobrepasa la evaluación de un modelo entrenado.

En el Capítulo 8 se propone un enfoque que permite predecir automáticamente el
tipo de error que puede cometerse al predecir la relación argumentativa entre un
fragmento de texto y un tópico de discusión. Esta propuesta, la primera de su ti-
po de acuerdo a nuestro conocimiento, permite plantear en un futuro sistemas de
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validación y corrección automática para los modelos encargados de identificar rela-
ciones argumentativas, y puede resultar de suma importancia para sistemas basados
en razonamiento argumentativo automático.

En el Capítulo 9 se realizará una revisión de las diferentes propuestas existentes
en la literatura de Minería de Argumentos, prestando especial atención a aquellos
estudios desarrollados en relación a la identificación de argumentos y de relaciones
argumentativas a partir de documentos escritos en lenguaje natural. Durante esta
revisión, se destacarán las diferencias y similitudes más importantes entre estas
propuestas y el trabajo desarrollado en esta tesis.

En el Capítulo 10 se presentarán las conclusiones que se desprenden de esta tesis, y
se describirán ideas que pueden formar parte de líneas de trabajo futuro.





Capítulo 2

Minería de Argumentos

En el ámbito de las Ciencias de la Computación, en la última década ha surgido un área
de investigación llamada Minería de Argumentos [LT16a, LR19] (en inglés, Argumentation
Mining o Argument Mining, abreviado usualmente como AM) que combina el interés por
los modelos de argumentación, muchos de ellos estudiados en el área de Argumentación
Computacional, con los avances en procesamiento de lenguaje natural y extracción de
información a partir de datos no estructurados. El objetivo central en AM es reconocer
automáticamente la estructura argumentativa presente en un documento de texto escrito
en lenguaje natural, y obtener como resultado una representación estructurada de dicha
información argumentativa que permita el uso de modelos de argumentos y motores de
razonamiento basados en argumentación [LT16a].

A continuación, daremos una introducción al área de AM. Luego, en la Sección 2.2
se describen las dos principales tareas abordadas en AM, esto es, la identificación de
argumentos y la predicción de relaciones argumentativas, sobre las cuales esta tesis hace
sus principales aportes. Luego, en la Sección 2.3 se describirán, de manera resumida, las
nociones necesarias vinculadas con el procesamiento de lenguaje natural y los modelos de
aprendizaje que resultan relevantes en la actualidad y que, en buena medida, han sido
utilizados en esta tesis. Lo presentado en las siguientes secciones se complementa con el
Capítulo 3, donde se introducirán varios conjuntos de datos utilizados en el área y que
permiten apreciar la variedad de dominios para los cuales AM puede ser relevante, y con
el Capítulo 9, donde se comentarán una serie de estudios en el área para mostrar no solo
la dificultad que revisten las tareas a resolver, sino también la rápida evolución de AM a
partir del avance en otras áreas de investigación.
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2.1. Introducción

Minería de Argumentos combina esfuerzos de varias áreas de investigación. En primer
lugar, los avances en Inteligencia Artificial, y especialmente en el área de Aprendizaje
Automático para Procesamiento de Lenguaje Natural (en inglés, Natural Language Pro-
cessing, o NLP), brindan los métodos necesarios para procesar y analizar documentos
de texto, permitiendo identificar argumentos, relaciones entre ellos y demás información
relevante para la argumentación incluida en dichos documentos. Por otro lado, el área de
Representación de Conocimiento y Razonamiento (KRR, por las siglas en inglés de Know-
ledge Representation and Reasoning) provee las herramientas necesarias para razonar y
obtener conclusiones a partir de la estructura argumentativa identificada [CV18].

En AM se definen una serie de tareas que resultan relevantes para la detección de
argumentos, su evaluación, y la definición de las relaciones argumentativas entre los mis-
mos. Un argumento es una pieza de texto que ofrece evidencia o razonamiento en el
marco de un tema de discusión o debate. Tradicionalmente, las tareas principales en el
área incluyen la detección de argumentos y la determinación de las relaciones entre ar-
gumentos [CV18]. Esta tesis se enfoca en estas dos tareas. Con el correr de los años,
además, algunos autores han comenzado a explorar otras tareas complementarias. Por
ejemplo, uno de los aspectos de mayor interés radica en evaluar la calidad de los ar-
gumentos considerando criterios de relevancia, verificabilidad, minimalidad o persuasivi-
dad [HG16a, WNH+17, SG17b, FBR+22, FZB22, ZSL+23, LVVW24]. Otros puntos de
interés radican en el análisis de la semántica de los argumentos [MEW16, BH21], y en la
asociación de los argumentos con ciertos valores humanos [KAH+22, KAM+23, HW23].

Las primeras propuestas en el área comenzaron a aparecer alrededor del año 2010. El
término fue introducido en el trabajo de Palau et al. [PM09] del año 2009, donde se plantea
el objetivo del área de manera general y algunas preguntas de investigación, sobre las que
el trabajo actual sigue avanzado. En el artículo mencionado, las autoras buscan evaluar
automáticamente la estructura argumentativa presente en documentos legales, a partir de
modelos de clasificación basados en algoritmos de aprendizaje automático clásicos como
naive Bayes y máquinas de soporte vectorial. Previamente a este estudio, en [MBPR07] se
había propuesto un enfoque de clasificación para diferenciar sentencias argumentativas de
sentencias no argumentativas, también sobre textos legales. Poca investigación se había
realizado hasta el momento referida al análisis de argumentación en documentos en len-
guaje natural. El antecedente más notable al trabajo de Palau et al. es el llevado a cabo
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por Teufel [T+99] a partir de un tipo de análisis, dedicado inicialmente a documentos de
artículos científicos, denominado Argumentative Zoning. Este método propone analizar la
estructura argumentativa de textos académicos a partir de distintas zonas, según el rol u
objetivo de un fragmento de texto en el documento.

Estos primeros estudios se enfocaron en dominios particulares, legales y académicos,
por diversos motivos. Por un lado, en ambos tipos de documentos, la argumentación tiene
un rol central, y herramientas que procesen automáticamente la estructura argumentativa
resultan de gran utilidad a nivel práctico. Al mismo tiempo, los documentos pueden
presentar variedad de estilos, especialmente en el caso de los artículos académicos, lo
que hace que la tarea sea desafiante. Es importante destacar que la estructura de los
documentos en estos dominios, definida de manera más clara que en otros (por ejemplo,
en documentos generados por usuarios en la Web), permitió que los enfoques desarrollados
tuvieran un funcionamiento inicial satisfactorio.

A partir de estos estudios seminales, se fue incrementando el interés por desarrollar
métodos de análisis automático de la estructura argumentativa para textos de distintos
dominios [CV18]. En particular, la Web provee una fuente de datos creciente y heterogénea
donde la argumentación, presentada en general por usuarios no especializados en ningu-
na área relacionada a argumentación, puede ser extraída y analizada [LT16a]. En este
sentido, las plataformas de noticias online, opiniones sobre productos y servicios, foros y
blogs, diversas redes sociales, entre otras aplicaciones, permiten la creación ininterrumpi-
da de información de muy diversas características. Gran parte de estos datos, usualmente
generados por los propios usuarios, tiene un carácter argumentativo, de manera que las
personas que exponen esta información lo hacen con el objetivo de presentar su punto
de vista, junto con un razonamiento o justificación que, a juicio del propio usuario, lo
sustenta. Con esto, es de esperar que los argumentos involucrados puedan ser recupera-
dos y analizados. La disponibilidad de estos datos, en combinación con el desarrollo de
nuevas y más eficaces técnicas para el procesamiento de texto y aprendizaje de patrones,
generan nuevas oportunidades para aplicar los enfoques de AM en una mayor variedad de
dominios.

Como consecuencia, a lo largo de los años se han presentado enfoques aplicados a
diversos tipos de texto, cada uno con sus particularidades en cuanto a estilo, vocabula-
rio y cercanía con esquemas formales de argumentación. En particular, además de los ya
mencionados dominios de textos legales y académicos, AM se ha aplicado también sobre
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ensayos y documentos asociados al ámbito educativo [PN16, SG17a, PTT21], discursos po-
líticos [MCTV18], documentos científicos [AS20, RMG23], medicina [MCV20, MMCV21,
LAB+22] y contenido web [SS21, PC18, SDS+18]. En el Capítulo 3 se introducirán varios
de esos conjuntos de datos, mientras que en el Capítulo 9, se brindará una descripción
más detallada de los trabajos en la literatura del área hasta el momento.

El progreso en el área, como se ha mencionado antes, también ha tenido lugar debido
a los avances en las herramientas dedicadas al análisis de texto en lenguaje natural. En los
primeros trabajos, los enfoques propuestos eran usualmente validados a partir de mode-
los de predicción basados en algoritmos clásicos, como naive Bayes, máquinas de soporte
vectorial o árboles de decisión. Usando esos algoritmos, los documentos de texto debían
pasar por un proceso de extracción de atributos predictivos, esto es, atributos compu-
tados a partir del texto que permitieran representar adecuadamente las características del
mismo que se quisieran capturar utilizando el algoritmo de aprendizaje. Por ejemplo, en
el trabajo de Palau et al. [PM09], se emplean distintos atributos para representar una
sentencia a clasificar, como unigramas, bigramas, trigramas, junto con información sobre
verbos, adverbios, puntuación, palabras clave en el texto, y longitud de la sentencia, entre
otros. Evidentemente, esta metodología implica que deban elegirse y computarse aquellos
atributos que mejor representen el texto bajo análisis, lo cual no es una tarea sencilla.

Rápidamente, y especialmente a partir de la aparición de representaciones vectoriales
densas para texto (conocidas como embeddings), que permiten representar palabras o
documentos completos en un espacio vectorial de dimensionalidad fija [MCCD13, PSM14],
se adoptó progresivamente el uso de Redes Neurales Artificiales en detrimento de los
algoritmos de aprendizaje clásicos. Actualmente, con la aparición de modelos basados en
la arquitectura Transformer [VSP+17], los cuales se refieren habitualmente como Grandes
Modelos de Lenguaje (o Large Language Models en inglés), los enfoques desarrollados se
basan casi exclusivamente en este tipo de arquitecturas de aprendizaje profundo. Como
puede apreciarse, el área de investigación ha vivido, en pocos años, un avance significativo,
adaptándose y aprovechando los progresos realizados en otras áreas de investigación. En
la Sección 2.3 se hará un breve repaso de estos métodos de aprendizaje mencionados.

Sin embargo, pese al progreso realizado, sigue habiendo claros desafíos pendientes.
Uno de los principales obstáculos es la creación de conjuntos de datos anotados de buena
calidad que puedan utilizarse en el desarrollo y evaluación de nuevas propuestas. Argu-
mentación es una disciplina compleja por sí misma, en la cual no existe una única teoría
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aceptada de manera universal que permita definir las entidades involucradas. Con esto, el
proceso de argumentación en fuentes de documentos no estructuradas suele ser altamente
subjetivo. Además, la anotación de datos en el contexto de Argumentación suele requerir
conocimiento experto y anotadores entrenados, lo cual limita significativamente el número
de personas capaces de realizar esta tarea y, por lo tanto, reduce la capacidad de generar
conjuntos de datos amplios y de calidad.

Otro de los desafíos pendientes está relacionado con el desarrollo de soluciones que fun-
cionen de manera satisfactoria en múltiples dominios de texto [CCVT20]. La diversidad
entre los cuerpos de datos disponibles, la falta de un formato de anotación estandarizado
y las diferencias entre los estilos de argumentación en distintos dominios, hacen que so-
luciones que funcionan de manera satisfactoria en ciertos dominios, no puedan aplicarse
directamente a nuevos tipos de texto. En los últimos años, varios trabajos en la literatura
han explorado distintas maneras de integrar información de diferentes dominios, buscan-
do soluciones más generales y robustas. Por ejemplo, algunos trabajos evalúan formas de
combinar conjuntos de datos anotados [SED+18], mientras que otros emplean técnicas
como aprendizaje Multi-tarea [Car98] para modelar, de forma conjunta, documentos de
distintos dominios. Pese a que este no es el aporte principal de esta tesis, se ha realizado
experimentación en esta dirección, que se mostrará en el Capítulo 4.

Finalmente, siendo tal vez la limitación más relevante en el contexto de esta tesis, otro
de los desafíos radica en la conexión entre los formalismos de Argumentación Computacio-
nal y los desarrollos del área de Minería de Argumentos. Como se ha mencionado, en AM
se ha logrado un progreso significativo, pero muchos de los trabajos de la literatura abor-
dan el problema enteramente desde una perspectiva de aprendizaje automático o, en todo
caso, de procesamiento de lenguaje natural. Sin embargo, si tenemos presente que uno de
los objetivos del área es lograr analizar la estructura argumentativa de un texto y generar
una representación de dicha información argumentativa que permita el uso de modelos
de argumentos y motores de razonamiento basados en argumentación [LT16a], no puede
perderse de vista la fuerte relación que AM tiene con Argumentación Computacional. En
este sentido, no entendemos a las tareas de AM únicamente como tareas de procesamiento
de lenguaje natural, sino también como herramientas que sustentan el análisis automático
de documentos argumentativos. Los aportes de esta tesis se centran fuertemente en el de-
sarrollo de soluciones para la identificación de argumentos y de relaciones argumentativas,
considerando estos desarrollos desde la perspectiva de argumentación.
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Habiendo dado una descripción general del área de Minería de Argumentos en los
párrafos anteriores, en lo que resta del capítulo se comentan algunas nociones particulares
del área que permiten marcar el alcance de esta tesis.

2.2. Principales tareas en Minería de Argumentos

En esta sección comentamos algunas cuestiones relacionadas con las dos etapas que,
tradicionalmente, conforman el problema planteado por Minería de Argumentos, esto es,
la extracción de argumentos a partir de un documento de texto, y la identificación de
relaciones argumentativas entre argumentos.

2.2.1. Identificación de argumentos

La primera etapa en Minería de Argumentos consiste en la identificación de argumentos
presentados en el documento de entrada. Esta etapa, originalmente, fue considerada a su
vez en dos partes. En primer lugar, a partir del texto de entrada, se busca determinar
aquellas oraciones que se consideren “argumentativas”, es decir, oraciones que contienen un
argumento y, por tanto, resultan significativas para la argumentación en el documento. En
la segunda etapa, a partir de las oraciones argumentativas detectadas, se busca identificar
los argumentos con sus límites exactos, una condición adicional que añade una dificultad
notable al problema. En esta segunda parte, debe determinarse de forma automática en
qué puntos dentro de la oración comienza y termina un argumento. Si bien reconocer
estos puntos de inicio y fin de manera precisa añade complejidad a la tarea, permite que
se reconozcan más de un argumento en cada oración, y que cada argumento reconocido
tenga la información necesaria y suficiente para ser considerado como tal. En esta tesis,
utilizaremos modelos de segmentación para reconocer de manera precisa los argumentos
dentro de un texto, siguiendo la terminología adoptada en AM donde esta tarea se aborda
como un problema de segmentación [PM08, LR19].

Siguiendo esta metodología, un argumento puede abarcar toda una oración, solo una
parte de ella, o extenderse a través de varias oraciones. Simultáneamente, como se ha
mencionado, puede ocurrir que una oración incluya más de un argumento. Como es de
esperar, la dificultad de la tarea aumenta significativamente al considerar todas estas
posibilidades. Por ese motivo, la mayoría de los métodos existentes asumen que solo una
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de estas posibilidades puede darse, lo cual puede definirse tanto en la anotación de un
conjunto de datos como en el método propuesto para resolver la tarea. Así, como se
mostrará en el Capítulo 3, tendremos conjuntos de datos que consideran que una oración
coincide con un argumento [SMS+18], y otros conjuntos que consideran que un argumento
puede ocupar una porción de una oración [SG17a, TDS+20].

Como veremos en capítulos siguientes, también es posible detectar los argumentos
con sus límites exactos en un único paso, aplicando una técnica de clasificación que se
conoce como “etiquetado de secuencia” (sequence tagging o sequence labeling en inglés).
Siguiendo este enfoque, que veremos en mayor detalle en los Capítulos 4 y 5, cada token
(palabra o signo de puntuación) en el texto de entrada se etiqueta, en su forma más básica,
indicando si pertenece o no a un argumento. Naturalmente, una vez que todos los tokens
de un documento han sido etiquetados siguiendo ese criterio, una secuencia continua de
tokens pertenecientes a un argumento forma el argumento deseado.

Desde la perspectiva de aprendizaje automático, un problema de etiquetado de se-
cuencia será tratado como una tarea de clasificación dentro de aprendizaje supervisado.
Por este motivo, un aspecto importante a considerar es el conjunto particular de etiquetas
que se utilicen para anotar los tokens en el texto. Como mínimo, el formato de anotación
debe permitir distinguir los tokens que pertenecen a un argumento de aquellos que no lo
hacen, y varios formatos han sido propuestos para ello. Algunos estudios han mostrado
las ventajas de usar el formato IO [CLS+21, AA21], un esquema simple donde la eti-
queta I identifica los tokens que pertenecen a un argumento, mientras que la etiqueta O
identifica los tokens fuera de los argumentos. Aunque el uso de solo dos etiquetas podría
mejorar el rendimiento de los métodos de clasificación que se desarrollen, este formato no
logra distinguir entre argumentos adyacentes, esto es, argumentos que no se encuentren
separados por ningún token, ya que ni el primer ni el último token de un argumento se
diferencian del resto. Como consecuencia, al enfrentarse a dos argumentos adyacentes,
incluso si un modelo de segmentación realiza una predicción perfecta, no habrá forma de
distinguir entre los dos argumentos predichos. Aunque este formato puede ser muy útil en
otros contextos (por ejemplo, para reconocer entidades en un texto), no siempre resulta
conveniente en Minería de Argumentos, donde puede ocurrir que un documento incluya
argumentos que no se encuentren separados.

A lo largo de esta tesis emplearemos el formato IOB [RM95], ligeramente más complejo,
pero más expresivo que el formato IO. Con este formato de anotación, a cada token se le
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asigna una etiqueta B si es el token inicial de un argumento, una etiqueta I si es parte
de un argumento pero no el primer token, o una etiqueta O si el token no forma parte de
un argumento. Siguiendo este formato, un argumento será una secuencia de tokens que
comienza con un token B seguido por tokens I, y un token O indica que un argumento
ha finalizado en el token I anterior. A modo de ejemplo, se puede considerar el siguiente
fragmento de texto, extraído de uno de los conjuntos de datos empleados a lo largo de
esta tesis, con su anotación de acuerdo al formato IOB. Los argumentos incluidos en el
fragmento se destacan en negrita y entre corchetes (estos últimos se utilizan en el ejemplo
para facilitar su lectura y no forman parte del fragmento de texto en cuestión).

WhileO someO mightO thinkO [theB tourismI bringsI largeI profitI forI

theI destinationI countriesI] ,O IO wouldO contendO thatO [thisB industryI

hasI affectedI theI culturalI attributesI andI damagedI theI naturalI

environmentI ofI theI touristI destinationsI] .O

Otro aspecto importante de esta etapa de detección de argumentos está relacionado
con la evaluación de los métodos de segmentación. Como mencionamos en la Introduc-
ción, la mayoría de las propuestas evalúan los modelos desarrollados a partir de métricas
de clasificación tradicionales que, como veremos a lo largo de la tesis, suelen no reflejar
adecuadamente el funcionamiento de un modelo. En este sentido, muy pocos errores en las
predicciones de los tokens, que se corresponden con valores altos en métricas tradicionales,
pueden tener consecuencias significativas desde el punto de vista de los argumentos reco-
nocidos. Siguiendo con el ejemplo anterior, supongamos que un modelo de segmentación
etiqueta la oración de la siguiente manera:

WhileO someO mightO thinkO [theB tourismI bringsI largeI profitI forI

theI destinationI countriesI] ,O IO wouldO contendO thatO [thisB industryI

hasI affectedI theI culturalI attributesI] andO [damagedB theI naturalI

environmentI ofI theI touristI destinationsI] .O

En este ejemplo, solo dos errores a nivel de token (en los tokens “and” y “damaged”)
generan que uno de los argumentos esperados sea reconocido parcialmente, al tiempo que
se predicen tres argumentos en lugar de dos.

En otro caso, puede considerarse el siguiente ejemplo, donde el modelo de segmentación
vuelve a cometer únicamente dos errores a nivel de token respecto al etiquetado esperado:
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WhileO someO mightO thinkO theO tourismI bringsI largeI profitI forI theI

destinationI countriesI ,O IO wouldO contendO thatO thisO industryI hasI

affectedI theI culturalI attributesI andI damagedI theI naturalI environmentI

ofI theI touristI destinationsI .O

En este caso, el modelo únicamente falla en las predicciones de las etiquetas ‘B’ pero,
si se respeta de manera estricta el formato IOB para recuperar los argumentos predichos,
el modelo no estaría prediciendo ningún argumento. Veremos en el Capítulo 4, a lo largo
de una extensa experimentación usando distintos modelos de segmentación y conjuntos
de datos, que las métricas tradicionales de clasificación, usadas en la literatura del área,
en muchos casos no logran capturar adecuadamente el funcionamiento de los modelos.
En este contexto, consideramos que evaluar los aciertos y errores a nivel de argumentos
resulta más significativo que hacerlo a nivel de tokens.

2.2.2. Predicción de relaciones argumentativas

La segunda etapa en Minería de Argumentos consiste en determinar las relaciones
existentes entre los argumentos identificados en la etapa previa. Esta es una tarea difí-
cil ya que involucra la representación de conocimiento de alto nivel asociado al dominio
particular bajo análisis y habilidades de razonamiento, principalmente debido a que los
argumentos son expresados como fragmentos de texto en lenguaje natural [CV18, SD16].
Las relaciones consideradas entre argumentos pueden tener distinta naturaleza, y los tipos
particulares de interacciones que se busquen reconocer también influyen, en gran medida,
en la dificultad de la tarea. Veremos que en la literatura del área generalmente se consi-
deran relaciones de ataque y soporte [SG17a, MCTV18], aunque hay algunos conjuntos
de datos que incluyen otros tipos de interacciones [PS15, PC18, AS20].

El problema de predecir las relaciones entre argumentos se ha abordado desde di-
ferentes perspectivas. Una línea común de investigación busca determinar si existe una
relación argumentativa entre dos argumentos, y de ser así, de qué tipo de relación se trata.
Los argumentos analizados pueden ser resultado de una etapa previa en la cual han sido
reconocidos [SG17a, MCV20], o se asume que son argumentos válidos y los enfoques se
centran exclusivamente en la predicción de las relaciones [MCTV18, CCVT20, PTT21].
Esta alternativa resulta natural, pero en los últimos años ha perdido protagonismo en la
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literatura del área, principalmente por la falta de conjuntos de datos anotados para llevar-
la a cabo. Existen pocos cuerpos de texto anotados que permitan trabajar con pares de
argumentos y, además, los existentes tienen ciertas limitaciones importantes. En primer
lugar, la calidad de las anotaciones, denotada mediante mediciones en el acuerdo entre
los anotadores [Art17], no siempre resulta satisfactoria. Estos bajos niveles de acuerdo
muestran que analizar las relaciones entre argumentos es difícil incluso para personas con
cierto nivel de preparación académica, y con conocimientos en argumentación y Minería
de Argumentos. En segundo lugar, independientemente de su calidad, algunos conjuntos
de datos anotados que permiten seguir esta línea de trabajo están dedicados a dominios
específicos, como la política [MCTV18, HCV19], mientras que el objetivo de muchos es-
tudios es lograr soluciones generales que, idealmente, funcionen de manera satisfactoria
para cualquier tipo de texto.

Otros trabajos no se enfocan específicamente en la predicción de relaciones argumen-
tativas, sino que incluyen este paso como parte de soluciones de extremo a extremo, que
abordan el problema de AM en su totalidad. En estos enfoques, los argumentos conside-
rados generalmente resultan de una etapa de identificación dentro del enfoque propues-
to [EDG17, YT21, MOMY22]. Esta alternativa tiene algunas ventajas interesantes. En
principio, una solución de extremo a extremo resulta una opción muy atractiva pues-
to que, idealmente, podría reconocer la estructura argumentativa en un documento de
entrada apelando a un único modelo de predicción. Además, entrenar un modelo para
que reconozca tanto los argumentos como las relaciones entre ellos permitiría que ambas
tareas se mejoren mutuamente. Es decir, mientras mejor se reconozcan los argumentos,
mejor podrían reconocerse las relaciones entre ellos, y viceversa. Sin embargo, también se
presentan algunas limitaciones que es importante tener en cuenta. En primer lugar, en la
práctica es difícil entrenar un modelo y lograr un buen funcionamiento en conjunto. En
la literatura pueden encontrarse varios estudios que muestran resultados con un amplio
margen de mejora en, al menos, una de las etapas [MOMY22, SED+18]. Además, durante
el desarrollo de un modelo, habrá que evaluar las relaciones entre cada par de argumentos
previamente identificados, lo que implica ciertos desafíos en la experimentación, y tiene
asociado un costo computacional para evaluar relaciones que no se evaluarían a partir de
otros enfoques. Finalmente, la tercera dificultad está relacionada con el orden en que se
desarrollan las tareas. Naturalmente, dentro del funcionamiento del modelo, el reconoci-
miento de los argumentos debe ocurrir antes que la identificación de las relaciones, pero
esto provoca que haya una propagación importante de los errores cometidos en la primera
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etapa hacia la segunda etapa.

Finalmente, sabiendo que un texto puede ser considerado argumentativo o no depen-
diendo del tema de discusión para el cual se presenta [Moe18, CCVT20], varios estudios
se enfocan en analizar la relación existente entre dicho texto y un tema de discusión es-
pecífico. Esta línea de investigación ha progresado en los últimos años, con propuestas
que abordan el problema considerando dos posibles tipos de interacciones. En particular,
algunos estudios consideran el problema de determinar si un fragmento de texto está rela-
cionado, esto es, es un argumento para un tema o tópico en particular, mientras que otros
evalúan si un argumento está a favor o en contra de un tópico. Además, algunos trabajos
consideran tres interacciones posibles, en general interacciones de ataque, soporte y neu-
tralidad [SMS+18, RSB+19, FFS19]. Pese al progreso realizado, los resultados obtenidos
aún están lejos de lo deseable y muestran la dificultad de la tarea. En particular, en los
distintos estudios puede notarse que los modelos entrenados tienen importantes dificulta-
des para generalizar el conocimiento aprendido a nuevos tópicos. Además, los resultados
obtenidos al considerar tres tipos de interacciones (por ejemplo, ataque, soporte y neu-
tralidad) son notablemente inferiores a los obtenidos considerando solo dos interacciones.
Sin embargo, como se explicará en el Capítulo 6, si se busca desarrollar un sistema basado
en razonamiento argumentativo automático, es esencial abordar este problema conside-
rando, al menos, tres tipos de relaciones. En esta tesis, nos enfocaremos en la predicción
de relaciones de ataque, soporte y neutralidad entre fragmentos de texto que se conside-
ran argumentos y tópicos de discusión, proponiendo nuevos métodos de clasificación y un
acercamiento de las técnicas y los resultados para este problema, desde la perspectiva de
argumentación.

2.3. Aprendizaje automático para procesamiento de

lenguaje natural

En los últimos años, diversos avances en el área de procesamiento de lenguaje natu-
ral han permitido el desarrollo de propuestas en el área de Minería de Argumentos con
resultados satisfactorios o que, como mínimo, resultan prometedores y permiten seguir
explorando nuevos enfoques. Como mencionamos en las páginas anteriores, los primeros
trabajos en AM estuvieron basados en algoritmos de aprendizaje clásicos, como naive Ba-
yes o máquinas de soporte vectorial, que requerían el desarrollo de conjuntos de atributos
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predictivos suficientemente informativos para modelar de manera adecuada las caracte-
rísticas del texto bajo análisis. Sin embargo, a partir de la aparición de la arquitectura
Transformer presentada por Vaswani et al. [VSP+17] en 2017, y la posterior aparición de
los llamados “Grandes Modelos de Lenguaje” [DCLT19, SDCW19, LOG+19, BPC20], los
enfoques propuestos actualmente se basan, mayormente, en estos modelos de aprendizaje
profundo. A lo largo de esta sección, se brinda una descripción de estos modelos, especial-
mente de aquellos que se han utilizado durante esta tesis a fin de evaluar las soluciones
propuestas. Vale aclarar que esta sección no busca hacer una descripción detallada de
estos algoritmos de aprendizaje o arquitecturas, sino que tiene por objetivo mencionar los
puntos claves para poner en contexto los resultados obtenidos en los siguientes capítulos.
Con esto, puede encontrarse mayor detalle en [Bis07, Goo16, Rot21].

2.3.1. Modelos basados en algoritmos de aprendizaje clásicos

Los modelos de aprendizaje automático tradicionales desempeñaron un papel funda-
mental en los primeros enfoques de AM. En particular, las máquinas de soporte vectorial
(del inglés support vector machines, o SVM), los modelos naive Bayes y los campos alea-
torios condicionales (en inglés, Conditional Random Fields, o CRF), se destacaron por su
efectividad en tareas de clasificación y etiquetado de secuencia, al menos hasta la adop-
ción de enfoques basados en Redes Neuronales Artificiales. De manera más abarcativa, en
procesamiento de lenguaje natural, otros algoritmos han sido también empleados, como
árboles de decisión, regresión logística o bosques aleatorios, pero destacamos a continua-
ción los primeros tres mencionados debido a que son los más habituales en los primeros
años de Minería de Argumentos. Pese a que su rendimiento es notoriamente inferior a
las soluciones que se emplean actualmente, fueron modelos con resultados suficientemente
buenos para permitir que el área de investigación pueda dar sus primeros pasos.

Las máquinas de soporte vectorial son modelos de predicción útiles para abordar pro-
blemas de clasificación, siguiendo un enfoque supervisado. En este algoritmo de aprendi-
zaje, desarrollado por Cortes y Vapnik [CV95], se busca separar un conjunto de puntos,
donde cada uno pertenece a una de dos clases posibles. Como en la mayoría de los métodos
de clasificación supervisada, los datos de entrada, los puntos, son vistos como un vector de
un dimensión fija predeterminada. En este caso, el algoritmo debe encontrar un hiperplano
que permita separar los puntos de diferentes clases con el mayor margen posible, es decir,
donde se maximice la distancia del hiperplano al punto más cercano correspondiente a
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cada categoría. La búsqueda del mayor margen posible responde a mejorar la generaliza-
ción del modelo: ante un nuevo punto a clasificar, un mayor margen permite aumentar la
posibilidad de clasificar correctamente la nueva instancia de entrada. Una característica
interesante es que, pese a ser un modelo lineal, las SVM permiten la separación de instan-
cias que muestran una relación no lineal. Para ello, el algoritmo realiza un mapeo de las
instancias originales a un espacio dimensional mayor, en el cual las instancias que origi-
nalmente no son separables por un hiperplano, pasan a serlo. Esta característica se conoce
como “truco del kernel” (o kernel trick), donde un kernel es simplemente una función de
mapeo. A pesar de su eficacia en ciertas tareas, estos modelos tienen algunas limitaciones.
Por ejemplo, pueden ser sensibles a la elección de los hiperparámetros, en particular del
kernel. Otra limitación está asociada a la interpretabilidad del modelo, especialmente en
escenarios de alta dimensionalidad. Además, estos modelos están definidos para separar
instancias de dos clases, por lo cual algoritmos basados en SVM para problemas con tres
o más clases, deben reducir el problema a múltiples problemas binarios.

Otro modelo de clasificación tradicional es el de naive Bayes, un algoritmo probabi-
lístico simple, basado en el teorema de Bayes y en la suposición de independencia entre
los atributos predictivos. De esta manera, se asume que la presencia o ausencia de una
característica particular en una instancia no está relacionada con la presencia o ausencia
de otras características, dada la clase a la cual la instancia pertenece. Este tipo de modelos
probabilísticos ha demostrado ser efectivo en tareas relacionadas al lenguaje natural, y
tiene además algunas ventajas considerables. La principal de ellas es que requiere poca
cantidad de ejemplos de entrenamiento para estimar los parámetros necesarios para la
clasificación, lo que también se traduce en bajos tiempos de entrenamiento e inferencia.
En contraste, la hipótesis de independencia entre los atributos predictivos representa, en
la práctica, una limitación importante, ya que en muchas ocasiones no se cumple en el
procesamiento del lenguaje, donde las palabras suelen estar correlacionadas.

En este punto destacamos también los campos aleatorios condicionales, un algoritmo
estadístico útil para lo que se conoce como predicción estructurada, en particular, pre-
dicción en secuencia. Mientras que un clasificador simple predice una etiqueta para una
instancia particular, un modelo CRF tiene en consideración las instancias “vecinas” de la
instancia a predecir, lo que permite capturar la noción de contexto. De ahí que resulten
especialmente útiles en problemas de clasificación para secuencias. En el caso de proce-
samiento de lenguaje, un fragmento de texto puede verse como una secuencia de tokens
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(palabras, signos de puntuación, etc.), y el modelo CRF permite identificar secuencias
particulares de interés dentro del fragmento. En el contexto de esta tesis, este modelo
resulta importante debido a que es una solución que permitiría reconocer argumentos en
un texto sin apelar a soluciones basadas en Redes Neuronales Artificiales. No obstante,
presenta una limitación importante dado que el entrenamiento de los modelos CRF es
computacionalmente costoso, especialmente al procesar secuencias largas, y en general se
requieren grandes volúmenes de datos etiquetados para obtener buenos resultados, ya que
su rendimiento depende del contexto completo de la secuencia. Debido a sus limitaciones
y rendimiento inferior a soluciones modernas, la mayor parte de la experimentación en
esta tesis emplea modelos basados en la arquitectura Transformer (que se describe más
adelante en la Sección 2.3.4). Pese a ello, algunos modelos de los Capítulos 4 y 5 emplean
una capa CRF como capa de clasificación para el reconocimiento de argumentos, y pueden
observarse ventajas respecto a modelos similares que no emplean esta capa.

2.3.2. Modelos basados en redes neuronales artificiales

De manera simplificada, una Red Neuronal Artificial (RNA) es un grafo dirigido, for-
mado por nodos (denominados neuronas artificiales, o simplemente neuronas) conectados
mediante arcos. Las neuronas, organizadas en capas, reciben valores por sus arcos entran-
tes y computan un nuevo valor que es emitido por sus arcos salientes. El objetivo de una
red neuronal artificial será aproximar una función f ∗, y se considera que este tipo de redes
son aproximadores universales [HSW89]. Por ejemplo, para un problema de clasificación
donde se tenga y = f ∗(x), siendo x una entrada particular e y la clase o categoría asociada
a x, una red neuronal artificial entrenada para ese problema de clasificación definirá una
función f donde y = f(x, θ). El parámetro θ representa los parámetros entrenables de
la red, esto es, valores asociados a los arcos y neuronas en la red que deben aprender-
se durante un proceso de entrenamiento para lograr que la función f(x, θ) sea la mejor
aproximación posible de f ∗(x).

La capacidad de aprendizaje de una RNA viene dada por diversos parámetros que se
van modificando a lo largo del proceso de entrenamiento. Cada neurona artificial tiene
asociado un parámetro entrenable, usualmente denominado bias o sesgo, al igual que
cada arco, para el cual este parámetro entrenable se denomina peso. Estos parámetros
tomarán valores en punto flotante, y se irán modificando automáticamente a medida que
transcurre el proceso de entrenamiento, utilizando un algoritmo de optimización cuyo
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objetivo es minimizar una función de pérdida particular. Una vez construida para una
tarea de aprendizaje concreta y entrenada con un conjunto de datos, la RNA puede recibir
una nueva instancia del problema y emitir un resultado acorde, por ejemplo, indicando a
qué clase o categoría pertenece la instancia recibida.

Resulta ilustrativo considerar que, como se mencionó antes, las neuronas de la RNA
se organizan en capas, distinguiendo tres grupos de capas. La capa de entrada recibirá los
datos del exterior de la red, esto es, recibirá nuevas instancias, tanto durante el entrena-
miento como en un momento posterior de inferencia. La estructura de la capa de entrada
estará dada por la forma de representar las instancias del problema. Por ejemplo, si para
un problema dado de clasificación, cada instancia se representa mediante 10 atributos
numéricos (sin contar la etiqueta de clasificación), entonces la capa de entrada tendrá 10
neuronas artificiales que permitirán procesar dicha entrada. En el otro extremo, la última
capa de la RNA será la capa de salida, que permitirá emitir predicciones considerando un
formato esperado. Por ejemplo, si el problema de clasificación consiste en determinar la
categoría de una instancia, considerando 3 posibles categorías o clases, entonces la capa
de salida tendrá usualmente 3 neuronas artificiales, una asociada a cada categoría. Las
capas internas de la red se conocen como capas ocultas. Es importante notar que los datos
no brindan ninguna restricción sobre cuántas capas ocultas deben incluirse en la RNA,
cómo configurarlas, ni de qué forma utilizarlas. Con esto, el algoritmo de aprendizaje debe
encargarse de ajustar de manera correcta los pesos entrenables de la RNA, la mayoría de
los cuales están asociados a las capas ocultas, para lograr que la salida de la red sea lo
más similar posible a las salidas esperadas.

La descripción de los párrafos anteriores está enfocada en redes neuronales artificiales
simples que se conocen como feed-forward, debido a que la información fluye desde la capa
de entrada de la RNA hacia la capa de salida, sin ciclos internos en la estructura de la
RNA. Una variante de las RNA feed-forward son las llamadas redes neuronales recurrentes
(o Recurrent Neural Network en inglés). La característica distintiva de este tipo de red es
que la salida de una neurona artificial será la entrada no solo de las neuronas en la capa
siguiente, sino también de una o más neuronas en la misma capa. En otras palabras, es un
grafo dirigido que presenta ciclos. Este tipo de red es particularmente útil para resolver
tareas donde la entrada es una secuencia de elementos, de forma que el procesamiento
de un elemento de esa secuencia tenga un impacto en el procesamiento de los elementos
siguientes.
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Figura 2.1: Representación esquemática de una red neuronal artificial feed forward (iz-
quierda), y una red neuronal artificial recurrente (derecha). En ambos casos, la capa de
entrada recibe una nueva instancia de un problema, se procesa a lo largo de la red y se
emite un resultado a través de la capa de salida.

La idea intuitiva detrás de una red neuronal recurrente consiste en que cada neurona
artificial en una capa recurrente tiene asociado un estado, que servirá como memoria a lo
largo de ciclos o pasos de tiempo. De esta manera, cada neurona en una capa recurrente
recibe dos entradas: una que proviene de la capa anterior y otra de la propia capa, pero
correspondiente al ciclo de tiempo anterior. La cantidad de ciclos de tiempo, y por tanto,
de los estados almacenados, dependerá de la longitud de la secuencia de entrada. A modo
de ejemplo, si consideramos que la entrada de la RNA recurrente es una oración de texto,
puede pensarse a la oración como una secuencia de palabras, o de manera más general,
de tokens. Luego, la RNA recurrente procesará cada token en un ciclo de tiempo distinto.
En el primer ciclo, se procesará el primer token de la secuencia, que permitirá ajustar los
pesos de la red y guardar un estado en las neuronas de la capa recurrente. Al procesar el
segundo token en el segundo ciclo de tiempo, y cualquier otro token en ciclos posteriores,
las neuronas considerarán el estado almacenado, que dependerá de los tokens procesados
en pasos anteriores. De esta manera, cada token en la secuencia tendrá una representación
vectorial numérica que puede depender de los tokens anteriores en la secuencia de entrada.
La Figura 2.1 ilustra, de manera esquemática, una red feed-forward con dos capas ocultas,
y una red neuronal recurrente, también con dos capas ocultas.

Uno de los problemas más importantes de las redes neuronales recurrentes está re-
lacionado con su dificultad para capturar dependencias a largo plazo en las secuencias
de entrada, especialmente cuando la longitud de dichas secuencias es grande. Como re-
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sultado, la red pierde la capacidad de aprender relaciones entre elementos lejanos en la
secuencia. Esto puede llevar, por ejemplo, a que se pierda la relación entre palabras que,
aunque están conectadas semánticamente en una oración, se encuentran alejadas en la
secuencia. Así, las representaciones obtenidas para estas palabras pueden no ser las más
informativas, y perjudicar el rendimiento de la red en la tarea concreta para la cual está
siendo usada.

Esta limitaciones se abordan, en buena medida, a través de arquitecturas que permiten
preservar información a lo largo de múltiples pasos de tiempo, como las Long Short-term
Memory [HS97] (o LSTM) y las Gated Recurrent Units (GRU) [CvMG+14], y más recien-
temente a través del mecanismo de atención de la arquitectura de Transformers [VSP+17].
A lo largo de esta tesis, se han utilizado redes neuronales recurrentes basadas en este tipo
de capas. Sin embargo, estas se han empleado principalmente como modelos de referencia
dentro de las experimentaciones realizadas, en línea con las prácticas actuales en el área
de Minería de Argumentos.

Construcción y entrenamiento de una RNA

La construcción y entrenamiento de una RNA, por más simple que sea la red, requiere
tomar un conjunto de decisiones de diseño que afectarán los resultados obtenidos. En
principio, en cuanto a la estructura de la red, se debe definir el formato de las capas de
entrada y salida que, como se mencionó antes, está fuertemente ligado al problema que se
esté resolviendo y al formato de las instancias que se deberán procesar con la red. Además,
deberá definirse la cantidad y forma de las capas ocultas, para las cuales, a su vez, se debe
elegir las funciones de activación que mejor se adapten al problema a resolver. De ma-
nera simplificada, una función de activación permitirá realizar transformaciones lineales
o no lineales sobre los valores de entrada de cada neurona artificial. También se deberá
seleccionar un algoritmo de optimización (llamado también optimizador) particular, que
permitirá ajustar los parámetros entrenables buscando minimizar el error de acuerdo a
una función de pérdida. En muchas ocasiones, también deben elegirse parámetros apropia-
dos para el algoritmo de optimización, que pueden afectar notablemente la performance
del modelo entrenado. Los parámetros configurables por el programador (funciones de ac-
tivación, parámetros del algoritmo de optimización, parámetros de la función de pérdida,
entre otros) suelen denominarse hiper-parámetros.
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A lo largo de esta tesis, se utilizarán modelos de RNA para abordar problemas de
aprendizaje supervisado y, en la mayoría de los casos, de clasificación. En este contexto,
se trabajará con conjuntos de datos etiquetados, los cuales se usarán en el entrenamiento
de modelos que permitan capturar los patrones subyacentes en los datos. El objetivo final
será que el modelo entrenado pueda realizar predicciones correctas sobre instancias no
vistas durante su entrenamiento.

Resulta interesante entonces conocer el proceso de entrenamiento de una RNA, que
puede describirse a partir de los siguientes pasos:

1. Se inicializan los parámetros entrenables de la RNA, utilizando valores aleatorios o
a partir de alguna función de inicialización particular [GB10, HZRS15].

2. Se procesa, desde la capa de entrada y hacia la capa de salida, un conjunto de instan-
cias que se tengan disponibles para entrenar el modelo. En el contexto de aprendizaje
supervisado, estas instancias incluyen una etiqueta que indica la respuesta espera-
da. En cada capa pueden aplicarse transformaciones lineales y no lineales sobre los
datos a partir de la aplicación de funciones de activación.

3. Para cada instancia procesada se emite una predicción a través de la capa de salida.
Esta predicción se compara con la etiqueta correcta de la instancia, y se pondera la
diferencia a través de una función de pérdida previamente especificada.

4. A partir del error computado, se ajustan los parámetros entrenables de la red a
través de un proceso de retropropagación. De manera simplificada, cada peso y bias
de la red se ajustará en función de su relevancia para el error cometido.

5. El proceso, a partir del paso 2, se repite durante múltiples épocas, hasta satisfacer
algún criterio de parada previamente definido.

En el proceso anterior, dos algoritmos resultan fundamentales para llevar a cabo el
aprendizaje: el descenso de gradiente y la retropropagación (o backpropagation).

El descenso de gradiente es un método de optimización que ajusta los parámetros de la
red para minimizar la función de pérdida. La idea básica del algoritmo consiste en buscar
una combinación de valores para los parámetros entrenables de la RNA que mejor ajuste
los datos de entrenamiento, basándose en el cálculo del error cometido. En cada paso, se
calcula el gradiente de la función de pérdida con respecto a cada parámetro de la red,
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proporcionando la dirección de mayor aumento del error. Luego, para reducir el error, los
parámetros se actualizan en la dirección opuesta a este gradiente, en pasos determinados
por la tasa de aprendizaje (o learning rate), que es uno de los hiper-parámetros configura-
bles del optimizador. Este proceso se repite sobre el conjunto de datos de entrenamiento,
lo que permite que la red ajuste sus pesos y biases de forma iterativa para disminuir el
error de predicción.

Mientras que el descenso de gradiente permite calcular la modificación que debe rea-
lizarse sobre cada uno de los pesos y biases de la red, el algoritmo de backpropagation
permite que esa modificación esté guiada por el error cometido. Mientras que el error
cometido por las neuronas en la capa de salida es claro, ya que se conocen las salidas
esperadas para las instancias de entrenamiento y pueden compararse con las predicciones
obtenidas, para las capas ocultas deja de serlo debido a que en ningún momento se conoce
el valor que deben tomar los parámetros entrenables de esas capas. A partir de este error
calculado, la retropropagación aplica la regla de la cadena para propagar el error hacia
atrás, desde la capa de salida hacia la capa de entrada. De acuerdo al peso de cada co-
nexión en el momento de procesar una instancia de entrenamiento, se estima el grado de
responsabilidad de cada neurona oculta en el error de la salida. Luego, utilizando el gra-
diente del error, se ajustan los pesos y biases de la red, permitiendo que cada parámetro
entrenable sea ajustado de acuerdo a su contribución al error.

La combinación de descenso de gradiente y backpropagation permite entrenar redes
profundas, ajustando eficientemente miles o millones de parámetros para que el modelo
sea capaz de aprender patrones complejos en tareas específicas.

2.3.3. Representaciones vectoriales densas

Para abordar un problema de procesamiento de lenguaje natural utilizando RNAs, es
fundamental definir la forma en que los tokens en el texto de entrada van a ser represen-
tados. Las opciones tradicionales consisten en técnicas como bolsas de palabras (bag of
words) o métodos como TF-IDF (Term Frequency-Inverse Document Frequency). Estos
métodos asignan pesos a las palabras en función de su frecuencia en el documento y en el
corpus, sin capturar relaciones contextuales o semánticas entre los tokens. Naturalmente,
las relaciones semánticas y de orden entre las palabras de una secuencia resulta esencial
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para entender el significado de un documento de texto, por lo cual las limitaciones de
estas alternativas condicionan fuertemente el rendimiento de los modelos.

Para superar estas limitaciones, y aprovechando el poder de representación de las
RNAs, surgieron algunos enfoques que permiten generar representaciones vectoriales den-
sas de vocabularios. La idea intuitiva es asociar un vector numérico de dimensión fija (por
ejemplo, dimensión 200), a cada palabra en un vocabulario previamente definido. Luego,
cada vector sirve como representación de una palabra en un espacio latente de esa dimen-
sionalidad, donde palabras con significados similares se encuentran más próximas entre sí,
en contraste con palabras que no comparten similitud. En este contexto, surgieron varias
alternativas, de las cuales comentamos tres a continuación, Word2Vec, GloVe y ELMo.

Word2Vec, introducido por Mikolov et al. [MCCD13] en 2013, fue uno de los primeros
modelos en popularizar esta técnica. Word2Vec utiliza un enfoque basado en redes neu-
ronales para aprender representaciones vectoriales de palabras a partir de grandes corpus
de texto. Estas representaciones, referidas como word embeddings o simplemente embed-
dings, capturan las relaciones semánticas y sintácticas entre las palabras. Word2Vec se
basa en dos arquitecturas principales, Continuous Bag of Words (CBOW) y Skip-gram.
En CBOW, el modelo intenta predecir una palabra objetivo dada su contexto, esto es, las
palabras vecinas en la secuencia de entrada. Por su parte, Skip-gram predice las palabras
de contexto dada una palabra central, lo que permite aprender a encontrar las palabras
relacionadas a una palabra dada.

GloVe, (Global Vectors for Word Representation), introducido por Pennington et
al. [PSM14] en 2014, a diferencia de Word2Vec, genera embeddings a partir de las es-
tadísticas globales de co-ocurrencia de palabras en un corpus. En otras palabras, mientras
que Word2Vec se basa únicamente en la predicción de palabras, GloVe captura relaciones
sintácticas y semánticas entre palabras aprovechando la frecuencia con que dos palabras
aparecen juntas en un corpus. Notar que, con un corpus suficientemente grande, pueden
establecerse relaciones sobre un vocabulario representativo del lenguaje.

En un siguiente avance, Peters et al. [PNI+18] propusieron ELMo (Embeddings from
Language Models) en 2018, que introdujo una mejora significativa al utilizar un modelo de
lenguaje profundo que genera representaciones contextuales de las palabras. A diferencia
de Word2Vec y GloVe, que generan una única representación estática para cada palabra
de un vocabulario predefinido, ELMo produce embeddings que varían según el contexto
en el que aparece la palabra. De esta manera, una misma palabra que aparezca en dos
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textos distintos con diferente semántica, tendrá asociado en cada caso un vector distinto
que depende de ese contexto particular.

Estos métodos permiten capturar relaciones semánticas y sintácticas entre palabras, y
representar un texto de manera vectorial numérica, de forma que pueda ser procesado por
una RNA para resolver problemas de clasificación, regresión y traducción, entre otros.

2.3.4. Modelos basados en mecanismos de atención

La arquitectura Transfomer, introducida por Vaswani et al. [VSP+17] en 2017, repre-
sentó un cambio de paradigma en el procesamiento de lenguaje de natural. A diferencia
de las redes neuronales recurrentes, como las LSTM o GRU, que procesan una entrada
de manera secuencial, la arquitectura Transformer se basa en un mecanismo de atención
que permite el procesamiento en paralelo de toda la secuencia. Esto no solo mejora la
eficiencia computacional, sino que también permite capturar relaciones entre palabras en
diferentes posiciones del texto con mayor eficacia.

La idea intuitiva del mecanismo consiste en capturar, para cada token en la secuencia
de entrada, su importancia en relación a los demás tokens. El mecanismo de atención en
los Transformers asigna un peso a cada palabra en la secuencia, según su relevancia para
comprender una palabra objetivo. Esto permite que el modelo se enfoque en las partes más
relevantes del contexto, mejorando así la capacidad del modelo para manejar dependencias
a largo plazo sin la necesidad de recurrencia. Los modelos basados en esta arquitectura
han demostrado ser extremadamente efectivos en una amplia variedad de problemas de
procesamiento de lenguaje natural, incluyendo traducción automática, resumen de texto
y generación de respuestas a preguntas.

Vale mencionar que la arquitectura presentada por Vaswani et al. incluye una parte
de codificación (encoder), que recibe el texto de entrada y genera una representación vec-
torial, y una parte de decodificación (decoder), que permite transformar la representación
vectorial generada por el encoder a una nueva secuencia en lenguaje natural, de acuerdo a
la tarea deseada. Por ejemplo, si se utiliza esta arquitectura para traducir texto del espa-
ñol al inglés, la parte de codificación recibirá un fragmento de texto en español y generará
una representación numérica vectorial, que luego el decoder transformará para generar
una secuencia de texto en inglés. Los parámetros entrenables de ambas partes deben estar
ajustados, a partir del proceso de entrenamiento, para lograr que las transformaciones
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sean las adecuadas y, con ello, que la traducción del texto original sea satisfactoria. Dicho
eso, como veremos en los siguientes párrafos, para resolver tareas que no requieren la
generación de nuevo texto, como puede ser una tarea de clasificación sobre el texto de
entrada, es suficiente con utilizar la primera porción de la arquitectura, el encoder, para
obtener representaciones vectoriales del texto. En estos casos, la salida del encoder puede
ser entrada de un módulo de clasificación que emita el resultado deseado.

A partir de esta arquitectura, se desarrollaron diversos modelos pre-entrenados, que
pueden aplicarse a tareas específicas. El proceso de pre-entrenamiento generalmente im-
plica entrenar el modelo en una gran cantidad de datos de texto no etiquetados para
que aprenda representaciones lingüísticas generales, como el significado de palabras y la
estructura de frases. Durante esta etapa, el modelo captura patrones lingüísticos y con-
textuales amplios, sin estar dirigido a una tarea específica ni a un vocabulario predefinido.
Este aprendizaje inicial le permite desarrollar un “conocimiento” básico del lenguaje que
luego se puede aplicar a una variedad de tareas concretas. A lo largo de esta tesis se
emplean BERT, DistilBERT y Longformer, modelos ampliamente utilizados en tareas de
procesamiento de lenguaje natural, los cuales se describen en los siguientes párrafos.

BERT (Bidirectional Encoder Representations from Transformers) [DCLT19] marcó
un avance significativo en el procesamiento de lenguaje natural al introducir un modelo
que emplea la arquitectura Transformer. BERT procesa el texto en ambas direcciones (de
izquierda a derecha y de derecha a izquierda) simultáneamente, lo que le permite capturar
de mejor manera el contexto de una palabra. La Figura 2.2 muestra esquemáticamente
la arquitectura de BERT. En la figura, puede verse que el modelo recibirá como entrada
una secuencia de tokens de longitud N (Tok1, . . . , T okN) correspondiente a un primer
fragmento de texto de entrada, y puede recibir también una secuencia similar de longitud
M para un segundo fragmento (Tok1, . . . , T okM). El token CLS aparece al principio de la
secuencia y servirá para generar un vector numérico representando la entrada completa
(T[CLS]), mientras que el token SEP servirá como separación entre los dos fragmentos de
entrada, en caso de que los hubiera. Notar que en la figura se menciona a los fragmentos
de texto como “Sentencia A” y “Sentencia B”, siguiendo lo expuesto en [DCLT19], pero
estas entradas pueden ser cualquier fragmento de texto, esto es, no necesariamente deben
ser sentencias lingüísticamente correctas en el idioma. A partir de los tokens de entrada,
se obtiene un primer embedding para cada token (E[CLS], T ok1, . . . , T okN), los cuales se
procesarán para obtener nuevos embeddings (T[CLS], T1, . . . , TN , T

′
1, . . . , T

′
M) de los tokens
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Figura 2.2: Representación esquemática del modelo BERT. El modelo recibe una o dos
sentencias de entrada y permite obtener representaciones vectoriales para cada tokens en
las sentencias. El token CLS es una representación vectorial resumida de la entrada, y el
token SEP sirve como separación en caso de que la entrada incluya dos sentencias.

de entrada. Estas representaciones finales son vectores numéricos que, o bien representan
la secuencia completa (en el caso de T[CLS]), o bien representan cada token en particular
(en el caso de T1, . . . , TN , T

′
1, . . . , T

′
M).

El pre-entrenamiento de BERT se lleva a cabo a partir de dos tareas de aprendizaje,
que se denominan Modelado de Lenguaje Enmascarado (Masked Language Modeling en
inglés, o MLM), y Predicción de Siguiente Sentencia (Next Sentence Prediction, o NSP).
En la tarea MLM, se ocultan, o enmascaran, de forma aleatoria un porcentaje de palabras
en cada oración del texto, y el objetivo del modelo es predecir las palabras enmascaradas
a partir del contexto. Por el otro lado, en la tarea NSP, se presentan al modelo pares de
oraciones, y el objetivo es predecir si la segunda oración sigue lógicamente a la primera en
el texto. La elección de las tareas permite que el modelo aprenda representaciones vecto-
riales para palabras que sean dependientes de su contexto, y también capturar relaciones
entre oraciones, lo cual es útil para tareas que requieren comprensión de la estructura
global de un texto.

BERT fue pre-entrenado en dos grandes conjuntos de datos: Wikipedia en inglés (con
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aproximadamente 2,500 millones de palabras) y el BookCorpus (con alrededor de 800 mi-
llones de palabras), un conjunto de libros de texto generados por autores independientes.
Estos datos permiten que el modelo capture una gran variedad de expresiones, temas y
estructuras lingüísticas. Lo interesante, además de la variedad en el contenido, es que para
el entrenamiento del modelo no se requiere ningún procesamiento de estos datos. En otras
palabras, se utilizan grandes volúmenes de texto, y todas las transformaciones necesarias
para llevar a cabo las tareas de MLM y NSP son realizadas de manera autosupervisada,
lo que permite que el proceso sea viable. El pre-entrenamiento de BERT en estas tareas
y con estos conjuntos de datos permite obtener un modelo robusto para múltiples aplica-
ciones de procesamiento de lenguaje natural, que luego se puede ajustar (fine-tuning) en
tareas específicas usando conjuntos de datos mucho más pequeños.

Por su parte, DistilBERT [SDCW19] es una versión optimizada de BERT, que utiliza
una técnica conocida como destilación de conocimiento para obtener un modelo de ta-
maño reducido, más eficiente en el procesamiento e, idealmente, sin sacrificar de manera
significativa el rendimiento. El proceso de destilación de conocimiento consiste en tener
un modelo “maestro” (en este caso, BERT) y un modelo “estudiante” (DistilBERT), y
lograr que el modelo estudiante aprenda a realizar las mismas tareas que el maestro a
partir de un entrenamiento conjunto. Este proceso no puede garantizar que el estudiante
obtenga el mismo rendimiento, principalmente porque será un modelo con menor canti-
dad de parámetros entrenables, pero sí se espera que la disminución del rendimiento sea
mínima. Con esto, DistilBERT es un modelo con un 40 % menos de parámetros entre-
nables en comparación con BERT, que conserva alrededor del 97 % del rendimiento de
BERT. Luego de realizado el pre-entrenamiento, los modelos de DistilBERT resultan más
eficientes que modelos similares de BERT, especialmente durante la etapa de fine-tuning
para una tarea específica, por lo cual resulta una opción atractiva si se logra mantener un
rendimiento satisfactorio.

El tercer modelo que deseamos comentar es el denominado Longformer [BLC19], que
se destaca especialmente por la capacidad para procesar, de manera eficiente, secuencias
largas de texto. Mientras que los modelos de BERT y DistilBERT se limitan a secuencia de
entrada con longitudes máximas de 512 tokens, Longformer permite manejar secuencias
de mayor longitud (alrededor de 4096 tokens), a través de un mecanismo de atención
híbrido que combina atención local y global, que le permite modelar dependencias a largo
plazo de manera más efectiva. Notar que estas longitudes de secuencia se abstraen de las
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limitaciones de hardware, que en la práctica resultan relevantes para mantener tiempos
de entrenamiento e inferencia adecuados.

Para terminar esta descripción, y como se fue anticipando en párrafos anteriores, a
partir de un modelo pre-entrenado es posible llevar a cabo un proceso de ajuste fino (o
fine-tuning), donde el modelo pre-entrenado se entrena adicionalmente en un conjunto
de datos específico de la tarea que se desea resolver, etiquetado y de menor tamaño. A
partir de este entrenamiento, que sigue los lineamientos generales explicados en la Sec-
ción 2.3.2, se obtiene una versión adaptada del modelo, especializada en las características
de la tarea objetivo que se quiere abordar, mejorando su precisión y rendimiento en esa
aplicación particular sin necesidad de entrenarlo desde cero. A lo largo de los siguientes
capítulos utilizaremos modelos pre-entrenados sobre tareas de clasificación particulares,
como la predicción de etiquetas para los tokens de un texto de entrada, o la predicción de
relaciones argumentativas a partir de fragmentos de texto. En cada capítulo, daremos una
descripción de la experimentación realizada y, en particular, de la configuración elegida
para hacer el ajuste de los modelos seleccionados.

2.3.5. Métricas de evaluación para problemas de clasificación

En el contexto de aprendizaje supervisado, una vez que hemos construido un modelo
a partir de ejecutar un algoritmo de aprendizaje sobre un conjunto de datos de entre-
namiento, debemos evaluar cuán bien funciona este modelo desarrollado. Para ello, un
enfoque común es utilizar un conjunto de pruebas, que contiene un número de instan-
cias etiquetadas de las cuales el modelo no ha aprendido durante el entrenamiento. Estas
instancias representan nuevas entradas nunca vistas, y simulan la aplicación del modelo
desarrollado en el mundo real. En otras palabras, si el modelo funciona satisfactoriamente
sobre estas instancias de pruebas, tendremos una buena confianza en su rendimiento una
vez que esté funcionando en el mundo real.

Para ser más metódicos en el análisis de los resultados sobre estas instancias se utilizan
métricas de rendimiento. De manera resumida, una métrica de rendimiento es una función
que permite medir la performance de un modelo a partir de comparar las predicciones que
realiza el modelo sobre un conjunto de instancias frente a las etiquetas correctas asociadas
a esas instancias. Dicha métrica puede ser una función de error, de forma de que mientras
menor sea el valor de la métrica, mejor es el rendimiento del modelo, o bien una función
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que calcule el grado de acierto logrado. Existen distintas métricas, algunas más adecuadas
que otras dependiendo del problema, pero todas brindan información que en muchos casos
resulta complementaria. En el caso de problemas de clasificación, como los que se abordan
en esta tesis, las métricas de rendimiento más habituales son la exactitud (referida como
accuracy en inglés), la precisión (precision), la cobertura (recall), y el puntaje F1 (F1
score), las cuales a su vez pueden calcularse a partir de una matriz de confusión.

Una matriz de confusión consiste en una tabla que indica cuán exitoso fue un modelo
en predecir instancias pertenecientes a distintas clases. Uno de los ejes de la matriz de
confusión indica las predicciones del modelo, mientras que el otro eje indica las etiquetas
correctas para las instancias. A modo de ejemplo, supongamos que tenemos un problema
de clasificación binaria, donde las clases consideradas son “A” y “B”. Luego, para un
dado conjunto de ejemplos etiquetados, el modelo hará predicciones, algunas de las cuales
coincidirán con las etiquetas correctas y otras no. En la Figura 2.3 puede verse un ejemplo
de una matriz de confusión, donde el modelo ha hecho 1000 predicciones.

A B
Predicho

A
B

Co
rre

ct
o

5 45

10 940

Matriz de confusión

Figura 2.3: Ejemplo de matriz de confusión para un problema de clasificación binaria. El
eje horizontal indica las predicciones del modelo para un conjunto de instancias, mientras
que el eje vertical indica las etiquetas correctas para esas instancias.

En la matriz puede verse que, de los 50 instancias de clase “A” (primera fila), el
modelo logra predecir correctamente 5 de ellas, mientras que 45 instancias son predichas
como de clase “B”. En este caso, se dice que el modelo logra 5 verdaderos positivos (true
positives, o TP) y 45 falsos negativos (false negatives, FP). De manera análoga, la clase
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“B” cuenta con 950 instancias, de las cuales 940 fueron predichas de manera correcta,
valor que se refiere como verdaderos negativos (true negatives, TN), mientras que 10
instancias fueron clasificadas erróneamente como de clase “A”, los cuales son los falsos
positivos (false positives, FP). Notar que, en este ejemplo, se está tomando como clase
relevante a la clase “A”, y como clase irrelevante a la clase “B”. En caso de tomar a
la clase “B” como clase relevante y a la clase “A” como irrelevante, el análisis resulta
inverso. Esta matriz proporciona una visión detallada de los tipos de errores que comete
el modelo, permitiendo un análisis más profundo del rendimiento en comparación con las
métricas resumidas. En el caso de modelos dedicados a problemas de clasificación en más
de dos clases (habitualmente referidos como “multi-clase”), la matriz de confusión tiene
tantas filas y columnas como clases sean consideradas, y la lectura es análoga al caso de
clasificación binaria.

A partir de la matriz de confusión pueden expresarse otras cuatro métricas. En primer
lugar, la exactitud mide la proporción de instancias correctamente clasificadas por el
modelo. En el caso anterior, el modelo clasificó correctamente 945 instancias (5 de clase
“A” y 940 de clase “B”), de un total de 1000 instancias. Con esto, el valor para esta métrica
sería de aproximadamente 0.945, siguiendo la Ecuación 2.1.

accuracy =
TP + TN

TP + TN + FP + FN
(2.1)

Vale mencionar que, aunque es una métrica ampliamente utilizada, su utilidad puede
ser limitada en conjuntos de datos desbalanceados, donde la clase con más cantidad de
instancias puede dominar los resultados, dando una impresión engañosa del rendimiento
del modelo. En este ejemplo, obtenemos un valor de exactitud alto, aunque el rendimiento
del modelo sobre la clase “A” no es satisfactorio.

Otras dos métricas usualmente empleadas son precision y recall1. La primera indica
la proporción de instancias clasificadas de una clase, que efectivamente pertenecen a esa
clase, a partir de la Ecuación 2.2. Siguiendo el ejemplo anterior, para la clase “A” tendremos
un total de 15 predicciones, 5 de las cuales son correctas, dando un valor de precision
de 0.33. En el caso de la clase “B”, tendremos un total de 985 predicciones, con 940
correctas, dando un valor de precision de 0.95. Esta métrica es especialmente importante
en situaciones donde los falsos positivos pueden tener consecuencias significativas.

1Para estas dos métricas, usaremos los nombres correspondientes al idioma inglés.
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Por otro lado, recall indica la proporción de ejemplos de una clase determinada (de
acuerdo a las etiquetas anotadas) que han sido identificados correctamente por el mode-
lo, siguiendo la Ecuación 2.3. En el ejemplo de la Figura 2.3, de acuerdo a las etiquetas
correctas, se tienen 50 instancias de clase “A”, de las cuales solo 5 han sido predichas de
manera correcta, dando un valor de recall de 0.1. En el caso de clase “B”, de las 950 ins-
tancias, se identifican correctamente 940, dando un recall de aproximadamente 0.99. Esta
métrica, que de cierta manera resulta complementaria a precision, suele ser especialmente
importante en escenarios donde es importante minimizar los falsos negativos.

precision =
TP

TP + FP
(2.2)

recall =
TP

TP + FN
(2.3)

Finalmente, el puntaje F1 es una métrica que combina precision y recall en una única
medida, calculando la media armónica entre ambas, como se ve en la Ecuación 2.4. El
puntaje F1 es útil cuando se necesita un equilibrio entre precision y recall, especialmente
en situaciones donde existe un desbalance entre la cantidad de instancias de las clases
consideradas. Por ejemplo, si analizamos el F1 para la clase “A” de la Figura 2.3 a partir
de los valores de precision y recall obtenidos previamente, obtenemos un puntaje F1 de
0.15 aproximadamente. En el caso de la clase “B”, que tiene valores más altos de precision
y recall, el valor de F1 es de 0.97 aproximadamente. Lo interesante de esta métrica,
especialmente cuando una clase tiene un número mayor de instancias que otra clase, es
que permite detectar si un modelo funciona bien de manera general, o solo para algunas
clases. En el caso anterior, el resultado para la clase “B” es excelente, pero para la clase
“A” es insatisfactorio. Además, habitualmente se calcula un promedio de los valores F1
de las clases consideradas. En este ejemplo, donde el promedio sería de 0.56, nos indicaría
que el rendimiento del modelo es insatifactorio, lo cual resulta más representativo que,
por ejemplo, el valor provisto por accuracy, que queda fuertemente influenciado por la
clase mayoritaria.

F1 = 2× precision× recall
precision + recall

(2.4)

A lo largo de este trabajo, estas métricas serán utilizadas para la evaluación de los
distintos modelos desarrollados. Sin embargo, es importante señalar que no siempre logran
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capturar de manera fiel el rendimiento de los modelos, especialmente en dominios de
aplicación como puede ser Minería de Argumentos. En esa dirección, parte del aporte de
esta tesis consiste en desarrollar nuevas formas de evaluación que permitan evaluar los
modelos desde la perspectiva de la argumentación, la cual consideramos más significativa
para la Minería de Argumentos.

2.4. Resumen

En este capítulo se ha descrito el área de Minería de Argumentos, en la cual se enmar-
ca la presente tesis. En particular, se ha comentado su evolución histórica, su desarrollo
y desafíos pendientes. A lo largo del tiempo, el área de Minería de Argumentos ha ad-
quirido creciente interés por parte de la comunidad científica, aprovechando los avances
en otras áreas de investigación, especialmente en el desarrollo de nuevas técnicas para
procesamiento y entendimiento de lenguaje natural. Se describieron las tareas principales
definidas en el área, haciendo especial énfasis en las tareas de identificación de argumen-
tos y de predicción de relaciones argumentativas, sobre las cuales este trabajo hace sus
principales aportes.

En la segunda parte del capítulo, se presentaron las principales técnicas de aprendizaje
automático aplicadas al procesamiento de lenguaje natural, haciendo énfasis en los mo-
delos basados en redes neuronales artificiales y arquitecturas basadas en el mecanismo de
atención. En este respecto, los denominados Grandes Modelos de Lenguaje, como BERT,
DistilBERT o Longformer, permiten que los resultados en el área sean cada día más sa-
tisfactorios y abren nuevas posibilidades de investigación. Finalmente, se comentaron las
métricas comúnmente empleadas para evaluar modelos de clasificación, que serán de gran
importancia a lo largo de este trabajo.

En el capítulo siguiente se comentarán varios conjuntos de datos relevantes para Mi-
nería de Argumentos, los cuales se ha empleado a lo largo de esta tesis, y cuya descripción
complementa lo presentado en este capítulo. Luego, a partir del Capítulo 4, se mostrará
parte del aporte de esta tesis.





Capítulo 3

Cuerpos de texto anotados

Las técnicas desarrolladas en Minería de Argumentos son aplicables a diversos domi-
nios y resultan especialmente útiles en aquellos donde la argumentación constituye un
componente esencial. No obstante, uno de los principales desafíos que enfrentan estos en-
foques es la limitada disponibilidad de datos anotados, necesarios tanto para el desarrollo
de modelos usando aprendizaje automático como para su evaluación. A lo largo de los
años, se han propuesto distintos conjuntos de datos anotados.

La creación de cuerpos de datos lingüísticos anotados es, generalmente, una tarea
demandante en cuanto a los recursos necesarios (por ejemplo, en términos de tiempo,
dinero, personas necesarias para la recolección y anotación) y desafiante en lo que res-
pecta a alcanzar buenos niveles de calidad en las anotaciones para que los aportes sobre
esos conjuntos de datos resulten significativos. Esto es especialmente relevante en el ca-
so de Minería de Argumentos debido a que el proceso de argumentación en fuentes de
documentos no estructuradas suele ser altamente subjetivo.

Este capítulo complementa lo presentado en el Capítulo 2, que introdujo el área de
Minería de Argumentos, y en el Capítulo 9, donde se repasarán algunos trabajos desta-
cados en la literatura del área. En la Sección 3.1 se brinda una breve introducción, para
luego describir, en la Sección 3.2, los conjuntos de datos empleados en esta tesis.
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3.1. Introducción

Argumentación es una disciplina compleja por sí misma, y no existe una única teoría
que permita definir las entidades involucradas, aceptada de manera universal. La ano-
tación de datos en el contexto de argumentación suele requerir anotadores debidamen-
te entrenados que, además de la competencia en temas de argumentación y lingüística,
tengan un entendimiento apropiado del dominio sobre el cual se realizarán las anotacio-
nes [JSD19]. Por ejemplo, si se pretende realizar un proceso de anotación sobre documentos
relacionados a la política de un país, será difícil llevar a cabo esta tarea para anotadores
que no estén familiarizados con ese dominio. Esto limita significativamente el número de
personas capaces de realizar esta tarea y, por lo tanto, reduce la capacidad de generar
conjuntos de datos amplios y de calidad.

De lo anterior surgen dos consecuencias principales. En primer lugar, se dificulta el
desarrollo de nuevas técnicas y enfoques, especialmente aquellas que se basan en mode-
los predictivos tales como Redes Neuronales Artificiales. Actualmente, estos modelos son
el estándar para desarrollar modelos predictivos relacionados al procesamiento de len-
guaje natural, tendencia que además se ha visto acentuada a partir de la aparición de
la arquitectura Transformer [VSP+17] y los posteriores “Grandes Modelos de Lenguaje”
(LLM, o Large Language Models). Sin embargo, tales modelos requieren una cantidad
considerable de datos disponibles para su entrenamiento que les permita generalizar su
comportamiento de manera adecuada a nuevas instancias, esto es, a instancias del pro-
blema nunca vistas durante el desarrollo de los modelos. En segundo lugar, los datos
disponibles, en muchas ocasiones, han sido desarrollados para dominios y con objetivos
particulares, dificultando el desarrollo de enfoques generales o, como mencionaremos en
capítulos siguientes, robustos al cambio de dominio. Es reconocido en la literatura que
cada dominio, con el objetivo de transmitir información de manera efectiva, adopta ca-
racterísticas particulares en cuanto a vocabulario, estructura y estilo, que lo diferencia de
los demás dominios de aplicación [CCVT20]. Esto provoca que un esquema de anotación
desarrollado para un dominio no pueda aplicarse directamente sobre un dominio diferente,
generando como consecuencia esquemas de anotación particulares que, a su vez, provocan
que las soluciones desarrolladas sean específicas para el tipo de texto con el cual sea han
desarrollado [ACK+17].

Como veremos a continuación, no hay uniformidad entre los conjuntos de datos dispo-
nibles. El ejemplo más claro de esto es la propia definición de argumento. Varios conjuntos
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de datos consideran que un argumento es un fragmento de texto asociado a un tema de
discusión, mientras que otros conjuntos de datos conciben un argumento como una entidad
compuesta por elementos específicos, que pueden encontrarse en la literatura como “com-
ponentes de argumento”. Esta distinción genera una noción de niveles de granularidad en
el concepto de argumento. A lo largo de la tesis, adoptaremos la primera alternativa debi-
do a que es la más habitual en la literatura del área y, además, permite evaluar nuestras
propuestas sobre datos de distintos dominios.

A lo largo de los años se han desarrollado distintos conjuntos de datos anotados, y en
las siguientes páginas se repasan aquellos empleados en el desarrollo de esta tesis. Para
estos conjuntos, el presente capítulo brinda una descripción general de los datos, y en los
capítulos particulares en que sean utilizados, se realizará una breve descripción enfocada
a la tarea para la cual se emplean.

El Cuadro 3.1 resume los datasets incluidos en esta sección a través de las caracterís-
ticas principales de cada uno, agrupados por dominio. Para cada corpus, en las primeras
dos columnas se incluye su nombre y el dominio a partir del cual se ha recolectado. El
tamaño de cada conjunto se incluye en la tercera columna, mientras que las últimas dos
columnas muestran el año de publicación y la referencia correspondiente. En cuanto al ta-
maño, al no haber una medida uniforme, en cada caso incluimos la que consideramos más
representativa. Además, en la descripción de cada corpus se comentan las características
anotadas y los resultados principales que se han reportado en la literatura.

Por su parte, en el Cuadro 3.2 se incluyen algunos resultados a modo de resumen,
junto con las citas correspondientes. Vale notar en este punto que, mientras que algunos
conjuntos han sido utilizados en varios trabajos de la literatura, otros han sido empleados
solo esporádicamente. Además, también es importante aclarar que destacamos resultados
relacionados con la identificación de argumentos y de relaciones, ya que es el foco principal
de esta tesis, y que los trabajos en la literatura suelen presentar diferencias en la metodo-
logía que dificultan la comparación, con lo cual incluimos los resultados que consideramos
más representativos para esta tesis.
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Dominio Nombre Tamaño Año Referencia

Contenido

web

UKP Sentential Argument Mining 25492 sentencias 2018
[SMS+18,

SMG18]

AURC-8 8000 sentencias 2020 [TDS+20]

ABAM 4396 sentencias 2020 [Tra20]

IBM Evidence Dataset 35211 sentencias 2020 [TOB+20]

Webis-Editorials-16 300 documentos 2016 [KWK+16]

Ensayos Ensayos Anotados de Argumentos 402 ensayos 2017 [SG17a]

Medicina AbstRCT 659 documentos 2020
[MCL+18,

MCV20]

Cuadro 3.1: Cuerpos de datos utilizados agrupados por dominio.

Nombre Etapa Resultado

UKP Sentential Argument Mining Predicción de relaciones 0.64 F1 [FFS19]

AURC-8
Identificación de argumentos 0.696 F1 [TDS+20]

Predicción de relaciones 0.782 F1 [TDS+20]

ABAM Identificación de argumentos 0.52 F1 [Tra20]

IBM Evidence Dataset Predicción de relaciones 0.78 F1 [TOB+20]

Webis-Editorials-16 Identificación de argumentos 0.841 F1 [ACK+17]

Ensayos Anotados de Argumentos
Identificación de argumentos 0.901 F1 [Pet19]

Predicción de relaciones 0.751 F1 [SG17a]

AbstRCT
Identificación de argumentos 0.88 F1 [MCV20]

Predicción de relaciones 0.69 F1 [MCV20]

Cuadro 3.2: Resultados de referencia para distintas tareas de Minería de Argumentos.
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3.2. Conjuntos de datos empleados en esta tesis

En esta sección comentamos las principales características de los conjuntos de datos
utilizados a lo largo de esta tesis, en particular, en los Capítulos 4 al 8.

UKP Sentential Argument Mining Corpus

Una de las líneas de interés dentro de Minería de Argumentos consiste en la búsqueda
de información argumentativa dentro de fuentes que no son inherentemente argumenta-
tivas, en lo que se suele denominar “perspectiva de búsqueda de información” (en inglés,
information-seeking perspective) [APL+14, SDWG24]. En contraste con una perspectiva
donde se analiza la estructura argumentativa de un único documento, en este caso se
busca detectar declaraciones de apoyo u oposición relevantes para un tema de discusión
a partir de fuentes diversas. Automatizar el proceso de búsqueda de tales declaraciones
podría reducir parte del esfuerzo manual involucrado en diversas tareas, como toma de
decisiones, razonamiento legal, análisis de ensayos, entre otros, especialmente si se logra
capturar argumentos a partir de diferentes tipos de textos y tópicos.

En esta dirección, el trabajo desarrollado por Stab et al. [SMS+18, SMG18] propone
una forma de anotación dedicada a recolectar argumentos de fuentes de texto diversas,
y que puede ser aplicado por anotadores no expertos. Los autores definen un argumento
como un fragmento de texto que expresa evidencia o razonamiento respecto a un tópico
de discusión, sin apegarse a ningún formalismo en particular debido a que la mayoría
de las fuentes de texto, especialmente las relacionadas con la Web, no suele respetar
los modelos teóricos de argumentación. Un tópico, por su parte, se entiende como una
cuestión controversial para la cual existe una obvia polaridad a favor y en contra. Luego,
un argumento puede ser empleado para apoyar u oponerse al tópico. En este contexto, un
fragmento de texto considerado como un argumento debe ser claro en su polaridad respecto
al tópico, aunque puede asumir conocimiento común o del tópico particular, con lo cual
suele no ser autocontenido. Los tópicos considerados en el conjunto de datos UKP son
“nuclear energy”, “minimum wage”, “abortion”, “cloning”, “death penalty”, “gun control”,
“marijuana legalization” y “school uniforms”, para los cuales se recolectan y anotan más de
25000 sentencias. El Cuadro 3.3 muestra la cantidad de instancias anotadas, diferenciando
la cantidad de argumentos a favor, en contra y neutrales para cada tópico considerado.
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Tópico Ataque Soporte Neutral Total

abortion 822 680 2427 3929

cloning 839 706 1494 3039

death penalty 1111 457 2083 3651

gun control 665 787 1889 3341

marijuana legalization 626 587 1262 2475

minimum wage 551 576 1346 2473

nuclear energy 852 606 2118 3576

school uniforms 729 545 1734 3008

Total 6195 4944 14353 25492

Cuadro 3.3: Distribución de instancias por tópico para el conjunto UKP Sentential Argu-
ment Mining Corpus.

Para generar el conjunto de datos, que incluye 25492 sentencias anotadas, en primer
lugar se seleccionaron los ocho tópicos, para luego obtener documentos de la Web, repre-
sentado una variedad de dominios y tipos de texto, incluyendo noticias, editoriales, blogs,
foros de debate y artículos de enciclopedia. Luego, los documentos fueron separados en sus
sentencias, cada una de las cuales fue anotada según si es un argumento a favor del tópico,
uno en contra, o su postura resulta neutral para el tópico. Para realizar las anotaciones,
un subconjunto de 200 sentencias fueron anotadas por dos expertos y diez anotadores
no expertos. Luego de un proceso de análisis de las anotaciones, determinaron que con
7 anotadores no expertos es posible obtener anotaciones igualmente confiables a las de
los dos anotadores expertos, reportando un valor k de Cohen de 0.721. Luego, el resto de
las instancias del conjunto de datos fueron anotadas por siete anotadores no expertos. El
Cuadro 3.4 muestra algunos ejemplos para el tópico “nuclear energy”.

El conjunto UKP Sentential Argument Mining Corpus es unos de los principales
cuerpos de datos utilizados para la predicción de relaciones. Como se ha explicado en
la Sección 2.2.2, la predicción de relaciones de un argumento respecto a un tópico ha
recibido interés en los últimos años en el área, con varios estudios proponiendo enfoques
considerando dos o tres relaciones posibles. Además de su buen nivel de acuerdo entre
los anotadores, el corpus UKP permite evaluar enfoques simulando la aplicación del sis-
tema en el mundo real. Al incluir varios tópicos controversiales, nuevos enfoques suelen
desarrollarse con un subconjunto de estos tópicos y evaluarse sobre instancias de los tópi-
cos restantes, nunca procesados durante la etapa de desarrollo o entrenamiento. En esta



Conjuntos de datos empleados en esta tesis 49

Texto Relación

Firstly, nuclear energy does not produce green house gas and that means
that our atmosphere will be safe and more efficient.

Soporte

Therefore the world can not free itself from nuclear weapons while reac-
tors and nuclear fuel chain facilities such as uranium enrichment and
reprocessing factories exist.

Ataque

The primary costs of a nuclear plant are the operation, maintenance
and capital costs.

Neutral

Cuadro 3.4: Ejemplos de argumentos en el cuerpo de datos UKP Sentential Argument
Mining Corpus para el tópico “nuclear energy”.

dirección, en Stab et al. [SMS+18] se reporta un puntaje F1 de 0.666 para la predicción
considerando dos relaciones y 0.428 considerando las tres relaciones posibles, mientras que
Stab et al. [SMG18] reporta un puntaje F1 de 0.658 para una configuración de dos rela-
ciones, y Reimers et al. [RSB+19] obtienen 0.632 F1. En esta tesis, este corpus se utiliza
para generar instancias de argumentos sintéticos que permita predecir el tipo de error en
dichos argumentos, en el Capítulo 7, y en la experimentación asociada a la predicción de
relaciones, en los Capítulos 6 y 8.

AURC-8 (Argument Unit Recognition and Classification) y ABAM

(Aspect-based Argument Mining)

Algunos conjuntos de datos que siguen la perspectiva de búsqueda de información,
como UKP Sentential Argument Mining Corpus, suelen recuperar sentencias completas
de documentos de distintas fuentes y determinar si tales sentencias son argumentativas o
no para un tópico de discusión, esto es, si proporcionan evidencia o razonamiento sobre el
tema, apoyándolo u oponiéndose a él. Sin embargo, este enfoque tiene algunas limitaciones.
La principal limitación consiste en que sentencias con más de un argumento se tratan de
igual manera a sentencias con un único argumento, lo cual puede ser importante, por
un lado porque disminuye la cantidad de argumentos disponibles y, por otro, porque no
permite tratar adecuadamente aquellas sentencias que incluyen argumentos a favor y en
contra del tema de discusión.
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Para superar esas limitaciones, en [TDS+20] se propone AURC-8, un cuerpo de datos
anotado a nivel de token donde los argumentos no ocupan sentencias completas, sino
porciones de ellas. Entre las ventajas de este formato se destacan, en primer lugar, la
posibilidad de recuperar mayor cantidad de argumentos, debido a que habrá sentencias
que contengan más de un argumento, y en segundo lugar, segmentar adecuadamente
sentencias que presentan argumentos tanto a favor como en contra del tema de discusión.

Siguiendo los ocho tópicos controversiales considerados en [SMS+18], seleccionan do-
cumentos a partir de Common Crawl, para luego distinguir entre fragmentos de texto
argumentativos a favor del tópico, argumentativos en contra del tópico, y fragmentos
no argumentativos. La anotación se hace mediante un proceso de anotación colectivo,
con cinco anotadores no expertos, en combinación con tres anotadores expertos que, en
una anotación preliminar, permitieron definir las guías necesarias. El acuerdo en las ano-
taciones entre los anotadores expertos y los anotadores no expertos es de 0.71 αU de
Krippendorff, lo cual puede considerarse adecuado. El Cuadro 3.5 muestra ejemplos ex-
traídos del conjunto de datos para el tópico “school uniforms”, donde los argumentos se
indican entre corchetes y en negrita.

El cuerpo de datos AURC-8 contiene 8000 sentencias, 4500 incluyendo al menos un
argumento y 3500 no argumentativas, a lo largo de ocho tópicos de discusión. Las 4500
sentencias argumentativas incluyen un total de 4973 argumentos anotados. En cuanto a
los resultados, en [TDS+20] se reporta un puntaje F1 de 0.696 con modelos entrenados y
evaluados sobre los mismos tópicos, y 0.620 con modelos evaluados sobre tópicos no vistos
durante el entrenamiento. Vale mencionar que el método empleado tiene en cuenta la pos-
tura del argumento, con lo cual es un problema más difícil que únicamente reconocer los
argumentos. El mismo trabajo aborda la predicción de la relación entre los argumentos
y los tópicos asociados, obteniendo en el mejor caso 0.782 F1 distinguiendo sentencias
argumentativas de no argumentativas (sin distinguir si está a favor o en contra), y 0.696
considerando tres posibles relaciones. En todos estos casos, la performance de los mode-
los desarrollados disminuye notablemente cuando son evaluados sobre tópicos no vistos
durante el entrenamiento.

En un trabajo posterior, Trautmann [Tra20] extiende las anotaciones sobre las senten-
cias argumentativas de AURC-8 para abordar la extracción de aspectos en esos argumentos,
en un conjunto de datos que denomina Minería de Argumentos basada en Aspectos

(ABAM, por sus siglas en inglés). Un aspecto en un argumento es entendido como “el pun-
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Texto

Main appeal for me is - [it makes mornings easy as there are no decisions to

make].

[Feeling like a team furthers a sense of belonging and fosters happier stu-

dents].

Opponents insist that [there is no creditable evidence that uniforms improve

school discipline or result in superior academic achievement].

Cuadro 3.5: Ejemplos de argumentos en el cuerpo de datos AURC-8 para el tópico “school
uniforms”.

to más importante que está siendo abordado por un argumento”. De esa manera, para un
tópico determinado, se tendrán argumentos dedicados a diferentes cuestiones relacionadas
al tópico. Por ejemplo, si el tópico de discusión fuera la energía nuclear, se podrían dife-
renciar argumentos relacionados con el medio ambiente, otros con los costos económicos
y otros con la seguridad.

Ambos conjuntos de datos fueron utilizados en esta tesis. En particular, ABAM se
utiliza para abordar la identificación de argumentos en los Capítulos 4 y 5. Por su parte,
AURC-8 se utiliza en el Capítulo 7 para generar un conjunto de datos sintéticos que
permita predecir el tipo de error que presenta un argumento. Notar que, en ambos casos,
se emplean las anotaciones dedicadas a la ubicación de los argumentos en el texto, y no
se utilizan las anotaciones relacionadas con la postura o los aspectos.

IBM Evidence Dataset

En el marco de IBM Project Debater se han desarrollado un serie de datasets que
permiten evaluar diversos aspectos de la argumentación en lenguaje natural para lograr
que un sistema sea capaz de debatir con personas sobre distintos temas de discusión. Entre
ellos, el trabajo de Toledo-Ronen et al. [TOB+20] aborda tareas de clasificación para
idiomas distintos del inglés, incluyendo español, francés, italiano, alemán y neerlandés.
Esta dirección de investigación no ha sido explorada en profundidad en la literatura, con
lo cual este trabajo es el principal que explora la transferabilidad de conocimiento de
modelos entre idiomas.
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Durante la experimentación propuesta, los autores utilizan y extienden el conjunto
de datos inicialmente desarrollado por Ein-Dor et al. [ESD+20], donde se propone un
enfoque para recuperar argumentos relacionados a distintos tópicos de discusión, buscando
minimizar problemas como el desbalance de los datos y la escasez de tópicos a partir de
un proceso iterativo de recuperación de ejemplos. Este conjunto de datos incluye 35211
sentencias extraídas de Wikipedia, para un total de 321 tópicos de discusión. En particular,
en el trabajo de Toledo-Ronen et al. se busca determinar automáticamente si un texto es
un argumento para un tópico de discusión particular, y si un argumento está a favor o en
contra de un tópico, asumiendo que se encuentran relacionados. Con esto, las anotaciones
permiten abordar tanto tareas de clasificación binaria como ternaria debido a que las
anotaciones para ambas tareas binarias se realizan sobre un conjunto común de instancias.
El Cuadro 3.6 muestra algunos ejemplos extraídos del cuerpo de datos anotados.

Sentencia Tópico Relación

A number of scores have been developed
to help consumers understand and improve
their credit score.

We should abolish credit sco-
res.

Ataque

Wind power is a product with no hidden
costs and economically the most inexpensi-
ve form of energy production.

We should further exploit
wind power.

Soporte

Monotone is an open source software tool for
distributed revision control.

We should adopt open sour-
ce software.

Neutral

Cuadro 3.6: Ejemplos de argumentos en el cuerpo de datos IBM Evidence Dataset ano-
tados con diferentes relaciones.

Como se verá en el Capítulo 6, donde se utilizará en la experimentación asociada a
la predicción de relaciones, el conjunto de datos incluye 35211 sentencias anotadas, de
las cuales 6033 son argumentos que se oponen al tópico, 9932 son argumentos a favor del
tópico, y las restantes 19246 son instancias con relación neutral. Notar que en esta tesis se
utilizará la porción del conjunto de datos compuesta por sentencias en inglés. Los principa-
les resultados que se tienen sobre el conjunto de datos son los reportados [TOB+20], donde
los autores obtienen aproximadamente un puntaje F1 de 0.74 para la tarea de determinar
si un texto es un argumento para un tópico, y 0.78 F1 para la tarea de determinar si un
argumento está a favor o en contra del tópico de discusión. Según nuestro conocimiento,
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no se han reportado resultados considerando tres tipos de relaciones argumentativas a
partir de estos datos.

Notar que este conjunto de datos es comparable al UKP Sentential Argument Mining

Corpus, tanto en términos de cantidad de instancias anotadas como en la naturaleza de
las anotaciones. Sin embargo, pueden destacarse dos diferencias principales. Por un lado,
el corpus IBM Evidence Dataset es recolectado a partir de Wikipedia, mientras que el
de UKP incluye diversas fuentes de la Web. En segundo lugar, la cantidad y el formato
en que aparecen los tópicos difieren. En el caso de UKP, se consideran ocho tópicos, que
aparece expresados en una o dos palabras (por ejemplo, “nuclear energy” o “cloning”),
mientras que el corpus IBM Evidence Dataset incluye 321 tópicos, que aparecen como
oraciones breves, como puede verse en el Cuadro 3.6.

Webis-Editorials-16

Existen algunos tipos de texto argumentativo donde los autores siguen una estrategia
específica para persuadir a sus lectores de alguna opinión o actitud. Estas estrategias im-
plican, por ejemplo, decidir en qué momento respaldar una declaración mediante estadís-
ticas, o incluir una anécdota para ilustrar una situación general. Estas estrategias, aunque
pueden ser sutiles, se reflejan en la composición de diferentes tipos de unidades de discurso
argumentativo en el texto. En el trabajo desarrollado por Al-Khatib et al. [KWK+16], se
presenta un cuerpo de datos anotado, conocido como Webis-Editorials-16, conformado
por 300 editoriales de noticias seleccionadas de tres portales de noticias en línea: Al Ja-
zeera, Fox News, y The Guardian, con el objetivo de estudiar las diferencias de estrategias
que pueden surgir en estas fuentes.

El conjunto de datos distingue seis tipos diferentes de elementos, donde cada tipo supo-
ne un rol particular en la argumentación del documento. Por ejemplo, algunos elementos
representan el conocimiento o las creencias del autor del documento, mientras que otros
sirven como evidencia a favor o en contra de la veracidad de otras declaraciones. Luego,
se distinguen seis tipos de entidades: common ground, assumption, testimony, statistics,
anecdote y other. Vale aclarar que, además, se considera en la anotación las porciones
del texto que sean no argumentativas. En el Ejemplo 3.1 puede verse una porción de un
documento que incluye varios argumentos, resaltados en negrita y delimitados mediante
corchetes.
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En el proceso de anotación se emplean cuatro anotadores, cada uno de los cuales
anotó 75 editoriales de cada portal de noticias, al tiempo que cada una de las 300 edi-
toriales fue anotada por tres anotadores. En términos de acuerdo entre los anotadores,
de manera general se obtiene un valor de kappa de Fleiss de 0.56. En las anotaciones
se observa mayor facilidad para identificar argumentos de tipo “assumption”, “testimony”
y “statistics”, mientras que surgen mayores dificultades en relación a los tipos “common
ground” y “other”. Pese a ello, según los autores, el acuerdo general en las anotaciones
puede entenderse como satisfactorio considerando la dificultad de la tarea.

Ejemplo 3.1. [New Year’s resolutions often lose their power so quickly and

completely that they have become cliche]. [But there are real, easily achieved

ways to positively impact your life beginning January 1]. [I’ve assembled a

cheat sheet of 15]. [They aren’t in any particular order], so [you can pick any

one to start with]. If [you complete just five], [you’ll notice a demonstrable

improvement in your existence].

El conjunto de datos final cuenta con 300 documentos anotados, con un gran porcentaje
de contenido anotado como argumentativo. En particular, se distinguen 14313 argumentos,
con 241 common ground, 9792 assumption, 2603 anecdote, 1089 testimony, 421 statistics
y 167 de tipo other. El alto porcentaje de contenido argumentativo, en comparación
con las partes no argumentativas, hace que sea un conjunto de datos interesante, ya que
presenta una diferencia notable respecto a otros conjuntos, como el de Ensayos Anotados

de Argumentos que repasaremos a continuación. Entre los resultados más relevantes sobre
estos datos, Ajjour et al. [ACK+17] reporta un puntaje F1 de 0.841 para el reconocimiento
de los argumentos. Pese a que no es de los conjuntos más utilizados en la literatura del área,
en esta tesis se utiliza como parte de la experimentación relacionada con la identificación
de argumentos en los Capítulos 4 y 5, como también para parte de la experimentación del
Capítulo 7.

Ensayos Anotados de Argumentos (Argument Annotated Essays)

Presentado inicialmente en [SG14a] y extendido en [SG17a], el corpus Ensayos

Anotados de Argumentos está compuesto por 402 ensayos argumentativos en inglés se-
leccionados del sitio essayforum.com. Este sitio web es un foro en línea que reúne una
comunidad activa dedicada a proporcionar correcciones y retroalimentación sobre diversos
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tipos de textos, como trabajos de investigación, ensayos o poesía. Los autores consideran
la estructura argumentativa de los ensayos como un árbol, donde la opinión del autor
sobre el tema de discusión actúa como la raíz.

Las anotaciones permiten representar la estructura argumentativa de los ensayos, a
partir de distinguir la postura central del autor, usualmente presente en la introducción
del ensayo y posiblemente repetida en la conclusión. Por ejemplo, el autor del ensayo puede
presentar su conclusión central en el primer párrafo, argumentar a favor de ella y luego,
al final el ensayo, repetirla para fortalecer su discurso. La postura central es acompañada
por un conjunto de argumentos a favor y en contra de dicha postura. De esa manera,
se consideran tres tipos de argumentos: major claim, claim y premise. Un argumento de
tipo major claim está asociado a la conclusión central que defiende el autor del ensayo,
y que será sustentada mediante un conjunto de argumentos incluidos en cada párrafo
del ensayo. Por su parte, un argumento anotado como claim consiste una declaración
conclusiva, más específica que la major claim, y que puede estar a favor o en contra de la
misma. Los argumentos anotados de tipo premise son piezas de información que sustentan
a los argumentos claim.

La estructura de un ensayo incluye también relaciones de ataque y soporte que co-
nectan los elementos mencionados. Particularmente, una premisa puede estar relacionada
tanto con una claim como con otra premisa, mientras que una claim puede relacionarse
con un argumento major claim. En cuanto el acuerdo alcanzado en las anotaciones, los
autores reportan resultados que muestran un buen grado de acuerdo entre anotadores para
identificar major claims (acuerdo del 97.7 % y k de Fleiss de 0.877), con poco desacuerdo
también respecto a los límites exactos de estos elementos (αU de Krippendorff de 0.81).
Los resultados indican también un buen nivel de acuerdo para premisas (k de 0.833 y αU

de 0.824), y mayor dificultad para claims (k de 0.635 y αU de 0.767). Por otra parte, en
cuanto a las relaciones de ataque y soporte anotados, en ambos casos se obtienen buenos
resultados, con 92.3 % y 99.6 % de acuerdo entre anotadores, respectivamente. El Ejem-
plo 3.2 muestra parte de un documento del corpus, con varios argumentos, resaltados en
negrita y delimitados por corchetes.

El conjunto de datos final incluye 402 documentos, sumando 7116 sentencias y 6089
argumentos. Entre los argumentos, incluye 751 major claims, 1506 claims y 3832 premisas.
En cuanto a las relaciones argumentativas, se incluye un total de 5338 relaciones, con 4841
de soporte y 497 de ataque. Los buenos resultados respecto a las anotaciones, junto con
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las características de los datos, hacen que sea es uno de los cuerpos más utilizados en
el área de Minería de Argumentos, tanto para la identificación de argumentos como de
relaciones argumentativas [SG17a, EDG17, Pet19, CCVT20, MOMY22, SED+18, PN16].
Entre los resultados más destacados, para el reconocimiento de los argumentos, el trabajo
de Ajjour et al. [ACK+17] reporta un puntaje F1 de 0.885, Morio et al. [MOMY22] reporta
un puntaje F1 de 0.852, y Petasis [Pet19] obtiene 0.901. En cuanto a las relaciones, [SG17a]
reporta un puntaje F1 de 0.751, con mejores resultados para reconocer las relaciones de
soporte que las de ataque. En el Capítulo 9 se describirán varios de estos trabajos. En esta
tesis, el cuerpo de datos se utiliza principalmente para abordar la tarea de identificación
de argumentos, particularmente en los Capítulos 4 y 5.

Ejemplo 3.2. Nevertheless, [I believe that creating an enjoyable working environ-

ment is more realistic and essential if one wishes an increase in productivity

and better employee performances]. [Take Google for example, the company

offers recreation rooms and extra personal leaves for their workers to develop

a more relaxing and supportive workforce]. To sum up, I believe that [a higher pay

can be one of the incentive if were to encourage harder-working employees].
Alternatively, [providing a more secured and relaxing environment for workers

can fundamentally boost their productivity] since [they will be feeling more cared

for and therefore do their best for their bosses].

AbstRCT (Abstracts of Randomized Controlled Trials)

Las técnicas de Minería de Argumentos pueden ser útiles en el dominio de la medicina,
especialmente para el desarrollo de herramientas de soporte en la toma de decisiones que
faciliten las tareas de los profesionales médicos. En [MCV20], se presenta el cuerpo de da-
tos AbstRCT basado en la base de datos MEDLINE, adecuado para resolver las dos tareas
principales de Minería de Argumentos, esto es, la detección de argumentos y la predicción
de relaciones argumentativas. Este conjunto es un extensión de un conjunto previo, de
menor tamaño, presentado en [MCL+18]. En la nueva versión, los autores agregan 500 do-
cumentos de Ensayos Controlados Aleatorizados (en inglés, Randomized Controlled Trials,
o RCT) bajo el tópico “Neoplasma”, que se suma a los tópicos “Glaucoma”, “Hepatitis”,
“Diabetes” e “Hipertensión” originales. De manera resumida, estos ensayos controlados
son estudios en los cuales los participantes se asignan al azar a grupos de tratamiento o
control para evaluar la efectividad de una intervención o tratamiento.
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La estructura argumentativa se representa de manera similar al corpus de Ensayos

Anotados de Argumentos, distinguiendo tres tipos de entidades. En primer lugar, en este
contexto, un argumento claim es una declaración hecha por el autor sobre el resultado
del estudio, que usualmente describe la relación de un nuevo tratamiento con respecto
a los tratamientos existentes y se deriva de los resultados descritos. Se distinguen, en
segundo lugar, argumentos de tipo major claim, afirmaciones más generales o conclusivas
respaldadas por claims. Finalmente, una evidence es una observación o medición en el
estudio que sirve como soporte o ataque a otro elemento, usualmente a un argumento de
tipo claim.

Estas relaciones de ataque y soporte permiten finalmente formar la estructura ar-
gumentativa del documento. De acuerdo a las anotaciones, una evidencia puede estar
relacionada tanto con una claim como con otra evidencia, mientras que las claims pueden
ser la fuente de una relación de ataque o soporte hacia otra claim o una major claim. Dos
anotadores con conocimientos en lingüística computacional fueron encargados de realizar
las anotaciones sobre los 500 nuevos documentos, identificando los fragmentos del texto
que se consideran argumentos, alcanzado un nivel de acuerdo de 0.72 kappa de Fleiss
(calculado sobre 30 documentos anotados). En cuanto a la anotación de las relaciones
argumentativas, las mismas fueron llevadas a cabo por tres anotadores, también con buen
grado de acuerdo, con un 0.62 kappa de Fleiss (calculado sobre 30 documentos anota-
dos). El Ejemplo 3.3 muestra un documento, donde pueden verse entidades de distintos
tipos, en negrita y delimitadas mediante corchetes. Puede notarse que en el documento
se emplea un vocabulario más técnico y específico al dominio que en otros conjuntos de
datos.

Ejemplo 3.3. To evaluate the long-term intraocular pressure (IOP) control of trabecu-
lectomy and triple procedure (cataract extraction by phacoemulsification, intraocular lens
implantation and trabeculectomy), 1,542 eyes of 900 patients with primary open angle
glaucoma (POAG) or chronic primary angle closure glaucoma (CPACG) were included.
When success was defined as an IOP reduction of at least 30% from baseline, with or
without antiglaucoma medications, [the overall probability of success of trabeculec-

tomy and triple procedure was 0.613 and 0.733 at 15 years, respectively.] [The

success probability of trabeculectomy and triple procedure in reducing IOP be-

low 18 mm Hg was 0.748 and 0.825 at 15 years, respectively.] [In POAG and
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CPACG patients, trabeculectomy and triple procedure were effective in redu-

cing IOP for up to 15 years after surgery.]

El conjunto de datos final incluye 659 documentos, con 4198 argumentos, en particular
125 argumentos major claim, 1265 claims y 2808 de tipo evidence. Además, incluye 2601
relaciones argumentativas, con 2259 de soporte y 342 de ataque. Este conjunto ha sido
utilizado en varios estudios, con Mayer et al. [MCV20] reportando 0.88 puntaje F1 para
el reconocimiento de argumentos y 0.69 F1 para la predicción de relaciones, y Morio
et al. [MOMY22] reportando 0.709 para la primera tarea, y 0.51 F1 para la predicción
de relaciones. En este trabajo, el cuerpo de datos se utiliza para abordar la tarea de
identificación de argumentos, particularmente a nivel de documento, como parte de la
experimentación reportada en el Capítulo 5.

3.3. Resumen

En este capítulo se han comentado las principales características de varios conjuntos
de datos anotados, disponibles para el desarrollo de nuevos enfoques en Minería de Ar-
gumentos. Afortunadamente, a lo largo de los años, se han generado cuerpos de datos
varios, de diversos dominios, como puede apreciarse en el Cuadro 3.1. Pese a ello, cada
conjunto ha sido definido siguiendo lineamientos y objetivos de investigación particulares,
lo que provoca que, en muchos casos, los enfoques desarrollados estén especializados en
conjuntos de datos particulares. Al mismo tiempo, las diferencias en los criterios adopta-
dos para realizar las anotaciones hacen que la combinación de datos de distintos conjuntos
sea dificultosa, y que los métodos desarrollados no sean robustos al cambio de dominio.

Los capítulos siguientes se enfocan en las contribuciones de este trabajo, para las cuales
empleamos los datasets mencionados en la Sección 3.2. En particular, el capítulo siguiente
aborda la tarea de identificación de argumentos, incluyendo experimentación sobre varios
cuerpos de datos y definiendo una nueva forma de evaluación de modelos, orientada desde
la perspectiva de argumentación.



Capítulo 4

Identificación de argumentos y

caracterización de errores

Este capítulo se enmarca en la etapa de identificación automática de argumentos. Es-
ta etapa busca extraer de manera automática, y con sus límites exactos, los segmentos
del texto que forman la estructura argumentativa del texto de entrada. En este capítulo
se presenta una caracterización de las predicciones hechas por un modelo encargado de
identificar argumentos, valorando dichas predicciones desde una perspectiva de argumen-
tación. A lo largo del capítulo se propone un conjunto de categorías a nivel de argumentos
reconocidos que, a partir de la comparación entre los argumentos predichos por un modelo
y los correctos, permite analizar dichas predicciones desde una perspectiva argumentativa,
ofreciendo una nueva forma de evaluar los modelos de segmentación para este dominio de
aplicación.

En la Sección 4.1 se brindará, a modo introductorio, una breve explicación de los
motivos para desarrollar la propuesta presentada a lo largo del capítulo. Luego, en la
Sección 4.2, se propone una manera de caracterizar las predicciones hechas por un modelo
predictivo encargado de identificar los argumentos dentro de un texto en lenguaje natural.
En la Sección 4.3, se define el problema a resolver y se detallan los modelos utilizados para
abordarlo, mientras que en la Sección 4.4 se describen brevemente los datos empleados.
Luego, en las Secciones 4.5 y 4.6, se incluyen los resultados obtenidos tanto utilizan-
do métricas de clasificación tradicionales, como desde la perspectiva de argumentación
empleando nuestra propuesta.
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4.1. Motivación

Como se explicó en el Capítulo 2, la primera etapa en Minería de Argumentos aborda
la correcta identificación de argumentos en un texto. Resulta especialmente importan-
te resolver esta primera tarea con el mayor grado de acierto posible, debido a que es
esperable que los argumentos identificados sean empleados en tareas subsecuentes. Por
ejemplo, una vez identificados los argumentos en el texto, podrían clasificarse de acuer-
do a algún modelo de argumento particular [Tou08, Wal09], reconocer las interaccio-
nes entre ellos [CCVT20, PTT21] y/o su postura respecto al tema de discusión aborda-
do [SMS+18, SMG18], y eventualmente obtener aquellos argumentos aceptados siguiendo
algún mecanismo o criterio preestablecido [Dun95, CV12]. Es importante tener en cuen-
ta que, en este contexto, un argumento consiste en un fragmento de texto en lenguaje
natural, por lo que su correcta delimitación en un documento no es una tarea trivial.
En particular, el documento bajo análisis puede no incluir marcadores del discurso que
faciliten la identificación de los argumentos, o dichos marcadores pueden tener un signifi-
cado ambiguo en el lenguaje [Moe18]. Además, los argumentos pueden variar en longitud,
desde una sola cláusula hasta una oración completa o incluso varias oraciones, lo que suele
depender del dominio específico del texto bajo análisis.

Afortunadamente, en los últimos años, la tarea de reconocer correctamente argumen-
tos en un texto ha recibido cierto grado de atención por parte de la comunidad científica,
aunque aún quedan distintos desafíos por resolver. Algunos estudios enfocan el problema
como una tarea de clasificación, tomando un texto de entrada (usualmente oraciones) y
clasificándolo como argumentativo o no argumentativo [SG17a, PS15]. Pese a ser con-
ceptualmente simple, este enfoque es propenso a errores de segmentación y no permite
tratar correctamente oraciones que contienen múltiples argumentos. Para superar estas
limitaciones, varios trabajos abordan el problema como una tarea de etiquetado de se-
cuencia (en inglés, sequence tagging o sequence labeling), donde un modelo es entrenado
para etiquetar cada token en el texto de entrada y, de esa manera, identificar los argumen-
tos dentro del texto con sus puntos de inicio y final exactos. Cada argumento reconocido
estará compuesto por una secuencia de tokens consecutivos predichos por el modelo como
tokens pertenecientes a un argumento. Esta tesis sigue esta segunda alternativa a lo largo
del presente capítulo y del Capítulo 5 debido a que, aunque implica consideraciones adi-
cionales al momento de la experimentación y análisis de los resultados, permite capturar
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de mejor manera la naturaleza de la tarea a resolver. Lo desarrollado en el Capítulo 7
depende también de la adopción de esta alternativa.

Independientemente de la estrategia empleada, el modelo propuesto, o el dominio al
que pertenece el texto en el que se aplique la tarea, es importante destacar que todas las
propuestas en la literatura presentan cierto nivel de error. En otras palabras, no existe
una solución que funcione de manera perfecta en el reconocimiento de argumentos, y las
diferentes soluciones muestran rendimientos con margen de mejora. Sin embargo, pese a
que es reconocido en la literatura que la magnitud de los errores a nivel de segmentación
(esto es, a nivel de token) no necesariamente coincide con la magnitud de los errores a nivel
de los argumentos reconocidos, no se han realizado muchos estudios al respecto, ni con el
nivel de detalle necesario. Por mencionar algunos ejemplos, uno de los pocos trabajos que
reconoce la importancia de los errores a nivel de argumento es [SG17a], donde los autores
consideran una noción de coincidencia exacta y coincidencia aproximada basada en la
superposición entre los argumentos predichos y los correctos. En [LT16b], se emplean dos
métricas que permiten determinar, por un lado, el porcentaje de argumentos predichos
sin ninguna superposición de tokens con los argumentos correctos y, por otro, el porcen-
taje de argumentos predichos con una superposición mínima con un argumento correcto.
Finalmente, en [MCV20], los argumentos predichos que se superponen significativamente
con uno correcto son empleados como entrada para un modelo de predicción de relaciones.
Estos tres trabajos reconocen, implícita o explícitamente, las limitaciones de las métricas
de clasificación tradicionales a nivel de token en el contexto de la tarea de reconocimiento
de argumentos, y emplean métricas particulares que se enfocan en los argumentos y no
en los tokens. Sin embargo, estas métricas adicionales no permiten entender las distintas
clases de errores que está cometiendo el modelo de segmentación ni distinguir situaciones
en las predicciones que son relevantes desde una perspectiva de argumentación. Con esto,
entender los errores cometidos por los modelos entrenados y su impacto desde un punto
de vista de argumentación es uno de los desafíos pendientes en el área.

A modo de ejemplo, consideremos el siguiente fragmento de un documento extraí-
do del cuerpo de datos Ensayos Anotados de Argumentos, que contiene un argumento
destacado en negrita y delimitado mediante corchetes.

[Physical exercises help to create healthy nation, assist to learning

through direct observation and finally aid to financial development

of a country].
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Un modelo, al recibir este texto como entrada, debería ser capaz de identificar el argu-
mento esperado. Sin embargo, los argumentos predichos pueden diferir significativamente
de los correctos, incluso en situaciones donde los errores a nivel de tokens son mínimos. En
el fragmento anterior, solo dos errores en las predicciones de los tokens (prediciendo que
la coma y el token “and” no pertenecen a un argumento) dividen el argumento esperado
en tres argumentos predichos, como se muestra debajo.

[Physical exercises help to create healthy nation], [assist to learning

through direct observation] and [finally aid to financial development

of a country].

De forma similar, podemos considerar el siguiente ejemplo, que incluye dos argumentos
que deben identificarse automáticamente:

Alternatively, [providing a more secured and relaxing environment

for workers can fundamentally boost their productivity] since [they

will be feeling more cared for and therefore do their best for their

bosses].

En este ejemplo, un único error al predecir la etiqueta asociada a un token (en este
caso, el token “since”) puede dar lugar a reconocer un único argumento en lugar de los
dos esperados.

Alternatively, [providing a more secured and relaxing environment

for workers can fundamentally boost their productivity since they

will be feeling more cared for and therefore do their best for their

bosses].

Notar que, si para estos ejemplos se realiza una evaluación a partir de los aciertos
en las predicciones de los tokens, el porcentaje de acierto es alto. En el primer ejemplo,
22 de los 24 tokens estarían predichos de manera correcta (92 %), mientras que en el
segundo ejemplo, serían correctos 32 de los 33 tokens (97 %). Sin embargo, la diferencia
entre los argumentos correctos y los predichos es significativa desde el punto de vista de
argumentación.
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Por lo tanto, uno de los puntos centrales de este capítulo radica en analizar las pre-
dicciones de un modelo encargado de reconocer argumentos dentro de un texto. En esta
tarea, las métricas de clasificación tradicionales como accuracy o F1-score proporcionan
una evaluación general del rendimiento del modelo, pero no son suficientemente expresivas
para reflejar la naturaleza de los errores cometidos por el modelo desde una perspectiva
de argumentación. Considerando las métricas de clasificación tradicionales, cada error co-
metido en las predicciones para los tokens del texto de entrada tiene un impacto mínimo
en el valor obtenido para la métrica, debido principalmente a la gran cantidad de tokens
que forman un documento de texto. Sin embargo, es importante notar que, aunque un
pequeño número de errores en las predicciones de tokens puede no afectar significativa-
mente los resultados obtenidos con estas métricas, pueden dar lugar a la generación de
argumentos incorrectos o a la omisión de argumentos que deberían ser reconocidos.

Otro de los desafíos pendientes es desarrollar soluciones que funcionen de manera ro-
busta en múltiples dominios de texto [CCVT20]. La diversidad entre los cuerpos de datos
disponibles, la falta de un formato de anotación estandarizado y las diferencias entre los
formalismos propuestos en el área de Argumentación Computacional, hacen que soluciones
que funcionan de manera satisfactoria (aunque no perfecta) en ciertos dominios, no pue-
dan aplicarse directamente a nuevos tipos de texto. Por ejemplo, como se ha mencionado
en el Capítulo 3, el corpus presentado en [SG17a] distingue tres tipos para los argumentos
(major claim, claim y premise), mientras que el presentado en [KWK+16] identifica seis
tipos diferentes (common ground, assumption, testimony, statistics, anecdote y others).
Como consecuencia, la mayoría de los enfoques desarrollados hasta el momento que abor-
dan el problema de identificar argumentos se han desarrollado utilizando un conjunto de
datos de un solo dominio, y solo unos pocos estudios en la literatura experimentan con
múltiples conjuntos de datos [ACK+17, SED+18, MOMY22]. En esta dirección, parte de
la experimentación realizada en este capítulo está enfocada en evaluar escenarios que de-
nominamos cross-domain [ACK+17], donde el conocimiento aprendido por un modelo a
partir de datos de un dominio específico, pueda luego aplicarse para reconocer argumentos
en otros dominios.
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4.2. Tipos de errores al identificar argumentos

En esta sección, se propone una categorización que, a partir de la comparación entre los
argumentos predichos por un modelo y los correctos, permite analizar dichas predicciones
desde una perspectiva argumentativa, ofreciendo una nueva forma de evaluar los modelos
de segmentación para este dominio de aplicación.

En primer lugar, consideramos un valor numérico, al que nos referiremos como R a
lo largo de la tesis, que brinda una medida del grado en que dos fragmentos de texto,
contenidos en un mismo documento, se alinean. En particular para nuestro escenario, el
valor R permite determinar el grado en que un argumento predicho se alinea con uno
correcto dentro del documento bajo análisis. Dados dos argumentos u1 y u2 (por ejemplo,
uno correcto y otro predicho por un modelo), obtenemos el valor R para el par dividiendo
el número de tokens1 de los argumentos que coinciden en las posiciones correctas (c(u1, u2))
por el número total de tokens en el argumento más largo (l(u1, u2)).

R(u1, u2) =
c(u1, u2)

l(u1, u2)

De esta forma, el numerador indica el número de tokens coincidentes entre los argu-
mentos, mientras que el denominador penaliza las diferencias significativas en la longitud
de los argumentos comparados. Un valor de R más alto indica una grado de coincidencia
alto y, por tanto, un mejor grado de acierto en la predicción. Por el contrario, un valor de
R más bajo indica mayores discrepancias, posiblemente debido a diferencias en tamaño o
alineación. Notar que el valor de R será 1 cuando los argumentos coincidan exactamente,
y 0 cuando no haya intersección entre dos argumentos. A modo de ejemplo, consideremos
el siguiente fragmento de texto con dos argumentos, indicados como g1 y g2, que se espera
predecir.

While some might think [the tourism brings large profit for the des-

tination countries]g1, I would contend that [this industry has affected

the cultural attributes and damaged the natural environment of the

tourist destinations]g2.
1El número de tokens en un fragmento de texto puede variar según la herramienta utilizada para

calcularlo (e.g., librerías como nltk o spacy en Python), pero esto no debería afectar significativamente la
evaluación.
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Consideremos ahora una posible predicción realizada por un modelo de segmentación,
donde se predicen dos argumentos u1 y u2, de la siguiente manera:

While some might think the [tourism brings large profit for the des-

tination countries,]u1 I would contend that this industry has affected the
cultural attributes and [damaged the natural environment of the tourist

destinations]u2.

El valor de R entre u1 y g1 será de 0.88, debido a que coinciden en ocho tokens en sus
posiciones correctas, siendo el argumento más largo de nueve tokens. De manera análoga,
el valor de R entre u2 y g2 es 0.5 debido a que coinciden en ocho tokens en sus posiciones
correctas, y el argumento más extenso tiene 16 tokens.

Al analizar los argumentos predichos por un modelo de segmentación y compararlos
con los argumentos esperados, pueden surgir diferentes situaciones. Hemos identificado
seis casos, reflejados en seis categorías asociadas: (1) Perfect Match (o Coincidencia Per-
fecta), (2) Displaced (o Desplazado), (3) Merge (o Fusionado), (4) Split (o Dividido), (5)
Made-up (o Inventado), y (6) Unrecognized (o No Reconocido). Las últimas cinco repre-
sentan situaciones de error de diferente naturaleza y significativas desde la perspectiva de
argumentación.

Esta categorización, basada en la coincidencia entre un conjunto de argumentos predi-
chos y un conjunto de argumentos correctos, cumple un doble propósito. En primer lugar,
proporciona información sobre el comportamiento del modelo de segmentación a nivel de
los argumentos identificados, es decir, brinda una forma de evaluación para los modelos de
segmentación particularmente enfocada desde el punto de vista de argumentación. El resto
de este capítulo aborda este primer propósito, ilustrando cómo las categorías propuestas
permiten evaluar de mejor manera un modelo encargado de identificar argumentos, aún
en situaciones donde las métricas de clasificación tradicionales no tienen la expresividad
suficiente para ilustrar las fortalezas y debilidades de un modelo. En segundo lugar, esta
categorización brinda una herramienta para mejorar el rendimiento general de los modelos
entrenados, lo cual será abordado en el Capítulo 5.

En los párrafos siguientes se definirán y ejemplificarán las seis categorías. Para comen-
zar, consideramos el caso en el que el modelo realiza una predicción perfecta. Diremos
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que un argumento predicho por un modelo es un Perfect Match (en español se podría de-
nominar Coincidencia Perfecta)2 cuando se alinea de manera perfecta con un argumento
correcto.

Definición 4.2.1 (Perfect Match). Un argumento predicho p es un Perfect Match si
existe un argumento correcto g (estándar de oro3) tal que R(p, g) = 1.

El siguiente ejemplo muestra, a la izquierda, un fragmento de texto con un argumento
destacado en negrita que se espera sea identificado, y a la derecha, también destacado en
negrita, un argumento predicho que es un Perfect Match.

Ejemplo 4.1. Predicción Perfect Match.

Correcto

What are the potential benefits of ha-
ving school uniforms? [Wearing uni-

forms enhances school pride, unity,

and community spirit.]

Predicho

What are the potential benefits of ha-
ving school uniforms? [Wearing uni-

forms enhances school pride, unity,

and community spirit.]

Cuando un argumento predicho p no coincide perfectamente con un argumento espe-
rado g, sino que lo hace parcialmente, entonces R(p, g) tendrá un valor inferior a 1. En
algunos casos, inclusive, puede ocurrir que un argumento predicho coincida parcialmente
con más de un argumento correcto, cada uno con un valor de R distinto.

Por lo tanto, consideramos relevante diferenciar, por un lado, las situaciones en las
que un argumento predicho coincide parcialmente con un único argumento correcto, y por
otro, aquellas situaciones en las que la relación entre argumentos correctos y predichos
involucra varios argumentos, de un grupo u otro. En la primera situación, diremos que
el argumento predicho por un modelo de segmentación está en la categoría Displaced
(en español, Desplazado)4. Cabe destacar que esta es una situación de error relativamente
amplia. Por ejemplo, la coincidencia parcial puede generarse cuando el argumento predicho
queda contenido en el texto del argumento correcto, cuando el argumento correcto queda
contenido en el texto del argumento predicho, o cuando ocurre un desplazamiento hacia
un lado en el documento.

2Emplearemos el nombre en inglés de las categorías, para ser consistente con [SGG24].
3Patrón de referencia, o gold standard en inglés.
4La categoría Displaced comprende las categorías imperfect match y misplaced introducidas en

[SGG24].
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Definición 4.2.2 (Displaced). Un argumento predicho p es un Displaced si existe un
único argumento correcto g tal que 0 < R(p, g) < 1.

Evidentemente, será deseable que los argumentos predichos sean lo más parecidos posi-
ble a los correctos, aunque no coincidan exactamente. Es importante destacar que, aunque
esta categoría no distingue distintos “niveles de Displaced” entre un argumento predicho
p y el correcto g, el valor R(p, g) brinda cierto nivel de detalle. Notar que los argumentos
Displaced con un nivel alto de error resultan en una mayor pérdida de información, lo cual
se vuelve particularmente relevante cuando los argumentos predichos se utilizan en tareas
posteriores, como la predicción de relaciones, donde la preservación de la información im-
pacta en el rendimiento de la tarea. En el siguiente ejemplo, el texto de la derecha ilustra
un argumento predicho Displaced con respecto al argumento esperado que se muestra a
la izquierda.

Ejemplo 4.2. Predicción Displaced.

Correcto

On the other hand, wearing school uni-
form does have its pros and cons. [When

uniforms are mandatory, parents

and students do not spend time

choosing appropriate outfits for the

school day.]

Predicho

On the other hand, [wearing school

uniform does have its pros and

cons. When uniforms are manda-

tory, parents and students do not

spend time choosing appropriate

outfits] for the school day.

Como se mencionó en párrafos anteriores, puede darse el caso en que un argumento
predicho coincida parcialmente con más de un argumento correcto. En este caso, puede
decirse que el modelo combina múltiples argumentos correctos en una sola predicción,
cometiendo un error que resulta en un argumento más complejo de lo esperado. Denomi-
namos a estos argumentos predichos como argumentos Merge (en español, Fusionado).

De acuerdo a la explicación anterior, para que un argumento predicho sea considerado
de tipo Merge basta con que tenga una coincidencia mínima con más de un argumento
correcto. En términos del valor de R, es suficiente con que el argumento tenga un valor de
R mínimo, mayor a cero, con más de un argumento correcto. Sin embargo, intuitivamente,
la categoría busca capturar situaciones donde un modelo combina múltiples argumentos
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correctos y genera un argumento de mayor complejidad. Para capturar de manera correc-
ta esta intuición, introducimos dos umbrales, τ y ω, que permiten determinar cuándo un
argumento es considerado de tipo Merge. La introducción de estos umbrales tiene por ob-
jetivo establecer restricciones adicionales sobre la evaluación de los argumentos predichos,
buscando que sean categorizados como Merge solo si respetan la intuición detrás de este
tipo de error. En otras palabras, consideramos que hay situaciones en las cuales, de no
imponer restricciones adicionales a la mera intersección, los argumentos predichos pue-
den ser categorizados como Merge cuando, en realidad, sería más adecuado categorizarlos
como Displaced.

Texto Categoría

1.

Alternatively, [providing a more secured and relaxing envi-

ronment for workers can fundamentally boost their pro-

ductivity] since [they will be feeling more cared for and

therefore do their best for their bosses].

Perfect Match

2.

Alternatively, [providing a more secured and relaxing envi-

ronment for workers can fundamentally boost their pro-

ductivity since they will be feeling more cared for and

therefore do their best] for their bosses.

Merge

3.

Alternatively, [providing a more secured and relaxing envi-

ronment for workers can fundamentally boost their pro-

ductivity since they] will be feeling more cared for and there-
fore do their best for their bosses.

Displaced

Cuadro 4.1: Ejemplos de argumentos predichos que coinciden parcialmente con más de
un argumento esperado, pero no necesariamente son considerados como Merge.

A modo de ejemplo, en el Cuadro 4.1 se muestra, en la primera fila, un fragmento de
texto con dos argumentos que deberían ser identificados por un modelo, en la segunda
fila un ejemplo de una situación que típicamente consideramos un Merge, y en la tercera
fila, un argumento predicho que, a pesar de tener intersección con más de un argumento
esperado, sería adecuado considerarlo como Displaced debido a que la intersección con
el segundo argumento esperado es mínima. Con esto, el umbral τ denota el grado de
tolerancia al error para el argumento predicho, mientras que ω indica el grado mínimo
de intersección necesario para considerar que un argumento predicho es de tipo Merge.
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Veremos en la Sección 4.6 de qué manera los valores de los umbrales pueden afectar a la
cantidad de argumentos en las distintas categorías.

Habiendo introducido estos umbrales, podemos definir a la categoría Merge más for-
malmente como sigue:

Definición 4.2.3 (Merge). Dados dos valores reales τ y ω entre 0 y 1, un argumento
predicho p es un Merge si existe una secuencia de argumentos correctos g1, . . . , gn (n ≥ 2)
tal que

∑
gi
R(p, gi) ≥ τ y además, ∀gi(R(p, gi) ≥ ω).

En el Ejemplo 4.3 se muestra, a la izquierda, un texto que incluye dos argumentos es-
perados correctos, que se predicen de manera combinada en un único argumento predicho
en el texto de la derecha. Analizando los valores de R en este ejemplo, R es 0.55 entre el
argumento predicho y el primer argumento correcto, y 0.22 entre el argumento predicho
y el segundo argumento correcto. Luego, la suma de esos valores es 0.77. Si, por ejemplo,
establecemos τ = 0.7 y ω = 0.2, el argumento predicho es considerado Merge. Si fuéramos
más restrictivos, a través de valores mayores para τ y ω (por ejemplo, τ = 0.8 y ω = 0.3),
el argumento predicho será de tipo Displaced.

Ejemplo 4.3. Predicción Merge.

Correcto

What are the potential benefits of ha-
ving school uniforms? [Uniforms teach

children that in order to get along

everyone must conform to the sa-

me standards.] As if they all are alike.
[Parents believe uniforms promote

good standards.]

Predicho

What are the potential benefits of ha-
ving school uniforms? [Uniforms teach

children that in order to get along

everyone must conform to the same

standards. As if they all are alike.

Parents believe uniforms promote

good standards.]

También puede ocurrir que el modelo divida un argumento correcto en múltiples pre-
dicciones separadas, dando como resultado dos o más argumentos más simples, y posible-
mente incompletos. Denominamos a estos argumentos predichos como argumentos Split
(en español, Dividido). Nuevamente, se emplean los umbrales τ y ω para capturar la in-
tuición detrás de este tipo de error. Es decir, estos umbrales permiten añadir restricciones
que evitan que un argumento predicho que tiene muy poca intersección con el argumento
correcto sea considerado como un Split.
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Definición 4.2.4 (Split). Dados dos valores reales τ y ω entre 0 y 1, un argumento
predicho pi es un Split si existe una secuencia de argumentos predichos p1, . . . , pn (n ≥ 2),
y un argumento correcto g tal que

∑
pj
R(pj, g) ≥ τ y además, ∀pj(R(pj, g) ≥ ω).

Observación 4.2.1. El resto de los argumentos predichos p2, . . . , pn serán también con-
siderados Split.

En el siguiente ejemplo, el texto de la izquierda incluye un argumento esperado, resal-
tado en negrita, que se predice como dos argumentos (p1 y p2) en el texto de la derecha.

Ejemplo 4.4. Predicción Split.

Correcto

[In the same survey, 54% of stu-

dents said that having to wear a

uniform didn’t compromise their

identity and 41% agreed that the-

re seemed to be less gang activity

at school as a result of the policy.]
This topic looks at a very large number
of arguments about uniforms.

Predicho

In the same survey, [54% of students

said that having to wear a uniform

didn’t compromise their identity]p1
and [41% agreed that there seemed

to be less gang activity at school]p2
as a result of the policy. This topic looks
at a very large number of arguments
about uniforms.

Es interesante notar que, dependiendo de cómo se codifiquen las etiquetas para los
tokens del texto, una única predicción incorrecta para un token puede generar un argu-
mento Split o un argumento Merge. Por ejemplo, utilizando el esquema IOB explicado en
la Sección 2.2.1, si un token de tipo I en un argumento se predice como B, se genera una
división del argumento correcto en dos argumentos predichos con menos tokens. Aunque
este error tenga un impacto mínimo de acuerdo a las métricas de clasificación a nivel de
token, resulta sumamente significativo desde una perspectiva de argumentación. De ma-
nera similar, dos argumentos correctos distintos que no tengan tokens no argumentativos
que los separen (es decir, que no tienen tokens de tipo O entre ellos), pueden ser predichos
conjuntamente como un argumento Merge simplemente prediciendo el token B del segun-
do argumento como I. En situaciones de este estilo, aunque los errores en las predicciones
de los tokens puedan ser más numerosos, el impacto desde la perspectiva argumentativa
en general es más notable que lo que reflejan las métricas de clasificación a nivel de token
como accuracy o F1.
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También es importante notar que la pérdida de información en situaciones Split o
Merge puede ser mínima con respecto al (o los) argumento(s) correcto(s). Esta provoca
que sean situaciones diferenciadas de los argumentos Displaced. Por ejemplo, analizando
la situación Split en el Ejemplo 4.4 vemos que los argumentos con error, individualmente,
podrían ser clasificados como Displaced. Sin embargo, de manera conjunta, capturan casi
completamente el argumento correcto deseado.

Finalmente, consideramos dos situaciones adicionales. En la primera, el modelo iden-
tifica como un argumento un fragmento del texto que no es argumentativo. Como conse-
cuencia, el argumento predicho no tiene tokens en común con ningún argumento correcto.
Denominamos a estos argumentos predichos como Made-up (en español, Inventado).

Definición 4.2.5 (Made-up). Un argumento predicho p es un Made-up si, para todo
argumento g en el estándar de oro, R(p, g) = 0.

De manera inversa, cuando el modelo falla completamente en identificar un argumento
correcto en el texto, denominamos a este argumento como Unrecognized (es español, No
Reconocido).

Definición 4.2.6 (Unrecognized). Un argumento g en el estándar de oro es Unrecog-
nized si, para todo argumento predicho p, R(p, g) = 0.

Es importante hacer dos aclaraciones con respecto a esta última categoría. En primer
lugar, a diferencia de las otras categorías que se centran en los argumentos predichos por
un modelo de segmentación, esta última categoría se enfoca en los argumentos correctos,
es decir, aquellos incluidos en el estándar de oro. En segundo lugar, los argumentos en
esta categoría están fuertemente asociados con la notación utilizada para las etiquetas y
con la forma en que se recuperan los argumentos predichos a partir de las predicciones
de los tokens. A modo de ejemplo, utilizando la notación IOB, si el modelo predice una
secuencia de etiquetas I sin una etiqueta B previa, no se generará un argumento predicho,
lo cual podría dar lugar a un argumento (correcto) categorizado como Unrecognized. Esto
permite notar también que la clasificación incorrecta de un único token, en este caso el
token inicial, nuevamente puede tener consecuencias importantes desde la perspectiva de
argumentación.

A continuación, explicaremos los modelos que hemos utilizado para nuestros experi-
mentos y luego, en la Sección 4.4, los datos utilizados. Luego, se presentarán los resultados



72 Capítulo 4. Identificación de argumentos y caracterización de errores

obtenidos y se realizará un análisis detallado del rendimiento de los modelos entrenados
a partir de las categorías presentadas en esta sección.

4.3. Metodología

Como se explicó en la Sección 2.2 y al comienzo del presente capítulo, en la actualidad
es usual caracterizar al problema de identificación de argumentos como una tarea de
etiquetado de secuencia, en el cual se asigna una etiqueta del conjunto {B, I,O} a cada
token en el texto de entrada. El objetivo, para resolver esta tarea de manera automática, es
obtener un modelo entrenado a partir de un conjunto de datos etiquetados, que sea capaz
de predecir una de esas tres etiquetas para cada token en el texto de entrada, basándose
no solo en el propio token, sino también en su contexto circundante. El problema puede
ser expresado como sigue:

Definición del Problema 4.3.1 (Identificación de argumentos). Dado un texto s,
compuesto por una secuencia de tokens t1, t2, . . . , tm, clasificar cada token asignándole
una etiqueta del conjunto {B, I,O}, donde B indica el primer token de un argumento, I
indica un token de un argumento que no es el primero, y O indica un token que no forma
parte de ningún argumento.

Para realizar la experimentación, se han desarrollado modelos basados en Long Short-
Term Memory (LSTM) [HS97], Conditional Random Field (CRF) [LMP01], y la arquitec-
tura Transformer [VSP+17]. En este último caso, se evalúan tanto modelos de tarea única
como modelos siguiendo un enfoque Multi-tarea [Car98]. Estas alternativas se describen
a continuación.

En primer lugar, el modelo basado en LSTM utiliza una capa LSTM bidireccional
(BiLSTM), que considera el contexto izquierdo y derecho de cada token, de un tamaño
de 128 unidades. Además de la parte recurrente usando BiLSTM, se utiliza una capa
CRF por encima de la parte recurrente como la capa final de clasificación, formando
una arquitectura BiLSTM-CRF. Cuando se aplica a tareas de procesamiento del lenguaje
natural, las capas CRF utilizan las predicciones de tokens vecinos para predecir una
etiqueta para el token actual. Es esperable que incorporar una capa CRF sobre la parte
recurrente de la red prevenga errores particulares al formato de anotación utilizado. Por
ejemplo, en el caso del formato IOB, estos errores incluyen predecir una etiqueta O después
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de una etiqueta B, o una etiqueta I después de una etiqueta O, que son secuencias de
etiquetas incorrectas de acuerdo al formato. Es importante recordar además que si el
modelo predice una secuencia de tokens I sin un token B precedente, esa secuencia no
será considerada como un argumento predicho. Varios estudios en la literatura de Minería
de Argumentos han demostrado la efectividad de esta arquitectura [EDG17, ACK+17,
SED+18], por lo cual es un modelo de referencia competitivo para los modelos basados
en la arquitectura Transformer.

El modelo BiLSTM-CRF requiere adoptar alguna manera de representar el texto de
entrada en un formato vectorial numérico, representaciones habitualmente denominadas
word embeddings. Como se ha mencionado en el Capítulo 2, estas representaciones no
solo brindan una forma de transformar un texto en lenguaje natural a un formato vec-
torial numérico que sea procesable por una Red Neuronal Artificial, sino que además la
forma en que se obtienen puede condicionar notablemente el rendimiento del modelo.
Concretamente, para el modelo BiLSTM-CRF, se emplean tres técnicas diferentes pa-
ra codificar el texto de entrada. Primero, utilizamos word embeddings de GloVe, en su
versión de dimensión 200 [PSM14], que sirve principalmente como un modelo de referen-
cia para las otras opciones de representaciones vectoriales. Las palabras que no están en
el vocabulario predefinido por GloVe se representan con vectores generados de manera
aleatoria. Además, se utilizan también representaciones densas contextuales obtenidas a
partir de BERT [DCLT19] y DistilBERT [SDCW19]. El modelo utiliza una longitud de
secuencia de 128 tokens. Además, se emplea Dropout con una tasa de 0.2 para reducir
la posibilidad de sobreajuste durante el entrenamiento. La Figura 4.1.(a) muestra esta
arquitectura de manera esquemática. En la figura, el texto de entrada está representado
por los tokens s1, s2, s3, . . . , sm, que serán transformados mediante un método para obte-
ner los embeddings. Los embeddings serán procesados luego por la parte recurrente de la
red, a través de la capa BiLSTM, y el resultado será luego procesado por una capa de
clasificación CRF. Finalmente, la capa CRF emitirá una predicción para cada token de
entrada p1, p2, p3, . . . , pm, acordes al formato IOB.

Además del modelo BiLSTM-CRF, siguiendo enfoques recientes del estado del arte
para tareas de procesamiento de lenguaje natural, utilizamos modelos de etiquetado de
secuencia basados en BERT y DistilBERT. Ambos modelos han sido entrenados usando los
conjuntos de datos particulares con los cuales hemos experimentado, y que se mencionarán
en la siguiente sección. De esa forma, los parámetros entrenables de estas redes, ya pre-
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Figura 4.1: Representación esquemática de las arquitecturas consideradas. La Figura (a)
ilustra el modelo BiLSTM-CRF, la Figura (b) los modelos basados en Transformer, y la
Figura (c) el modelo que sigue un enfoque de aprendizaje Multi-tarea.

entrenados en grandes conjuntos de documentos de texto, son ajustados (fine-tuned) con
estos conjuntos de datos particulares para adecuarse de mejor manera a la tarea que se está
abordando. En el caso de estos modelos, además, se consideraron alternativas con y sin una
capa CRF adjunta en la parte superior como capa de clasificación, buscando determinar
si esta capa ofrece ventajas de rendimiento para la tarea de identificación de argumentos.
Al igual que para el modelo BiLSTM-CRF, la longitud de secuencia establecida es de
128 tokens. La Figura 4.1.(b) ilustra este modelo empleado una capa CRF como capa de
clasificación por encima del codificador BERT/DistilBERT.

Además, adoptamos un enfoque de aprendizaje Multi-tarea (Multi-task Learning en
inglés, o MTL) [Car98] para abordar el problema, implementando el modelo esquema-
tizado en la Figura 4.1.(c). La idea intuitiva de implementar un modelo de aprendizaje
Multi-tarea consiste en aprender de manera simultánea más de una tarea que se considera
de interés. Recientemente, los enfoques Multi-tarea han mostrado resultados prometedores
en diversas aplicaciones de Minería de Argumentos [MOMY22, TL21, PTT21, GLT23].
No obstante, persisten desafíos significativos, principalmente en lo referente a la configu-
ración de los modelos, la elección de las tareas y la forma particular en que se procesan los
datos [KYC+21]. De acuerdo a la literatura, aún no es evidente cuál es la mejor forma de
combinar las tareas involucradas, aunque se conoce que las tareas deben estar relaciona-
das, de forma que el conocimiento aprendido por el modelo para cada una sirva también
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para aprender las demás. Además, usualmente se considera a una de las tareas involucra-
das como el principal objetivo, mientras que el resto de las tareas actúan como fuentes
de información auxiliar. Sin embargo, esto no es mandatorio en el uso de este método.
En el caso de nuestra experimentación, cada uno de los tres conjuntos de datos originales
utilizados se considera como una tarea individual dentro del modelo, con igual nivel de
importancia. La arquitectura consiste de un codificador BERT compartido, complemen-
tado con una capa de salida CRF separada e independiente para cada tarea, es decir, para
cada dataset. Con esto, el modelo debe capturar los patrones comunes a los tres conjuntos
de datos a través del codificador BERT, y cada capa CRF debe ser capaz de aprender las
particularidades de los argumentos en su conjunto de datos asociado.

La utilización de este tipo de enfoque tiene más de un objetivo en la experimentación.
Por un lado, permite evaluar una técnica que ha ganado popularidad en el área de Minería
de Argumentos y que, como se ha mencionado, muestra resultados prometedores, aunque
no siempre supera a enfoques más simples. Por otro lado, consideramos este enfoque multi-
tarea como una forma de combinar los datos a disposición, siguiendo trabajos anteriores
que muestran que el aprendizaje multi-tarea puede ser una alternativa más conveniente a
estrategias más simples como mezclar los conjuntos de datos [SED+18]. En esa dirección,
en la siguiente sección se describe otra alternativa, que consiste en formar un nuevo
conjunto de datos compuesto por instancias de los tres conjuntos de datos originales.
Resulta interesante comparar ambas estrategias, en particular considerando las categorías
definidas en la sección anterior, con el objetivo principal de obtener modelos que se adapten
de mejor manera a distintos tipos de texto.

Como se explica en [LJD19], uno de los desafíos para entrenar modelos de aprendizaje
Multi-tarea implica encontrar el equilibrio correcto entre las tareas a aprender, desafío
que a menudo se aborda adoptando alguna estrategia de ponderación. En nuestro en-
foque, consideramos dos opciones. En primer lugar, asignamos un peso igual a las tres
tareas, haciendo que tengan una influencia similar en la actualización de los parámetros
entrenables del modelo MTL. En segundo lugar, utilizamos el método de Promedio de
Pesos Dinámicos (Dynamic Weight Average en inglés, o DWA), propuesto en [LJD19],
que permite ajustar los pesos de las tareas a medida que avanza el entrenamiento, guiado
por la tasa de cambio en el valor de error asociado a cada tarea. Este método incluye un
hiper-parámetro de temperatura, que permite regular la importancia de cada tarea, y que
resulta útil en caso de que alguna de las tareas aprendidas en simultáneo sea considerada
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más importante que otras. En nuestro caso, considerando a las tres tareas con igual grado
de importancia, establecemos T = 2 para el parámetro de temperatura de DWA.

Para llevar a cabo los experimentos, cada modelo descrito se entrenó diez veces, utili-
zando distintas semillas aleatorias para reducir la influencia de la inicialización aleatoria
de los parámetros de las redes. En el caso del modelo BiLSTM-CRF, fue entrenado cada
vez durante treinta épocas, utilizando lotes de entrenamiento de tamaño 32. En el caso
de los modelos basados en Transformer, incluido el modelo MTL, se entrenaron durante
diez épocas, también con lotes de entrenamiento de tamaño 32. Vale mencionar que en el
caso del modelo MTL, cada lote de entrenamiento contiene instancias de un único con-
junto de datos. En todos los casos, se utilizó una función de pérdida de entropía cruzada
(cross-entropy loss) como función de error, y AdamW [LH19] como optimizador, con una
tasa de aprendizaje inicial establecida en 1e-4, y recorte de gradientes (gradient clipping)
para prevenir gradientes explosivos durante el proceso de entrenamiento.

Finalizando con la descripción de los modelos empleados y su configuración, para todas
las opciones explicadas, seleccionamos el mejor modelo en base al valor de error en el con-
junto de validación. Para ello, al final de cada época de entrenamiento se computa el valor
de la función de error sobre el conjunto de validación y, al final del entrenamiento, se re-
cupera el modelo en la época que tenga menor valor de error. Esta forma permite evitar el
sobreajuste de los modelos, particularmente de aquellos basados en la arquitectura Trans-
former que, debido a su gran cantidad de parámetros entrenables y pre-entrenamiento
previo, usualmente requieren pocas épocas de entrenamiento para ajustarse a los nuevos
datos.

4.4. Datos utilizados

Hemos utilizado tres cuerpos de datos anotados y comúnmente empleados en el área
de Minería de Argumentos para llevar a cabo la experimentación. Debido a que en el
Capítulo 3 ya se ha brindado una descripción detallada de estos conjuntos de datos, a
continuación se describen enfocándonos en la tarea de identificación de argumentos. Se
describe además un conjunto de datos adicional, al cual nos referimos como Mix, que surge
como una alternativa para combinar los datos disponibles.

Los conjuntos de datos utilizados son (1) el corpus de Ensayos Anotados de

Argumentos (que será referido como AAEC en el capítulo), en su segunda versión [SG17a],
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(2) el corpus Webis-Editorials-16 (referido como WE) [KWK+16], y (3) el corpus de
Minería de Argumentos basada en Aspectos (referido como ABAM) [Tra20]. Los tres
cuerpos resultan adecuados para abordar la tarea de identificación de argumentos con sus
límites exactos, principalmente debido a que contienen tanto partes argumentativas como
no argumentativas, debidamente identificadas. Además, estos conjuntos de datos repre-
sentan dominios que emplean un vocabulario general, en lugar de dominios especializados
donde es necesario entender términos específicos para comprender el significado general
de un documento. Al mismo tiempo, las diferencias entre los conjuntos de datos hacen
que la transferencia de conocimiento entre dominios no sea trivial, permitiendo evaluar las
capacidades de los modelos entrenados para adaptarse a los cambios en el tipo de texto.

El primer corpus, Ensayos Anotados de Argumentos, es un conjunto de 402 docu-
mentos anotados a nivel de discurso. Su anotación original distingue tres tipos de argu-
mentos diferentes, major claim, claim y premise. Una major claim expresa la postura del
autor del ensayo sobre el tema de discusión del mismo, mientras que una claim es una
declaración a favor o en contra de la major claim, y una premise es una declaración que
respalda una claim. A nivel de tokens, aproximadamente el 69 % de los mismos perte-
necen a un argumento en el texto. Hemos utilizado la partición de entrenamiento-testeo
proporcionada por los autores. El Ejemplo 4.5 muestra un fragmento de este corpus que
incluye varios argumentos, identificados mediante corchetes y en negrita.

Ejemplo 4.5. Nevertheless, [I believe that creating an enjoyable working environ-

ment is more realistic and essential if one wishes an increase in productivity

and better employee performances]. [Take Google for example, the company

offers recreation rooms and extra personal leaves for their workers to develop

a more relaxing and supportive workforce]. To sum up, I believe that [a higher pay

can be one of the incentive if were to encourage harder-working employees].
Alternatively, [providing a more secured and relaxing environment for workers

can fundamentally boost their productivity] since [they will be feeling more cared

for and therefore do their best for their bosses].

El segundo corpus es el Webis-Editorials-16, que consiste de un conjunto de 300
documentos procedentes de tres portales de noticias: Al Jazeera, Fox News y The Guar-
dian. La anotación del conjunto de datos distingue seis tipos de argumentos: common
ground, assumption, testimony, statistics, anecdote y other (esta última para notar a un
fragmento que se considera un argumento pero no pertenece claramente a ninguno de
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las otros tipos). Las editoriales de noticias son una fuente rica de texto argumentativo,
donde el objetivo es persuadir a la audiencia para que tome una posición sobre un tema
controversial. Los tres portales de noticias seleccionados para construir el conjunto de
datos tienen diferencias en su estilo, lo cual, de acuerdo a los autores, permite estudiar
las diferentes estrategias de argumentación que se aplican en los artículos. A nivel de to-
kens, aproximadamente el 93 % de los tokens del corpus forman parte de los argumentos.
Hemos utilizado la partición de entrenamiento-prueba proporcionada por los autores. El
Ejemplo 4.6 muestra un fragmento de un documento de este corpus.

Ejemplo 4.6. [New Year’s resolutions often lose their power so quickly and

completely that they have become cliche]. [But there are real, easily achieved

ways to positively impact your life beginning January 1]. [I’ve assembled a

cheat sheet of 15]. [They aren’t in any particular order], so [you can pick any

one to start with].

El tercer cuerpo utilizado es el corpus de Minería de Argumentos basada en

Aspectos, un subconjunto del corpus AURC-8 presentado en [TDS+20]. El corpus ABAM
contiene 4396 oraciones con anotaciones a nivel de token para distinguir argumentos a
favor y en contra para ocho tópicos de discusión. Hemos descartado cualquier anotación
adicional, enfocándonos exclusivamente en los argumentos incluidos en las oraciones. Ade-
más, utilizamos la partición de entrenamiento-prueba proporcionada por los autores, con
un ligera modificación. En la partición incluida con el cuerpo de datos original, la parti-
ción de pruebas incluye instancias asociadas a tópicos de discusión que también aparecen
asociados a instancias de la partición destinada a entrenamiento. Debido a la manera en
que se utilizan estos datos en [Tra20], las instancias asociadas a dos tópicos, “Gun control ”
y “School uniforms”, son descartadas. En nuestro experimentos, decidimos incluir nueva-
mente las instancias asociadas a estos dos tópicos de discusión, equitativamente entre las
particiones de entrenamiento y pruebas. El Ejemplo 4.7 muestra una oración anotada de
este corpus relacionada con el tema “Nuclear energy”.

Ejemplo 4.7. Granted, [the initial construction costs of a nuclear plant are huge],
but [the ongoing maintenance and fuel costs have proven to be far lower than

that of other energy sources].

Como puede verse a partir de las descripciones anteriores, los tres conjuntos de datos
fueron originalmente anotados con diferentes objetivos de investigación y, particularmente,
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en base a distintos modelos de argumentación. Debido a que nuestro interés radica en la
identificación de argumentos, de manera independiente de su tipo o rol argumentativo,
hemos transformado las anotaciones originales a un formato uniforme adecuado para
seguir un enfoque de etiquetado de secuencia, considerando que existen varios formatos
adecuados posibles. Algunos estudios han mostrado las ventajas de utilizar el formato
IO [CLS+21, AA21], un esquema simple donde la etiqueta I identifica los tokens que
pertenecen a un argumento, mientras que la etiqueta O identifica los tokens fuera de
los argumentos. Aunque el uso de solo dos etiquetas podría mejorar los resultados a
nivel de token, este formato no permite distinguir entre argumentos adyacentes debido a
que el primer token en un argumento no se diferencia del resto. Esta es una limitación
importante en nuestro escenario debido a que el corpus WE incluye 317 argumentos que
siguen inmediatamente a otro argumento, sin tokens que los separen. Es importante notar
que, en el caso de tener dos argumentos adyacentes, no hay manera de distinguirlos incluso
si el modelo de segmentación hace una predicción perfecta.

En línea con varios trabajos relacionados [EDG17, MCV20, SED+18], hemos adoptado
el formato IOB [RM95], donde a cada token se le asigna una etiqueta B si está al comienzo
de un argumento, una etiqueta I si es parte pero no el primer token de un argumento,
o una etiqueta O si el token no es parte de un argumento. Una vez que el texto está
anotado con este formato, un argumento será una secuencia de tokens que comienza con
un token B seguido de tokens I. Un token O, por su parte, indicará que un argumento ha
finalizado en el token I anterior. Pese a ser un formato más complejo, la etiqueta adicional
le permite tener la capacidad expresiva necesaria para nuestro escenario, y además, en
siguientes secciones se mostrará que el formato IO no conduce a mejoras significativas en
comparación con el formato IOB.

Como se ha mencionado anteriormente, uno de los desafíos pendientes está relacionado
con desarrollar soluciones que funcionen de manera robusta en múltiples dominios. En la
sección anterior explicamos una de las alternativas, que consiste en utilizar un enfoque
de aprendizaje Multi-tarea para aprender, simultáneamente, a identificar argumentos en
los tres conjuntos de datos disponibles. Adicionalmente, evaluamos otra alternativa, que
consiste en desarrollar un nuevo conjunto de datos que incluye instancias de los tres
conjuntos de datos anteriores. Con esto, hemos construido un nuevo conjunto de datos
como una mezcla de los originales, que denominaremos Mix en el resto del capítulo.

Para construir Mix, seleccionamos un número similar de instancias de cada uno de los
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cuerpos AAEC, WE y ABAM, preservando las particiones de estos cuerpos, para asegurar
que las instancias incluidas a la partición de entrenamiento (respectivamente, de pruebas)
en cada conjunto de datos original permanezcan dentro de la partición de entrenamiento
(respectivamente, de pruebas) de Mix. Para equilibrar el número de instancias de los tres
conjuntos de datos, ya que WE y AAEC tienen un número mayor de instancias, en la
partición de entrenamiento de Mix se incluyen todas las instancias de la partición de en-
trenamiento de ABAM, junto con partes del mismo tamaño seleccionadas aleatoriamente
de las particiones de entrenamiento de AAEC y WE. La partición de pruebas de Mix se
construye siguiendo la misma estrategia, de forma de que está compuesta por todas las
instancias de prueba de ABAM junto con un número igual de instancias de prueba selec-
cionadas aleatoriamente de AAEC y WE. Como resultado, este nuevo conjunto de datos
tiene 10569 instancias para entrenamiento y desarrollo, y 2619 instancias para pruebas.

Como aclaraciones finales, deben mencionarse dos características. Primero, ninguna
instancia perteneciente a un documento de uno de los conjuntos originales (ya sea AAEC,
WE o ABAM) aparece en diferentes particiones de Mix. En otras palabras, siendo que las
instancias consideradas son oraciones, y puede haber dos o más oraciones que provengan
de un mismo documento, no habrá ningún par de oraciones provenientes de un mismo
documento que sirvan una para entrenamiento y otra para pruebas. El motivo de esta res-
tricción en la construcción de Mix es evitar que el modelo sea evaluado con instancias que,
aunque diferentes a las utilizadas en el entrenamiento, provengan del mismo documento,
lo cual podría influir en los resultados.

Además, para facilitar la comparación con los resultados obtenidos mediante el enfoque
Multi-tarea, los experimentos con ese enfoque utilizan una cantidad similar de datos
de cada conjunto original que la utilizada para formar el conjunto Mix. Pese a que las
instancias no son las mismas, la cantidad de instancias provenientes de cada conjunto
AAEC, WE y ABAM es la misma en ambos casos, lo cual permite una comparación más
justa entre las dos estrategias.

El Cuadro 4.2 muestra las principales estadísticas de los conjuntos de datos descritos
anteriormente, en particular el número de oraciones, número de argumentos, número de
tokens por clase siguiendo el formato IOB y el porcentaje de tokens pertenecientes a
argumentos en cada corpus, es decir que son tokens B o I.
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Corpus Partición Oraciones Argumentos B-token I-token O-token Tokens Arg.

AAEC
Train 5375 4823 4823 74716 35125 69.3 %

Test 1370 1266 1266 18565 8648 69.6 %

WE
Train 9375 11469 11469 197792 15437 93.1 %

Test 2375 2844 2844 47930 4044 92.6 %

ABAM
Train 3523 3896 3896 60854 27481 70.2 %

Test 873 955 955 15,292 6,866 70.3 %

Mix
Train 10569 11420 11420 185546 56164 77.8 %

Test 2619 2790 2790 44216 13898 77.2 %

Cuadro 4.2: Cantidad de oraciones, argumentos y tokens por clase de cada corpus, junto
con el porcentaje de tokens que pertenecen a argumentos.

4.5. Resultados obtenidos

En esta sección se incluyen los resultados obtenidos para los distintos modelos y con-
juntos de datos descritos en secciones anteriores, particularmente a nivel de token. En
la siguiente sección mostraremos una evaluación de los modelos desde la perspectiva de
argumentación, utilizando las categorías propuestas en la Sección 4.2. Los experimentos
incluyen una evaluación in-domain y una evaluación cross-domain. En el primer caso,
cada modelo es evaluado usando el conjunto de pruebas del mismo cuerpo de datos uti-
lizado para su entrenamiento, mientras que, en el segundo caso, la evaluación se realiza
usando los conjuntos de pruebas de cuerpos diferentes al empleado para entrenar el mo-
delo. Se muestra a continuación que, como es de esperar, los resultados in-domain son
superiores a los cross-domain. Pese a ello, estos últimos resultan de interés para evaluar
la capacidad de los modelos de transferir el conocimiento adquirido durante el proceso de
entrenamiento acerca de un dominio a otros dominios diferentes.

En esta parte de la experimentación se utiliza el puntaje F1 macro como métrica de
evaluación, debido a que considera todas las clases (clase B, clase I y clase O en nuestro
escenario) como igualmente importantes, independientemente de cuántas instancias tiene
cada clase en los datos. Generalmente, el uso del formato IOB conduce a un corpus con
muchas menos instancias de clase B que de clases I y O. Sin embargo, las etiquetas B son
tan importantes como las otras dos ya que indican el punto de inicio de un argumento.
En primer lugar, el Cuadro 4.3 muestra los resultados in-domain obtenidos en promedio,
donde cada modelo ha sido entrenado diez veces con distinta inicialización aleatoria.
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La primera columna de la tabla indica el modelo entrenado, mientras que las restantes
columnas muestran los resultados promedio para los conjuntos de datos AAEC, WE y
ABAM, con la desviación estándar asociada.

Modelo
Entrenado y evaluado en

AAEC WE ABAM

BiLSTM-CRF [GloVe] .753±.007 .821±.003 .635±.008

BiLSTM-CRF [DistilBERT] .842±.006 .877±.002 .750±.005

BiLSTM-CRF [BERT] .848±.003 .875±.002 .753±.005

DistilBERT .852±.006 .889±.003 .758±.005

BERT .855±.003 .891±.006 .767*±.007

DistilBERT-CRF .849±.004 .891±.003 .759±.009

BERT-CRF .866*±.005 .894±.004 .767*±.007

Cuadro 4.3: Resultados in-domain a nivel de token. La primera columna indica un modelo
entrenado, mientras que las siguientes columnas muestran el promedio de F1 macro junto
con la desviación estándar. Los mejores resultados se muestran en negrita. Los resultados
marcados con * indican una significancia estadística con p < 0,05 usando el test Mann-
Whitney U entre el mejor y el segundo mejor modelo (de acuerdo a los valores de F1).

Se pueden ver resultados satisfactorios, especialmente en AAEC y WE, y una paridad
notable entre las diferentes opciones de modelos. A partir de los resultados, se puede
apreciar que el modelo BERT-CRF alcanza los mejores resultados para los tres conjuntos
de datos. Sin embargo, la diferencia con respecto a otros modelos es mínima, pese a ser
estadísticamente significativa en los casos de AAEC y ABAM. En la misma línea, la
inclusión de la capa CRF como capa de clasificación de los modelos brinda beneficios en
los casos de AAEC y WE, aunque los modelos sin esta capa obtienen resultados similares.
Los modelos basados en la arquitectura Transformer muestran resultados superiores a
los basados en BiLSTM, siendo particularmente notable la diferencia frente al modelo
BiLSTM-CRF que emplea representaciones vectoriales de GloVe para representar el texto
de entrada. No hay una clara ventaja entre las representaciones contextuales de BERT y
DistilBERT al ser utilizados en combinación con el modelo BiLSTM-CRF.

Para complementar estos resultados, la Figura 4.2 muestra las matrices de confusión
correspondientes a los mejores modelos BERT-CRF (en términos de puntaje F1 macro)
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en cada conjunto de datos. Cada celda en una matriz muestra el porcentaje de tokens de
la clase indicada en las filas, que fueron predichas como tokens de la clase indicada en la
columna. Por ejemplo, en la primera matriz, el 89.6 % de los tokens B fueron predichos de
manera correcta, mientras que el 4.1 % se predijeron como tokens I, y 6.3 % como tokens
O.

Puede observarse que el error más común es clasificar incorrectamente una etiqueta O
como una etiqueta I, en los tres conjuntos de datos. Por ejemplo, en AAEC, el 24.2 % de
los tokens O se predicen como tokens I, mientras que en WE, este porcentaje aumenta
al 46.5 %. Todos los modelos funcionan bien con respecto a las etiquetas I, aunque en los
casos de AAEC y ABAM, se da cierto grado de confusión con la etiqueta O. En el caso
de las etiquetas B, casi el 90 % se identifican correctamente tanto en AAEC como en WE.
Por otro lado, casi el 25 % de las etiquetas B en ABAM se clasifican erróneamente como
etiquetas I u O, errores que pueden llevar a no reconocer argumentos correctos o predecir
incorrectamente un único argumento en lugar de dos o más.
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Figura 4.2: Matrices de confusión para los modelos BERT-CRF, evaluados in-domain en
cada conjunto de datos.

En el Cuadro 4.4, por su parte, se muestran los resultados obtenidos en la evaluación
cross-domain. En este caso, la primera columna de la tabla indica el modelo entrenado,
mientras que las restantes muestran los resultados obtenidos para diferentes combinacio-
nes de datos de entrenamiento y datos de pruebas. Como se anticipó antes, los resultados
en este tipo de evaluación son significativamente inferiores a los in-domain, lo cual es espe-
rable debido a las diferencias que pueden existir entre los textos de los conjuntos de datos.
Esto es especialmente notorio al emplear AAEC y WE como datos de entrenamiento. Por
ejemplo, los modelos entrenados en AAEC obtienen 0.634 y 0.668 F1 macro en promedio,
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al ser evaluados en WE y ABAM, respectivamente, frente a 0.866 de la evaluación in-
domain. En el caso de los modelos entrenados en ABAM, la evaluación cross-domain en
WE muestra una notable caída de performance. Curiosamente, la evaluación en AAEC tie-
ne un rendimiento ligeramente mejor que la evaluación in-domain al usar modelos basados
en Transformer, lo que podría indicar cierto nivel de compatibilidad entre los conjuntos
de datos. Estos resultados muestran las dificultades de los modelos para generalizar el
conocimiento aprendido a un dominio diferente del que fueron entrenados.

Modelo
Entrenado en AAEC Entrenado en WE Entrenado en ABAM

WE ABAM AAEC ABAM AAEC WE

BiLSTM-CRF [GloVe] .550±.025 .591±.007 .519±.005 .486±.004 .623±.009 .465±.022

BiLSTM-CRF [DistilBERT] .600±.018 .631±.005 .599±.011 .516±.004 .748±.004 .456±.016

BiLSTM-CRF [BERT] .586±.014 .641±.004 .601±.004 .515±.002 .752±.008 .460±.015

DistilBERT .614±.046 .659±.012 .595±.016 .516±.005 .762±.011 .484±.037

BERT .634±.066 .656±.014 .595±.012 .514±.006 .776±.006 .513±.032

DistilBERT-CRF .610±.054 .655±.012 .601±.01 .516±.005 .776±.01 .518±.037

BERT-CRF .597±.027 .668*±.01 .601±.011 .517±.005 .774±.007 .534±.042

Cuadro 4.4: Resultados cross-domain a nivel de token. La primera fila indica el cuerpo
de datos usado para entrenar, mientras que la segunda fila indica el cuerpo de pruebas.
La primera columna indica un modelo entrenado, mientras que las siguientes columnas
muestran el promedio de F1 macro junto con la desviación estándar para cada combinación
de datos de entrenamiento-prueba. Los mejores resultados se muestran en negrita y *
indica significancia estadística con p < 0,05 usando el test Mann-Whitney U entre el
mejor y el segundo mejor modelo (de acuerdo a los valores de F1).

Algunos trabajos en la literatura han abordado la identificación de argumentos sobre
los conjuntos de datos que hemos empleado. La comparación no resulta sencilla debido
a las diferencias en los enfoques empleados, tanto a nivel de los modelos utilizados como
de la forma de experimentación desarrollada, aunque sirven como referencia. Por men-
cionar algunos trabajos relevantes, Stab y Gurevych [SG17b] abordan el reconocimiento
de argumentos sobre AAEC como un problema de etiquetado de secuencia, utilizando un
modelo CRF y representando cada token en los documentos a partir de atributos predic-
tivos. Los resultados obtenidos son satisfactorios, con un puntaje F1 de 0.867, utilizando
el formato IOB, al igual que en nuestro caso. El estudio de Eger et al. [EDG17] utiliza
el mismo corpus con modelos que procesan párrafos y documentos enteros. Se propone
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una tarea de etiquetado de secuencia utilizando un formato de anotación que permite
codificar los argumentos, sus tipos y sus relaciones con otros argumentos. En este caso,
para la identificación de argumentos los autores obtienen puntajes F1 cercanos a 0.90
con modelos de redes neuronales artificiales recurrentes. En un estudio posterior, Peta-
sis [Pet19] obtiene resultados similares usando un modelo BiLSTM-CRF con distintos
tipos de representaciones vectoriales densas para el texto de entrada.

Como se explicó en la Introducción del capítulo, pocos estudios que abordan la iden-
tificación de argumentos se han desarrollado con múltiples cuerpos de datos [ACK+17,
SED+18, MOMY22]. En esta dirección, Morio et al. [MOMY22] reportan un puntaje F1
de 0.852 para el conjunto AAEC siguiendo un enfoque de aprendizaje Multi-tarea, mien-
tras que Schultz et al. [SED+18] reportan un puntaje F1 de 0.605 como su mejor resultado
usando MTL en una versión reducida del mismo cuerpo de datos. En un estudio anterior
desarrollado por Ajjour et al. [ACK+17], los autores obtienen un puntaje F1 de 0.885 para
AAEC y 0.841 para WE, utilizando un modelo basado en LSTM con un extenso conjunto
de atributos predictivos diseñados manualmente. En ese trabajo, los autores también rea-
lizaron una evaluación cross-domain similar a la planteada en este capítulo, obteniendo
una notable disminución en el rendimiento en comparación con los resultados in-domain.

El Cuadro 4.5 muestra los resultados para los modelos entrenados usando Mix, y
evaluados en los conjuntos de prueba de Mix, como así también en los conjuntos de
pruebas de AAEC, WE y ABAM. Como ya se ha explicado, el objetivo de Mix es evaluar
si la combinación de los conjuntos de datos permite mejorar el rendimiento de los modelos
a lo largo de los distintos dominios. Como podría esperarse, debido a que el entrenamiento
se realiza con instancias de los tres conjuntos de datos originales, los resultados muestran
que los modelos desarrollados alcanzan un buen rendimiento en los tres conjuntos de
datos aunque no igualan los resultados in-domain reportados en el Cuadro 4.3. En otras
palabras, la combinación de los datos permite generar modelos más robustos, aptos para
los tres dominios, pero al mismo tiempo agrega cierta dificultad que hace que, en particular
para cada conjunto de datos, el rendimiento sea ligeramente inferior.

Al igual que en casos anteriores, el modelo BERT-CRF logra los mejores resultados en
tres de los cuatro conjuntos de datos, aunque las diferencias no resultan significativas frente
a las otras alternativas de acuerdo a la prueba estadística realizada. El mejor resultado
cuando el modelo es evaluado en AAEC se obtiene con el modelo BiLSTM-CRF, usando
representaciones contextuales de BERT para representar el texto de entrada. El conjunto
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de datos ABAM muestra una disminución en el rendimiento de 0.015 en el puntaje F1,
mientras que el conjunto de datos AAEC muestra una caída más grande de 0.031. El
conjunto de datos WE exhibe la mayor disminución, con una caída de 0.07 en el puntaje
F1 en comparación con el resultado del mejor modelo entrenado en este conjunto de datos.

Modelo
Entrenado en Mix

AAEC WE ABAM Mix

BiLSMT[GloVe] .741±.009 .767±.013 .669±.007 .729±.004

BiLSMT[DistilBERT] .821±.005 .782±.009 .740±.004 .789±.004

BiLSMT[BERT] .835±.004 .783±.012 .742±.004 .795±.003

DistilBERT .825±.014 .812±.026 .746±.006 .797±.009

BERT .829±.011 .807±.034 .751±.013 .800±.010

DistilBERT-CRF .822±.020 .817±.016 .744±.010 .799±.009

BERT-CRF .829±.011 .824±.020 .752±.009 .804±.008

Cuadro 4.5: Resultados a nivel de token usando Mix como conjunto de entrenamiento.
La primera columna indica un modelo entrenado, mientras que las siguientes columnas
muestran el promedio de F1 macro junto con la desviación estándar. Los mejores resulta-
dos se muestran en negrita. No encontramos diferencias significativas en los resultados
con p < 0,05 utilizando la prueba U de Mann-Whitney entre el mejor y el segundo mejor
modelo (de acuerdo a los valores de F1).

Como conclusión preliminar, y en línea con estudios previos como el de Schulz et
al. [SED+18], se observa que combinar directamente las instancias de varios conjuntos de
datos puede dificultar que el modelo aprenda las características particulares de cada uno,
aunque, evidentemente, esta estrategia lo hace más robusto al cambio de dominio.

Luego, en el Cuadro 4.6 se muestran los resultados obtenidos al entrenar el modelo
Multi-tarea descrito en la Sección 4.3. Recordar que en este modelo, cada uno de los
conjuntos de datos originales (AAEC, WE y ABAM) se considera como una tarea inde-
pendiente, buscando que el modelo logre aprender las características comunes a través
de un codificador compartido BERT, y las particularidades de cada conjunto de datos
usando capas de clasificación CRF independientes. Se implementaron dos estrategias de
ponderación para las tareas, indicada en la primera columna de la tabla. Las predicciones
para cada conjunto de pruebas son obtenidas a partir de la capa CRF correspondiente a
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ese conjunto, y los resultados promedio obtenidos se muestran en las siguientes columnas
de la tabla.

Estrategia de ponderación
Conjunto de pruebas

AAEC WE ABAM

Equal .833±.014 .820±.019 .747±.014

DWA .830±.018 .828±.024 .749±.016

Cuadro 4.6: Resultados a nivel de token usando un enfoque Multi-tarea. La primera
columna indica la estrategia de ponderación de tareas empleada durante el entrenamiento
del modelo. Las restantes columnas muestran el promedio de F1 macro junto con la
desviación estándar. Los mejores resultados se muestran en negrita. No encontramos
diferencias significativas en los resultados con p < 0,05 utilizando la prueba U de Mann-
Whitney.

En general, de manera similar a lo observado al entrenar el modelo utilizando Mix, el
modelo Multi-tarea permite obtener buenos resultados para los tres conjuntos de datos,
aunque ninguno de ellos alcanza el rendimiento in-domain mostrado en el Cuadro 4.3.
Al mismo tiempo, comparado con los resultados obtenidos por los modelos entrenados
utilizando Mix, puede verse que la estrategia de Multi-tarea, en principio, no implica
un beneficio en el rendimiento. Particularmente, el modelo MTL muestra una mejora
menor para WE, y resultados inferiores para AAEC y ABAM, aunque en el caso de
AAEC el modelo MTL supera a los modelos basados en Transformer entrenados en Mix.
Finalmente, la estrategia de ponderación DWA es la estrategia más efectiva para WE y
ABAM, mientras que la ponderación “Equal” funciona mejor para AAEC. Aunque las
diferencias son menores, esto resalta la importancia de ponderar adecuadamente durante
el entrenamiento las tareas que el modelo debe aprender.

En este punto es importante destacar que, en los experimentos anteriores, las clases
no tienen pesos asignados. Sin embargo, a pesar del desequilibrio introducido mediante el
formato IOB, donde hay una pequeña proporción de tokens de clase B en comparación con
las otras dos etiquetas, encontramos mejores resultados al no asignar pesos a las clases. En
el Cuadro 4.7 se muestran los resultados de los modelos basados en BERT y DistilBERT
con pesos asignados a las clases B, I y O. El peso asignado a cada clase se calcula en
función de su frecuencia en el conjunto de entrenamiento y se normaliza en el rango de
0 a 1. De esta manera, las clases con menor cantidad de apariciones en el conjunto de
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entrenamiento tendrán asociado un peso mayor que otras clases con más apariciones, y
los errores en los tokens de esas clases tendrán mayor impacto en el valor computado para
la función de error durante el entrenamiento del modelo. Al igual que en experimentos
anteriores, se reporta el promedio obtenido para cada modelo entrenado diez veces, con
distinta inicialización aleatoria.

Modelo
Entrenado en AAEC Entrenado en WE Entrenado en ABAM

AAEC WE ABAM AAEC WE ABAM AAEC WE ABAM

DistilBERT .822±.017 .583±.040 .648±.013 .610±.006 .811±.019 .527±.007 .715±.018 .473±.048 .709±.014

BERT .824±.018 .589± .055 .652±.013 .607±.006 .816±.022 .530±.008 .726±.023 .482±.064 .717±.020

DistilBERT-CRF .812±.019 .569±.039 .644±.009 .609±.011 .812±.025 .526±.011 .729±.014 .476±.028 .721±.013

BERT-CRF .823±.021 .599±.036 .648±.021 .607±.013 .828±.018 .527±.011 .717±.030 .478± .047 .714±.027

Cuadro 4.7: Resultados in-domain y cross-domain a nivel de token, ponderando las clases
B, I y O de acuerdo a la cantidad de apariciones en cada conjunto de entrenamiento. La
primera fila muestra el conjunto de datos usado para entrenar los modelos, mientras
que la segunda indica el conjunto de pruebas. La primera columna indica el modelo
entrenado, mientras que las siguientes muestran el promedio de F1 macro junto con la
desviación estándar, para cada combinación de datos de entrenamiento y pruebas. Los
mejores resultados se muestran en negrita.

Además, también hemos realizado experimentos utilizando el formato IO, obteniendo
resultados similares en comparación con los obtenidos utilizando el formato IOB, siguiendo
un esquema de experimentación similar al utilizado en los experimentos anteriores. Los
resultados, que se incluyen en el Cuadro 4.8, muestran mejoras en algunos resultados
frente a su contraparte usando el formato IOB, lo cual es esperable debido a que el modelo
debe aprender a etiquetar cada token usando dos etiquetas posibles, en lugar de tres. Sin
embargo, estas mejoras no resultan significativas ni se extienden a todos los resultados,
por lo cual consideramos que el formato IOB resulta más adecuado para nuestro escenario
debido a su mayor expresividad.

4.6. Análisis de errores argumentativos

El puntaje F1 brinda una idea acerca del rendimiento general del modelo y de la mag-
nitud de los errores cometidos bajo las diferentes combinaciones de conjuntos de entrena-
miento y pruebas. Sin embargo, aunque dos modelos pueden producir un número similar
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Modelo
Entrenado en AAEC Entrenado en WE Entrenado en ABAM

AAEC WE ABAM AAEC WE ABAM AAEC WE ABAM

DistilBERT .859±.008 .631±.049 .692±.018 .649±.010 .896±.005 .569±.007 .785±.007 .543±.042 .799±.007

BERT .859±.008 .600±.053 .696±.010 .654±.010 .900±.003 .570±.006 .784±.019 .531±.066 .800±.012

DistilBERT-CRF .851±.019 .613±.091 .664±.030 .652±.010 .897±.003 .573±.007 .785±.012 .550±.046 .797±.004

BERT-CRF .867±.007 .614±.051 .685±.010 .655±.009 .900±.003 .572±.006 .791±.009 .530±.039 .809±.005

Cuadro 4.8: Resultados in-domain y cross-domain a nivel de token, usando el formato
IO en lugar de IOB. La primera fila muestra el conjunto de datos usado para entrenar
los modelos, mientras que la segunda indica el conjunto de pruebas. La primera columna
indica el modelo entrenado, mientras que las siguientes muestran el promedio de F1 macro
junto con la desviación estándar, para cada combinación de datos de entrenamiento y
pruebas. Los mejores resultados se muestran en negrita.

de errores y obtener puntajes similares usando métricas de clasificación tradicionales, la
naturaleza de sus errores puede diferir. En este caso, donde el objetivo es identificar argu-
mentos en un texto de entrada, los errores cometidos pueden tener distintas consecuencias
desde el punto de vista argumentativo. Por ejemplo, un modelo puede tener una tendencia
a dividir argumentos, mientras que otro puede fallar en reconocer una proporción con-
siderable de los argumentos esperados. Con esto en consideración, hemos analizado las
predicciones de varios modelos, cuyos resultados se presentaron anteriormente, siguiendo
la caracterización de errores propuesta en la Sección 4.2. Como se explicó anteriormente,
el objetivo es caracterizar los errores cometidos por un modelo encargado de identificar
argumentos desde una perspectiva de argumentación y obtener información que permita
mejorar el proceso de Minería de Argumentos.

Como se ha explicado anteriormente, bajo el formato IOB un argumento será una
secuencia de tokens que comienza con un token de tipo B seguido de tokens I, mientras
que un token O no forma parte de un argumento e indica que el argumento anterior en
el texto terminó en el último token I visto. Siguiendo estas condiciones, hemos extraí-
do tanto los argumentos predichos a partir de las predicciones realizadas con diferentes
modelos entrenados, como los argumentos correctos a partir de las particiones de prue-
bas de los conjuntos de datos utilizados a lo largo de la experimentación, AAEC, WE y
ABAM. Luego, se calculó el número de argumentos para cada categoría presentada en la
Sección 4.2, buscando comparar algunos de los modelos entrenados y ciertas decisiones de
diseño asociados a estos modelos.
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Para realizar este análisis, hemos seleccionado los cuatro modelos basados en la arqui-
tectura Transformer, esto es, los modelos BERT y DistilBERT con y sin una capa CRF
agregada, cada uno entrenado usando los tres conjuntos de datos mencionados y Mix.
Además, incluimos el modelo Multi-tarea, utilizando ambos métodos de ponderación de
tareas. En el caso del modelo Multi-tarea, obtuvimos las predicciones para cada conjunto
de pruebas utilizando la capa de salida CRF correspondiente a ese conjunto de datos.
Es importante mencionar que el número de argumentos que quedarán asociados a las
categorías Split y Merge depende de los valores de los umbrales τ y ω que se utilicen,
que para este análisis se establecieron en 0.7 y 0.35, respectivamente. Hemos seleccionado
estos valores porque establecer τ = 0.7 permite recuperar argumentos con un buen nivel
de intersección con los argumentos correctos esperados, al mismo tiempo que tolera un
cierto margen de error que consideramos razonable y que posibilita un análisis informa-
tivo. En el caso de ω, el valor de 0.35 asegura que cada parte en los argumentos Split
o Merge tenga una intersección significativa con el argumento correcto. Más adelante se
brindará un breve análisis de cómo los cambios en estos umbrales afectan a la cantidad
de argumentos en las dos categorías mencionadas.

Los resultados para cada uno de los tres conjuntos de datos originales se muestran en
los Cuadros 4.9, 4.10, y 4.11. En estas tablas, la primera columna indica el modelo, y la
segunda columna indica o bien el conjunto de entrenamiento utilizado para entrenar los
modelos basados en BERT y DistilBERT, o el método de ponderación de tareas empleado
para el modelo Multi-tarea. Las siguientes columnas muestran los porcentajes de argu-
mentos predichos para cada categoría considerada, siguiendo las definiciones brindadas en
la Sección 4.2. En el caso de Perfect Match, mientras más alto sea el porcentaje obtenido,
mejor será el resultado, mientras que para las categorías Displaced, Split, Merge y Un-
recognized, al ser situaciones de error, lo ideal sería obtener el menor porcentaje posible.
La categoría Recognized complementa a la categoría Unrecognized, registrando el por-
centaje de argumentos correctos asociados a, al menos, un argumento predicho. Además,
es importante aclarar que para las categorías Perfect Match, Displaced, Split y Merge,
el porcentaje se calcula dividiendo el número de argumentos predichos en esa categoría,
por el número total de argumentos predichos por el modelo. En el caso de la categoría
Unrecognized, el número de argumentos no reconocidos se divide por el número total de
argumentos incluidos en el conjunto de pruebas correspondiente, esto es, el número de
argumentos correctos esperados.
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Por ejemplo, la primera fila del Cuadro 4.9 muestra que, para el conjunto de pruebas
de AAEC, el modelo DistilBERT entrenado en el propio AAEC ha reconocido el 91.8 %
de los argumentos esperados, ignorando el restante 8.2 %. Entre los argumentos predichos,
el 74.2 % han sido predichos de manera perfecta, por lo cual se registran como Perfect
Match. En tanto, el 14 % se categoriza como Displaced, es decir, argumentos predichos que
tienen intersección con un argumento correcto, sin ser predicciones perfectas. El número
de argumentos Split y Merge es bajo, con un 0.6 % y un 0.3 %, respectivamente, pero
hay un porcentaje considerable de argumentos Made-up, que representan el 10.8 % de los
argumentos predichos totales.

Modelo Conj. ent.
Categoría

Perfect Match Displaced Split Merge Made-up Recognized Unrecognized

DistilBERT
AAEC 74.2 14.0 0.6 0.3 10.9 91.8 8.2

Mix 73.2 12.9 2.0 1.1 10.9 94.0 6.0

BERT
AAEC 71.5 16.3 0.0 1.1 11.0 92.3 7.7

Mix 67.8 16.7 1.9 1.0 12.5 92.0 8.0

DistilBERT-CRF
AAEC 74.5 12.0 0.6 1.4 11.6 93.4 6.6

Mix 72.5 15.6 2.3 0.4 9.3 87.6 12.44

BERT-CRF
AAEC 77.1 11.7 0.9 1.1 9.2 95.0 5.0

Mix 73.1 13.5 1.4 1.6 10.3 89.3 10.7

MTL
Equal 64.2 19.7 3.2 0.8 12.1 95.6 4.4

DWA 73.5 10.2 1.7 1.5 13.1 91.1 8.9

Cuadro 4.9: Resultados para AAEC considerando las categorías de error propuestas en
la Sección 4.2. Cada fila muestra, para una combinación de modelo y conjunto de en-
trenamiento, el porcentaje de argumentos pertenecientes a cada categoría. Los mejores
resultados se muestran subrayados.

En general, se observa un alto porcentaje de argumentos reconocidos, al menos par-
cialmente, en todos los conjuntos de pruebas, con porcentajes que rondan el 90 %. En este
sentido, hay dos excepciones sobre el conjunto de pruebas de ABAM, usando el modelo
BERT-CRF entrenado en Mix y el modelo Multi-tarea utilizando DWA como método de
ponderación. Cabe recordar que el conjunto de pruebas de AAEC incluye 1266 argumen-
tos, mientras que el conjunto de pruebas de WE contiene 2844, y el conjunto de pruebas
de ABAM tiene 955. Con esto, los resultados de reconocimiento de argumentos son muy
satisfactorios.

Los modelos basados en BERT y DistilBERT generalmente funcionan bien en térmi-
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Modelo Conj. ent.
Categoría

Perfect Match Displaced Split Merge Made-up Recognized Unrecognized

DistilBERT
WE 78.4 14.6 2.3 1.8 2.9 97.1 2.9

Mix 76.3 15.9 0.8 3.8 3.2 89.8 10.2

BERT
WE 79.7 13.1 3.2 1.4 2.7 96.9 3.1

Mix 77.4 15.6 0.7 2.5 3.7 91.5 8.5

DistilBERT-CRF
WE 79.7 13.1 2.2 1.6 3.4 96.8 3.2

Mix 70.7 20.6 3.0 1.3 4.4 94.2 5.8

BERT-CRF
WE 82.6 11.1 1.4 2.3 2.7 96.8 3.2

Mix 74.8 17.4 1.7 2.0 4.1 95.6 4.4

MTL
Equal 66.0 26.1 2.2 2.0 3.8 96.0 4.0

DWA 75.2 17.5 1.1 2.6 3.5 92.7 7.3

Cuadro 4.10: Resultados para WE considerando las categorías de error propuestas en
la Sección 4.2. Cada fila muestra, para una combinación de modelo y conjunto de en-
trenamiento, el porcentaje de argumentos pertenecientes a cada categoría. Los mejores
resultados se muestran subrayados.

nos de argumentos Perfect Match, especialmente para AAEC y WE, donde generalmente
superan el 70 %. En el mejor caso, el modelo BERT-CRF alcanza el 77.1 % y el 82.6 %
en esta categoría, para AAEC y WE, respectivamente. Los modelos entrenados con Mix
suelen mostrar porcentajes inferiores en esta categoría, en comparación con aquellos mo-
delos entrenados en el propio conjunto de datos. Contrario a AAEC y WE, en el caso
de ABAM los porcentajes de argumentos en la categoría Perfect Match apenas superan
el 50 %, dando lugar a mayores valores para argumentos Displaced. En el peor caso, el
modelo DistilBERT predice un 29 % de argumentos Displaced, inclusive cuando el modelo
fue entrenado usando el propio ABAM.

En lo referente a las categorías Split y Merge, los porcentajes permanecen bajos a
lo largo de todos los modelos y conjuntos de pruebas. Ninguno de los modelos supera
claramente a los demás en cuanto a estas dos categorías. Finalmente, el porcentaje de
argumentos Made-up sigue un patrón similar en los tres conjuntos de pruebas y modelos.
El porcentaje de argumentos Made-up es mínimo para WE, mientras que para AAEC y
ABAM aumenta notablemente. Notar que, al ser WE un dataset con un porcentaje muy
alto de tokens pertenecientes a argumentos (alrededor del 93 %), la posibilidad de que los
modelos generen argumentos Made-up disminuye. Es interesante notar que los modelos
entrenados en Mix muestran un nivel similar de argumentos Made-up en comparación con
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Modelo Conj. ent.
Categoría

Perfect Match Displaced Split Merge Made-up Recognized Unrecognized

DistilBERT
ABAM 45.2 41.7 3.4 0.1 9.7 92.7 7.3

Mix 50.0 39.7 2.5 0.7 7.1 82.0 18.0

BERT
ABAM 50.3 40.5 1.5 0.1 7.6 87.5 12.5

Mix 52.6 36.3 1.9 0.6 8.6 89.4 10.6

DistilBERT-CRF
ABAM 56.2 34.6 2.2 1.1 6.0 89.9 10.1

Mix 47.6 36.8 5.0 0.5 10.1 91.8 8.2

BERT-CRF
ABAM 53.6 36.2 2.6 0.4 7.1 92.6 7.4

Mix 53.7 35.5 3.2 0.3 7.3 81.2 18.8

MTL
Equal 47.0 38.4 4.4 0.2 10.0 91.2 8.8

DWA 50.8 36.3 3.5 0.3 9.0 83.6 16.4

Cuadro 4.11: Resultados para ABAM considerando las categorías de error propuestas
en la Sección 4.2. Cada fila muestra, para una combinación de modelo y conjunto de
entrenamiento, el porcentaje de argumentos pertenecientes a cada categoría. Los mejores
resultados se muestran subrayados.

los modelos entrenados en los conjuntos de datos particulares.

Con respecto a los modelos Multi-tarea, observamos un rendimiento comparable del
modelo MTL utilizando Dynamic Weight Average (DWA) como estrategia de ponderación
de tareas, en comparación con modelos de tarea única. El método de ponderación “Equal”
muestra un rendimiento más bajo en varias categorías, especialmente para AAEC y WE,
lo que indica una limitación importante del modelo. Centrándonos únicamente en los dos
métodos de ponderación de tareas, el método DWA muestra mejoras considerables sobre
el método “Equal”, especialmente en categorías como Perfect Match, Displaced, Split y
Made-up. Aunque este último método obtiene mejores resultados para los tres conjuntos
de datos en cuanto a los porcentajes de argumentos reconocidos, si tenemos en cuenta el
significado de cada categoría, los resultados sugieren que DWA es una mejor opción. Esto
resalta la importancia de encontrar un equilibrio adecuado entre las tareas a aprender.
Cabe destacar que, según los resultados mostrados en el Cuadro 4.6, el rendimiento de
los modelos es muy similar (de hecho, no se encontraron diferencias significativas).

Con lo expuesto hasta el momento, se puede apreciar que analizar las predicciones de
diferentes modelos desde una perspectiva argumentativa a través de las categorías de error
propuestas permite detectar diferencias en las capacidades de los modelos entrenados, en
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muchos casos no detectables a partir de las métricas de clasificación a nivel de token,
lo cual puede resultar útil para elegir uno de estos modelos entre las distintas opciones
disponibles.

A continuación, se analiza con más detalle algunos aspectos específicos de los expe-
rimentos realizados, como por ejemplo las diferencias entre los modelos BERT y Distil-
BERT, la importancia de la capa CRF y la efectividad del aprendizaje Multi-tarea, entre
otros. El objetivo es proporcionar un análisis integral que mejore la comprensión de las
fortalezas y limitaciones de los modelos entrenados, para lo cual, en las siguientes subsec-
ciones, comparamos diferentes modelos a través de las categorías de errores propuestas.

4.6.1. BERT vs DistilBERT

Hemos comparado las dos opciones de modelos Transformer con las cuales hemos ex-
perimentado. Como se explica en [SDCW19], DistilBERT es una versión ligera de BERT,
obtenida a partir de un proceso de destilación de conocimiento que permite reducir el
tamaño del modelo manteniendo un rendimiento similar al modelo de mayor cantidad de
parámetros, con el beneficio adicional de reducir los tiempos de inferencia. Mientras que
los resultados presentados en la Sección 4.5 muestran poca diferencia entre los modelos
basados en BERT y DistilBERT, la evaluación realizada a partir de la Sección 4.6 a través
de las categorías de errores muestra que, en la mayoría de los casos, a lo largo de todos
los conjuntos de datos y categorías, BERT supera a DistilBERT.

En el Cuadro 4.12 se comparan los resultados de BERT y DistilBERT sin añadir una
capa de salida CRF a los modelos, mientras que el Cuadro 4.13 compara los modelos
BERT-CRF y DistilBERT-CRF. En estas tablas, las celdas coloreadas resaltan los por-
centajes donde un modelo alcanza un resultado mejor o igual al otro modelo para cada
combinación de conjunto de pruebas, conjunto de entrenamiento y categoría específica. Es
importante mencionar que los porcentajes se calculan de manera ligeramente diferente a
los cuadros anteriores. Concretamente, los porcentajes de argumentos de Perfect Match,
Displaced, Split, Merge y Unrecognized se obtienen dividiendo el número de argumentos
predichos en cada categoría por el número total de argumentos en el conjunto de pruebas
correspondiente. En el caso de la categoría Made-up, el número de argumentos predichos
en esta categoría se divide por el número total de argumentos predichos por el modelo.
La razón de este cambio en el cálculo de los porcentajes es permitir una comparación
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entre modelos que sea más justa, al calcular la mayoría de los porcentajes en función
de un número común compartido por ambos modelos, esto es, el número de argumentos
correctos en cada conjunto de pruebas.

Conj. test Conj. ent.
DistilBERT BERT

P. Match Displaced Split Merge Made-up Unrec. P. Match Displaced Split Merge Made-up Unrec.

AAEC
AAEC 77.0 14.5 0.6 0.3 10.9 8.2 73.7 16.8 0.0 1.1 11.0 7.7

Mix 76.7 13.5 2.1 1.1 10.9 6.0 71.6 17.6 2.1 1.1 12.5 8.0

WE
WE 77.5 14.4 2.3 1.7 2.9 2.9 80.0 13.2 3.2 1.4 2.7 3.1

Mix 65.6 13.7 0.6 3.2 3.2 10.2 69.4 13.9 0.6 2.3 3.7 8.5

ABAM
ABAM 50.3 46.4 3.8 0.1 9.7 7.3 49.6 40.0 1.5 0.1 7.6 12.5

Mix 45.5 36.1 2.3 0.6 7.1 18.0 52.0 35.9 1.9 0.6 8.6 10.6

Cuadro 4.12: Comparación entre DistilBERT y BERT a partir de las categorías propues-
tas. Las celdas coloreadas indican donde un modelo funciona igual o mejor que el otro
modelo.

Conj. test Conj. ent.
DistilBERT-CRF BERT-CRF

P. Match Displaced Split Merge Made-up Unrec. P. Match Displaced Split Merge Made-up Unrec.

AAEC
AAEC 77.3 12.4 0.6 1.4 11.6 6.6 80.4 12.2 0.9 1.2 9.2 5.0

Mix 71.0 15.2 2.2 0.4 9.3 12.4 71.8 13.3 1.4 1.6 10.3 10.7

WE
WE 79.3 13.0 2.2 1.6 3.4 3.2 79.1 10.6 1.3 2.2 2.7 3.2

Mix 70.2 20.5 3.0 1.3 4.4 5.8 73.0 17.0 1.7 2.0 4.1 4.4

ABAM
ABAM 54.2 33.4 2.1 1.0 6.0 10.1 55.2 37.3 2.7 0.4 7.1 7.4

Mix 51.8 40.0 5.4 0.5 10.1 8.2 48.8 32.3 2.9 0.3 7.3 18.8

Cuadro 4.13: Comparación entre DistilBERT-CRF y BERT-CRF a partir de las categorías
propuestas. Las celdas coloreadas indican donde un modelo funciona igual o mejor que el
otro modelo.

En el primer caso, el modelo BERT muestra ventajas claras sobre DistilBERT en las
categorías Perfect Match, Displaced, Split y Merge. Este modelo más complejo brinda
mejoras especialmente para WE y ABAM, mientras que DistilBERT muestra mejores
porcentajes para AAEC.

En el segundo caso, al comparar el modelo DistilBERT-CRF y el modelo BERT-
CRF, este último proporciona incluso mejores resultados. El modelo BERT-CRF supera
a DistilBERT-CRF en múltiples categorías, incluyendo Perfect Match, Displaced, Split,
Made-up y Unrecognized. Al igual que en el caso anterior, el modelo basado en BERT es
la mejor alternativa para WE y, en este caso, también es la mejor opción para AAEC. En
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cuanto a ABAM, ninguna arquitectura supera claramente a la otra, especialmente para
los modelos entrenados en el propio ABAM.

4.6.2. Importancia de la capa CRF

Evaluamos el efecto de agregar una capa de salida CRF a los modelos basados en
Transformer, en comparación con modelos similares sin esa capa de salida. El Cuadro 4.14
muestra los resultados para los modelos DistilBERT y DistilBERT-CRF, mientras que
en el Cuadro 4.15 compara los modelos BERT y BERT-CRF. De manera similar a la
subsección previa, las celdas coloreadas indican los puntos donde un modelo alcanza un
resultado mejor o igual que la alternativa. Nuevamente, los porcentajes para las categorías
Perfect Match, Displaced, Split, Merge y Unrecognized se obtienen dividiendo el número
de argumentos predichos por un modelo para cada una de estas categorías, por el número
de argumentos en el conjunto de pruebas. En el caso de la categoría Made-up, el porcentaje
se obtiene dividiendo el número de argumentos predichos por un modelo que caen en dicha
categoría, por el número total de argumentos predichos por ese modelo.

Conj. test Conj. ent.
DistilBERT DistilBERT-CRF

P. Match Displaced Split Merge Made-up Unrec. P. Match Displaced Split Merge Made-up Unrec.

AAEC
AAEC 77.0 14.5 0.6 0.3 10.9 8.2 77.3 12.4 0.6 1.4 11.6 6.6

Mix 76.7 13.5 2.1 1.1 10.9 6.0 71.0 15.2 2.2 0.4 9.3 12.4

WE
WE 77.5 14.4 2.3 1.7 2.9 2.9 79.3 13.0 2.2 1.6 3.4 3.2

Mix 65.6 13.7 0.6 3.2 3.2 10.2 70.2 20.5 3.0 1.3 4.4 5.8

ABAM
ABAM 50.3 46.4 3.8 0.1 9.7 7.3 54.2 33.4 2.1 1.0 6.0 10.1

Mix 45.5 36.1 2.3 0.6 7.1 18.0 51.8 40.0 5.4 0.5 10.1 8.2

Cuadro 4.14: Comparación entre DistilBERT y DistilBERT-CRF a partir de las categorías
propuestas para evaluar la efectividad de la capa de salida CRF. Las celdas coloreadas
indican donde un modelo funciona igual o mejor que el otro modelo.

Se puede observar que agregar una capa de salida CRF permite obtener mejoras en
el rendimiento en varias categorías y en distintos conjuntos de pruebas. En el caso de
los modelos basados en DistilBERT, la capa CRF principalmente permite mejoras en
las categorías Perfect Match y Merge, mientras que el modelo más simple (i.e. sin la
capa CRF) generalmente obtiene mejores resultados para Split y Made-up. Ninguno de
los conjuntos de datos considerados se beneficia claramente a partir de agregar la capa
CRF, aunque el modelo DistilBERT-CRF en general muestra mejores resultados en el
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Conj. test Conj. ent.
BERT BERT-CRF

P. Match Displaced Split Merge Made-up Unrec. P. Match Displaced Split Merge Made-up Unrec.

AAEC
AAEC 73.7 16.8 0.0 1.1 11.0 7.7 80.4 12.2 0.9 1.2 9.2 5.0

Mix 71.6 17.6 2.1 1.1 12.5 8.0 71.8 13.3 1.4 1.6 10.3 10.7

WE
WE 80.0 13.2 3.2 1.4 2.7 3.1 79.1 10.6 1.3 2.2 2.7 3.2

Mix 69.4 13.9 0.6 2.3 3.7 8.5 73.0 17.0 1.7 2.0 4.1 4.4

ABAM
ABAM 49.6 40.0 1.5 0.1 7.6 12.5 55.2 37.3 2.7 0.4 7.1 7.4

Mix 52.0 35.9 1.9 0.6 8.6 10.6 48.8 32.3 2.9 0.3 7.3 18.8

Cuadro 4.15: Comparación entre BERT y BERT-CRF a partir de las categorías propuestas
para evaluar la efectividad de la capa de salida CRF. Las celdas coloreadas indican donde
un modelo funciona igual o mejor que el otro modelo.

evaluaciones in-domain, esto es, cuando el conjunto de pruebas es el correspondiente al
conjunto de entrenamiento.

Por otro lado, en el caso del modelo basado en BERT, agregar una capa de salida
CRF muestra mayores ventajas. Concretamente, con la excepción de Split y Merge, los
resultados mejoran para todas las categorías. El modelo BERT-CRF entrenado usando
Mix obtiene resultados peores al ser probado en WE, una excepción a las mejoras gene-
ralizadas.

4.6.3. Efectividad de aprendizaje Multi-tarea

Tanto el modelo Multi-tarea como el conjunto de datos Mix son enfoques que permiten
que un modelo aproveche el conocimiento de diferentes fuentes, lo cual se espera que
produzca modelos más robustos al cambio de tipo de texto. Evaluamos la efectividad
del aprendizaje Multi-tarea comparando el modelo MTL entrenado y el modelo BERT-
CRF utilizando Mix para su desarrollo. Estos modelos, según puede apreciarse en los
Cuadros 4.5 y 4.6, obtienen un rendimiento similar en términos de puntaje F1. Para
ello, el Cuadro 4.16 muestra, para cada conjunto de pruebas, los resultados del modelo
BERT-CRF entrenado utilizando Mix y los del modelo MTL utilizando el método de
ponderación DWA. En la tabla, las celdas coloreadas resaltan las puntuaciones donde
un modelo tiene un rendimiento igual o mejor que el otro modelo. Los porcentajes son
calculados de manera similar a las dos subsecciones previas. En el caso del modelo MTL,
al ser un único modelo con tres capas de salida, las predicciones para cada conjunto de
pruebas se obtienen utilizando su capa de salida CRF asociada.
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Conj. test
Mix MTL (DWA)

P. match Displaced Split Merge Made-up Unrec. P. match Displaced Split Merge Made-up Unrec.

AAEC 71.8 13.3 1.4 1.6 10.3 10.7 75.4 10.5 1.7 1.5 13.1 8.9

WE 73.0 17.0 1.7 2.0 4.1 4.4 68.8 16.0 1.0 2.4 3.5 7.3

ABAM 48.8 32.3 2.9 0.3 7.3 18.8 48.4 34.6 3.4 0.3 9.0 16.4

Cuadro 4.16: Comparación de Mix y en enfoque de aprendizaje Multi-tarea. Las celdas
coloreadas indican donde un modelo funciona igual o mejor que el otro modelo.

Los beneficios del modelo MTL se pueden apreciar especialmente para AAEC, donde
se mejora tanto el reconocimiento de argumentos como los resultados de las categorías
Perfect Match, Displaced y Merge. Para ese conjunto de pruebas, el modelo genera más
argumentos Made-up que el modelo BERT-CRF entrenado en Mix. En el caso de WE y
ABAM, los beneficios del enfoque MTL son menos notorios. En el primer caso, el modelo
MTL mejora los resultados de Displaced, Split y Made-up, pero genera más argumentos
Merge y menos Perfect Match. Por el otro lado, en el caso de ABAM, el modelo entrenado
usando Mix alcanza mejores resultados para todas las categorías exceptuando Unrecog-
nized. Esta evaluación ilustra de mejor manera las capacidades de cada alternativa, lo
cual no es posible mediante los resultados de clasificación a nivel de tokens, y muestra
que ambos enfoques para compartir información de diferentes fuentes pueden resultar
apropiados.

4.6.4. Evaluación cross-domain

Los resultados mostrados en los Cuadros 4.3 y 4.4 ilustran la notable diferencia de
rendimiento de los modelos de identificación cuando son evaluados en el mismo dominio
en que han sido entrenados, o en un dominio distinto. A pesar de esta disparidad, en
el caso de los resultados cross-domain, diferentes modelos muestran un rendimiento muy
similar para cada combinación de datos de entrenamiento y pruebas. De hecho, no encon-
tramos diferencias significativas entre los modelos en las evaluaciones cross-domain. En
esta sección, analizamos esos resultados a través de la categorización de errores propuesta.

Hemos extraído los argumentos de las predicciones cross-domain realizadas con los
modelos BERT, DistilBERT, BERT-CRF y DistilBERT-CRF, y calculado el porcentaje
de argumentos para cada una de las categorías propuestas. Por ejemplo, para un modelo
entrenado en AAEC, se han realizado las predicciones sobre los datos de prueba de WE
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Conj. test Modelo
Categoría

Perfect Match Displaced Split Merge Made-up Recognized Unrecognized

AAEC

DistilBERT 74.2 14.0 0.6 0.3 10.9 91.8 8.2

BERT 71.5 16.3 0.0 1.1 11.0 92.3 7.7

DistilBERT-CRF 74.5 12.0 0.6 1.4 11.6 93.4 6.6

BERT-CRF 77.1 11.7 0.9 1.1 9.2 95.0 5.0

WE

DistilBERT 49.9 38.6 1.1 6.7 3.7 86.4 13.6

BERT 37.9 50.1 0.7 6.1 5.1 89.2 10.8

DistilBERT-CRF 50.8 37.1 0.8 7.4 4.0 83.1 16.9

BERT-CRF 48.5 41.1 0.5 6.5 3.4 78.3 21.7

ABAM

DistilBERT 39.6 43.8 2.7 1.0 12.9 84.0 16.0

BERT 42.6 39.4 2.7 0.7 14.5 83.4 16.6

DistilBERT-CRF 41.7 42.0 3.2 1.3 11.8 89.7 10.3

BERT-CRF 46.8 38.3 2.7 0.8 11.5 80.9 19.1

Cuadro 4.17: Resultados cross-domain obtenidos con modelos entrenados en AAEC, con-
siderando las categorías de error propuestas en la Sección 4.2. Cada fila muestra, para una
combinación de conjunto de pruebas y modelo, el porcentaje de argumentos pertenecien-
tes a cada categoría. Los mejores resultados para cada conjunto de pruebas se muestran
subrayados.

y ABAM, y se han extraído los argumentos predichos a partir de esas predicciones, junto
con argumentos correctos incluidos en esos conjuntos de pruebas. Los resultados obtenidos
se presentan en los Cuadros 4.17, 4.18, y 4.19. En cada tabla se muestra, para un conjunto
de entrenamiento en particular, el conjunto de pruebas en la primera columna, el modelo
entrenado en la segunda, y los resultados para las distintas categorías en las siguientes
columnas. Se incluyen también en los cuadros los resultados in-domain, principalmente
como referencia para interpretar los resultados cross-domain. Además, de manera similar a
los Cuadros 4.9, 4.10 y 4.11, los porcentajes para las categorías Perfect Match, Displaced,
Split, Merge y Made-up se obtienen dividiendo los argumentos predichos en cada una de
estas categorías por el número total de argumentos predichos por el modelo, mientras que
en el caso de Unrecognized, la cantidad de argumentos en dicha categoría se divide por el
número total de argumentos en el conjunto de pruebas.

En general, se observa un alto porcentaje de argumentos reconocidos para todos los
conjuntos de entrenamiento, con valores comparables a los porcentajes in-domain. Se
puede destacar que, cuando se utiliza WE como datos de entrenamiento, el porcentaje
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Conj. test Modelo
Categoría

Perfect Match Displaced Split Merge Made-up Recognized Unrecognized

AAEC

DistilBERT 34.7 34.8 12.0 0.5 18.0 94.8 5.2

BERT 35.2 34.2 12.0 0.4 18.2 95.9 4.1

DistilBERT-CRF 36.3 33.5 10.1 1.1 19.1 97.6 2.4

BERT-CRF 35.5 33.9 10.4 0.7 19.4 96.1 3.9

WE

DistilBERT 78.4 14.6 2.3 1.8 2.9 97.1 2.9

BERT 79.7 13.1 3.2 1.4 2.7 96.9 3.1

DistilBERT-CRF 79.7 13.1 2.2 1.6 3.4 96.8 3.2

BERT-CRF 82.6 11.1 1.4 2.3 2.7 96.8 3.2

ABAM

DistilBERT 26.2 54.0 7.7 0.6 11.5 95.9 4.1

BERT 26.3 52.9 7.7 0.7 12.5 97.5 2.5

DistilBERT-CRF 26.6 53.4 7.5 0.9 11.6 97.2 2.8

BERT-CRF 27.1 52.5 7.3 0.6 12.4 94.5 5.5

Cuadro 4.18: Resultados cross-domain obtenidos con modelos entrenados en WE, consi-
derando las categorías de error propuestas en la Sección 4.2. Cada fila muestra, para una
combinación de conjunto de pruebas y modelo, el porcentaje de argumentos pertenecien-
tes a cada categoría. Los mejores resultados para cada conjunto de pruebas se muestran
subrayados.

de argumentos reconocidos en la evaluación cross-domain supera el 95 % con todos los
modelos. En el caso del entrenamiento con AAEC, se observa una mayor variabilidad. Por
ejemplo, el modelo BERT entrenado en AAEC reconoce casi el 90 % de los argumentos
en el conjunto de pruebas de WE, mientras que el modelo BERT-CRF reconoce alrededor
del 80 % de los mismos argumentos. La caída más significativa se observa en los modelos
entrenados con ABAM, especialmente notable cuando se prueban en WE. En el peor de
los casos, el modelo DistilBERT tiene casi un 40 % de argumentos no reconocidos.

Como es esperable, se observa una disminución significativa en los resultados de la
categoría Perfect Match en los tres conjuntos de pruebas, y especialmente para los mo-
delos entrenados en WE. Todos los modelos entrenados en WE y evaluados en AAEC
logran predicciones perfectas para alrededor de 35 % de los argumentos predichos, y ese
porcentaje disminuye a alrededor del 25 % cuando se evalúan en ABAM. Naturalmente,
teniendo en cuenta el alto porcentaje de argumentos reconocidos, se tiene un incremento
de los argumentos Displaced. Por ejemplo, más del 50 % de los argumentos predichos para
ABAM por cualquiera de los modelos están asociados a esta categoría. Puede verse una
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Conj. test Modelo
Categoría

Perfect Match Displaced Split Merge Made-up Recognized Unrecognized

AAEC

DistilBERT 65.3 14.9 0.8 2.7 16.4 88.2 11.8

BERT 57.7 19.9 0.5 1.9 20.0 93.4 6.6

DistilBERT-CRF 60.9 19.3 0.9 1.5 17.4 89.3 10.7

BERT-CRF 66.5 13.1 0.4 2.3 17.7 90.4 9.6

WE

DistilBERT 34.3 58.5 0.0 2.5 4.6 61.7 38.3

BERT 38.2 54.1 0.6 2.8 4.3 75.9 24.1

DistilBERT-CRF 41.4 50.1 0.2 4.0 4.2 75.4 24.6

BERT-CRF 30.7 61.3 0.1 3.0 4.9 81.0 19.0

ABAM

DistilBERT 45.2 41.7 3.4 0.1 9.7 92.7 7.3

BERT 50.3 40.5 1.5 0.1 7.6 87.5 12.5

DistilBERT-CRF 56.2 34.6 2.2 1.1 6.0 89.9 10.1

BERT-CRF 53.6 36.2 2.6 0.4 7.1 92.6 7.4

Cuadro 4.19: Resultados cross-domain obtenidos con modelos entrenados en ABAM, con-
siderando las categorías de error propuestas en la Sección 4.2. Cada fila muestra, para una
combinación de conjunto de pruebas y modelo, el porcentaje de argumentos pertenecien-
tes a cada categoría. Los mejores resultados para cada conjunto de pruebas se muestran
subrayados.

tendencia similar para los modelos entrenados en AAEC, aunque con un porcentaje menor
de argumentos con error. Por el contrario, los modelos entrenados en ABAM muestran
mejores resultados en cuanto a Perfect Match y Displaced cuando se evalúan en AAEC,
en comparación con los resultados in-domain.

El impacto de las predicciones cross-domain es menor para las categorías Split y Merge.
Se observa un aumento en los argumentos Split para los modelos entrenados en WE, y en
Merge para los modelos entrenados en AAEC, pero la diferencia es menos pronunciada.
Además, ninguno de los modelos muestra un rendimiento superior en estas categorías.
Esto sugiere que la generación de este tipo de argumentos permanece estable en diferentes
dominios, situación que puede estar asociada a las propias restricciones impuestas sobre
las categorías.

Finalmente, el porcentaje de argumentos Made-up aumenta en casi todas las evaluacio-
nes cross-domain. Los modelos entrenados en AAEC y ABAM muestran una disminución
cuando se evalúan en WE, posiblemente debido al alto porcentaje de tokens argumenta-
tivos en este último conjunto de datos. Por el contrario, para los modelos entrenados en
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WE, hay un aumento considerable en los porcentajes de esta categoría cuando se evalúan
tanto en AAEC como en ABAM, posiblemente debido a las características de los datos
de entrenamiento.

En resumen, aunque no hay un modelo en particular que mejore claramente las pres-
taciones de los demás en el escenario cross-domain, se pueden obtener conclusiones intere-
santes. A partir de los resultados, se puede observar que AAEC y ABAM son conjuntos de
datos relativamente compatibles. Como cuerpo de entrenamiento, AAEC es preferible ya
que permite obtener mejores resultados in-domain y un mayor porcentaje de argumentos
reconocidos, al tiempo que generaliza bien a las instancias de prueba de ABAM. Por el
contrario, utilizar WE como datos de entrenamiento resulta en modelos que predicen un
número significativo de argumentos y que, al ser evaluados en otros dominios, generan
mayor cantidad de argumentos Displaced y Made-up.

4.6.5. Sobre la elección de los umbrales τ y ω

En el análisis previo, los umbrales τ y ω se establecieron en 0.7 y 0.35, respectiva-
mente. Como ya se ha mencionado, configurar τ = 0.7 permite extraer argumentos de las
predicciones con una cobertura aceptable de los argumentos correctos esperados, mientras
que establecer ω = 0.35 asegura que cada parte de los argumentos Split y Merge tengan
una intersección significativa con un argumento correcto. Sin embargo, se puede exigir una
mayor correspondencia aumentando τ , o permitir un mayor margen de error al establecer
un valor menor para τ u ω. Por lo tanto, estos valores pueden ajustarse según requisitos
específicos. Por ejemplo, si se está interesado en detectar los argumentos que tengan un
error mínimo, se puede usar un τ más alto (por ejemplo, de 0.95), generando argumentos
Displaced que tengan una diferencia mínima con el argumento correcto.

Con esto, los valores seleccionados para τ y ω son importantes para obtener una cate-
gorización que resulte informativa. Por ejemplo, considerando que pueden tomar valores
entre 0 y 1, si se establecen valores bajos para los umbrales, prácticamente cualquier se-
cuencia de argumentos predichos que tengan intersección con un único argumento correcto
serán considerados Split, debido a que el bajo τ indica que se permite mayor grado de
error (visto de otro modo, se permite que el argumento correcto quede menos cubierto
con las predicciones) y, a su vez, el bajo ω hace que el aporte de cualquier parte de la
división no necesariamente tenga que ser significativo. De manera similar, se puede pen-
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sar qué sucede si se definen valores altos para los umbrales. En este caso, y siguiendo con
el ejemplo de los argumentos Split, los argumentos predichos deberán cubrir una mayor
porción del argumento correcto, según lo indique el umbral τ . En caso de no satisfacer
esta condición, los argumentos pasarán a ser Displaced. Un razonamiento similar puede
hacerse sobre el umbral ω.

Texto Categoría

1.

[If people are equipped with a single international langua-

ge, they can tell each other smoothly about their coun-

tries’ specific cultures such as the traditional customs or

the modern lifestyles, which enables people to expand

their outlooks, viewing the world in new angles].

Perfect Match

2.

[If people are equipped with a single international lan-

guage, they can tell each other smoothly about their

countries’ specific cultures] such as the traditional customs
or the modern lifestyles, [which enables people to expand

their outlooks, viewing the world in new angles].

Split

Cuadro 4.20: Ejemplo de posibles argumentos Split. La primera fila muestra un argumento
correcto que debe ser identificado. En la segunda fila, dos argumentos son predichos en
lugar de uno, y se considerarán Split dependiendo de los valores definidos para τ y ω.

Para ilustrar este comportamiento, el Cuadro 4.20 muestra en su primera fila una
oración con un argumento delimitado con corchetes. En la segunda fila, se muestra una
posible predicción de un modelo de segmentación, que predice dos argumentos en lugar
de uno. En este ejemplo, de acuerdo a la cantidad de tokens involucrados, los argumentos
predichos se consideran Split si el valor de ω es 0.3 o menor (podemos asumir τ = 0,7).
En caso de elegir un τ más alto, por ejemplo, estableciéndolo en 0.9, los argumentos se
considerarán como Displaced debido a que no alcanzan ese umbral, ni conjuntamente ni
individualmente.



104 Capítulo 4. Identificación de argumentos y caracterización de errores

4.7. Resumen

En este capítulo nos hemos centrado en la identificación automática de argumentos,
con sus límites exactos, dentro de documentos de textos escritos en lenguaje natural.
Abordamos esta tarea como un problema de etiquetado de secuencia a nivel de token,
realizando experimentos a partir de tres conjuntos de datos, habitualmente empleados en
la literatura de Minería de Argumentos y que, por sus diferencias, resultan adecuados para
evaluar el enfoque utilizado. En particular, se han empleado varios modelos, incluyendo
modelos basados en la arquitectura Transformer, BiLSTM y modelos siguiendo un enfoque
de aprendizaje Multi-tarea, para predecir si cada token en el texto de entrada pertenece o
no a un argumento. Además, se empleó también un conjunto de datos combinando parte
de los tres conjuntos de datos originales, que fue utilizado para verificar la robustez de los
modelos ante el cambio de dominio del texto de entrada. Este nuevo conjunto de datos,
que denominamos Mix, permite mejorar los resultados en comparación con la evaluación
cross-domain de los modelos entrenados con un solo corpus.

Considerando las predicciones desde la perspectiva de argumentación, se ha propuesto
una categorización de las predicciones en el proceso de identificación de los argumentos. La
categorización propuesta contempla una situación de éxito donde el modelo entrenado para
identificar argumentos reconoce en el texto de entrada un argumento exactamente como lo
indica el conjunto de datos anotado. Adicionalmente, se incluyen cinco situaciones de error
que se basan en la coincidencia parcial entre los argumentos predichos y los argumentos
correctos definidos en el conjunto de datos anotados, y que tienen diferente impacto desde
el punto de vista argumentativo. Esta categorización de las predicciones permite hacer
una evaluación de los modelos entrenados desde el punto de vista de argumentación y,
con ello, detectar errores de más alto nivel. En otras palabras, mientras que métricas de
clasificación tradicionales se limitan a la comparación entre las predicciones y las etiquetas
de los tokens, estas categorías se enfocan en los argumentos formados, lo que resulta más
adecuado para este dominio de aplicación. Por ejemplo, el Cuadro 4.9 permite observar
que los modelos entrenados son capaces de reconocer alrededor del 95 % de los argumentos
presentes en el corpus AAEC, con un alto nivel de argumentos Perfect Match predichos,
alrededor del 75 %, un rendimiento sumamente satisfactorio que no es posible apreciar a
partir del puntaje F1.

A través de un análisis detallado, se ha mostrado que modelos con un rendimiento
similar al ser evaluados con métricas tradicionales a nivel de token, presentan diferen-
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cias sustanciales cuando se evalúan desde la perspectiva de argumentación utilizando la
categorización propuesta. Por ejemplo, mientras que en el Cuadro 4.3 se ve que, para
cada conjunto de datos, los cuatro modelos basados en BERT y DistilBERT obtienen
un rendimiento similar, a lo largo de la Sección 4.6 se ha mostrado que, a partir de las
categorías propuestas, los modelos presentan diferencias significativas en su rendimiento.
Inclusive, a partir de las categorías pueden valorarse decisiones particulares de las solu-
ciones propuestas, como decidir entre enfoques (utilizar o no aprendizaje Multi-tarea) o
diferentes arquitecturas (usar BERT o DistilBERT, o utilizar una capa CRF o no). Esto
muestra la importancia de este tipo de análisis, ya que permite entender las fortalezas y
limitaciones de los modelos desarrollados, como así también elegir el modelo más adecuado
entre diferentes opciones que, en primera instancia, tienen un rendimiento aparentemente
similar.

En función de los resultados obtenidos, las categorías propuestas en este capítulo mos-
traron ser útiles para la evaluación de los modelos de segmentación desde una perspectiva
de argumentación. Viendo estos resultados, nos surgió la inquietud de estudiar si la catego-
rización de errores propuesta podría integrarse en el proceso de desarrollo de los modelos,
y ser útil como una herramienta que permita desarrollar de mejor manera los propios mo-
delos de identificación de argumentos. El estudio realizado, la propuesta de integración y
los resultados obtenidos se detallan en el siguiente capítulo.





Capítulo 5

Integración de errores argumentativos

en identificación de argumentos

La categorización de errores propuesta en el Capítulo 4 ha sido utilizada hasta el mo-
mento como una forma de evaluación, desde una perspectiva de argumentación, de los
modelos desarrollados para identificar argumentos. En este capítulo se proponen alterna-
tivas para integrar la categorización de errores propuesta en el Capítulo 4 en el proceso
de desarrollo de los modelos, buscando mejorar su rendimiento abordando directamente
los errores a nivel argumentativo. A lo largo del capítulo se mostrará que la utilización de
información sobre errores argumentativos permite mejorar notablemente los resultados de
los modelos entrenados.

En la Sección 5.1 se brinda una breve introducción del capítulo y su motivación.
Luego, en la Sección 5.2 se definen tres estrategias para integrar la categorización de
errores dentro del proceso de desarrollo, en particular, en el proceso de entrenamiento de
los modelos de segmentación. Luego, en la Sección 5.3, se define el problema a resolver
y se describen los modelos utilizados para abordarlo, mientras que en la Sección 5.4
se comentan los datos utilizados. El capítulo muestra, en la Sección 5.5, los resultados
obtenidos, empleando tanto métricas de clasificación tradicionales a nivel de token como
métricas desde la perspectiva de argumentación, que permiten ilustrar las ventajas de las
estrategias propuestas.
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5.1. Motivación

A lo largo del Capítulo 4 se abordó de manera extensiva el problema de la identi-
ficación de argumentos dentro de un texto escrito en lenguaje natural. Concretamente,
además del desarrollo de modelos de segmentación dedicados a esta tarea, desarrollados y
evaluados utilizando distintos conjuntos de datos, se propuso una categorización de erro-
res compuesta por seis categorías. Esta categorización contempla una situación de éxito
donde el modelo entrenado para identificar argumentos reconoce en el texto de entrada
un argumento exactamente como lo indica el conjunto de datos anotado. Adicionalmente,
se incluyen cinco situaciones de error que se basan en la coincidencia parcial de los argu-
mentos predichos en comparación con los argumentos esperados, y que tienen diferente
impacto desde el punto de vista argumentativo. Estas situaciones contemplan casos don-
de el modelo predice argumentos más cortos o más extensos que un argumento esperado,
donde un argumento predicho combina más de un argumento esperado, o bien donde un
argumento esperado es capturado por más de un argumento predicho. Se ha mostrado
cómo esta categorización ayuda en la evaluación de los modelos de segmentación desa-
rrollados y, en particular, permite resaltar características en el comportamiento de los
modelos que son difíciles de apreciar a través de métricas de clasificación a nivel de token,
las cuales resultan menos expresivas de lo necesario en este ámbito de aplicación.

Teniendo en cuenta que las categorías propuestas en el Capítulo 4 resultaron ser útiles
para evaluar los modelos de segmentación desde una perspectiva de argumentación, nos
propusimos estudiar si también podrían ser útiles como una herramienta que permita
desarrollar de mejor manera los propios modelos de identificación de argumentos.

Como hemos visto, pese a obtener resultados satisfactorios, los modelos desarrollados
presentan cierto grado de error que, idealmente, debe ser reducido. Además, ciertos tipos
de errores resultan más habituales, debido a su naturaleza o características. Por ejemplo,
los argumentos predichos que coinciden parcialmente con un único argumento correcto
(Displaced) aparecen más frecuentemente que errores que involucran dos o más argumen-
tos predichos o correctos (Split o Merge). En consecuencia, un modelo que pueda detectar
los tipos y frecuencias de los errores que comete podría mejorar su rendimiento al abordar
dichos errores.
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5.2. Estrategias de integración de categorías de error

Como se mencionó anteriormente, el objetivo de este capítulo consiste en proponer
un enfoque que busca mejorar el rendimiento de los modelos encargados de identificar
argumentos al abordar directamente los errores a nivel de argumentación cometidos. En
esa dirección, se estudiaron tres alternativas para integrar la categorización de errores en
el proceso de identificación de argumentos, a partir de entrenar los modelos incorporando
información acerca de los errores argumentativos que comete.

Estas alternativas se basan en la idea de que un modelo capaz de detectar los tipos
y frecuencias de los errores que comete puede mejorar su rendimiento al abordar esos
errores. Para ello, se recopila información sobre los tipos y frecuencias de los errores ar-
gumentativos cometidos durante el proceso de entrenamiento de los modelos, información
que se incorpora a la función de pérdida a través de las tres estrategias que se describen
a continuación. Más específicamente, para cada lote de instancias de entrenamiento, se
extraen los argumentos correctos incluidos en esas instancias del lote. De la misma forma,
se extraen los argumentos predichos a partir de las predicciones a nivel de token hechas
por el modelo al procesar las instancias. Luego, se computan los errores argumentativos
cometidos por el modelo para dichas instancias en el lote de entrenamiento, para luego
integrar esos errores a la función de pérdida que se intenta minimizar en el proceso de
entrenamiento. De esta manera, los errores argumentativos retroalimentan al modelo y
permiten ajustar los parámetros entrenables del mismo.

A continuación, se explicará en detalle cada una de las tres alternativas estudiadas.
Luego, en las siguientes secciones, se introducirán los detalles de los modelos utilizados y
los resultados obtenidos.

Guiado por Perfect Match (GPM)

El objetivo de cualquier modelo es realizar predicciones perfectas. En el caso de un
modelo destinado a identificar argumentos, y de acuerdo a la categorización propuesta en
el Capítulo 4, un modelo perfecto será aquel que predice únicamente argumentos de tipo
Perfect Match.

En esta primera alternativa, que denominamos GPM (por sus siglas en inglés de “Gui-
ded by Perfect Match”), la función de pérdida empleada para entrenar el modelo se basa
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únicamente en la cantidad de argumentos de tipo Perfect Match predichos, sin considerar
el error a nivel de tokens, esto es, descartando el error de entropía cruzada. Como con-
secuencia, cuanto mayor sea la proporción de argumentos Perfect Match que el modelo
logre identificar en relación con la cantidad total de argumentos correctos esperados, me-
nor será el error computado y, por ende, menor será el ajuste necesario en los parámetros
entrenables de la red.

El error calculado para cada lote de entrenamiento puede expresarse de la siguiente
manera:

Error = 1− #PM
#ArgumentosEsperados

(5.1)

donde #PM se refiere a la cantidad de argumentos Perfect Match predichos en el lote,
y #ArgumentosEsperados a la cantidad de argumentos correctos incluidos en el lote de
entrenamiento.

Esta estrategia tiene dos objetivos. En primer lugar, permite evaluar cuánta informa-
ción proporciona la única categoría de éxito contemplada. Por otro lado, permite analizar
la importancia del error a nivel de token, comparando la performance de los modelos en-
trenados utilizado esta estrategia frente a la de los modelos que se entrenan utilizando el
error de entropía cruzada. En otras palabras, la intención es verificar si la categorización,
por sí misma, es capaz de reemplazar completamente a la función de error tradicional a
nivel de token que se utiliza comúnmente en problemas de segmentación.

Entropía cruzada con suma de errores (CESE)

La estrategia guiada por Perfect Match no considera, al menos de manera directa,
los valores correspondientes a las categorías de errores Displaced, Split, Merge, Made-
up y Unrecognized. Independientemente de sus objetivos de investigación, esta estrategia
descarta información sobre argumentos con errores, que además serán los predominantes
en las primeras etapas del entrenamiento.

A partir de lo anterior, en esta segunda estrategia, referida como CESE (por sus siglas
en inglés de “Cross-Entropy with Summed Errors”), se combina la función de pérdida de
entropía cruzada con los errores registrados para las distintas categorías, excluyendo los
argumentos Perfect Match obtenidos. A diferencia de la primera alternativa, esta opción
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considera el error cometido a nivel de token ya que, como se mostrará luego en la sección
de resultados, el error de entropía cruzada es esencial para que el modelo aprenda los
patrones necesarios a partir de los datos.

La función de pérdida se puede expresar mediante la siguiente ecuación:

Error = CELoss + (0,01)× (#DISP +#SP +#MG +#MU +#UNR) (5.2)

donde CELoss representa el valor computado para la función de pérdida de entropía
cruzada, mientras que #DISP se refiere a la cantidad de argumentos Displaced predichos,
#SP a los argumentos Split, #MG a los argumentos Merge, #MU a los argumentos
Made-up, #UNR a los Unrecognized.

Es importante aclarar el rol del factor multiplicativo en el segundo término de la Ecua-
ción 5.2, que actúa como un hiperparámetro en la configuración del entrenamiento. Este
factor permite que el término principal, correspondiente a la pérdida de entropía cruzada,
y el término de errores argumentativos se mantengan en la misma escala. De no ser así, el
segundo término podría tomar valores mucho mayores, reduciendo la relevancia del error
de entropía cruzada en el cálculo del error total y, en consecuencia, en la actualización
de los parámetros del modelo. Sin este escalado, la suma de los errores por cada lote
de entrenamiento podría superar los cientos de errores (especialmente al inicio del entre-
namiento), mientras que la pérdida de entropía cruzada generalmente varía entre 0 y 1
(aunque matemáticamente no está acotada superiormente).

Finalmente, notar que la estrategia no hace distinción alguna entre los diferentes tipos
de error argumentativo. De cierta manera, se considera que cada tipo de error argu-
mentativo tiene una relevancia similar, lo cual no necesariamente es correcto ya que la
complejidad y frecuencia de los errores pueden variar. Esta cuestión es abordada en la
siguiente alternativa de integración.

Entropía cruzada con errores pesados dinámicamente (CEDWE)

Como se ha mencionado, la estrategia anterior asigna una importancia similar a todos
los tipos de error en la evaluación de la función de pérdida. Sin embargo, esto puede ser una
limitación debido a que algunas categorías, por su complejidad, podrían estar asociadas
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con una menor cantidad de errores en comparación con otras. Por ejemplo, errores de
tipo Split, que involucran dos o más argumentos predichos, o errores de tipo Merge, que
involucran dos o más argumentos esperados, serán menos frecuentes que errores de tipo
Displaced.

El ajuste de los parámetros debe orientarse a mejorar las predicciones, con el objetivo
de reducir los errores más comunes. Resulta evidente entonces pensar que cada categoría
debería contribuir a la función de pérdida de manera proporcional a la cantidad de erro-
res registrada. Por lo tanto, esta tercera estrategia propone asignar un peso dinámico a
cada categoría. Nos referiremos a esta estrategia como CEDWE (por sus siglas en inglés
de “Cross-Entropy with Dynamically Weighted Errors”). La función de pérdida se puede
expresar de la siguiente manera:

Error = CELoss+(λ1×#DISP+λ2×#SP+λ3×#MG+λ4×#MU+λ5×#UNR) (5.3)

donde CELoss representa el valor computado para la función de pérdida de entropía
cruzada, mientras que #DISP se refiere a la cantidad de argumentos Displaced predichos,
#SP a los argumentos Split, #MG a los argumentos Merge, #MU a los argumentos
Made-up, #UNR a los Unrecognized. Cada λi será un valor real asociado a cada categoría,
cuyos valores se modificarán de forma dinámica como se explica a continuación.

Inspirados por algunas propuestas que contemplan el cómputo de pesos dinámicos,
como por ejemplo [HTM19, LJD19, OPNG24], utilizamos un método para actualizar
dinámicamente el valor de cada λk siguiendo la Ecuación 5.4. Los valores asociados a
cada λk, y por tanto a cada categoría de error considerada, se actualizarán al final de
cada ciclo de entrenamiento a partir de la información sobre los errores argumentativos
acumulada durante los lotes de entrenamiento en ese ciclo.

λi
k ←

exp(sik)∑
j(exp(s

i
j))

(5.4)

sik ←
errorsik
errorsi−1

k

(5.5)

De acuerdo a la Ecuación 5.4, el valor de λ asociado a la categoría k en el ciclo de
entrenamiento i depende tanto de los errores asociados a esa categoría en el ciclo de
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entrenamiento i, como de los errores registrados en ciclos anteriores. La forma particular
en que se componen los errores en los diferentes ciclos de entrenamiento se expresa a
través de una función s(·). En nuestra experimentación, hemos utilizado una función que
compara los errores durante el ciclo de entrenamiento actual frente al inmediato anterior,
como puede verse en la Ecuación 5.5. En este caso, el peso asociado a una categoría k,
actualizado al final del ciclo de entrenamiento i, depende de los errores cometidos en el
propio ciclo de entrenamiento, en comparación con los cometidos en el ciclo inmediato
anterior. Además, la Ecuación 5.4 contempla también ajustar los valores de λ la cantidad
de errores en las demás categorías, a partir del denominador.

Es importante aclarar que el peso utilizado en los primeros ciclos de entrenamiento es
λ = 1 para todas las categorías, ya que la primera actualización solo puede realizarse al
finalizar el segundo ciclo de entrenamiento.

Notar que la Ecuación 5.5 captura únicamente el cambio inmediato de los errores
de una categoría, esto es, los cambios de un ciclo de entrenamiento al siguiente. Para
abordar esa limitación, se podría capturar una tendencia a más largo plazo durante el
entrenamiento. En ese sentido, se llevaron a cabo pruebas preliminares aplicando una
alternativa donde el peso asociado a una categoría k, actualizado al final del ciclo de
entrenamiento i, depende de los errores cometidos en el propio ciclo de entrenamiento,
en comparación con el promedio de errores cometidos en tres ciclos previos (o menos
si aún no se computaron tres ciclos de entrenamiento). Los resultados obtenidos fueron
levemente inferiores a la alternativa presentada en los párrafos anteriores, por lo cual no
se hará mayor referencia a esta opción en las siguientes secciones. Pese a ello, resulta
interesante analizar de qué forma se podría capturar de manera efectiva la tendencia en
la evolución de los errores para cada categoría. En este sentido, es posible que la mejor
forma de actualizar los pesos dependa de la tendencia pasada, conjuntamente con una
predicción sobre el desarrollo futuro de cada categoría en el entrenamiento.

5.3. Metodología

De manera similar a lo realizado en el Capítulo 4, hemos caracterizado el problema de
identificación de argumentos como una tarea de etiquetado de secuencia, representando
los argumentos del conjunto de datos a través del formato IOB. Así, el modelo debe
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aprender a asignar una etiqueta del conjunto {B, I,O} a cada token del texto de entrada.
El problema puede ser expresado de la siguiente manera:

Definición del Problema 5.3.1 (Identificación de argumentos). Dado un texto s,
compuesto por una secuencia de tokens t1, t2, . . . , tm, clasificar cada token asignándole
una etiqueta del conjunto {B, I,O}, donde B indica el primer token de un argumento, I
indica un token de un argumento que no es el primero, y O indica un token que no forma
parte de ningún argumento.

La experimentación realizada es similar a la presentada en el Capítulo 4, considerando
algunos escenarios adicionales con el objetivo de evaluar el enfoque de manera más general.
En particular, buscando evaluar si las tres alternativas de integración de las categorías de
error explicadas anteriormente permiten mejorar el rendimiento de los modelos entrenados,
se utilizan los mismos tres conjuntos de datos que en el capítulo anterior, permitiendo una
comparación directa de los resultados obtenidos. Se incluye también un conjunto de datos
perteneciente al dominio de medicina, que brinda la posibilidad de evaluar el enfoque
propuesto con documentos que utilizan un estilo y vocabulario especializado.

Además, se consideran modelos que reciben o bien oraciones o bien documentos com-
pletos como entrada, a partir de los cuales se deben reconocer los argumentos. Analizar
documentos completos, aunque es esperable que incluya dificultades añadidas, resulta más
natural a nivel conceptual que analizar oraciones. Además, pensando en utilizar estos mo-
delos en un sistema en el mundo real, realizar una única predicción sobre el documento
de entrada resulta más sencillo que dividir el documento en sentencias y realizar múlti-
ples predicciones. Como ventaja adicional, procesar un documento entero permite que los
argumentos puedan extenderse a lo largo de varias oraciones consecutivas, casos para los
cuales procesar oraciones individuales no es el enfoque más adecuado.

En cuanto a los modelos, se entrenaron modelos BERT y BERT-CRF para los experi-
mentos a nivel de sentencia, que demostraron ser los más efectivos en el capítulo anterior,
tanto utilizando el puntaje F1 como la categorización de errores propuesta como método
de evaluación. Por otro lado, para llevar a cabo los experimentos a nivel de documento, se
emplea un modelo Longformer [BPC20] que, como se ha explicado en el Capítulo 2, es una
arquitectura de Transformer que permite procesar documentos largos de manera eficiente.
A diferencia de otros modelos basados en Transformer, Longformer combina atención lo-
cal y global, lo que le permite escalar linealmente con la longitud del documento. Esto no
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solo lo hace más eficiente, sino que también le permite incorporar información contextual
a mayor distancia, mejorando la comprensión del significado de las palabras.

El proceso de entrenamiento de estos modelos, independientemente de la diferencia en
sus entradas, sigue la rutina estándar propia de las técnicas de Redes Neuronales Artificia-
les utilizadas para resolver problemas de aprendizaje supervisado. A modo de resumen,
durante su entrenamiento, un modelo procesa un conjunto de lotes de entrenamiento,
compuestos por un número predefinido de instancias etiquetadas. En nuestro escenario,
una instancia será un texto como una secuencia de tokens, con una etiqueta del conjunto
{B, I,O} asociada a cada token. Para cada lote, el modelo toma como entrada las ins-
tancias etiquetadas y emite una predicción para cada una de ellas, que se compara luego
con las etiquetas correctas asociadas a la instancia. En nuestro caso, las predicciones para
una instancia de entrenamiento consisten de una secuencia de etiquetas siguiendo el for-
mato IOB. Luego, la comparación entre las etiquetas correctas y las predichas permiten
calcular un valor de error cometido, utilizando una función de pérdida (en este caso, la
función de entropía cruzada, o cross-entropy loss), que calculará la discrepancia entre las
predicciones de la red y las etiquetas correctas, generando un valor de error que se utili-
za para actualizar los parámetros entrenables de la red antes de procesar un nuevo lote.
Durante el entrenamiento, es natural que el modelo cometa errores, pero se espera que su
rendimiento mejore a medida que el proceso avanza y descubre los patrones correctos en
los datos.

Al incorporar una de las estrategias GPM, CESE y CEDWE al proceso de entrena-
miento, se incorpora información sobre los errores argumentativos a la función de pérdida,
lo que permitirá que el modelo ajuste sus parámetros entrenables no solo basándose en
los errores de predicción de etiquetas, sino también en base a información particular al
dominio de aplicación, en este caso, información sobre errores argumentativos en el reco-
nocimiento de argumentos.

Para ello, a partir de las predicciones a nivel de tokens y las etiquetas de las instan-
cias, ambas siguiendo el formato IOB, es posible extraer secuencias de tokens que forman,
respectivamente, los argumentos predichos y los argumentos correctos. Luego, es posible
computar la cantidad de argumentos predichos para cada categoría de error considerada.
De este modo, se puede hacer un seguimiento del aprendizaje del modelo desde la pers-
pectiva de argumentación a través de las categorías de error propuestas y, más aún, esta
nueva información puede ser empleada para guiar el entrenamiento. Por ejemplo, si en
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Figura 5.1: Flujo de trabajo de un modelo BERT/Longformer para identificar argumentos.
Las predicciones a nivel de tokens del modelo se utilizan para calcular los argumentos
predichos, que se comparan con los argumentos correctos esperados para identificar errores
argumentativos. Los errores argumentativos identificados pueden luego ser utilizados como
parte de la función de pérdida del modelo durante su entrenamiento.

un punto del entrenamiento el modelo registra una alta cantidad de argumentos Split, se
puede ajustar el entrenamiento penalizando este tipo de error, con el objetivo de que, en
ciclos posteriores, la cantidad de argumentos Split disminuya.

La Figura 5.1 ilustra, de manera esquemática, el flujo de un modelo de segmentación
para procesar una instancia durante el proceso de entrenamiento. En la figura, el modelo
de segmentación procesa el texto de entrada como una secuencia de tokens (t1, t2, . . . , tm),
generando la correspondiente secuencia de predicciones (p1, p2, . . . , pm). Estas predicciones
a nivel de token permiten computar los argumentos predichos, los cuales se comparan con
los argumentos esperados de acuerdo a la anotación de la instancia para identificar errores
a nivel de argumentación. Luego, las estrategias propuestas en la Sección 5.2 (GPM,
CESE, CEDWE) permiten combinar errores de bajo nivel a nivel de tokens, con errores
argumentativos de más alto nivel en la función de pérdida, para actualizar los parámetros
entrenables de la red. Vale destacar que las tres estrategias propuestas no afectan a la
arquitectura de la red (o en general, del modelo empleado), sino que se incorporan de
manera modular al proceso de entrenamiento, a partir de modificar la función de pérdida.

Cada modelo (BERT, BERT-CRF y Longformer) se entrenó diez veces para cada
combinación de conjuntos de datos y estrategia de entrenamiento. En cada entrenamiento,
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que tiene una duración de diez épocas, se utilizan distintas semillas aleatorias para reducir
la influencia de la inicialización aleatoria de los parámetros. En el caso de los modelos
BERT y BERT-CRF, se utilizó un tamaño de lote de 32 ejemplos, con una longitud de
secuencia de 128 tokens, mientras que para los experimentos a nivel de documento usando
Longformer, se empleó un tamaño de lote de 4 ejemplos, con una longitud máxima de
secuencia de 1024 tokens. Se empleó AdamW [LH19] como optimizador, con una tasa de
aprendizaje inicial definida en 1e-4 en todos los casos, y recorte de gradientes (gradient
clipping) para prevenir gradientes explosivos durante el proceso de entrenamiento. Por
último, en cada entrenamiento se seleccionó el mejor modelo en base al valor de error en
el conjunto de validación. Para ello, al final de cada época de entrenamiento se computa
el valor de la función de error sobre el conjunto de validación y, al final del entrenamiento,
se recupera el modelo en la época que tenga menor valor de error.

5.4. Datos utilizados

Debido a las características del enfoque propuesto en este capítulo, la experimentación
realizada resulta similar en muchos aspectos a la llevada a cabo a lo largo del Capítulo 4,
tanto en la metodología como en los conjuntos de datos empleados. De esta manera, el
foco principal radica en la evaluación de las alternativas propuestas en la Sección 5.2
que permiten incorporar información adicional referente a los errores argumentativos al
desarrollo de modelos encargados de la identificación de argumentos.

Para llevar a cabo una experimentación que permita mostrar los beneficios de las
estrategias propuestas, se han utilizado cuatro conjuntos de datos, habitualmente em-
pleados en la literatura de Minería de Argumentos, tres de los cuales fueron también
empleados en el capítulo anterior. Concretamente, los cuerpos de datos utilizados son:
(1) el corpus de Ensayos Anotados de Argumentos (que será referido como AAEC)
en su segunda versión [SG17a], (2) el corpus Webis-Editorials-16 (referido como
WE) [KWK+16], (3) el corpus de Minería de Argumentos basada en Aspectos (refe-
rido como ABAM) [Tra20], y (4) el corpus AbstRCT (referido como AbstRCT) [MCV20].
Los dos primeros conjuntos, AAEC y WE, se han utilizado tanto en la experimenta-
ción a nivel de sentencia como en la experimentación a nivel de documento. En el caso
de ABAM, debido a que está compuesto por oraciones anotadas y no por documentos
de mayor longitud, sólo ha sido utilizado en el contexto de la experimentación a nivel de
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sentencia. Finalmente, el corpus AbstRCT ha sido empleado únicamente a nivel documen-
to. La elección de este conjunto de datos responde principalmente a evaluar el enfoque
propuesto de integración de las categorías de error para documentos en los cuales sea
necesario entender vocabulario específico para comprender correctamente el contenido del
documento. En este sentido, este conjunto de documentos, que provienen de un dominio
de la medicina, cumple con esa condición y puede resultar un desafío adicional para la
identificación de argumentos. A continuación describimos brevemente los tres datasets,
que están explicados en detalle en el Capítulo 3.

A modo de breve repaso, el primer corpus, Ensayos Anotados de Argumentos es
un conjunto de 402 documentos anotados a nivel de discurso, considerando tres tipos
de argumentos diferentes (major claim, claim y premise) donde alrededor del 69 % de
los tokens pertenecen a un argumento en el texto (es decir, tienen una etiqueta B o una
etiqueta I siguiendo el formato IOB). En un documento, la major claim expresa la postura
del autor del ensayo sobre un tema de discusión particular, mientras que una claim es una
declaración que apoya o se opone a la major claim, y una premise es una declaración que
apoya a una claim. Se ha utilizado la misma partición de entrenamiento-pruebas brindada
por los autores y empleada en el Capítulo 4.

El segundo corpus es el Webis-Editorials-16, un conjunto de 300 documentos pro-
cedentes de tres portales de noticias distinguiendo seis tipos de argumentos: common
ground, assumption, testimony, statistics, anecdote y other. De acuerdo a los autores,
estos tipos de argumentos capturan las diferentes estrategias de argumentación emplea-
das en los artículos para persuadir al público objetivo. Una vez transformado al formato
IOB, aproximadamente el 93 % de los tokens forman los argumentos. Hemos utilizado la
partición de entrenamiento-pruebas proporcionada por los autores.

El tercer corpus utilizado es el corpus de Minería de Argumentos basada en

Aspectos, que contiene 4396 oraciones argumentativas para ocho tópicos de discusión. He-
mos utilizado la misma partición de entrenamiento-pruebas explicada en la Sección 4.4,
esto es, la partición original brindada por los autores agregando las instancias corres-
pondientes a dos tópicos que, en el trabajo de [Tra20], se descartan con motivo de la
experimentación realizada. En nuestro experimento, siguiendo lo realizado en el capítulo
anterior, se incluyen nuevamente las instancias asociadas a estos dos tópicos de discusión,
“Gun control ” y “School uniforms”, equitativamente entre las particiones de entrenamiento
y pruebas.
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Finalmente, el cuarto cuerpo de datos es el corpus AbstRCT, formado por documentos
de Ensayos Controlados Aleatorizados para los tópicos “Neoplasm”, “Glaucoma”, “Hepa-
titis”, “Diabetes” e “Hypertension”. Las anotaciones reconocen tres tipos de argumentos,
según su rol en la estructura argumentativa de los documentos. En primer lugar, en este
contexto, una claim es una declaración hecha por el autor sobre el resultado del estudio,
que usualmente describe la relación de un nuevo tratamiento con respecto a los tratamien-
tos existentes y se deriva de los resultados descritos. Se tienen, en segundo lugar, major
claims, afirmaciones más generales o conclusivas respaldadas por claims. Finalmente, una
evidence es una observación o medición en el estudio que sirve como soporte o ataque a
otro elemento, usualmente a una claim. A nivel de tokens, aproximadamente el 50 % de
los mismos pertenecen a un argumento en el texto. El conjunto de datos original incluye
una partición de entrenamiento, otra de validación y otra de pruebas. Hemos combinado
las primeras dos particiones ya que todos los documentos incluidos corresponden al mismo
tópico (“Neoplasm”), con lo cual nos permite seguir el mismo formato de particiones que
para los otros tres conjuntos de datos, sin afectar los resultados. En cuanto a la parti-
ción de pruebas, seleccionamos únicamente 100 documentos, marcados como “mixed ” en
la partición brindada por los autores, que incluyen documentos para las cinco patologías
mencionadas. El Ejemplo 5.1 muestra un fragmento de un documento relacionado con la
patología “Neoplasm”.

Ejemplo 5.1. To evaluate the long-term intraocular pressure (IOP) control of trabecu-
lectomy and triple procedure (cataract extraction by phacoemulsification, intraocular lens
implantation and trabeculectomy), 1,542 eyes of 900 patients with primary open angle
glaucoma (POAG) or chronic primary angle closure glaucoma (CPACG) were included.
When success was defined as an IOP reduction of at least 30% from baseline, with or
without antiglaucoma medications, [the overall probability of success of trabeculec-

tomy and triple procedure was 0.613 and 0.733 at 15 years, respectively.] [The

success probability of trabeculectomy and triple procedure in reducing IOP be-

low 18 mm Hg was 0.748 and 0.825 at 15 years, respectively.] [In POAG and

CPACG patients, trabeculectomy and triple procedure were effective in redu-

cing IOP for up to 15 years after surgery.]

El Cuadro 5.1 muestra las principales estadísticas de los cuerpos de datos, en particular
el número de documentos, oraciones y argumentos en cada partición de entrenamiento-
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prueba, además del número de tokens por clase siguiendo el formato IOB y el porcentaje
de tokens pertenecientes a argumentos en cada corpus.

Corpus Partición Documentos Oraciones Argumentos B-token I-token O-token Tokens Arg.

AAEC
Train 322 5375 4823 4823 74716 35125 69.3 %

Test 80 1370 1266 1266 18565 8648 69.6 %

WE
Train 240 9375 11469 11469 197792 15437 93.1 %

Test 60 2375 2844 2844 47930 4044 92.6 %

ABAM
Train - 3523 3896 3896 60854 27481 70.2 %

Test - 873 955 955 15292 6866 70.3 %

AbstRCT
Train 400 5116 2593 2593 65624 70279 49.2 %

Test 100 1153 600 600 15710 16037 50.4 %

Cuadro 5.1: Cantidad de documentos, oraciones, argumentos y tokens por clase de cada
corpus, junto con el porcentaje de tokens que pertenecen a argumentos.

5.5. Resultados obtenidos

En esta sección se presentan los resultados obtenidos para los modelos descritos en la
Sección 5.3 y los conjuntos de datos mencionados en la Sección 5.4, utilizando tanto mé-
tricas de clasificación tradicionales a nivel de tokens como métricas desde la perspectiva
argumentativa. La primera parte incluye los resultados a nivel de sentencia, empleando
modelos BERT y BERT-CRF, que deben identificar argumentos en las sentencias que
reciben como entrada. La segunda parte reporta los resultados obtenidos con el modelo
Longformer, que procesa documentos completos como entrada. En ambos casos, se repor-
tan resultados in-domain usando el puntaje F1 macro como métrica de clasificación a nivel
de tokens, y resultados desde la perspectiva de argumentación apelando a las categorías
definidas en el Capítulo 4.

Las tres estrategias propuestas para integrar las categorías de error se comparan con
modelos entrenados sin incorporar información alguna acerca de los errores argumentati-
vos cometidos, es decir, utilizando únicamente la pérdida de entropía cruzada para guiar
el entrenamiento. Nos referiremos a esta estrategia de referencia como la estrategia “Sim-
ple”. Los resultados a nivel sentencia de la estrategia “Simple” son los reportados en el
Capítulo 4, utilizando BERT y BERT-CRF. En el caso de los entrenamientos a nivel de
documento, se entrenaron modelos Longformer análogos para cada conjunto de datos. Ve-
remos que, en lo que respecta a métricas de clasificación a nivel de token, las estrategias
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de integración planteadas en la Sección 5.2 no ofrecen una mejora significativa respecto
a la estrategia “Simple”. Sin embargo, al evaluar los modelos en función de las catego-
rías de errores argumentativos, las estrategias CESE y CEDWE muestran mejoras en el
rendimiento de los modelos que resultan interesantes.

5.5.1. A nivel de sentencia

El Cuadro 5.2 muestra los resultados obtenidos usando el puntaje F1 macro, junto
con la desviación estándar, para los conjuntos de datos AAEC, WE y ABAM. En la
parte izquierda del cuadro, se reportan los resultados usando el modelo BERT, mientras
que los resultados con el modelo BERT-CRF aparecen en la parte derecha. Se puede
observar un mismo patrón de rendimiento en ambos modelos para las cuatro estrategias
de entrenamiento. Las diferencias de performance entre las estrategias “Simple”, CESE y
CEDWE es mínima, sin una clara preferencia por ninguna de ellas. En el caso del modelo
BERT, la estrategia CESE obtiene un mejor resultado promedio en AAEC y ABAM,
y se observa igual resultado entre CESE y CEDWE para WE. En el modelo BERT-
CRF, CESE y CEDWE superan a la estrategia “Simple” en dos de los tres conjuntos
de datos. La estrategia GPM, que no utiliza entropía cruzada, obtiene un rendimiento
notablemente inferior, demostrando que una función de pérdida durante el entrenamiento
debe tener en consideración las predicciones para cada token en particular, y que no es
posible reemplazar esa información únicamente con la información obtenida acerca de los
argumentos predichos. En líneas generales, a pesar de que las diferencias son menores,
es interesante que los modelos entrenados usando CESE y CEDWE superan a aquellos
entrenados siguiendo la estrategia “Simple” en casi todos los casos.

Más detalladamente, la estrategia CESE permite obtener el mejor resultado promedio,
de 0.856 F1, en AAEC usando el modelo BERT, mientras que las estrategias CEDWE
y “Simple” obtiene 0.854 y 0.855, respectivamente. Usando el modelo BERT-CRF, la
estrategia “Simple” obtiene los mejores resultados para ese conjunto de datos, con 0.866
puntaje F1 macro. En el caso del conjunto WE, CEDWE obtiene los mejores resultados
usando los dos modelos, con 0.895 F1 macro, empatando con CESE para el modelo BERT.
Finalmente, CESE obtiene el mejor rendimiento para ABAM utilizando tanto BERT como
BERT-CRF, con 0.77 F1 y 0.768 F1 respectivamente.
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Estrategia
Entrenado y evaluado en Entrenado y evaluado en

AAEC WE ABAM AAEC WE ABAM

Simple .855±.003 .891±.006 .767±.007 .866±.005 .894±.004 .767±.007

GPM .233±.058 .246±.112 .249±.051 .242±.040 .205±.071 .307±.033

CESE .856±.011 .895±.004 .770±.005 .859±.007 .891±.006 .768±.002

CEDWE .854±.011 .895±.004 .765±.006 .860±.008 .895±.003 .766±.004

Cuadro 5.2: Resultados a nivel de token para los modelos BERT (izquierda) y BERT-
CRF (derecha) entrenados a nivel sentencia. La primera columna indica la estrategia
de entrenamiento del modelo, mientras que las siguientes columnas muestran el puntaje
macro F1 promedio junto con la desviación estándar. Los mejores resultados se muestran
en negrita. No se encontraron diferencias significativas, usando el test Mann-Whitney U
con p < 0,05, entre el mejor y el segundo mejor modelo.

Estos resultados muestran que, desde la perspectiva de clasificación, las estrategias
CESE y CEDWE obtienen resultados satisfactorios, generalmente superando a la estrate-
gia “Simple”. Sin embargo, como ya se ha mencionado en varias ocasiones, las métricas de
clasificación a nivel de token resultan útiles para ilustrar el rendimiento general del modelo
pero carecen de la expresividad necesaria para brindar información desde la perspectiva
argumentativa. En particular, el puntaje F1 no permite distinguir el comportamiento
de los modelos entrenados desde la perspectiva de argumentación. Por ello, en los Cua-
dros 5.3 y 5.4 se muestran los porcentajes de argumentos obtenidos para cada categoría,
en el primer caso para los modelos BERT con mayor puntaje F1 macro, y en el segundo
para los modelos BERT-CRF con mayor puntaje F1 macro. En las tablas, las primeras
dos columnas indican el conjunto de entrenamiento/pruebas junto con la estrategia de
entrenamiento, mientras que las columnas siguientes muestran los porcentajes de argu-
mentos en cada categoría. Estos resultados muestran los beneficios de las estrategias de
entrenamiento propuestas, especialmente CESE y CEDWE, frente a la estrategia que no
incorpora información sobre los errores argumentativos. En cuanto a la estrategia GPM,
que no se incluye en las tablas debido a su baja performance, basta decir que muestran
un nivel de argumento reconocidos similar a las otras estrategias pero prácticamente no
registran argumentos Perfect Match en ninguno de los conjuntos de datos.

Es importante mencionar que para las categorías Perfect Match, Displaced, Split y
Merge, el porcentaje se calcula dividiendo el número de argumentos predichos que caen
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en esa categoría, por el número total de argumentos predichos por el modelo. En el caso
de la categoría Unrecognized, el número de argumentos no reconocidos se divide por el
número total de argumentos incluidos en el conjunto de prueba correspondiente, esto es,
el número de argumentos correctos esperados. La categoría Recognized complementa a la
categoría Unrecognized, registrando el porcentaje de argumentos correctos asociados a, al
menos, un argumento predicho. Por ejemplo, la primera fila en el Cuadro 5.3 muestra que el
modelo BERT entrenado bajo la estrategia “Simple” reconoció el 92.7 % de los argumentos
incluidos en el conjunto de test de AAEC, perdiendo el 7.3 % restante. Además, el 70 % de
los argumentos predichos fueron predichos de manera perfecta (Perfect Match), mientras
que 17.4 % son argumentos categorizados como Displaced, 0.3 % como Split, 1.1 % como
Merge y 11.3 % como Made-up.

Corpus Estrategia
Categoría

Perfect Match Displaced Split Merge Made-up Recognized Unrecognized

AAEC

Simple 70.0 17.4 0.3 1.1 11.3 92.7 7.3

CESE 75.3 13.2 1.8 0.7 9.0 91.4 8.6

CEDWE 80.6 8.6 0.6 0.8 9.4 92.5 7.5

WE

Simple 78.0 13.2 4.9 1.8 2.1 97.4 2.6

CESE 80.9 12.3 2.0 2.5 2.2 97.1 2.9

CEDWE 79.3 13.5 3.0 2.3 1.9 98.0 2.0

ABAM

Simple 48.1 39.7 3.9 0.1 8.2 87.9 12.1

CESE 51.5 36.1 3.6 0.5 8.3 91.9 8.1

CEDWE 56.4 35.9 2.1 0.6 4.9 92.9 7.1

Cuadro 5.3: Resultados obtenidos considerando las categorías de error propuestas me-
diante los modelos BERT entrenados a nivel de sentencia. Los resultados corresponden
con los mejores modelos entrenados, en términos puntaje F1 macro, bajo cada estrategia
de entrenamiento. Cada fila muestra, para una combinación de corpus y estrategia de
entrenamiento, el porcentaje de argumentos pertenecientes a cada categoría. Los mejores
resultados aparecen subrayados.

Al realizar esta evaluación se puede apreciar las ventajas asociadas a incorporar in-
formación sobre las categorías de error a partir de las estrategias CESE y CEDWE.
Analizando los resultados que se muestran en el Cuadro 5.3, en general, se observan ni-
veles altos de argumentos reconocidos. Para los tres conjuntos de datos, el porcentaje de
argumentos reconocidos supera el 90 % usando las estrategias “Simple”, CESE y CED-
WE, lo cual muestra que las estrategias propuestas no generan una disminución en los
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argumentos reconocidos. Más aún, se ven mejoras también en las demás categorías, en
comparación con la estrategia “Simple”, especialmente para las categorías Perfect Match
y Displaced, que son las dos categorías predominantes para los argumentos predichos.

En el caso de AAEC, el porcentaje de argumentos Perfect Match se incrementa no-
tablemente al utilizar las estrategias CESE y CEDWE, en comparación con la estrategia
“Simple”, pasando de 70 % a 80.6 % en el mejor caso con CEDWE. Puede observarse tam-
bién que el porcentaje de argumentos Displaced decrece notablemente, pasando de 17.4 %
a 8.6 % usando CEDWE y 13.2 % con CESE, como así también los argumentos Made-up.
En el caso de Merge y Split, al ser porcentajes pequeños, los incrementos o decrementos
resultan menos significativos.

Analizando WE, nuevamente se observan efectos positivos, aunque en menor magnitud.
Los porcentajes de argumentos reconocidos se mantiene en valores muy altos, superando el
97 %, con alrededor de un 80 % de argumentos Perfect Match en los casos de las estrategias
“Simple”, CESE y CEDWE. En esta categoría, se ve una pequeña mejora del modelo
entrenado con CESE, respecto a la estrategia “Simple”, también con menor porcentaje de
argumentos Displaced, Split y Made-up. De los tres conjuntos de datos, tal vez debido al
alto contenido argumentativo, WE es el conjunto que menos se beneficia con la integración
de información adicional durante el entrenamiento.

Finalmente, ABAM muestra resultados ligeramente diferentes a los otros conjuntos, en
principio debido a que la proporción de argumentos Displaced es notablemente mayor que
en los otros conjuntos de datos. En este caso, se ve un incremento en el porcentaje de ar-
gumentos reconocidos, lo cual puede considerarse positivo. Los argumentos Perfect Match
aumentan, pasando de un 48.1 % usando la estrategia “Simple” a un 56.4 % con CED-
WE. A su vez, tanto CESE como CEDWE generan una disminución en los argumentos
Displaced y Split, y un pequeño aumento de los argumentos Merge.

En el caso de los resultados obtenidos usando los modelos BERT-CRF, mostrados
en el Cuadro 5.4, se pueden obtener conclusiones similares. Brevemente, la estrategia
CEDWE muestra mejoras a lo largo de todas las categorías para el conjunto de AAEC, a
excepción del porcentaje de argumentos reconocidos, que igualmente supera el 90 %. En
el caso de WE, la estrategia CESE permite mejorar los resultados en varias categorías
aunque, al igual que mencionamos anteriormente, los beneficios sobre este conjunto son
de menor magnitud. Finalmente, para el conjunto ABAM, la estrategia CEDWE permite
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Corpus Estrategia
Categoría

Perfect Match Displaced Split Merge Made-up Recognized Unrecognized

AAEC

Simple 75.9 11.9 1.6 1.1 9.4 95.0 5.0

CESE 75.0 13.4 0.9 1.4 9.3 93.5 6.5

CEDWE 82.2 8.2 0.3 0.8 8.5 90.4 9.6

WE

Simple 80.9 11.2 2.3 2.9 2.7 97.6 2.4

CESE 82.7 11.9 2.0 1.6 1.9 92.1 7.9

CEDWE 77.1 15.0 3.3 1.9 2.8 98.7 1.3

ABAM

Simple 51.1 34.8 4.8 0.4 8.8 92.7 7.3

CESE 52.5 35.3 4.9 0.5 6.7 89.0 11.0

CEDWE 55.5 34.1 3.9 0.6 5.9 92.7 7.3

Cuadro 5.4: Resultados obtenidos considerando las categorías de error propuestas median-
te los modelos BERT-CRF entrenados a nivel de sentencia. Los resultados corresponden
con los mejores modelos entrenados, en términos puntaje F1 macro, bajo cada estrategia
de entrenamiento. Cada fila muestra, para una combinación de corpus y estrategia de
entrenamiento, el porcentaje de argumentos pertenecientes a cada categoría. Los mejores
resultados aparecen subrayados.

mejorar los porcentajes de Perfect Match, Displaced, Split y Made-up, obteniendo además
el mayor valor de argumentos reconocidos.

5.5.2. A nivel de documento

El Cuadro 5.5 muestra los resultados obtenidos para la identificación de argumentos
usando modelos Longformer que toman documentos completos como entrada. Se puede
observar que las estrategias “Simple”, CESE y CEDWE muestran resultados similares
en los tres conjuntos de datos, mientras que la estrategia GPM tiene un rendimiento
deficiente, al igual que sucedía con los experimentos a nivel de sentencia. La estrategia
CEDWE obtiene los mejores resultados promedio para AAEC y WE, con promedios
de puntaje F1 macro de 0.919 en el primer caso, y 0.895 en el segundo. Para WE, la
estrategia CESE obtiene un resultado similar para ese conjunto de datos, mientras que
la estrategia “Simple” es la que mejor se desempeña en el corpus AbstRCT. Al igual
que en los resultados previos, incorporar información sobre los errores argumentos brinda
resultados satisfactorios, comparables y en muchas ocasiones superadores en términos de
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puntaje F1 a los resultados por la estrategia basada únicamente en los errores a nivel de
tokens.

Estrategia
Entrenado y evaluado en

AAEC WE AbstRCT

Simple .918±.005 .887±.001 .898±.007

GPM .232±.094 .132±.089 .189±.062

CESE .916±.005 .895*±.003 .889±.021

CEDWE .919±.006 .895*±.003 .895±.006

Cuadro 5.5: Resultados in-domain a nivel de token, usando el modelo Longformer. La pri-
mera columna indica la estrategia de entrenamiento del modelo, mientras que las siguientes
columnas muestran el puntaje macro F1 promedio junto con la desviación estándar. Los
mejores resultados se muestran en negrita. * indica significancia estadística con p < 0,05

usando el test Mann-Whitney U models con CESE/CEDWE y “Simple”.

Al evaluar los modelos entrenados desde la perspectiva de argumentación, vemos que
los resultados son incluso mejores que los obtenidos con los modelos BERT y BERT-CRF.
El Cuadro 5.5 muestra estos resultados, para los modelos que obtienen mayor valor de pun-
taje F1. Puede observarse que, en general, los porcentajes de argumentos reconocidos son
muy altos, superando el 96 % en AAEC y el 97 % en WE. En el caso de AbstRCT, el mo-
delo entrenado con CESE obtiene el peor porcentaje en esta categoría, con un 85.7 %, que
igualmente es un porcentaje satisfactorio. Las dos estrategias CESE y CEDWE muestran
mejoras notables a lo largo de todas las categorías, comparadas con los modelos entrena-
dos con la estrategia “Simple”. Al igual que antes, las mejoras más significativas ocurren
para Perfect Match y Displaced. Por ejemplo, para AAEC, el porcentaje de argumentos
Perfect Match pasa de 76.2 % a 85.8 %, y el porcentaje de Displaced pasa de 14 % a 6.9 %,
usando las estrategias “Simple” y CEDWE, respectivamente. La estrategia CEDWE tam-
bién permite obtener mejoras en WE, incrementando en un 8 % los argumentos Perfect
Match. Finalmente, en el caso de AbstRCT, la estrategia CESE supera por casi 20 % en
términos de Perfect Match al modelo entrenado usando “Simple”, con una disminución
asociada en términos de Displaced, Split y Made-up.

Los resultados anteriores, en resumen, permiten mostrar que la incorporación de in-
formación sobre errores argumentativos brinda ventajas a lo largo de varios conjuntos de
datos, modelos y categorías de errores.
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Corpus Estrategia
Categoría

Perfect Match Displaced Split Merge Made-up Recognized Unrecognized

AAEC

Simple 76.2 14.0 2.2 1.3 6.3 96.5 3.5

CESE 85.0 7.9 0.8 0.6 5.7 96.5 3.5

CEDWE 85.8 6.9 0.8 0.8 5.7 96.5 3.5

WE

Simple 72.0 19.0 4.9 1.7 2.4 98.2 1.8

CESE 79.2 13.2 4.0 1.8 1.8 97.9 2.1

CEDWE 80.0 13.0 3.4 2.1 1.5 98.8 1.2

AbstRCT

Simple 62.3 21.8 2.8 2.0 11.1 95.0 5.0

CESE 81.8 8.8 1.1 2.3 6.0 85.7 14.3

CEDWE 70.0 17.1 2.0 2.3 8.6 91.2 8.8

Cuadro 5.6: Resultados obtenidos considerando las categorías de error propuestas median-
te los modelos Longformer entrenados a nivel de documento. Los resultados corresponden
con los mejores modelos entrenados, en términos puntaje F1 macro, bajo cada estrategia
de entrenamiento. Cada fila muestra, para una combinación de corpus y estrategia de
entrenamiento, el porcentaje de argumentos pertenecientes a cada categoría. Los mejores
resultados aparecen subrayados.

5.5.3. A nivel de argumentos Perfect Match

En este punto, es importante notar que el mejor resultado en términos de puntaje F1
no necesariamente implica el mejor rendimiento en ninguna de las categorías de errores.
Por ese motivo, para complementar los resultados anteriores, a continuación se muestran
los resultados obtenidos para los modelos que exhiben mayores porcentajes de argumentos
Perfect Match. El Cuadro 5.7 muestra los resultados para los modelos BERT, mientras
que el Cuadro 5.8 hace lo propio para los modelos BERT-CRF, y el Cuadro 5.9 muestra los
resultados del modelo Longformer. Resulta interesante que, usualmente, los modelos con
mayores porcentajes de Perfect Match, no coinciden con los modelos con valores mayores
de puntaje F1 macro.

Al mismo tiempo, es importante mencionar que el porcentaje de argumentos Per-
fect Match es una medida significativa para evaluar un modelo desde el punto de vista
argumentativo, pero un mayor porcentaje en esta categoría no necesariamente implica
resultados mejores en las demás, y podría tomarse otro criterio para elegir un modelo.
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Corpus Estrategia
Categoría

Perfect Match Displaced Split Merge Made-up Recognized Unrecognized

AAEC

Simple 76.7 13.9 0.7 0.9 7.8 85.1 14.9

CESE 76.9 9.3 2.1 0.9 10.9 95.1 4.9

CEDWE 82.0 8.2 0.5 1.8 7.5 85.9 14.1

WE

Simple 81.4 12.0 2.0 2.9 1.8 93.9 6.1

CESE 81.6 11.4 2.2 2.5 2.3 96.9 3.1

CEDWE 79.8 12.2 3.6 2.3 2.0 96.2 3.8

ABAM

Simple 52.6 35.4 3.6 0.6 7.7 86.5 13.5

CESE 55.5 36.3 2.5 0.2 5.5 77.2 22.8

CEDWE 57.2 35.7 1.1 1.2 4.7 89.8 10.2

Cuadro 5.7: Resultados obtenidos considerando las categorías de error propuestas me-
diante los modelos BERT entrenados a nivel de sentencia. Los resultados corresponden
con los mejores modelos entrenados, en términos de porcentaje de argumentos Perfect
Match, bajo cada estrategia de entrenamiento. Cada fila muestra, para una combinación
de corpus y estrategia de entrenamiento, el porcentaje de argumentos pertenecientes a
cada categoría. Los mejores resultados aparecen subrayados.

Por ejemplo, se podrían priorizar modelos con mayores porcentajes de argumentos reco-
nocidos, o bien un criterio alternativo que combine más de una categoría.

Los resultados mostrados en las tablas ilustran nuevamente los beneficios de las estra-
tegias CESE y CEDWE. Puede notarse que, comparando los porcentajes de argumentos
Perfect Match frente a los obtenidos por los modelos que usan la estrategia “Simple”, las
diferencias son menores. Por ejemplo, para AAEC usando el modelo BERT, la diferen-
cia entre el modelo que usa CEDWE y el modelo que usa “Simple” se reduce a 5.3 %,
mientras que la diferencia en el Cuadro 5.3 superaba el 10 %. Sin embargo, las mejoras
se siguen apreciando fácilmente. Por ejemplo, en la mayoría de los casos, tanto para el
modelo BERT como para el modelo BERT-CRF, CESE y CEDWE permiten mejorar los
valores en la mayoría de las categorías consideradas. Lo mismo ocurre para los modelos
Longformer entrenados.

La Figura 5.2 complementa estos resultados mostrando el porcentaje promedio de ar-
gumentos Perfect Match para cada combinación de corpus y estrategia de entrenamiento.
En particular, las figuras muestran, a través de dos box plots, que las ventajas de las
estrategias propuestas no están limitadas a los modelos con mejor rendimiento, sino que
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Corpus Estrategia
Categoría

Perfect Match Displaced Split Merge Made-up Recognized Unrecognized

AAEC

Simple 79.1 9.4 1.2 0.6 9.7 92.2 7.8

CESE 79.8 9.3 0.9 0.9 9.1 91.2 8.8

CEDWE 82.2 8.2 0.3 0.8 8.5 90.4 9.6

WE

Simple 82.5 11.5 1.6 2.6 1.9 94.5 5.5

CESE 82.7 11.9 2.0 1.6 1.9 92.1 7.9

CEDWE 80.9 11.6 2.4 3.2 2.0 96.6 3.4

ABAM

Simple 52.3 36.7 4.5 0.3 6.1 86.8 13.2

CESE 56.6 34.3 2.7 0.4 6.0 85.2 14.8

CEDWE 55.5 34.1 3.9 0.6 5.9 92.7 7.3

Cuadro 5.8: Resultados obtenidos considerando las categorías de error propuestas median-
te los modelos BERT-CRF entrenados a nivel de sentencia. Los resultados corresponden
con los mejores modelos entrenados, en términos de porcentaje de argumentos Perfect
Match, bajo cada estrategia de entrenamiento. Cada fila muestra, para una combinación
de corpus y estrategia de entrenamiento, el porcentaje de argumentos pertenecientes a
cada categoría. Los mejores resultados aparecen subrayados.

son consistentes a lo largo de todos los modelos entrenados. En la figura, la gráfica de la
izquierda muestra resultados obtenidos con los modelos BERT, que toman sentencias co-
mo entrada, mientras que la gráfica de la derecha hace lo propio con modelos Longformer,
que procesan documentos completos.
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Corpus Estrategia
Categoría

Perfect Match Displaced Split Merge Made-up Recognized Unrecognized

AAEC

Simple 80.6 11.3 1.6 1.6 4.9 94.5 5.5

CESE 86.8 7.4 1.0 0.7 4.2 92.6 7.4

CEDWE 88.9 7.2 1.0 0.7 2.1 91.2 8.8

WE

Simple 78.8 14.7 2.5 2.5 1.6 94.9 5.1

CESE 81.9 12.6 2.3 2.2 1.0 94.7 5.3

CEDWE 80.6 13.1 2.2 2.8 1.3 96.2 3.8

AbstRCT

Simple 73.8 11.3 0.6 2.4 11.9 95.0 5.0

CESE 81.8 8.8 1.1 2.3 6.0 85.7 14.3

CEDWE 75.5 10.3 1.4 2.6 10.3 90.8 9.2

Cuadro 5.9: Resultados obtenidos considerando las categorías de error propuestas median-
te los modelos Longformer entrenados a nivel de documento. Los resultados corresponden
con los mejores modelos entrenados, en términos de argumentos Perfect Match, bajo cada
estrategia de entrenamiento. Cada fila muestra, para una combinación de corpus y estra-
tegia de entrenamiento, el porcentaje de argumentos pertenecientes a cada categoría. Los
mejores resultados aparecen subrayados.
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Figura 5.2: Porcentaje promedio de argumentos Perfect Match a lo largo de diez entrena-
mientos para cada combinación de corpus y estrategia de entrenamiento. A la izquierda
se muestran los resultados para los modelos BERT entrenados, mientras que a la derecha
se muestran los obtenidos por los modelos Longformer.
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5.6. Resumen

En este capítulo, presentamos un enfoque que integra errores de clasificación de alto
nivel para mejorar la identificación automática de argumentos. El enfoque propuesto per-
mite mejorar el rendimiento de los modelos abordando directamente los errores a nivel
argumentativo. El enfoque descrito se basa en la idea de que un modelo capaz de detectar
los tipos y frecuencias de los errores que comete puede mejorar su rendimiento al abordar
dichos errores. A partir de esa idea, se emplean las categorías de errores desarrolladas en
el Capítulo 4 para registrar los errores durante el desarrollo de los modelos y mejorar su
aprendizaje.

Abordamos el problema de identificación de argumentos como una tarea de etiqueta-
do de secuencia a nivel de token, y realizamos experimentos extensivos con modelos que
permiten procesar sentencias o documentos completos como entrada. Las ventajas del
enfoque propuesto se han mostrado a partir de una experimentación que incluye varios
conjuntos de datos de diferentes dominios, incluidos ensayos argumentativos, documentos
del dominio de medicina y artículos de noticias. La experimentación consideró modelos ba-
sados en BERT y Longformer, que permiten procesar documentos completos o sentencias
individuales como entrada.

La evaluación, realizada tanto desde una perspectiva de clasificación a nivel de token
como a nivel argumentativo, muestra la efectividad de dos de las estrategias propues-
tas. Las estrategias CESE y CEDWE muestran mejoras notables en el reconocimiento
de Perfect Match en todos los conjuntos de datos en comparación con los métodos de
entrenamiento estándar. Por ejemplo, en el Cuadro 5.6 se muestra que el porcentaje de
predicciones de Perfect Match mejoró en casi un 20 % con CESE en el corpus AbstRCT, y
en casi un 10 % en los otros corpus, al tiempo que los porcentajes de argumentos predichos
con diferentes tipos de errores se ven reducidos, y que las mejoras no afectan negativa-
mente el porcentaje de reconocimiento de argumentos.

Con esto, hemos presentado las propuestas dedicadas a mejorar el proceso de identi-
ficación de argumentos. En el siguiente capítulo, mostraremos los desarrollos dedicados a
la tarea de identificar relaciones argumentativas entre fragmentos de texto. Luego, en el
Capítulo 7, retomaremos los errores en la identificación de argumentos para proponer una
forma de predecir si un argumento ha sido reconocido de manera correcta o no, asumiendo
que no se cuenta con los argumentos correctos.





Capítulo 6

Identificación de relaciones y

caracterización de errores

Este capítulo se enfoca en la predicción de relaciones argumentativas, en particular,
relaciones de ataque, soporte y neutralidad, que puede tener un argumento con respecto a
un tópico de discusión. Se buscará valorar estas predicciones desde la perspectiva de argu-
mentación. En particular, se propone un conjunto de categorías que permiten caracterizar
las predicciones de relaciones argumentativas desde el punto de vista de argumentación,
desarrollando luego distintos modelos de predicción y analizando el impacto de su funcio-
namiento, y especialmente el impacto de sus errores.

En la Sección 6.1 se brindará una breve introducción a lo desarrollado a lo largo del
capítulo. En la Sección 6.2, se propone un conjunto de categorías para caracterizar las
predicciones de relaciones argumentativas desde la perspectiva de argumentación. Luego,
en la Sección 6.3 se define el problema a resolver, junto con los modelos empleados, y en
la Sección 6.4 se describen brevemente los conjuntos de datos utilizados para realizar la
experimentación. Los resultados obtenidos se reportan en las Secciones 6.5 y 6.6, tanto
utilizando métricas de clasificación como a partir de las categorías propuestas.
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6.1. Motivación

En la literatura del área, el problema de predecir las relaciones entre argumentos ha
sido abordado desde diferentes perspectivas. Una línea común de investigación busca de-
terminar si existe una relación argumentativa entre dos argumentos y, de ser así, de qué
tipo es. En este caso, los argumentos analizados pueden ser el resultado de una etapa
previa en la que han sido reconocidos [SG17a, MCV20], o bien se asume que son argu-
mentos válidos y los enfoques se centran exclusivamente en la tarea de predicción de la
relación [MCTV18, CCVT20, PTT21]. Otros trabajos no se centran específicamente en
la predicción de relaciones argumentativas, sino que incluyen este paso como parte de
soluciones integrales, que abordan el problema de AM en su conjunto. En estos enfoques,
los argumentos considerados generalmente resultan de una etapa de identificación dentro
del enfoque propuesto [EDG17, YT21, MOMY22]. Por último, teniendo en cuenta que
un fragmento de texto puede considerarse argumentativo o no dependiendo del tópico
de discusión en el que se haya presentado [Moe18, CCVT20], varios estudios se centran
en analizar la relación existente entre dicho texto y un tópico de discusión específico. Lo
desarrollado en este capítulo sigue esta última línea de investigación por diversos motivos.
En primer lugar, los modelos de identificación de argumentos desarrollados en los capí-
tulos previos no consideran el tópico para hacer sus predicciones, lo que puede generar el
reconocimiento de argumentos que, dependiendo del tópico, no deberían considerarse para
un procesamiento futuro. Otro factor importante es la disponibilidad de datos etiqueta-
dos para evaluar nuevas soluciones. En el caso de argumentos relacionados con un tópico,
existen dos conjuntos de datos anotados de suficiente tamaño y calidad de anotaciones,
mientras que no existen conjuntos similares que permitan determinar la relación entre pa-
res de argumentos. Con esa aclaración, consideramos igualmente que ambas perspectivas
resultan complementarias, no alternativas, y la predicción de relaciones entre argumentos
será motivo de trabajo futuro.

Afortunadamente, esta línea de investigación ha progresado en los últimos años, con
diversas propuestas que abordan el problema considerando dos posibles tipos de interac-
ciones (por ejemplo, “a favor”/“en contra”, o “relacionado”/“no relacionado”) [BBD+17,
SMG18] o tres interacciones (como “a favor”/“en contra”/“neutral”) [SMS+18, RSB+19,
FFS19]. Sin embargo, a pesar del trabajo realizado, los resultados aún son dispares y
hacen evidente la dificultad del problema.
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Como se menciona en [CV18], identificar las interacciones entre argumentos de ma-
nera correcta es un problema sumamente complejo debido a que involucra conocimiento
de alto nivel y nociones de razonamiento, en gran medida como consecuencia de que los
elementos involucrados (argumentos, tópicos) son expresados como fragmentos de tex-
to en lenguaje natural. Además, los tipos de interacciones particulares que se busquen
reconocer también determinan, en gran medida, la dificultad en la tarea. Sin embargo,
pese a su complejidad, abordar el problema de forma satisfactoria resulta esencial pa-
ra aplicaciones que requieran razonamiento argumentativo automático, tales como apli-
caciones de asistencia en la toma de decisiones, sistemas de recomendación y sistemas
multi-agente [Thi09, FTG+17, TGS18, BR19, KBD+22].

A modo de ejemplo, consideremos el tópico “We should adopt vegetarianism”, y el
siguiente fragmento de texto:

A study in India found that “strict vegetarian mothers as well as

their newborns have a greater incidence and risk of anemia and

iron deficiency.”

Este argumento debería ser reconocido como un argumento en contra de la adopción
del vegetarianismo. Por otro lado, si consideramos el fragmento siguiente:

Evidence suggests that vegetarians have lower rates of coronary

heart disease, obesity, hypertension, type 2 diabetes, and osteopo-

rosis.

Claramente, la declaración anterior debería ser reconocida como un argumento que
sustenta o soporta la adopción del vegetarianismo. Finalmente, si se analiza la siguiente
declaración:

A 2014 survey of 1,000 people found that the number of vegetarians

had increased to 10%.

La oración anterior puede entenderse como neutral al tema de discusión, ya que no lo
ataca ni lo soporta, simplemente brinda información factual al respecto. Es importante
destacar que un enfoque que solo clasifique los argumentos como de soporte o de ataque
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necesariamente clasificará incorrectamente esta última afirmación. Como consecuencia, si
el objetivo es desarrollar un sistema que pueda desempeñarse de manera satisfactoria en
un escenario del mundo real, el problema de la predicción de relaciones debe abordarse
como un problema ternario.

Es importante notar que la postura de una declaración dependerá del contexto en el
que aparece, o en este caso, del tópico en discusión [Moe18]. Como resultado, la misma de-
claración puede tener posturas diferentes para distintos temas. Por ejemplo, la oración en
el último ejemplo puede considerarse como un argumento de apoyo para el tema “Vegeta-
rianism is growing worldwide”, o un argumento de ataque contra el tema “The production
of synthetic meat must not be pursued”.

Rápidamente se puede intuir que los distintos errores al predecir relaciones argumen-
tativas pueden tener un impacto importante en tareas o evaluaciones subsiguientes. En
particular, en un escenario donde se consideran relaciones de ataque, soporte y neutrali-
dad, los errores cometidos en las predicciones tienen un impacto que resulta global a la
interacción completa entre argumentos. En otras palabras, el impacto que puede tener
una predicción incorrecta no está limitado a dicha predicción, sino que puede ser signifi-
cativo o no dependiendo de las interacciones entre todos los argumentos considerados. De
esa manera, un error en una relación puede tener consecuencias importantes, o no tener
relevancia. Por poner un ejemplo sencillo, en el caso de que un tópico se evalúe en función
de la cantidad de argumentos a favor y argumentos en contra que tenga, predecir incorrec-
tamente que un argumento tiene una postura determinada puede cambiar la valoración
final acerca del tópico.

De manera similar a lo que sucedía para la identificación de argumentos, también para
los modelos encargados de predecir relaciones argumentativas, las métricas de clasificación
tradicionales como el puntaje F1 o accuracy permiten obtener una valoración general del
rendimiento de un modelo entrenado, pero no reflejan de manera adecuada el impacto que
las predicciones incorrectas tienen desde la perspectiva de argumentación. Pese a que no
puede trazarse un paralelismo entre las tareas y las consecuencias de los errores en ellas,
sí es posible entender que cada error en las predicciones tiene, finalmente, un impacto
en tareas posteriores que dependen del acierto de esas predicciones. Pese a los progresos
realizados hasta el momento, aún falta mayor estudio sobre este aspecto de Minería de
Argumentos.
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6.2. Tipos de errores al predecir relaciones argumenta-

tivas

Considerando lo anterior, desarrollamos una serie de categorías para representar la
naturaleza de los errores cometidos al predecir una relación argumentativa entre un argu-
mento y un tópico de discusión o, de manera más general, entre dos argumentos expresados
en lenguaje natural. Notar que las situaciones de error están limitadas por la cantidad de
relaciones consideradas. Es decir, si consideramos tres posibles relaciones argumentativas,
existen nueve posibles combinaciones entre la predicción de un modelo para una instancia
y la relación correcta de esa instancia. Pese a que la cantidad de alternativas es limita-
da, hay situaciones que pueden considerarse de manera conjunta y representan de mejor
manera el impacto de los errores a nivel argumentativo.

Las posibles combinaciones de relaciones predichas y correctas, considerando interac-
ciones de ataque, soporte y neutralidad, se ilustran en la Figura 6.1, que se explicará en
los siguientes párrafos. En la figura, los colores indican agrupaciones de situaciones que
pueden considerarse de manera conjunta. Hemos identificado cuatro situaciones, reflejadas
en las categorías (1) Correct (o Correcta), (2) Polarized (o Polarizada), (3) Neutralized
(o Neutralizada), (4) Flipped (o Invertida), donde las tres últimas representan situaciones
de error de diferente naturaleza y significativas desde la perspectiva de argumentación.

Figura 6.1: Agrupamiento de situaciones de error en la predicción de relaciones argumen-
tativas, considerando relaciones de ataque, soporte y neutralidad. Verde significa que la
predicción es correcta. Azul, amarillo y rojo representan errores en la predicción, distin-
guiendo con rojo los errores más graves.
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En primer lugar, comenzamos considerando el caso en el que el modelo realiza una
predicción correcta. Diremos que la predicción es de tipo Correct (Correcta, en español)
cuando coincide con la etiqueta correcta esperada. En la Figura 6.1, las predicciones
ubicadas en la diagonal corresponden a esta categoría.

Definición 6.2.1 (Correct). Dado un texto s y un tópico de discusión t, una relación
predicha es Correct si coincide con la relación definida entre s y t en el estándar de oro1.

Naturalmente, un modelo de predicción de relaciones sería perfecto si lograra que to-
das sus predicciones coincidan con las relaciones esperadas, al menos en relación a un
conjunto de pares de argumentos y tópicos etiquetado, es decir, cuyas relaciones correctas
sean conocidas. Sin embargo, como se ve en distintos trabajos de la literatura y como
se mostrará también en secciones siguientes, las predicción de relaciones argumentativas
es una tarea difícil de resolver de manera automática. Los distintos enfoques plantea-
dos en la literatura, especialmente en escenarios que contemplan tres posibles relaciones
argumentativas, obtienen resultados con un amplio margen de mejora.

Uno de los errores posibles involucra identificar ataques o soportes, relaciones de im-
portancia en la evaluación de la argumentación en un documento, para argumentos que,
en realidad, resultan neutrales con respecto al tópico de discusión. Diremos que una pre-
dicción con esta característica es de tipo Polarized (en español, Polarizada). Teniendo
en cuenta que en argumentación, ante relaciones de ataque y soporte, se suele hablar de
bipolaridad, en este caso se estaría “polarizando” una relación Neutral. En la Figura 6.1,
las predicciones de esta categoría se ubican en las celdas coloreadas de amarillo.

Definición 6.2.2 (Polarized). Dado un texto s y un tópico de discusión t, una relación
predicha es Polarized si es no neutral (Ataque o Soporte) cuando la relación definida entre
s y t en el estándar de oro es Neutral.

De manera inversa, un modelo podría predecir que un argumento es neutral respecto
al tópico de discusión, cuando en realidad es un argumento que brinda soporte u oposición
con respecto a la aceptación del tópico. En esta situación, diremos que la predicción es
de tipo Neutralized (en español, Neutralizada). En la Figura 6.1, las predicciones de esta
categoría se ubican en las celdas coloreadas de azul.

1Patrón de referencia, o gold standard en inglés.
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Definición 6.2.3 (Neutralized). Dado un texto s y un tópico de discusión t, una re-
lación predicha es Neutralized si es Neutral cuando la relación definida entre s y t en el
estándar de oro es no Neutral (Ataque o Soporte).

Por último, el modelo podría confundir dos relaciones argumentativas que tienen pola-
ridad totalmente opuesta, esto es, predecir que un argumento se opone a un tópico cuando
en realidad brinda soporte, o viceversa. En este caso, diremos que la predicción es de tipo
Flipped (en español, Invertida). En la Figura 6.1, este tipo de error está asociado a las
celdas coloreadas en rojo.

Definición 6.2.4 (Flipped). Dado un texto s y un tópico de discusión t, una relación
predicha es Flipped si es de Ataque (resp. Soporte) cuando la relación definida entre s y
t en el estándar de oro es Soporte (resp. Ataque).

A continuación, explicaremos los modelos que hemos utilizado para nuestros experi-
mentos y luego, en la Sección 6.4, los datos utilizados. Los resultados obtenidos, tanto
usando métricas de clasificación tradicionales como las categorías propuestas, serán re-
portados a partir de la Sección 6.5.

6.3. Metodología

Hemos caracterizado el problema de predicción de la relación entre un texto y un
tópico de discusión como una tarea de clasificación ternaria: el texto puede ser neutral
con respecto al tópico, ser un argumento que brinda soporte, o un argumento que se opone
al tópico. El problema puede ser expresado como sigue:

Definición del Problema 6.3.1 (Clasificación ternaria (T1)). Dado un texto s y un
tópico de discusión t, ambos expresados como cadenas de texto, determinar si la relación
de s con respecto a t es “Neutral”, “Ataque” o “Soporte”.

Para abordar esta tarea de clasificación ternaria se utilizan dos conjuntos de datos (que
se describen en la siguiente sección) que emplean tres etiquetas para indicar la postura
del argumento hacia el tópico, considerando los tres tipos de relaciones mencionadas. Sin
embargo, las mismas anotaciones pueden emplearse para abordar tareas de clasificación
binarias que, independientemente de la clasificación ternaria, resultan relevantes para el
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problema de Minería de Argumentos [SMG18, RSB+19, CCVT20]. Además, estas tareas
binarias pueden ayudar a abordar el problema ternario a través de diferentes estrategias
alternativas, ya que el problema de clasificación ternaria puede descomponerse en varios
problemas binarios más simples. Con esto, se plantean dos tareas de clasificación binaria,
que se definen a continuación. Parte de la experimentación estará dedicada a evaluar si
alguna de estas soluciones alternativas puede resultar más conveniente para el problema
de clasificación T1, en comparación con un modelo ternario.

Definición del Problema 6.3.2 (Clasificación binaria (B1)). Dado un texto s y un
tópico de discusión t, ambos expresados como cadenas de texto, determinar si la relación
de s con respecto a t es “Neutral” o “No-Neutral”.

Definición del Problema 6.3.3 (Clasificación binaria (B2)). Dado un texto s y un
tópico de discusión t, ambos expresados como cadenas de texto, determinar si la relación
de s con respecto a t es “Ataque” o “Soporte”. Se asume que la relación a predecir es no
neutral.

6.3.1. Modelo empleado

Para abordar las tareas de clasificación planteadas, se ha implementado una arquitec-
tura basada en BERT [DCLT19], que se muestra esquemáticamente en la Figura 6.2. El
codificador BERT recibe un argumento y el tópico de discusión como entrada, y genera
diferentes salidas, incluyendo un vector con valores reales de dimensión 768 que representa
el texto de entrada completo, así como representaciones en el mismo formato para cada
token en el texto de entrada. Estas representaciones de tokens consideran todo el contexto
de la secuencia y pueden resultar más informativas que la primera salida mencionada del
codificador [MMP21].

Utilizamos las representaciones vectoriales de los tokens de la última capa del codifi-
cador y calculamos dos vectores adicionales, uno representando únicamente el argumento
de entrada como el promedio de los vectores asociados a sus tokens, y el otro, calculado de
forma análoga, que representa el tópico. Estos dos vectores resultantes son luego concate-
nados, creando una representación vectorial para la entrada completa, de dimensión 1536.
Pese a que el codificador, como se ha mencionado, ya dispone de una salida que representa
el texto completo, experimentos preliminares indican que la representación computada a
partir de los tokens puede brindar mejores resultados en las tareas de clasificación.
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En la etapa final, el vector resultante es la entrada de un módulo densamente conectado
que permite obtener una clasificación de la entrada. Para este módulo, consideramos
dos capas ocultas utilizando la función de activación GELU [HG16b], y una capa final
que predice una distribución sobre las clases correspondientes, tanto para la clasificación
binaria como ternaria. Utilizaremos este modelo para abordar todas las tareas presentadas,
con la única modificación necesaria en la capa de salida, cuyo tamaño depende de si la
tarea de clasificación es binaria (B1 o B2) o ternaria (T1).

Adicionalmente, y de manera similar a experimentos anteriores, hemos evaluado un
modelo utilizando DistilBERT [SDCW19] en lugar de BERT. Sin embargo, los resultados
obtenidos en experimentos preliminares son significativamente inferiores, por lo tanto los
resultados presentados en secciones siguientes corresponden a modelos que emplean BERT
como codificador.

Figura 6.2: Representación esquemática de la arquitectura considerada. El codificador
BERT recibe un texto y un tópico como entrada, y emite vectores asociados a cada
token. Luego, se concatena un vector que representa el texto con un vector que representa
al tópico, que sirve como entrada a un módulo densamente conectado que emitirá una
predicción de la relación entre el texto de entrada y el tópico.

Para mitigar el desbalance potencial de instancias entre las clases consideradas, el
modelo penaliza algunos errores más que otros mediante una función de pérdida ponderada
de entropía cruzada. Para una tarea de clasificación dada, ya sea binaria o ternaria, cada
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clase se pondera según la Ecuación 6.1, donde la variable X representa cada categoría
en la tarea de clasificación. Con esta configuración, cuando el modelo comete un error
para una instancia de entrenamiento de la clase minoritaria, la penalización por ese error
es proporcional al número de instancias de esa clase en el conjunto de entrenamiento.
Por ejemplo, en uno de los conjuntos de datos utilizados, se tienen 9214 instancias entre
Ataque y Soporte en el conjunto de entrenamiento, y 13552 instancias de clase Neutral en
el mismo conjunto. Luego, para la tarea binaria B1, la clase minoritaria (“No-Neutral”)
recibe un peso de 22766/(2 × 9214) = 1,2354, mientras que la clase “Neutral” recibe un
peso de 22766/(2× 13552) = 0,8399.

peso(X) =
# total_instancias

# categorías×# instancias_X
(6.1)

El modelo fue entrenado utilizando el optimizador AdamW [LH19] con una tasa de
aprendizaje de 2e-5, buscando optimizar una función de pérdida de entropía cruzada pon-
derada, como se ha explicado antes. Además, el entrenamiento incorpora una función de
scheduling lineal, que permite la tasa de aprendizaje a medida que avanza el entrenamien-
to, y recorte de gradiente (gradient clipping) para evitar gradientes explosivos durante el
entrenamiento. Como en experimentos de capítulos anteriores, el modelo se entrenó diez
veces, utilizando distintas semillas aleatorias para minimizar la influencia de la inicializa-
ción aleatoria de los parámetros de la red en los resultados obtenidos. En cada ejecución,
entrenamos el modelo durante cinco épocas, siguiendo un enfoque habitual para realizar
el ajuste fino de modelos pre-entrenados para tareas de clasificación específicas, y seleccio-
namos el mejor modelo en función de la pérdida más baja para el conjunto de validación,
evaluada al final de cada época de entrenamiento. Bajo este criterio, el modelo con mejor
rendimiento siempre se encontró dentro de las primeras tres épocas de entrenamiento en
cada ejecución.

Además, se han implementado dos modelos más simples, que actúan como modelos
de referencia para comparar los resultados obtenidos por el modelo basado en BERT.
En el primer caso, utilizamos una red neuronal artificial de dos capas (de tamaño 128
y 64, respectivamente), donde el par de entrada compuesto por el texto y el tópico se
representan promediando los word embeddings para sus tokens, usando embeddings de
SentenceBERT [RG19]. Ambas capas usan ReLU [Aga18] como función de activación, y se
aplica Dropout con una tasa de 0.3 para prevenir el sobreajuste durante el entrenamiento.
Este modelo se entrenó diez veces, cada vez durante veinte épocas, seleccionando el mejor
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modelo basado en la menor pérdida en el conjunto de validación. Utilizamos el optimizador
AdamW con una tasa de aprendizaje de 1e-3, tamaño de lote de 32 instancias y una pérdida
de entropía cruzada ponderada, similar al modelo anterior.

Como segundo modelo de referencia, utilizamos el modelo “Mix” propuesto
en [CCVT20], donde los embeddings de ambos fragmentos de texto de entrada son concate-
nados y luego procesados por un capa recurrente GRU, para luego obtener una clasificación
a través de un módulo densamente conectado. En este caso, utilizamos una capa GRU de
tamaño 128. Como representación vectorial de las palabras, se utilizan word embeddings
de GloVe [PSM14] de 200 dimensiones, con una longitud de secuencia de 128 tokens. El
resto de la configuración sigue el trabajo de [CCVT20]. Entrenamos el modelo diez veces
con diferentes semillas aleatorias, durante diez épocas cada vez, seleccionando el mejor
modelo basado en la menor pérdida de entropía cruzada ponderada en el conjunto de
validación.

6.3.2. Métodos para clasificación ternaria

Como anticipamos al definir los problemas de clasificación binaria B1 y B2, parte
de la experimentación de este capítulo está dedicada a evaluar distintas estrategias para
abordar el problema de clasificación ternaria. Como primera alternativa, hemos desarro-
llado clasificadores ternarios a partir de la arquitectura descrita anteriormente basada
en BERT. Adicionalmente, se implementaron dos métodos de clasificación ternaria que
surgen como resultado de diferentes disposiciones de los modelos de clasificación binaria,
y dos métodos que siguen una estrategia de aprendizaje Multi-tarea. En los siguientes
párrafos se describen estas alternativas.

Clasificador ternario directo

La primera solución es un modelo ternario basado en BERT que sigue la arquitectura
ilustrada en la Figura 6.2, configurando la capa de salida para retornar una clasificación
sobre tres categorías. El resto de la red y la configuración del proceso de entrenamiento se
rigen según lo explicado previamente. Este modelo sirve como una solución directa para
la tarea de clasificación ternaria, pero también como el principal modelo de referencia
para los métodos descritos a continuación. La Figura 6.3 ilustra el modelo de manera
esquemática.
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Figura 6.3: Representación esquemática del Clasificador ternario directo.

Clasificador en Pipeline

El Clasificador en Pipeline es el primer método que combina dos clasificadores bina-
rios, como se ilustra en la Figura 6.4. Inicialmente, el texto y el tópico de entrada se
clasifican para determinar si existe una relación no neutral entre ellos, utilizando un mo-
delo entrenado para resolver la tarea binaria B1. En caso de que este modelo indique que
existe una relación no neutral, el texto y tópico se vuelven a clasificar, esta vez utilizando
un modelo entrenado para resolver la tarea binaria B2.

El resultado obtenido será Neutral cuando el primer modelo predice que existe una
relación neutral entre argumento y tópico. En este caso, la segunda predicción nunca tiene
lugar. En caso de que la relación predicha por el primer modelo sea “No-Neutral”, entonces
el resultado del método será la predicción del segundo modelo, “Ataque” o “Soporte”.

Se pueden destacar dos ventajas del Clasificador en Pipeline. Primero, su modularidad
permite mejorar el rendimiento general reemplazando uno de los modelos componentes
con una versión mejorada. Esta modularidad también permite inspeccionar una predicción
para un texto y tópico de entrada y, en caso de error, facilita identificar la etapa específica
donde ocurre el error. La principal desventaja, sin embargo, se refiere a la propagación de
errores desde el primer modelo hasta el segundo, esto es, en caso de que el primer modelo
realice una predicción incorrecta que lleve a requerir una predicción del segundo modelo
(esto es, predice “No-Neutral” para una instancia “Neutral”), este último modelo hará una
predicción sobre una entrada que no debería.
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Figura 6.4: Representación esquemática del Clasificador en Pipeline.

Clasificador en Pipeline Condicionado

El Clasificador en Pipeline Condicionado sigue el mismo razonamiento que el Clasi-
ficador en Pipeline, pero emplea en primer lugar un modelo entrenado para resolver la
tarea binaria B2, que predice si existe una relación de apoyo o ataque entre el texto de
entrada y el tópico. Dado que no es posible obtener una predicción “Neutral” con este
modelo, consideramos un umbral γ para valorar la probabilidad de la predicción. Luego,
si la probabilidad asociada a la predicción supera o es igual el umbral γ establecido, el
resultado del método será “Ataque” o “Soporte”, según indique la predicción. En caso con-
trario, si la probabilidad es menor al valor establecido para el umbral, el texto y tópico
se vuelven a clasificar mediante un modelo entrenado en la tarea B1. En caso de que este
segundo modelo determine que la relación es “Neutral”, la primera predicción se descarta
y el resultado del método será “Neutral”, mientras que si el segundo modelo determina que
la relación es “No-Neutral”, el resultado del método será el que corresponda a la primera
predicción. La Figura 6.5 ilustra este esquema.

Es importante notar que el umbral γ funciona como un hiper-parámetro, aunque no
afecta al entrenamiento de los modelos, los cuales son inicialmente independientes. Sin
embargo, también se debe considerar que a medida que el umbral se acerca a 1, el método
se asemeja al Clasificador en Pipeline, y resultan equivalentes cuando γ es 1.

Métodos basados en aprendizaje Multi-tarea

Hemos entrenado dos modelos siguiendo un enfoque de aprendizaje Multi-tarea
(MTL) [Car98]. Los modelos son similares al descrito al comienzo de esta sección, pro-
cesando un texto y un tópico de entrada a través de un codificador BERT y generando
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Figura 6.5: Representación esquemática del Clasificador en Pipeline Condicionado.

una representación vectorial para la entrada a partir de las representaciones vectoria-
les obtenidas para los tokens que forman, por un lado, el texto, y por otro, el tópico.
Sin embargo, a diferencia del modelo de base, en este caso la representación vectorial
obtenida es utilizada como entrada para un módulo de clasificación que emite más de
una predicción. Como se ha mencionado en otros capítulos, los enfoques de Multi-tarea
se han aplicado a varias tareas en el área de Minería de Argumentos en los últimos
años [TL21, PTT21, MOMY22, GLT23]. Particularmente para la predicción de relacio-
nes, varios estudios han encontrado resultados satisfactorios en comparación con enfoques
de tarea única [PTT21, MOMY22].

El primer modelo, referido como MTL(T1-B1) en adelante, debe aprender simultá-
neamente la tarea ternaria y la tarea binaria B1. Para ello, el vector obtenido a partir
del codificador, que representa la entrada, es utilizado como entrada para un módulo de
clasificación que emite, una clasificación ternaria y una binaria. Aunque en el momento
de la predicción solo se utiliza la salida para la clasificación ternaria, se espera que el
aprendizaje de determinar cuándo existe una relación no neutral entre el texto y el tópico
contribuya a mejorar el rendimiento en la tarea de clasificación ternaria. Este método se
ilustra en la Figura 6.6.(a).

El segundo modelo, referido como MTL(B1-B2) en adelante, por su parte, debe apren-
der simultáneamente las tareas binarias B1 y B2. Para ello, el vector representando la en-
trada es utilizado para emitir dos predicciones binarias. El resultado para la clasificación
ternaria se deriva luego de ambas salidas binarias. La clasificación ternaria será “Neutral”
cuando la primera salida sea “Neutral”, y será “Ataque” o “Soporte” cuando la primera
salida sea “No-Neutral” y la segunda salida sea “Ataque” o “Soporte”, respectivamente.
Este método se ilustra en la Figura 6.6.(b).
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Figura 6.6: Representación esquemática de los modelos Multi-tarea (a) MTL(T1-B1) y
(b) MTL(B1-B2).

6.4. Datos utilizados

Para evaluar los métodos propuestos hemos utilizado dos conjuntos de datos dispo-
nibles públicamente, para los cuales se brinda una breve descripción en los siguientes
párrafos. A nivel general, ambos conjuntos de datos consideran fragmentos de texto aso-
ciados a distintos tópicos de discusión, con anotaciones que indican si existe una relación
de soporte, de oposición o de neutralidad. Estos conjuntos han sido descritos en el Capí-
tulo 3, con lo cual en esta sección hacemos un repaso enfocado en la tarea de predicción
de relaciones que se busca abordar.

En primer lugar, empleamos la porción en idioma inglés del IBM Evidence

Dataset [TOB+20] (referido como EVI en adelante) recolectado como parte del Proyecto
Debater de IBM. El cuerpo de datos contiene 35211 sentencias extraídas de Wikipedia
sobre 321 tópicos de discusión, con anotaciones que distinguen entre tres posturas posi-
bles de la sentencia con respecto al tópico. Para la experimentación se ha empleado las
particiones de entrenamiento-validación-prueba proporcionada por los autores. Resulta
importante destacar que cada tópico aparece solo en una de las particiones del conjunto
de datos, por lo cual el modelo entrenado debe ser capaz de generalizar a tópicos no vistos
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durante el entrenamiento para lograr buenos resultados, lo que hace que la dificultad de
la tarea sea mayor pero, al mismo tiempo, más cercano a lo que pasaría en un sistema
que pretenda utilizarse en el mundo real. En el Cuadro 6.1 se muestran tres instancias
del conjunto de datos, el primero con un argumento en oposición al tópico, el segundo a
favor y el tercero neutral.

Sentencia Tópico Relación

1.

One study on the subject of mobile phones and
driving safety concluded that, after controlling for
driving difficulty and time on task, drivers talking
on a phone exhibited greater impairment than
drivers who were suffering from alcohol intoxica-
tion.

We should legalize
cell phone use while
driving

Ataque

2.
Boeing estimates that biofuels could reduce flight-
related greenhouse-gas emissions by 60 to 80 per-
cent.

We should subsidize
biofuels

Soporte

3.
Vehicles are a significant source of CO2 emissions
and thus contribute to global warming.

We should fight glo-
bal warming

Neutral

Cuadro 6.1: Ejemplos del conjunto de datos EVI anotados con diferentes relaciones.

Como segundo conjunto de datos empleamos el cuerpo de datos UKP Sentential

Argument Mining Corpus [SMS+18] (referido como UKP en adelante), que incluye 25492
argumentos de fuentes diversas relacionados a ocho tópicos de discusión. Similar al primer
cuerpo de datos, este conjunto contiene la relación entre sentencias y tópicos, donde la pri-
mera puede ser de soporte, de oposición o neutral. En la experimentación hemos utilizado
las instancias de siete tópicos para entrenamiento y validación (“nuclear energy”, “mini-
mum wage”, “abortion”, “death penalty”, “gun control”, “marijuana legalization”, “school
uniforms”), y las instancias del tópico “cloninig” como datos de pruebas. Pese a que en
las pruebas habrá menos variabilidad que en el caso de EVI, esta división permite que
el modelo sea evaluado sobre instancias relacionadas a un tópico no visto durante el en-
trenamiento, al igual que se hace con el primer conjunto de datos. En el Cuadro 6.2 se
muestran tres instancias del conjunto de datos.

El Cuadro 6.3 muestra las principales estadísticas de estos dos conjuntos de datos.
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Sentencia Tópico Relación

1.

If a meltdown were to occur in either the reactor
or the spent fuel pool, the accident could kill and
injure tens of thousands of people, cost billions of
dollars in damages and leave large regions uninha-
bitable.

nuclear energy Ataque

2.
Therapeutic cloning can help in rejuvenating ce-
llular generation and growth.

cloning Soporte

3.
More than half of minimum wage workers are un-
der the age of 25.

minimum wage Neutral

Cuadro 6.2: Ejemplos del conjunto de datos UKP anotados con diferentes relaciones.

Vale notar que en ambos casos las clases no están balanceadas, con más instancias de
clase “Neutral” que de las otras dos. La configuración para la arquitectura y el proceso
de entrenamiento debe tener en cuenta esta característica, especialmente si consideramos
que las tres clases son igualmente importantes y se desea obtener resultados positivos para
todas, independientemente de la cantidad de instancias incluidas en los datos.

Partición
EVI UKP

Ataque Soporte Neutral Ataque Soporte Neutral

Entrenamiento 3622 5592 13552 3843 3036 9275

Validación 1202 1726 3735 429 340 1030

Pruebas 1209 2614 1959 839 706 1494

Total 6033 9932 19246 5111 4082 11799

Cuadro 6.3: Estadísticas de los conjuntos de datos utilizados.

6.5. Resultados obtenidos

En esta sección se presentan los resultados obtenidos para las tareas de clasificación
descritas previamente. En primer lugar, se muestran los resultados para las dos tareas
binarias planteadas B1 y B2, y luego, los resultados para la tarea ternaria a partir de
los distintos esquemas de clasificación ternaria descritos en la Sección 6.3. Utilizamos
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el puntaje F1 como métrica de evaluación, reportando los valores obtenidos para cada
categoría en las distintas tareas. En particular, se reporta el puntaje F1 promedio a lo
largo de diez ejecuciones para cada modelo entrenado, además del puntaje F1 macro
promedio, ambos con su correspondiente desviación estándar. En la siguiente sección se
brindarán resultados desde la perspectiva de argumentación apelando a las categorías de
error en la Sección 6.2.

6.5.1. Tareas de clasificación binaria

El Cuadro 6.4 presenta los resultados obtenidos para las tareas binarias B1 y B2.
En la tarea B1, el modelo debe predecir si un texto y un tópico de discusión están en
una relación no neutral, mientras que la tarea B2 consiste en predecir si el texto es un
argumento que ataca o soporta el tópico, asumiendo que estas son las únicas dos opciones
posibles (las instancias neutrales se descartan del conjunto de datos). Para estas tareas, la
evaluación incluye instancias asociadas a uno o más tópicos de discusión no vistos por los
modelos durante su entrenamiento, lo que acerca la experimentación a un escenario más
realista. En la tabla, las primeras dos columnas indican el cuerpo de datos y el modelo
entrenado, la siguiente columna incluye los resultados obtenidos para la tarea B1, y la
última hace lo propio para la tarea B2. Para cada tarea particular, se incluye el puntaje
F1 para cada clase, y el puntaje F1 macro obtenido.

A nivel general, el modelo planteado basado en BERT alcanza resultados satisfactorios
para ambas tareas y ambos conjuntos de datos. En primer lugar, para la tarea B1, el mo-
delo planteado ronda el 0.75 de puntaje F1 promedio, con mejores resultados para la clase
“No-Neutral” que para “Neutral”. Específicamente, en el conjunto de datos EVI, alcanza
un puntaje F1 promedio de 0.801 para “No-Neutral” y 0.693 para “Neutral”, mientras que
en el conjunto de datos UKP, alcanza un puntaje F1 de 0.799 para “No-Neutral” y 0.73
para “Neutral”. Comparado con los modelos de referencia, el modelo basado en BERT
mejora notablemente el rendimiento en ambos conjuntos de datos. De hecho, en ambos
casos la diferencia es significativa de acuerdo al test estadístico realizado.

Los resultados no están exentos de mejora, lo que muestra la dificultad de la tarea
planteada. Para entender mejor estos resultados, se analizaron las predicciones realizadas
por los mejores modelos BERT entrenados en los dos conjuntos de datos, teniendo en
cuenta su puntaje F1 macro. En primer lugar, para EVI, el mejor modelo entrenado
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Corpus Modelo
Tarea B1 Tarea B2

No-Neutral Neutral Macro F1 Ataque Soporte Macro F1

EVI

FFNN [SBERT] .700±.025 .571±.005 .635±.012 .582±.010 .743±.019 .662±.01

GRU [GloVe] .717±.006 .565±.003 .641±.003 .500±.006 .580±.007 .540±.005

BERT .801±.022 .693±.008 .747*±.014 .801±.019 .902±.010 .801*±.019

UKP

FFNN w/ SBERT .662±.056 .710±.008 .686±.027 .740±.007 .400±.065 .570±.036

GRU w/ GloVe .708±.010 .690±.007 .699±.004 .651±.030 .355±.106 .503±.041

BERT .799±.004 .730±.024 .765*±.014 .813±.009 .709±.049 .761*±.029

Cuadro 6.4: Resultados para las tareas de clasificación binaria B1 y B2. La primera co-
lumna indica el corpus de entrenamiento y pruebas, la segunda el modelo entrenado, y
las restantes los puntajes F1 para cada clase de acuerdo al problema de clasificación,
junto con el puntaje F1 macro. Los mejores resultados se muestran en negrita. * indica
significancia estadística con p < 0,05 usando el test Mann-Whitney U entre el mejor y el
segundo mejor modelo.

alcanza un puntaje F1 macro de 0.77, predice correctamente el 80 % de las instancias
de prueba “No-Neutral” (3039 de un total de 3823), y solo el 13 % de las instancias
clasificadas como “No-Neutral” son Neutrales (457 de 3496 predicciones “No-Neutral”).
En el caso de UKP, un análisis similar muestra que el modelo de mejor rendimiento, que
alcanza un puntaje F1 macro de 0.78, reconoce correctamente el 86 % de las instancias
de clase “No-Neutral” (1325 de 1545), y el 25 % de las instancias clasificadas como “No-
Neutral” son, en realidad, de clase “Neutral” (441 de 1766 predicciones). Las matrices de
confusión correspondientes pueden verse en la parte izquierda de las Figuras 6.7 y 6.8.
Estos resultados son relevantes ya que dos de las estrategias propuestas para abordar la
tarea de clasificación ternaria, el Clasificador en Pipeline y el Clasificador en Pipeline
Condicionado, dependen de la correctitud de las predicciones de estos modelos.

En cuanto a la tarea binaria B2, el modelo basado en BERT nuevamente muestra una
mejora notable sobre los modelos de referencia. Para el conjunto de datos EVI, alcanza un
puntaje F1 promedio de 0.801 para “Ataque” y 0.902 para “Soporte”, mientras que para
UKP se obtienen resultados similares, con un puntaje promedio de 0.813 para “Ataque”.
Sin embargo, el rendimiento para “Soporte”, en este segundo cuerpo de datos, es nota-
blemente inferior, alcanzando un puntaje de 0.709. Aún así, puede considerarse que los
resultados son satisfactorios. En particular, contar con un modelo que distingue argumen-
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Figura 6.7: Matrices de confusión para los mejores modelos, en términos de puntaje F1
macro, entrenados usando el conjunto EVI para las tareas binarias B1 (izquierda) y B2
(derecha).

tos de ataque de argumentos de soporte, con un buen grado de acierto, puede resultar
muy útil para un sistema de busque considerar estos dos tipos de interacciones [CV12].

Al igual que antes, se analizaron las predicciones realizadas para el conjunto de prue-
bas EVI usando el mejor de los diez modelos entrenados, que alcanza un puntaje F1
macro de 0.87. El modelo identifica correctamente el 85 % de las instancias de “Soporte”
(2336 de 2614), y el 86 % de las instancias de “Ataque” (1038 de 1209). En este caso,
también se examinaron las probabilidades asociadas con las predicciones del modelo, ya
que son un componente importante en el Clasificador en Pipeline Condicionado para la
clasificación ternaria. La probabilidad promedio para las predicciones de “Soporte” es 0.94
(con la mitad de las predicciones superando 0.98), mientras que, para las predicciones de
“Ataque”, la probabilidad promedio es 0.92 (con la mitad de las predicciones superando
0.97). Esta información es relevante ya que permite definir un umbral γ apropiado para el
Clasificador en Pipeline Condicionado que, considerando las probabilidades mencionadas
antes, tenderá a predecir una relación de ataque o apoyo en lugar de una neutral.

Un análisis similar de las predicciones para el conjunto de pruebas de UKP muestra
que el mejor modelo, que alcanza un puntaje F1 macro de 0.80, clasifica correctamente el
73 % de las instancias de “Soporte” (515 de 706), y el 86 % de las instancias de “Ataque”
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(721 de 839). La probabilidad promedio para las predicciones de “Soporte” es 0.75 (con la
mitad de las predicciones superando 0.77), mientras que la probabilidad promedio para las
predicciones de “Ataque” es 0.74 (la mitad de ellas superando 0.75). Como consecuencia,
el Clasificador en Pipeline Condicionado hará más predicciones para el problema ternario
utilizando ambos modelos del pipeline, y no solo el modelo entrenado en la tarea B2. Las
matrices de confusión asociadas a estos modelos para la tarea B2 pueden verse en la parte
derecha de las Figuras 6.7 y 6.8.
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Figura 6.8: Matrices de confusión para los mejores modelos, en términos de puntaje F1
macro, entrenados usando el conjunto UKP para las tareas binarias B1 (izquierda) y B2
(derecha).

Antes de pasar a los resultados obtenidos para la tarea de clasificación ternaria, pode-
mos mencionar algunos resultados de referencia que pueden encontrarse en la literatura.
En el dataset EVI, como se ha mencionado en el Capítulo 3, el trabajo de Toledo-Ronen
et al. [TOB+20] reporta un puntaje de 0.74 para la tarea de determinar si un texto tiene
una relación no neutral respecto del tópico, y un puntaje F1 de 0.78 para la tarea de
determinar si un argumento está a favor o en contra del tópico de discusión. Vale mencio-
nar que estos resultados son obtenidos mediante un modelo BERT multi-lenguaje, que es
principal foco del trabajo. Aún así, podemos ver que los resultados obtenidos empleando
nuestro modelo son similares en la primera tarea y superiores en la segunda.
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En cuanto al corpus UKP, en [SMS+18] los autores muestran que integrar informa-
ción acerca del tópico en modelos basados en redes neuronales artificiales recurrentes,
particularmente utilizando BiLSTM, permite al modelo generalizar mejor y aplicar el co-
nocimiento aprendido durante su entrenamiento a tópicos no vistos durante el proceso.
En tanto, en [SMG18], se destaca la integración de mecanismos de atención en la arqui-
tectura recurrente considerada. Para la tarea de determinar si un fragmento de texto tiene
una postura no neutral hacia el tópico, similar a nuestra tarea binaria B1, estos estudios
reportan un puntaje F1 de 0.666 y 0.658, respectivamente. Estos estudios realizan una
experimentación donde la evaluación de los modelos entrenados se realiza sobre tópicos no
vistos. Para ello, se entrenan los modelos repetidas veces, cambiando el tópico de pruebas
y luego promediando los resultados obtenidos. En el caso de [SMG18], además, se brindan
los resultados particulares para los ocho tópicos incluidos en el dataset. En el caso de
“cloning”, que es tópico que hemos utilizado en nuestra experimentación como tópico de
pruebas, este último trabajo reporta un puntaje F1 de 0.715, notablemente inferior al pun-
taje 0.765 reportado en el Cuadro 6.4. En una línea de experimentación similar, Fromm et
al. [FFS19] evalúan diferentes técnicas para incorporar información acerca del tópico en el
modelo de clasificación, empleando distintos embeddings, modelos pre-entrenados y grafos
de conocimiento. En el caso de la tarea B1, obtienen un puntaje de 0.78 para el tópico
“cloning”, ligeramente superior a nuestro resultado, utilizando una versión de BERT con
mayor cantidad de parámetros entrenables.

6.5.2. Tareas de clasificación ternaria

A continuación se presentan los resultados obtenidos para la tarea de clasificación
ternaria T1, siguiendo los distintas estrategias planteadas antes en este capítulo. En es-
te caso, se incluyen resultados para los modelos de referencia y para las estrategias de
clasificación descritas en la Sección 6.3.2. El Cuadro 6.5 muestra los resultados para el
conjunto de pruebas de EVI, donde la primera columna indica el modelo entrenado para
abordar la tarea, y la segunda, tercera y cuarta muestran el puntaje F1 promedio de los
modelos para cada categoría, y la última el puntaje F1 macro promedio, todos ellos con
su desviación estándar. Los resultados reportados son promedios de diez ejecuciones de
entrenamiento, excepto para el Clasificador en Pipeline y el Clasificador en Pipeline Con-
dicionado, donde presentamos los resultados promedio de los diez mejores clasificadores.
De manera análoga, el Cuadro 6.6 muestra los resultados obtenidos para UKP.
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Modelo Ataque Soporte Neutral macro F1

FFNN [SBERT] .417±.017 .531±.019 .566±.006 .505±.009

GRU [GloVe] .223±.027 .529±.020 .568±.004 .440±.005

Directo .644±.011 .789±.012 .674±.012 .702±.007

Pipeline .644±.005 .780±.004 .707±.001 .710±.003

Pipeline Condicionado .625±.003 .780±.010 .507±.007 .637±.003

MTL(T1-B1) .649±.015 .784±.011 .680±.012 .704±.009

MTL(B1-B2) .617±.025 .760±.018 .684±.008 .687±.015

Cuadro 6.5: Resultados para la tarea de clasificación ternaria en el conjunto de prueba de
EVI. La primera columna muestra el método de clasificación. Para cada clase, se muestra
la puntuación F1 promedio obtenido, en las siguientes tres columnas. La puntuación F1
macro promedio se muestra en la última columna. Los mejores resultados se muestran en
negrita. No se encontraron diferencias significativas entre el mejor y el segundo mejor
modelo utilizando la prueba de Mann-Whitney U con p < 0,05.

Podemos observar que, para cada categoría, los resultados de todos los métodos de
clasificación son similares. El Clasificador en Pipeline tiene el mejor desempeño para la
clase “Neutral”, aunque la diferencia con los modelos MTL es mínima. En cuanto a la
clase “Soporte”, el Clasificador Directo alcanza la puntuación más alta, con un puntaje F1
de 0.789. Sin embargo, tanto los clasificadores en pipeline como el modelo MTL(T1-B1)
alcanzaron resultados similares. En el caso de “Ataque”, el modelo MTL(T1-B1) obtiene el
puntaje más alto, con poca diferencia en comparación con el Clasificador Directo y el Cla-
sificador en Pipeline. Vale la pena mencionar que, aunque la diferencia entre el desempeño
del Clasificador en Pipeline y el segundo mejor modelo (es decir, el modelo MTL(T1-B1))
no es estadísticamente significativa, el Clasificador en Pipeline logra un mejor resultado
en ocho de diez ejecuciones. Todos los métodos obtienen un mejor rendimiento para la
clase “Soporte” que para las demás. Analizando la precisión de los métodos, las predic-
ción de esa clase son mayormente correctas, con valores de precision que alcanzan el 0.83
para el Clasificador en Pipeline. Por su parte, el Pipeline Condicional usando un umbral
γ = 0,95 muestra un recall alto para las clases “Soporte” y “Ataque”, consecuencia de
que las predicciones del método son mayormente no neutrales. Este valor para el umbral
fue elegido a partir de las probabilidades de las predicciones que analizamos previamente.
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Todos los métodos de clasificación tienen peor rendimiento para “Ataque” en comparación
con las otras dos clases. Este resultado puede atribuirse a que el conjunto de datos EVI
tiene menos ejemplos de “Ataque”, cuyos efectos no se llegan a mitigar completamente
pese a la ponderación en la función de pérdida. La única excepción en este aspecto es el
Pipeline Condicional, que obtiene un peor resultado para la clase “Neutral” debido a un
bajo recall.

Como se mencionó anteriormente, el esquema de clasificación en cascada permite una
mejor inspección de las predicciones obtenidas. En ese sentido, y considerando que el Cla-
sificador en Pipeline obtiene los mejores resultados en EVI, analizamos sus predicciones
sobre el conjunto de pruebas. De las 3823 instancias no neutrales, casi el 80 % fueron co-
rrectamente reconocidas (3039 instancias) por el primer modelo que compone el pipeline
(es decir, el modelo binario entrenado en la tarea B1). Para esas instancias, posterior-
mente clasificadas usando el segundo modelo en el pipeline (es decir, el modelo binario
entrenado en la tarea B2), el 93 % de las predicciones de “Soporte” (1938 de 2068) y el
80 % de las predicciones de “Ataque” (780 de 971) fueron correctas. Puede notarse que
esta información permitiría definir los puntos a mejorar dentro del método. Por ejemplo,
un modelo para la segunda etapa que reconozca mejor las instancias de “Ataque” no solo
mejoraría el reconocimiento de instancias de dicha categoría, sino que también mejoraría
las predicciones de “Soporte”. La matriz de confusión asociada al mejor Clasificador en
Pipeline puede verse en la parte izquierda de la Figura 6.9.

Los resultados obtenidos para el conjunto de pruebas de UKP se presentan en el
Cuadro 6.6. Nuevamente, el Clasificador en Pipeline obtiene los mejores resultados, al-
canzando un puntaje F1 macro de 0.682 y superando a los otros métodos en las tres clases.
En contraste con el conjunto de datos EVI, en este caso el rendimiento del Clasificador en
Pipeline es varios puntos superior al del segundo mejor método, que es el Pipeline Condi-
cionado (usando un umbral γ = 0,75). De igual manera, todos los métodos desarrollados
superan claramente a los modelos de referencia.

Posiblemente debido al mayor número de instancias en el conjunto de datos, los mejores
resultados se alcanzan para la clase “Neutral”. Es interesante notar que, a diferencia de
lo que pasaba en EVI, el Pipeline Condicionado alcanza un resultado similar a los otros
métodos para esa clase. Como se explicó al analizar los resultados para las tareas binarias,
el Pipeline Condicionado, cuando se aplica al conjunto de datos UKP, usa en la primera
etapa un modelo de clasificación cuyas predicciones tienen una probabilidad asociada



Resultados obtenidos 157

Modelo Ataque Soporte Neutral macro F1

FFNN [SBERT] .544±.005 .344±.039 .663±.026 .517±.014

GRU [GloVe] .207±.101 .424±.097 .685±.008 .439±.017

Directo .618±.016 .559±.029 .705±.023 .627±.017

Pipeline .673±.004 .617±.007 .757±.004 .682*±.003

Pipeline Condicionado .626±.006 .571±.018 .702±.039 .633±.009

MTL(T1-B1) .611±.025 .542±.041 .690±.032 .614±.028

MTL(B1-B2) .617±.017 .525±.052 .731±.029 .624±.020

Cuadro 6.6: Resultados para la tarea de clasificación ternaria en el conjunto de prueba de
UKP. La primera columna muestra el método de clasificación. Para cada clase, se muestra
la puntuación F1 promedio obtenido, en las siguientes tres columnas. La puntuación F1
macro promedio se muestra en la última columna. Los mejores resultados se muestran
en negrita. * indica significancia estadística con p < 0,05 usando el test Mann-Whitney
U entre el mejor (Clasificador en Pipeline) y el segundo mejor (Clasificación en Pipeline
Condicionado) modelo.

de alrededor de 0.75 (en promedio). Al emplear un umbral γ = 0,75, el método usa
más frecuentemente ambos modelos del pipeline para hacer predicciones ternarias, lo que
permite reconocer mejor las instancias neutrales. Esto resalta cómo las probabilidades de
las predicciones de los modelos componentes pueden influir en el resultado final y ayudar
a explicarlo.

Analizando las otras clases, los métodos tienen un mejor desempeño para “Ataque”
que para “Soporte”. Los clasificadores en pipeline superan a los otros métodos para ambas
categorías, mostrando que la descomposición del problema ternario puede ser beneficiosa.
Por ejemplo, el Clasificador en Pipeline logra un resultado que supera en más de 5 % al
alcanzado por el Clasificador Directo, tanto para “Ataque” como para “Soporte”.

Finalmente, al analizar el mejor Clasificador en Pipeline, se observa que casi el 88 %
de las instancias no neutrales fueron correctamente reconocidas en la primera etapa del
pipeline (1355 de 1545 instancias). Para esas 1355 instancias, el segundo modelo en el
pipeline predice correctamente el 75 % de las instancias de “Soporte” (465 de 618), y el
87 % de las instancias de “Ataque” (639 de 737). La matriz de confusión asociada al mejor
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Figura 6.9: Matrices de confusión para los mejores modelos para la tarea de clasificación
ternaria T1, en términos de puntaje F1 macro, usando el Clasificador en Pipeline, entre-
nados usando el conjunto EVI (izquierda) y UKP (derecha).

Clasificador en Pipeline para UKP puede verse en la parte derecha de la Figura 6.9.

Como hemos mencionado al comienzo de este capítulo, algunos de los trabajos que
abordan la predicción de relaciones consideran las tres posibles relaciones de ataque, sopor-
te y neutralidad. En particular, para UKP se destacan el trabajo de Stab et al. [SMS+18]
y Fromm et al. [FFS19], citados también en la subsección anterior. En el primer caso, los
autores reportan un puntaje F1 promedio de 0.428 para la tarea de clasificación ternaria,
en el mejor de los casos, mientras que el segundo estudio reporta un puntaje F1 promedio
de 0.64, y 0.69 en el caso puntual del tópico “cloning”. Reimers et al. [RSB+19], por su
parte, muestran los beneficios de integrar información acerca del tópico tanto para la clasi-
ficación ternaria como para una tarea de clustering. En el caso de la tarea de clasificación,
obtienen un puntaje F1 de 0.635 usando un modelo basado en BERT, varios puntos por
debajo del resultado obtenido por el Clasificador en Pipeline.

6.5.3. Análisis de tópicos

A lo largo de la experimentación anterior, los modelos se han entrenado de forma que
los tópicos de discusión incluidos en los conjuntos de pruebas no aparecen en los datos de



Resultados obtenidos 159

entrenamiento. Por este motivo, el modelo desarrollado debe ser capaz de generalizar su
conocimiento aprendido a tópicos no vistos durante el entrenamiento para lograr buenos
resultados. Esto provoca que la dificultad de la tarea sea mayor ya que el modelo no
aprende vocabulario o patrones específicos para los tópicos de prueba [FFS19] pero, al
mismo tiempo, la evaluación resulta más cercana a lo que pasaría en un sistema que
pretenda utilizarse en el mundo real.
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Figura 6.10: Rendimiento de los métodos de clasificación, diferencia por tópico. En la
parte izquierda, se muestra para cuántos tópicos cada método resulta la mejor y la peor
alternativa. En la parte derecha, se muestra para cuántos tópicos cada método alcanza o
supera el porcentaje promedio de acierto y para cuántos no.

Para ilustrar mejor el rendimiento de los modelos de clasificación desarrollados, eva-
luamos su nivel de acierto para los 100 tópicos incluidos en el conjunto de test de EVI.
La Figura 6.10, en la parte izquierda, muestra que, de los 100 tópicos, el Clasificador en
Pipeline es el mejor método para 27 de ellos, seguido por el método Directo, que es la
mejor alternativa para 26 tópicos. Por su parte, el modelo MTL(T1-B1) es el que tiene
un mejor rendimiento para 19 tópicos, el Clasificador en Pipeline Condicionado para 16,
y el modelo MTL(B1-B2) para 12. En la parte derecha de la Figura 6.10 puede verse el
rendimiento de cada método de clasificación con respecto al promedio de rendimiento.
Para ello, para cada tópico se calculó el porcentaje de acierto de cada método, y en cada
caso se compara con el promedio de los cinco métodos. En esta figura puede observarse
que tanto el modelo Directo como el Clasificador en Pipeline obtienen resultados por en-
cima del promedio para la mayoría de los tópicos, lo que sugiere una buena capacidad de
generalización de estos modelos.
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En contraste, el Clasificador en Pipeline Condicionado no solo tiene dificultades en va-
rios tópicos de discusión, sino que además muestra una diferencia notable de rendimiento
comparado con otras estrategias. Más concretamente, resulta ser el peor método para 45
de los 100 tópicos y obtiene un rendimiento por debajo del promedio para 60 tópicos. Por
mencionar algunos ejemplos, esta estrategia funciona 53 % peor que la segunda peor estra-
tegia para el tópico “We should ban media conglomerates’ ’, y 25.3 % peor que el segundo
peor método en el tópico “We should subsidize financial advisors”. Estos tópicos, junto
con otros como “We should subsidize medical schools”, “We should abandon weddings”, y
“We should abandon alimony”, tiene mayormente instancias neutrales en el conjunto de
datos, lo que indica la limitación de la estrategia de clasificación.

El Cuadro 6.7 muestra algunos 10 de los 100 tópicos incluidos en el conjunto de
pruebas de EVI, junto con el porcentaje de instancias correctamente clasificadas por los
distintos métodos. Las filas 1-4 muestran cuatro tópicos para los cuales todos los métodos
funcionan satisfactoriamente, clasificando correctamente el 90 % de las instancias, como
mínimo. Luego, las filas 5-7 muestran tópicos para los cuales todos los métodos presentan
dificultades, y las últimas tres filas muestran tópicos donde alguno de los métodos fun-
ciona de manera particularmente insatisfactoria. Vale mencionar que este análisis resulta
ilustrativo pero no permite determinar las razones del buen o mal rendimiento de un mé-
todo, más que razones superficiales. Por ejemplo, para tópicos con un gran porcentaje de
instancias neutrales, el Clasificador en Pipeline Condicionado presenta dificultades puesto
que tiende a predecir, mayormente, “Ataque” o “Soporte”.

A continuación, analizamos los modelos desarrollados a partir de las categorías pre-
sentadas en la Sección 6.2, en una forma de evaluación no explorada en la literatura del
área.

6.6. Análisis de errores argumentativos

Hasta el momento se han mostrado las diferencias de rendimiento de las distintas
alternativas para clasificación ternaria a partir del puntaje F1 para cada categoría y al
puntaje F1 macro. Esta sección está dedicada a evaluar las estrategias a partir de las
cuatro categorías propuestas en la Sección 6.2, que permiten agrupar los distintos errores
cometidos en las predicciones teniendo en cuenta la naturaleza del error y el posible
impacto que pueden tener desde el punto de vista argumentativo. En estas categorías se
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Tópico Directo Pipeline

Cond.

Pipeli-

ne

MTL

(T1-B1)

MTL

(B1-B2)

“We should fight illegal logging” (40) 95 % 95 % 97.5 % 95 % 95 %

“We should introduce guaranteed minimum

income” (35)
94.3 % 91.4 % 94.3 % 91.4 % 94.3 %

“We should adopt environmental justice” (61) 91.8 % 90.2 % 90.2 % 90.2 % 93.4 %

“We should increase the use of telemedicine”

(30)
90 % 93.3 % 90 % 90 % 93.3 %

“We should not abandon the Paris

Agreement” (60)
21.7 % 28.3 % 31.7 % 10 % 20 %

“We should nationalize the health care

industry” (49)
30.6 % 40.8 % 30.6 % 26.5 % 22.4 %

“We should limit campaign finance” (61) 44.3 % 37.7 % 36.1 % 49.2 % 39.3 %

“We should ban media conglomerates” (85) 83.5 % 87.1 % 29.4 % 82.4 % 84.7 %

“We should subsidize financial advisors” (75) 81.3 % 82.7 % 48 % 73.3 % 80 %

“Criticism of the Iraq War is justified” (15) 60 % 66.7 % 66.7 % 66.7 % 26.7 %

Cuadro 6.7: Diez tópicos incluidos en el conjunto de pruebas de EVI, con el porcentaje
de acierto alcanzado por los cinco métodos de clasificación ternaria planteados. Junto a
cada tópico, entre paréntesis, se indica la cantidad de instancias asociadas a ese tópico en
el conjunto de pruebas.

contempla una situación donde la predicción coincide con el resultado esperado (Correct),
y tres categorías de error. Dentro de los errores, diferenciamos casos donde la predicción
del modelo es “Neutral” cuando debería ser “Ataque” o “Soporte” (Neutralized), donde la
predicción es o bien “Ataque” o bien “Soporte” cuando debería ser “Neutral” (Polarized),
y donde la predicción es “Ataque” cuando debería ser “Soporte”, o viceversa (Flipped).

Para este análisis hemos seleccionado los modelos entrenados en los conjuntos EVI y
UKP, para los cinco métodos de clasificación ternaria propuestos, que han obtenido el
mayor valor de puntaje F1 macro. En el caso del Clasificador en Pipeline y del Clasifica-
dor en Pipeline Condicionado, se seleccionan las combinaciones particulares de modelos
entrenados en las tareas binarias B1 y B2 que llevan a un mejor valor de F1 macro para



162 Capítulo 6. Identificación de relaciones y caracterización de errores

la tarea ternaria. Los resultados obtenidos para EVI y UKP se muestran en los Cua-
dros 6.8 y 6.9, respectivamente. En estas tablas, la primera columna indica el método de
clasificación evaluado, y las siguientes, los porcentajes de predicciones asociados a cada
categoría. En el caso de las categorías Polarized, Neutralized y Flipped, se distinguen a
su vez las formas particulares. Asumiendo que una relación de soporte es una relación
positiva, y una de ataque es negativa, se indica con un + aquellos errores que generan una
predicción con “tendencia positiva” (predecir Soporte, o bien predecir Neutral en lugar de
Ataque), y con − aquellos errores que generan una predicción con “tendencia negativa”
(predecir Ataque, o bien predecir Neutral en lugar de Soporte). Por ejemplo, la primera
fila del Cuadro 6.8 muestra que el método Directo, sobre el conjunto de pruebas de EVI,
genera un 73.2 % de predicciones Correct, un 9.9 % de predicciones Polarized, un 11.3 %
de Neutralized, y un 5.6 % de predicciones Flipped.

Modelo

Categoría

Correct
Polarized Neutralized Flipped

P+ P− Total N+ N− Total F+ F− Total

Directo 73.2 5.3 4.6 9.9 4.7 6.6 11.3 2.4 3.2 5.6

Pipeline 73.0 4.2 3.7 7.9 5.2 8.4 13.6 2.2 3.3 5.5

Pipeline Condicionado 66.9 9.7 9.7 19.4 2.8 5.3 8.1 2.8 2.8 5.6

MTL(T1-B1) 71.4 5.1 3.9 9 4.9 8.5 13.4 2.4 3.8 6.2

MTL(B1-B2) 72.2 5.3 3.5 8.8 4.9 8.2 13.1 2.7 3.1 5.8

Cuadro 6.8: Resultados para EVI considerando las categorías de error propuestas en la
Sección 6.2. Cada fila muestra el porcentaje de predicciones asociado a cada categoría
propuesta. Los mejores resultados se muestran en negrita.

Para EVI, se observa un grado similar de predicciones de tipo Correct entre los mé-
todos, con los mejores resultados alrededor del 73 % de predicciones correctas, con una
pequeña ventaja sobre los demás por parte del modelo Directo, y una importante dis-
minución en el rendimiento del Clasificador en Pipeline Condicionado. El Clasificador en
Pipeline Condicionado produce un porcentaje notablemente superior de predicciones Po-
larized, llegando casi al 20 % de las predicciones, lo cual implica que muchas instancias
neutrales han sido clasificadas como de ataque o de soporte, aunque sin una preferencia
por ninguna de estas opciones (9.7 % para cada una). En los otros métodos de clasificación,
los errores Polarized generan más predicciones de soporte que de ataque. En el caso de los
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errores Neutralized, el Clasificador en Pipeline obtiene el valor más alto en esta categoría
de error, superando levemente a los modelos MTL. Por el contrario, el Clasificador en
Pipeline Condicionado registra el menor valor para este tipo de error debido a que, como
vimos antes, el método favorece las predicciones de “Ataque” y “Soporte” antes que las de
clase “Neutral”. Finalmente, en el caso de errores Flipped, las cinco estrategias resultan
similares, con porcentajes rondando el 6 % en todos los casos. Los mejores métodos, el
modelo Directo, junto con los dos métodos en pipeline, registran entre 5.5 % y 5.6 % de
errores de este tipo, que en argumentación pueden considerarse el más grave debido a
modifica una relación argumentativa por otra con una semántica totalmente opuesta. En
resumen, en términos generales, puede decirse que el Clasificador en Pipeline y el Directo
son las mejores opciones, con los valores más altos de predicciones correctas y errores de
tipo Flipped similares, el primero generando más predicciones de tipo “Ataque” y “Sopor-
te”, y el segundo más predicciones de clase “Neutral”. Notar que, dependiendo del dominio
en el que se quiera utilizar estos modelos, esa última diferencia de comportamiento puede
indicar si conviene elegir un modelo o el otro.

Es interesante notar que, si se comparan los métodos MTL(T1-B1) y MTL(B1-B2),
de acuerdo al Cuadro 6.5, el primero obtiene mejores resultados en promedio (0.704 vs
0.687 en puntaje F1 macro). Asimismo, considerando los modelos MTL del Cuadro 6.8,
que son los que obtiene el mayor valor de F1 macro, el modelo MTL(T1-B1) tiene un
puntaje de 0.718, frente al puntaje 0.707 del modelo MTL(B1-B2). Sin embargo, a partir
de las categorías, vemos que el segundo modelo tiene mayor proporción de predicciones
correctas y menor porcentaje de predicciones en las tres categorías de error, aunque la
diferencia en todos los casos es reducida.

En el caso de UKP, el Clasificador en Pipeline obtiene la mayor proporción de predic-
ciones correctas, con un 70 %, aunque la diferencia frente a los demás métodos es menor,
solo 4 % superior al modelo Directo, que es el que obtiene el resultado más bajo en esta
categoría. En el caso de los errores de tipo Polarized, el modelo MTL(B1-B2) obtiene el
mejor resultado. Es interesante notar en esta categoría que algunos modelos tienen una
fuerte tendencia a predecir relaciones de ataque. Por ejemplo, en los casos del modelo
Directo, el Clasificador en Pipeline Condicionado y el MTL(B1-B2), la proporción de
predicciones de ataque es muy superior a la de predicciones de soporte en este tipo de
error, una situación que no ocurre en el conjunto EVI. La proporción de errores de tipo
Neutralized es menor que para el resto de categorías. El modelo Directo muestra menos
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Modelo

Categoría

Correct
Polarized Neutralized Flipped

P+ P− Total N+ N− Total F+ F− Total

Directo 66.0 3.3 15.7 19 1.9 1.9 3.8 1.7 9.5 11.2

Pipeline 70.0 7.0 8.5 15.5 3.4 2.9 6.3 3.2 5.0 8.2

Pipeline Condicionado 66.7 2.9 13.4 16.3 3.0 3.5 6.5 1.3 9.1 10.4

MTL(T1-B1) 68.9 8.0 7.8 15.8 3.3 2.6 5.9 4.0 5.3 9.3

MTL(B1-B2) 68.8 2.8 10.2 13 4.0 4.5 8.5 2.0 7.7 9.7

Cuadro 6.9: Resultados para UKP considerando las categorías de error propuestas en la
Sección 6.2. Cada fila muestra el porcentaje de predicciones asociado a cada categoría
propuesta. Los mejores resultados se muestran en negrita.

errores de tipo Neutralized, con menos de 4 % de sus predicciones. Finalmente, para los
errores de tipo Flipped, el Clasificador en Pipeline obtiene el mejor valor posible, con
8.2 % de sus predicciones. Pueden observarse nuevamente que el modelo Directo, el Cla-
sificador en Pipeline Condicionado y el MTL(B1-B2) generan más relaciones de ataque
que de soporte, al igual que pasaba con los errores de tipo Polarized.

Para concluir, es interesante notar la diferencia de comportamiento de los modelos de
un conjunto de datos a otro. Mientras que los porcentajes de predicciones se mantienen
alrededor del 70 %, las categorías de error presentan porcentajes notablemente diferentes
de un conjunto a otro. En el caso de los errores Polarized, en UKP se observan porcentajes
más altos que en EVI, al igual que los errores de tipo Flipped. En ambos casos, en UKP
se ve una mayor proporción de predicciones con tendencia negativa (P− y F−), lo cual
es significativo debido a que los modelo están fallando en reconocer argumentos a favor
del tópico, o bien en identificar ataques sobre instancias de relación neutral. En contraste,
en EVI los modelos tienden a cometer más errores de tipo Neutralized que en UKP,
mayormente por predecir de manera incorrecta instancias de soporte, situación que no se
da en UKP.

Al igual que sucede con la identificación de argumentos, en el caso de la predicción
de relaciones es importante que los modelos funcionen de manera adecuada en distintos
dominios. Los trabajos en esa dirección son limitados en este momento, pero el estudio
de Schiller et al. [SDWG24] muestra que la composición de distintos conjuntos de datos,
aumentando la variabilidad de tópicos, y aún con pocas muestras para cada uno, puede
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mejorar el rendimiento de los modelos. Esta conclusión es importante porque brinda bases
para desarrollar enfoques de anotación menos costosos y, además, impulsa el estudio de
nuevas formas de combinación de datos para la predicción de relaciones buscando modelos
más robustos. Creemos que la categorización de las predicciones propuesta en este capítulo
puede ser una herramienta sumamente útil en esta línea de investigación, especialmente
para este último punto.

6.7. Resumen

En este capítulo nos hemos centrado en la predicción de relaciones argumentativas,
buscando desarrollar métodos que permitan determinar, dado un texto de entrada y un
tópico de discusión, si el texto es un argumento a favor o en contra del tópico, o bien resulta
neutral al mismo. Para ello, definimos dos tareas de clasificación binaria, que resultan
importantes por sí mismas en el contexto de Minería de Argumentos, y que además
permiten definir distintas soluciones para el problema de clasificación ternaria, que es el
principal foco del capítulo. Luego, se propusieron cinco métodos para abordar la tarea
de clasificación ternaria, uno de ellos basado directamente en la arquitectura propuesta,
dos basados en la combinación de clasificadores binarios, y otros dos que emplean la
técnica de aprendizaje Multi-tarea. Para estas tareas, se obtienen resultados satisfactorios
utilizando dos conjuntos de datos anotados de la literatura. Uno de ellos contiene más de
31000 instancias, sobre 321 tópicos de discusión, mientras que el otro conjunto contiene
más de 25000 instancias sobre ocho tópicos. El tamaño y la calidad de los conjuntos de
datos utilizados, junto con la estrategia de evaluación empleada, donde un modelo es
evaluado sobre tópicos nunca vistos durante su entrenamiento, acercan nuestra propuesta
a lo necesario para una aplicación en el mundo real. A partir de esta experimentación, se
ha mostrado que la combinación de clasificadores binarios en cascada trae beneficios para
el reconocimiento de relaciones, particularmente en comparación con un modelo directo de
clasificación ternaria. En ambos conjuntos de datos evaluados, el Clasificador en Pipeline
supera a las otras cuatro alternativas, con una diferencia importante en el corpus UKP.

Transversalmente al desarrollo de estas soluciones, considerando las predicciones des-
de la perspectiva de argumentación, se ha propuesto una categorización de errores con
cuatro categorías. La categorización propuesta contempla una situación de éxito donde
el modelo entrenado reconoce correctamente la relación entre un texto y un tópico de
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discusión, y tres situaciones de error que se basan en la naturaleza de los cambios en las
predicciones respecto a la relación correcta. En los Cuadros 6.8 y 6.9 se puede apreciar el
comportamiento de los métodos de clasificación desde la perspectiva de argumentación.
Por ejemplo, para UKP se puede observar que el modelo Directo tiene una fuerte tenden-
cia a confundir relaciones de ataque por soporte, y viceversa, que en general es un error
grave que puede afectar la evaluación de los argumentos involucrados.

Esta categorización permite evaluar los modelos teniendo en cuenta las posibles conse-
cuencias de las predicciones incorrectas en un proceso posterior que dependa fuertemente
de las relaciones argumentativas. Como se ha mencionado al inicio del capítulo, el impacto
de los errores en las predicciones no es local a la relación, sino que depende en gran medida
de todos los argumentos y relaciones contempladas. Con esto, una predicción incorrecta
puede tener un impacto notable en un caso, y ser irrelevante en otro. Evidentemente,
al momento de desarrollar un modelo querremos que todas sus predicciones sean correc-
tas, pero ello es poco probable que suceda con modelos desarrollados en base a datos y
algoritmos de redes neuronales artificiales. Por ello, conocer la naturaleza de los errores
cometidos puede ser de gran importancia para valorar el comportamiento y también para
elegir un modelo entre un conjunto de alternativas.

Pese a los avances en la tarea de predicción de relaciones que se han logrado en los
últimos años, aún resta investigación en relación a cómo esas predicciones se incorporan
en sistemas basados en argumentación y, en particular, cómo los errores cometidos pueden
afectar a sistemas que dependan de la precisión en las predicciones. Este capítulo brinda
los primeros pasos en esta dirección.

A partir del Capítulo 4 hemos desarrollado modelos de predicción para identificar ar-
gumentos en documentos de texto y relaciones argumentativas entre argumentos y tópicos
de discusión. Pese a los resultados satisfactorios que se han obtenido, estos modelos si-
guen presentando errores. Además, es importante considerar que en un sistema del mundo
real, donde los modelos deban hacer predicciones sobre nuevas entradas para las cuales
no se conozcan las etiquetas, resulta difícil validar las predicciones obtenidas. Por ello,
cualquier herramienta dedicada a validar tanto los argumentos predichos como las rela-
ciones identificadas por un modelo puede ser un complemento sumamente útil. En los dos
capítulos siguientes se presentan enfoques específicos para determinar automáticamente
si un argumento ha sido reconocido correctamente o contiene errores, y si una relación
argumentativa ha sido identificada de manera correcta o incorrecta.



Capítulo 7

Predicción de tipos de errores

argumentativos

Durante el desarrollo de un modelo para identificar argumentos en un texto, al dispo-
ner de un conjunto anotado de datos, las predicciones del modelo pueden compararse con
las anotaciones correctas, y así conocer los posibles errores cometidos. Sin embargo, en el
contexto de un sistema en el mundo real, los nuevos documentos de entrada no tendrán
anotaciones asociadas, y por lo tanto, se dificulta evaluar si los argumentos predichos
fueron correctamente delimitados o no. En este capítulo se proponen diferentes alternati-
vas para determinar automáticamente, a partir de un conjunto de argumentos predichos,
su categoría correspondiente en el marco de la categorización de errores propuesta en el
Capítulo 4. A través de dos tareas de clasificación, mostraremos que es posible obtener
resultados sumamente satisfactorios para el problema propuesto.

En la Sección 7.1, se brinda una breve introducción al capítulo. Luego, en la Sección 7.2,
y a modo de motivación, se muestra el impacto que los diferentes tipos de error tienen
sobre una tarea de clasificación concreta, que se desarrolla en base a los argumentos
predichos en una primera etapa. En la Sección 7.3, se define el problema a resolver,
considerando distintas variantes, y se describen los modelos propuestos para abordarlo.
Luego, en la Sección 7.4, se presentan los datos utilizados, describiendo una estrategia
desarrollada en el marco de esta tesis para generar datos sintéticos a partir de conjuntos
de datos previamente anotados. Finalmente, el capítulo finaliza reportando los resultados
obtenidos en la Sección 7.5.
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7.1. Motivación

En los Capítulos 4 y 5 se abordó el problema de la identificación de argumentos dentro
de documentos de texto en lenguaje natural. En el primero de ellos, además de desarrollar
diversos modelos dedicados a resolver ese problema, se propuso una categorización de
errores que permite evaluar dichos modelos desde una perspectiva de argumentación.
Esta categorización permitió, en principio, mostrar características del funcionamiento de
los modelos entrenados que no son posibles de detectar apelando únicamente a métricas
tradicionales de clasificación, como el puntaje F1. Por su parte, en el Capítulo 5 se propone
la utilización de estas categorías como una forma de retroalimentación de los modelos
durante su proceso de desarrollo. El objetivo en ese punto es permitir a los modelos
mejorar su rendimiento a partir de resolver directamente los errores argumentativos que
cometen. Con ello, la categorización de errores no solo permite una evaluación a más alto
nivel de los modelos desarrollados, sino que también sirve como un medio para mejorar
el rendimiento de los modelos a partir de su proceso de entrenamiento. A lo largo del
capítulo se ha mostrado, con una extensa experimentación, los beneficios que provee tal
enfoque.

Pese a los buenos resultados obtenidos en los mencionados capítulos, surgen dos con-
sideraciones a tener en cuenta. En primer lugar, resulta inevitable que los modelos sigan
presentando cierto grado de error al ser evaluados con nuevas instancias del problema,
esto es, con nuevos documentos para los cuales se busca identificar los argumentos. Adi-
cionalmente, es importante notar que, en su desarrollo, los modelos de identificación de
argumentos son validados con datos etiquetados reservados para tal fin. Sin embargo, en
una aplicación del mundo real [LT16b, COH+19], tales anotaciones no estarán disponibles
para las nuevas entradas. Por ejemplo, si el modelo desarrollado se utiliza en un sistema
web, que permita a un usuario ingresar un texto y obtener sus argumentos, el sistema no
tiene una manera de validar sus predicciones de manera automática.

Con estas consideraciones en mente, cualquier herramienta dedicada a validar los argu-
mentos predichos por un modelo puede ser un complemento sumamente útil. Por ejemplo,
si un argumento identificado en un documento contiene errores de acuerdo a tal herra-
mienta, el sistema podría notificar al usuario y pedir por una confirmación o corrección
manual. En el mejor de los casos, esta herramienta podría ayudar en el desarrollo de
métodos de corrección automática, que permitan corregir las predicciones antes de que el
usuario tenga acceso a ellas. Luego, resulta interesante plantearse si es posible determinar,
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de forma automática y sin contar con los argumentos correctos, si un argumento predicho
por un modelo de segmentación puede considerarse una predicción perfecta o si, por el
contrario, presenta errores. En este segundo caso, también sería interesante poder deter-
minar el tipo de error cometido en el argumento predicho y el grado de error, esto es, la
magnitud de la diferencia que podríamos tener en caso de compararlo con un argumento
perfecto. En lo que resta del capítulo se presenta el trabajo realizado en la búsqueda de
una herramienta de este estilo.

7.2. Impacto de los errores argumentativos en la clasi-

ficación de argumentos

La identificación automática de los argumentos dentro de texto, como ya se ha ex-
plicado, puede considerarse la primera etapa en el problema de Minería de Argumentos.
En particular, si lo que se busca es poder realizar una evaluación automática desde una
perspectiva de argumentación de lo expuesto en un documento, resulta indispensable en
primer lugar identificar los argumentos que van a formar la estructura argumentativa,
para luego identificar las relaciones o interacciones que ocurren entre los argumentos re-
conocidos. En esta sección, el objetivo será mostrar de qué manera los errores cometidos
durante el proceso de identificación de los argumentos pueden afectar a tareas posteriores,
que dependen de la identificación precisa de los argumentos.

Para ello, utilizamos las categorías de errores argumentativos propuestas en el Capí-
tulo 4 y evaluamos de qué manera cada tipo de error impacta sobre los resultados de
una tarea de clasificación que depende de la correctitud de los argumentos. En particular,
analizaremos la tarea de clasificar si un texto de entrada tiene una relación no neutral
con respecto a un tópico de discusión particular. El objetivo es evaluar de qué manera
cada tipo de error impacta en el rendimiento de esta tarea posterior, determinar si al-
gunos errores son más perjudiciales que otros y proporcionar más información sobre la
importancia de evaluar correctamente un modelo entrenado para resolver la primera de
las tareas.

Los modelos entrenados para el reconocimiento de argumentos, al no considerar el
tópico como una de sus entradas, pueden identificar argumentos que no necesariamente
proporcionan evidencia o razonamiento asociados con un tópico de discusión. Estos frag-
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mentos pueden ser reconocidos como argumentos por el modelo por su vocabulario o su
estructura pero, al no estar sustentando u oponiéndose al tema de discusión particular,
podrían ser descartados para cualquier procesamiento posterior. Por ejemplo, si para un
tema de discusión en concreto se quiere determinar qué postura prevalece según lo expues-
to en un documento (o en un conjunto de documentos), solo los argumentos a favor o en
contra al tema de discusión deberían ser tenidos en cuenta en dicha evaluación. Con esto,
la tarea de clasificación planteada resulta significativa, recibiendo como entrada, junto
con el tópico, cualquier argumento que se haya identificado en el texto. En lo que sigue,
algunos elementos necesarios para el desarrollo se describirán con menor grado de detalle,
y la sección se enfocará principalmente en los resultados del análisis.

Siguiendo lo realizado en el Capítulo 6, modelamos el problema como una tarea de
clasificación binaria donde, dado un texto s y un tópico de discusión t, ambos expresados
como fragmentos de texto en lenguaje natural, se debe determinar si s está apoyando u
oponiéndose a t, o bien tiene una postura neutral para t. Vale aclarar que en la clasificación,
en caso de que el argumento esté relacionado al tópico, no se distingue si está a favor o
en contra del mismo.

Definición del Problema 7.2.1. Dado un texto s y un tópico t, ambos expresados
como cadenas de texto, determinar si la relación de s con respecto a t es “Neutral” o
“No-Neutral”.

Para abordar esta tarea de clasificación, utilizamos la partición de pruebas del conjunto
de datos UKP Sentential Argument Mining Corpus (abreviado como UKP en lo que
sigue) [SMS+18] para crear un conjunto de argumentos sintéticos derivados de los datos
anotados, que pueden ser categorizados como Perfect Match, Displaced, Split, Merge y
Made-up. Notar que la categoría Unrecognized es omitida debido a que se busca simular
argumentos predichos por un modelo de segmentación, mientras que un argumento de tipo
Unrecognized, por definición, es un argumento esperado no incluido en las predicciones.
En la Sección 7.4 se describirá en detalle la estrategia utilizada para generar estos datos.

Siguiendo un enfoque estándar de clasificación binaria, se utilizaron las particiones
de entrenamiento y validación del conjunto UKP para entrenar un modelo BERT con
una capa de salida softmax. El modelo fue entrenado y evaluado cinco veces utilizando
diferentes semillas para la generación de números aleatorios. Cada entrenamiento tiene
una duración de 10 épocas, y en cada uno se seleccionó el modelo con mejor rendimiento
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basado en la menor pérdida de entropía cruzada (cross-entropy loss) sobre la partición
de validación en los datos utilizados, evaluado al final de cada uno de los ciclos de en-
trenamiento. El optimizador utilizado fue AdamW [LH19] con una tasa de aprendizaje
inicial de 2e-5, y se utilizó un tamaño de lote de 32 ejemplos, con un largo de secuencia
de 128 tokens. En promedio, el modelo obtiene una puntuación F1 de 0.795 para la clase
“No-Neutral”, 0.802 para la clase “Neutral”, 0.798 para la puntuación F1 macro y 0.799
de accuracy. El rendimiento del modelo está en línea con otros trabajos en la literatura.
Por ejemplo, [SMG18] reporta una puntuación F1 promedio de 0.741 usando un modelo
BiLSTM complementado con mecanismos de atención, y en [FFS19] los autores reportan
una puntuación F1 macro de 0.81 usando un modelo BERT similar al descrito en estos
párrafos. Es importante señalar que el objetivo principal no es mejorar los resultados del
estado del arte en la tarea de clasificación, sino desarrollar un modelo de clasificación
que funcione lo suficientemente bien y permita que las conclusiones obtenidas en el aná-
lisis posterior resulten significativas. Como ya se ha explicado, la intención principal es
mostrar los efectos que los diferentes tipos de errores en la identificación automática de
argumentos tienen en tareas posteriores, que dependen de esos argumentos, a modo de
motivación para luego intentar predecir qué tipo de error tiene un argumento predicho
por un modelo. Los resultados en el resto de esta sección fueron obtenidos empleando,
de los cinco modelos seleccionados en el proceso de entrenamiento, el que presenta mejor
rendimiento de acuerdo al puntaje F1 macro. Este modelo obtiene una puntuación F1 de
0.806 para la clase “No-Neutral”, 0.827 para la clase “Neutral”, y 0.817 para la puntuación
F1 macro y accuracy.

7.2.1. Análisis de resultados

Para comenzar, analizamos la clasificación obtenida para los ejemplos de argumentos
que son considerados como Perfect Match, para los cuales se tienen 2000 instancias. In-
dependientemente del tópico de discusión, todos estos argumentos pertenecen a la clase
“No-Neutral”, por lo cual el modelo de clasificación debe clasificarlos de esa manera. De los
2000 argumentos, el modelo entrenado clasifica correctamente 1716 argumentos (85.8 %).
Estos resultados muestran que, pese a funcionar de acuerdo a lo esperado, el clasificador
comete errores en el reconocimiento de los argumentos de clase “No-Neutral”. Para las 284
clasificaciones incorrectas, la confianza promedio de esas predicciones es de 0.74.
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Por este motivo, para reducir la influencia de las limitaciones del clasificador en los
resultados obtenidos, nos concentramos en los 1716 argumentos correctamente clasificados
como base para analizar instancias de argumentos Displaced, Merge y Split. En particu-
lar, los argumentos con errores de tipo Displaced, Merge y Split que se utilizan para el
análisis siguiente fueron generados a partir de modificaciones sobre los 1716 argumentos
correctamente clasificados como “No-Neutral”.

Displaced

A partir de las instancias reconocidas como de clase “No-Neutral”, se generaron 26499
instancias asociadas a la categoría Displaced. Notar que todas las instancias pueden tener
distinta magnitud de error, es decir, presentar una diferencia menor respecto a la instancia
Perfect Match a partir de la cual se generan, o una diferencia más significativa. Para tener
esto en cuenta, considerando por un lado aquellas instancias que tiene un valor R asociado
mayor o igual a 0.7 (13728 instancias) y, por otro lado, las instancias con un valor R menos
a 0.7 (12771 instancias). Esta división es arbitraria, simplemente con el objetivo de que
el análisis siguiente resulte más informativo.

Para el primer grupo, formado por argumentos que podemos considerar que presen-
tan errores menores, se comienza a observar los efectos que estos errores tienen para las
clasificaciones. Del total de 13728 argumentos con error, 12378 son clasificados como “No-
Neutral” por el modelo (90.1 %). Así, menos del 10 % de estos argumentos con errores
menores fueron clasificados como “Neutral”, lo que sugiere que el impacto de estos niveles
de error es relativamente menor. Considerar que los 13728 argumentos deberían ser predi-
chos como “No-Neutral” debido a que se generaron a partir de argumentos bien formados
clasificados de esa manera. Es decir, si no presentaran error, serían clasificados como “No-
Neutral”, por lo cual una clasificación diferente necesariamente es consecuencia del error
en el propio argumento.

Los errores de argumentos Displaced pueden deberse a que, en comparación con el
argumento correcto asociado, el argumento Displaced tiene tokens de más o de menos,
al principio o al final. Luego, a partir de un argumento Perfect Match, puede haber un
Displaced que esté totalmente contenido en el correcto, que contenga completamente al ar-
gumento correcto, o que haya sido desplazado hacia un lado u otro. La Figura 7.1 muestra,
para cada una de las ocho posibles formas de generar errores, la cantidad de prediccio-
nes “No-Neutral” y “Neutral” obtenidas. En cada gráfico, A indica el límite izquierdo del
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Figura 7.1: Cantidad de predicciones “No-Neutral” y “Neutral” para argumentos con erro-
res menores (con valor R de, al menos, 0.7). Cada imagen representa las predicciones para
argumentos, distinguiendo las posibles causas del error.

argumento clasificado, B el límite derecho, y se indica con ≫, ≪ y = el desplazamiento
sobre esos límites. Por ejemplo, en el primer caso, la modificación “A≫, B =” indica que
el argumento perdió tokens en su parte izquierda. El eje horizontal en los gráficos indica
el valor R asociado a los argumentos con error clasificados. Como es de esperar, mientras
más grande es el error (menor valor de R), mayor es el número de predicciones “Neutral”.

De las 1350 instancias clasificadas como “Neutral”, encontramos que desplazar ambos
límites del argumento hacia la derecha es el error que genera más clasificaciones incorrectas
(274 de las 1350), seguido por remover tokens al final del argumento (184). Por otro lado,
agregar token al principio del argumento solo genera 63 clasificaciones incorrectas, y el
error particular que menor impacto tiene. Por último, vale mencionar que la confianza de
estas 1350 predicciones, en promedio, es de 0.70, un valor similar a la confianza promedio,
de 0.74, registrada para las 284 instancias de Perfect Match que se había clasificado
incorrectamente al comienzo. Esto sugiere nuevamente que el impacto de estos errores no
es tan notorio.

Para el segundo grupo, formado por argumentos que podemos considerar que presentan
errores mayores (con valor R menor a 0.7), el impacto en las clasificaciones es mucho más
notorio. Del total de 12771 argumentos con error, el modelo clasifica como “No-Neutral”
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solo 7524 (58.9 %). Es importante notar que el modelo está entrenado para identificar
textos que sean argumentos relacionados a un tópico particular. Luego, el incremento en
el número de clasificaciones “Neutral” no indica errores del modelo, sino que refleja las
consecuencias de errores más pronunciados en los argumentos a clasificar. De hecho, la
confianza de las 5247 predicciones “Neutral” es, en promedio, de 0.83, con más de la mitad
de ellas con una confianza de, al menos, 0.88. Con esto, al predecir que un texto de entrada
no está relacionado al tópico, el modelo está “más seguro” en su predicción.
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Figura 7.2: Cantidad de predicciones “No-Neutral” y “Neutral” para argumentos con erro-
res mayores (con valor R menor a 0.7). Cada imagen representa las predicciones para
argumentos, distinguiendo las posibles causas del error.

La Figura 7.2 muestra, para cada una de las ocho posibles formas de generar errores,
la cantidad de predicciones “No-Neutral” y “Neutral” para este grupo de argumentos con
error. En la figura puede observarse que las contracciones en un argumento, esto es,
perder tokens al comienzo y/o al final del argumento, tiene un impacto mucho mayor que
cualquier clase de expansión, mientras que desplazar un argumento hacia la derecha o
izquierda también genera una proporción significativa de predicciones “Neutral”.
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Merge y Split

En el caso de la categoría Merge, se generaron 33573 instancias. De manera simplifica-
da, en estas instancias se combinan dos argumentos Perfect Match, que pueden capturarse
total o parcialmente en el argumento Merge, pudiendo incluso quedar tokens no argumen-
tativos entre medio de los argumentos combinados. De las 33573 instancias, el modelo
clasifica como “No-Neutral” a 32283 de ellas. Esto sugiere que, pese a que los argumentos
son más complejos en comparación con los Perfect Match que los forman, un modelo los va
a seguir considerando relacionados al tópico de discusión. Vale mencionar que el impacto
puede ser más notorio en otras tareas, como por ejemplo determinar si un argumento está
a favor o en contra del tópico, debido a que en un argumento Merge pueden combinarse
argumentos Perfect Match que tengan distinta postura respecto al tópico asociado.

De las formas planteadas para generar argumentos Merge con error, que incluyen des-
plazamientos y distintas formas de capturar a los argumentos que lo forman, las instancias
de Merge que capturan una porción de cada Perfect Match componente generan el ma-
yor número de predicciones “Neutral” (329 de las 1290). No se observan otras diferencias
notables en las demás formas de generar las instancias.

En el caso de argumentos Split, estos se generan a partir de dividir un argumento Per-
fect Match en dos partes, tomando distintos puntos intermedios para hacer la división y,
opcionalmente, incluyendo desplazamientos. Se generaron un total de 15177 pares a par-
tir de los 1716 argumentos Perfect Match que fueron clasificados correctamente al inicio.
Luego, se tienen 30354 argumentos con error de tipo Split. A partir de las predicciones
puede obtenerse algunas conclusiones interesantes.

En primer lugar, el modelo predice que ambas partes de un “split” están relacionadas
al tópico en solo 4823 de los 15177 pares. En otras palabras, en aproximadamente el 68 %
de los casos en los cuales un argumento fue separado en dos partes, el argumento original
es parcial o totalmente omitido debido a que el modelo de clasificación predice al menos
una parte como “Neutral”.

En segundo lugar, para los pares donde solo uno de los argumentos Split es clasificado
como “No-Neutral”, se observa una tendencia a que sea la porción con mayor cantidad
de tokens. En particular, cuando la primera porción es clasificada como “No-Neutral” y
la segunda como “Neutral”, la primera tiene más tokens en el 56 % de los casos. Alter-
nativamente, cuando es la segunda porción la clasificada como “No-Neutral”, esta tiene
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más tokens que la primera porción en el 59 % de los casos. Esta tendencia sugiere que la
longitud de los textos puede influir en la clasificación.

Finalmente, analizamos de qué manera las clasificaciones varían a medida de que
aumenta la suma de los valores R de los argumentos con error. Recordar de la Defini-
ción 4.2.4, para que un argumento predicho en una secuencia sea de tipo Split, su valor de
R sumado a los valores R de los otros argumentos predichos que coinciden parcialmente
con el mismo argumento esperado, debe alcanzar o superar un determinado umbral τ .
Luego, entre las distintas partes de tipo Split pueden capturar completamente el argu-
mento esperado. Aquí observamos que, mientras mayor sea la sumatoria de valores R,
es más probable que ambos argumentos Split sean clasificados como “No-Neutral”. Por
ejemplo, cuando la suma se encuentra dentro del rango [0.7, 0.8), ambos argumentos Split
son clasificados como “No-Neutral” en el 26 % de los casos, porcentaje que aumenta a 31 %
cuando la suma está en el rango [0.8, 0.9), y a 36 % cuando la suma está en el rango [0.9,
1). Este porcentaje sube al 41 % cuando la suma de los valores R es mayor o igual a 0.95.
Cabe destacar que en este último caso, el modelo de segmentación estaría identificando
casi completamente el argumento esperado, sin embargo el modelo de clasificación binaria
clasifica como “Neutral” al menos una de las partes en casi el 60 % de las ocasiones. Esto,
nuevamente, ayuda a mostrar el impacto de los errores de tipo Split en esta tarea de
clasificación subsecuente.

Made-up

Para concluir, generamos instancias de tipo Made-up a partir de ejemplos del con-
junto original de datos que estuvieran etiquetados como neutrales para el tópico. Como
consecuencia, el modelo debería clasificar las 2000 instancias generadas como “Neutral”.
De esas instancias, solo 378 son clasificadas como “No-Neutral” (18.9 %), y las restantes
1622 como “Neutral”. Este es un resultado satisfactorio ya que el modelo de clasificación
es capaz de descartar con éxito la mayoría de las instancias que no son argumentos a fa-
vor o en contra del tópico de discusión. Examinando las 378 instancias clasificadas como
“No-Neutral”, notamos que utilizan ciertas palabras que están fuertemente relacionadas
con el tópico de discusión, como “abortion”, “marijuana” y “nuclear”. Este dato, aunque
superficial, puede ayudar a entender por qué estas instancias han sido clasificadas como
“No-Neutral”.
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A lo largo de esta sección hemos comprobado el efecto que pueden causar los errores
cometidos en la identificación de los argumentos para tareas que dependen de la exactitud
en los argumentos identificados. A continuación se explicará la forma en que se abordó la
predicción de los tipos de error para los argumentos. En particular, en la sección siguiente
se define la tarea de clasificación a abordar, y en la Sección 7.4 se describen los datos
utilizados, para luego mostrar los resultados obtenidos en la Sección 7.5.

7.3. Metodología

Como se ha mencionado en la introducción de este capítulo, el objetivo principal es
desarrollar un método que permita determinar automáticamente si un argumento identifi-
cado por un modelo de identificación de argumentos genérico ha sido reconocido correcta-
mente, es decir, puede considerarse que no habría diferencia entre el argumento predicho
y el argumento esperado (si contáramos con él), o bien presenta algún tipo de error. En el
caso de presentar un error, resulta también relevante reconocer su naturaleza, es decir, el
tipo específico de error, el cual se enmarca en la categorización propuesta en el Capítulo 4.
Para ello, se plantearon dos tareas de clasificación.

En primer lugar, el problema de determinar el tipo particular asociado a un argumento
se planteó como una tarea de clasificación multi-clase, considerando las categorías “Perfect
Match”, “Displaced”, “Split”, “Merge” y “Made-up”. Un modelo desarrollado para esta tarea
recibirá el argumento que se desea clasificar junto con su tópico de discusión asociado,
siendo ambas cadenas de texto. La inclusión del tópico de discusión como parte de la
entrada del modelo responde a que se espera que la clasificación sea dependiente del tópico,
por lo cual es razonable que este último sea incluido de manera directa en la predicción.
Asimismo, varios trabajos han mostrado que incluir el tópico de discusión como parte de la
entrada resulta beneficioso para la performance del modelo entrenado [SMS+18, SMG18].

Definición del Problema 7.3.1 (Clasificación multi-clase). Dado un argumento s y
un tópico t, ambos expresados como cadenas de texto, clasificar s con respecto a t como
“Perfect Match” si es un argumento correctamente reconocido, o como “Displaced”, “Split”,
“Merge” o “Made-up”, de acuerdo al tipo de error que presente.

En segundo término, se considera el problema de determinar si un argumento dado
contiene errores o no. Caracterizaremos este problema como una tarea de clasificación
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binaria en la cual un argumento debe clasificarse como “Perfect Match” o “No Perfect
Match”. Al igual que antes, un modelo encargado de esta clasificación recibirá como en-
trada tanto el argumento a clasificar como el tópico de discusión asociado.

Definición del Problema 7.3.2 (Clasificación binaria). Dado un argumento s y un
tópico t, ambos expresados como cadenas de texto, clasificar s con respecto a t como
“Perfect Match” si es un argumento correctamente expresado, o “No Perfect Match” si
tiene algún error.

Es importante notar que la categoría Unrecognized queda fuera del enfoque propues-
to. Los argumentos categorizados de esa manera corresponden con argumentos correctos
incluidos en el conjunto de datos, pero que no han sido predichos por el modelo de seg-
mentación. Debido a que el objetivo de la propuesta es predecir las categorías asociadas a
potenciales argumentos predichos, naturalmente la categoría Unrecognized no puede ser
considerada.

Para realizar la experimentación, se han desarrollado cuatro modelos principales, uno
basado en Long Short-Term Memory (LSTM) [HS97] y tres basados en la arquitectura
Transformer [VSP+17], incluyendo un modelo siguiendo un enfoque de aprendizaje Multi-
tarea, que se describen en los siguientes párrafos.

El modelo basado en LSTM consiste en una capa LSTM bidireccional (BiLSTM) con
32 unidades, de una capa densamente conectada del mismo tamaño (32 unidades), y una
capa final softmax para la clasificación. Como representación vectorial de las palabras,
utilizamos word embeddings GloVe [PSM14] en su versión de dimensión 200, lo que nos
permite codificar las entradas de texto con una longitud de secuencia de 128. Las pala-
bras que no están en el vocabulario predefinido por GloVe se representan con vectores
generados aleatoriamente. El modelo utiliza una función de activación ReLU [Aga18] e
incorpora Dropout con una tasa de 0.3 para reducir la posibilidad de sobreajuste durante
el entrenamiento. Consideramos a este modelo como un modelo de referencia competiti-
vo, pues varios trabajos han mostrado resultados satisfactorios para tareas de Minería de
Argumentos utilizando arquitecturas basadas en BiLSTM [EDG17, CCVT20]. Notar que
la arquitectura es común tanto para el problema de clasificación binaria como el de clasi-
ficación multi-clase, con la diferencia en la capa de salida, cuyo tamaño debe modificarse
de acuerdo a la cantidad de clases consideradas en la clasificación.

Para la tarea de clasificación binaria, debido a la diferencia en la cantidad de ins-
tancias asociadas a la clase “Perfect Match” y la clase “No Perfect Match”, se entrenan
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dos variantes del modelo BiLSTM. En el caso más simple, ambas clases son pondera-
das de igual manera por la función de pérdida, que corresponde a la entropía cruzada
(cross-entropy loss), mientras que en la segunda variante las clases son ponderadas de
acuerdo a la cantidad de instancias en el conjunto de entrenamiento, con el objetivo de
mejorar el rendimiento en la clase minoritaria. La función de ponderación está dada por
la Ecuación 7.1 donde X representa las categorías en el problema de clasificación binaria.
De acuerdo a esto, los errores cometidos durante el entrenamiento en la predicción para
instancias de la clase minoritaria, que será “Perfect Match”, serán penalizados de manera
más severa que errores para la clase mayoritaria “No Perfect Match”. Por ejemplo, en uno
de los conjuntos de datos utilizados, que se describen en la siguiente sección, se tienen
1380 instancias de Perfect Match, por 5512 de instancias No Perfect Match. Con esto, la
clase minoritaria tendrá un peso asociado de 6892/(2 × 1380) = 2,4971, mientras que la
minoritaria tendrá un peso de 6892/(2× 5512) = 0,6251.

peso(X) =
# total_instancias
2×# instancias_X

(7.1)

Por otro lado, siguiendo enfoques recientes en procesamiento de lenguaje natural, em-
pleamos modelos basados en BERT [DCLT19] y DistilBERT [SDCW19] para abordar los
dos problemas de clasificación. Estos modelos, cuyas características particulares han sido
descritas en el Capítulo 2, permiten codificar la entrada compuesta por el argumento y el
tópico, generando una representación vectorial densa de dimensión 768. Al igual que para
el modelo BiLSTM, la longitud de la secuencia de entrada será de 128 tokens. El vector
de salida del codificador BERT o DistilBERT se utiliza luego como entrada para una capa
de clasificación. Los modelos utilizan ReLU [Aga18] como función de activación y Dro-
pout con una tasa de 0.2 para prevenir el sobreajuste. Al igual que antes, la arquitectura
es común tanto para la tarea de clasificación binaria como para la tarea de clasificación
multi-clase, con la única modificación en el tamaño de su capa de salida.

Finalmente, adoptamos un enfoque de aprendizaje Multi-Tarea (MTL) [Car98] para
abordar los problemas propuestos. En este método, dado un argumento y el tópico de
discusión asociado, el modelo debe determinar no solo la clase a la que pertenece el
argumento de entrada, sino también el valor de R asociado al argumento, presentado en
el Capítulo 4. Intuitivamente, teniendo en cuenta que la categoría a la cual puede asociarse
un argumento predicho depende fuertemente del valor de R que tiene con los argumentos
correctos del documento, es esperable que aprender a predecir este valor sea útil para
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determinar finalmente la categoría. Sin embargo, aunque se desarrollara un modelo de
regresión capaz de predecir perfectamente el valor de R, no es equivalente a la predicción
de la categoría debido a que no hay un mapeo directo entre ambos elementos.

En los últimos años, los enfoques de aprendizaje Multi-Tarea se han aplicado
a varias tareas relacionadas con Minería de Argumentos con resultados prometedo-
res [MOMY22, TL21, PTT21, GLT23], aunque aún con desafíos en lo que respecta a
resultados y configuración. Como consecuencia, siguiendo las tendencias del área, se em-
plea este modelo buscando evaluar si la incorporación de la tarea de regresión como tarea
auxiliar puede mejorar el rendimiento de clasificación en comparación con un enfoque de
una sola tarea. La arquitectura es similar a la explicada para los modelos basados en
Transformer, en este caso empleando BERT para codificar la entrada. El vector de sali-
da generado por el codificador BERT, que tendrá dimensión 768, se utiliza tanto como
entrada para una capa de clasificación como para una capa de regresión.

Para llevar a cabo los experimentos, cada modelo descrito anteriormente se entre-
nó diez veces, utilizando distintas semillas aleatorias para minimizar la influencia de la
inicialización aleatoria de los parámetros entrenables en los resultados obtenidos. Para el
modelo basado en BiLSTM, cada entrenamiento tuvo una duración de veinte épocas tanto
para las tareas de clasificación binaria como para la clasificación multi-clase. En el caso de
la clasificación binaria, se realizaron experimentos con y sin ponderación de las clases. Los
modelos basados en Transformer y el modelo MTL, por su parte, se entrenaron durante
diez épocas para ambas tareas de clasificación. Se utilizó una función de pérdida de entro-
pía cruzada (cross-entropy loss) como función de error para las tareas de clasificación, y
error cuadrático medio (mean squared error) para la salida de regresión en el caso del mo-
delo MTL. En todos los casos, durante cada entrenamiento se seleccionó el mejor modelo
en función de la menor pérdida sobre el conjunto de validación, evaluando el modelo al
final de cada época. En otras palabras, al final de cada época de entrenamiento, se evaluó
el modelo entrenado hasta el momento sobre la partición de datos de validación, y al final
del entrenamiento se recuperó el modelo con menor valor de función de pérdida, el cual se
utiliza para obtener predicciones sobre el conjunto de pruebas correspondiente. Se empleó
AdamW [LH19] como optimizador, con una tasa de aprendizaje de 1e-3 para el modelo
BiLSTM y 1e-5 para los modelos basados en Transformer y MTL, y aplicamos recorte
de gradiente (gradient clipping) para evitar gradientes explosivos durante el proceso de
entrenamiento.
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7.4. Datos utilizados

Como se ha mostrado en el Capítulo 3, es posible recopilar una cantidad considerable de
conjuntos de datos anotados, disponibles públicamente para desarrollar nuevas soluciones
en el área de Minería de Argumentos. Sin embargo, los mencionados cuerpos de datos
presentan algunas limitaciones importantes. En primer lugar, en un contexto donde los
modelos de aprendizaje basados en Aprendizaje Profundo son demandantes en cuanto a
datos de entrenamiento, varios de los conjuntos disponibles no resultan suficientes para
entrenar estos modelos de forma efectiva (sí pueden utilizarse con técnicas de aprendizaje
supervisado tradicionales que usen atributos predictivos o embeddings simples, aunque
no es la técnica predominante en la actualidad). En segundo lugar, estos conjuntos de
datos han sido desarrollados, salvo contadas excepciones, para abordar una única tarea,
y no permiten una adaptación directa a una tarea nueva. En particular, de acuerdo a
nuestro conocimiento, no existe ningún conjunto de datos anotado manualmente para
determinar qué tipo de error presenta un argumento. Al mismo tiempo, crear un nuevo
conjunto de datos anotados, con anotaciones realizadas por expertos o bien por una gran
cantidad de personas no expertas (referido habitualmente como crowdsourcing en inglés),
es un proceso que demanda gran cantidad de recursos, presenta desafíos considerables y
no siempre resulta en un conjunto de datos anotados de buena calidad [PI09, CV18].

Considerando lo anterior, hemos desarrollado una estrategia que permite generar datos
sintéticos a partir de datos previamente anotados, específicamente para conjuntos de datos
que hayan sido anotados indicando los argumentos presentes en los documentos de texto.
Esta estrategia, que se describe en detalle en los siguientes párrafos, permite generar
un cuerpo de datos conteniendo textos de diferente longitud que simulan argumentos
predichos por un modelo de segmentación genérico, junto con su categoría correspondiente
dentro de las categorías de error desarrolladas en esta tesis y el valor R asociado. El
método de generación desarrollado se basa en dos etapas, una primera donde se generan
instancias sintéticas a partir de los datos anotados de manera controlada siguiendo una
serie de patrones predefinidos, y una segunda etapa donde se selecciona un subconjunto
de los datos generados que permitirá desarrollar un modelo de clasificación.
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7.4.1. Conjuntos de datos originales

Mediante la aplicación de esta estrategia de generación, se han creado cuatro nuevos
conjuntos de datos a partir de cuatro conjuntos disponibles públicamente que contienen
anotaciones acerca de los argumentos presentes en el texto. En particular, se ha utilizado
la segunda versión del corpus de Ensayos Anotados de Argumentos [SG17a] (referido
como AAEC en lo que resta del capítulo) y el corpus Webis-Editorials-16 [KWK+16]
(abreviado como WE), que ya han sido empleados en capítulos anteriores. Además, em-
pleamos el corpus AURC-8 (referido como AURC-8) [TDS+20], un superconjunto del cor-
pus ABAM utilizado en el capítulo anterior, y el corpus de UKP Sentential Argument

Mining Corpus [SMS+18] (referido como UKP en lo que resta de este capítulo). Puede
decirse que estos conjuntos se utilizan como las semillas a partir de las cuales generar
nuevos conjuntos de datos adecuados para abordar las tareas de clasificación definidas al
principio de la Sección 7.3.

A modo de breve repaso, el primer corpus, Ensayos Anotados de Argumentos es un
conjunto de 402 documentos anotados a nivel de discurso, considerando tres tipos de
argumentos diferentes (major claim, claim y premise). Por su parte, el segundo corpus es
el Webis-Editorials-16, un conjunto de 300 documentos procedentes de tres portales de
noticias distinguiendo seis tipos de argumentos: common ground, assumption, testimony,
statistics, anecdote y other. Estos dos conjuntos de datos han sido utilizados en los dos
capítulos previos, y han sido empleados nuevamente debido a que están compuestos por
documentos que incluyen varios argumentos, los cuales, a su vez, pueden ocupar una
porción de una oración.

En tercer lugar, el conjunto de datos UKP Sentential Argument Mining Corpus in-
cluye 25492 oraciones de varias fuentes que cubren ocho tópicos de discusión. En el corpus,
cada oración se puede considerar un argumento a favor, un argumento en contra o ser con-
siderada como no argumentativa en relación al tópico de discusión asociado. A diferencia
de los conjuntos anteriores, los argumentos en UKP abarcan oraciones completas, tenien-
do en total 11139 argumentos (a favor o en contra) y 14353 oraciones no argumentativas.
El Ejemplo 7.1 muestra una oración a favor del tema “nuclear energy”.

Ejemplo 7.1. [Firstly, nuclear energy does not produce green house gas and

that means that our atmosphere will be safe and more efficient.]
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Por último, empleamos 6419 sentencias del conjunto AURC-8, de las cuales 2942 con-
tienen exactamente un argumento y 3477 son consideradas no argumentativas. Similar a
UKP, las sentencias estás asociadas a un tópico de discusión, considerando los mismos
ocho tópicos de discusión que UKP. Sin embargo, en este caso, las anotaciones se enfocan
en los fragmentos argumentativos, de forma que un argumento pueden ocupar un porción
de una sentencia anotada. El Ejemplo 7.2 muestra un ejemplo de una oración con un
argumento a favor en relación al tópico “school uniforms”, resaltado en negrita.

Ejemplo 7.2. Main appeal for me is - [it makes mornings easy as there are no

decisions to make].

Vale mencionar que, pese a que podrían emplearse otros conjuntos de datos, hemos
seleccionado estos cuatro debido a que las diferencias que presentan en el formato de las
anotaciones, que se comentaron en los párrafos anteriores, permiten verificar la aplicabili-
dad de la estrategia propuesta. Esta estrategia, que se describe a continuación, únicamente
requiere que los datos contengan tanto partes argumentativas como no argumentativas y
que tengan anotados los argumentos de manera tal que sea posible determinar el punto de
inicio y final de cada uno dentro del texto. Bajo esas condiciones, la estrategia funciona de
forma similar para cuerpos de datos donde los argumentos anotados ocupan fragmentos
de sentencias, o bien cuerpos de datos en los cuales cada sentencia está anotada como
argumentativa o no argumentativa, de forma que un argumento ocupa exactamente una
sentencia completa.

7.4.2. Creación de instancias

A partir de estos cuatro conjuntos de datos y sus anotaciones, llevamos a cabo un
proceso de transformación para generar fragmentos de texto que, potencialmente, pueden
ser fragmentos predichos como argumentos por un modelo de segmentación. El objetivo,
como se ha mencionado, es obtener un cuerpo de datos que incluya argumentos predichos
con distintos tipos de errores, con su correspondiente categoría asociada. La generación de
los argumentos sintéticos se basa en dos etapas: primero, a partir de los datos originales se
generan instancias de cuatro esquemas o patrones, que llamamos C1, C2, C3 y C4. Estos
patrones permiten combinar, de manera controlada, partes argumentativas y partes no
argumentativas de los datos originales. Luego, a partir de las instancias creadas siguiendo
estos cuatro esquemas, se realizan modificaciones sobre las partes argumentativas de las



184 Capítulo 7. Predicción de tipos de errores argumentativos

mismas. Estas modificaciones representan errores en los límites de los argumentos, con
respecto a los límites correctos, lo cual permite simular las predicciones de un modelo de
segmentación genérico. En otras palabras, las modificaciones permiten generar argumentos
con diferentes tipos de errores, de acuerdo a las categorías propuestas. Los siguientes
párrafos brindan mayor detalle del proceso.

Figura 7.3: Esquemas para la generación de argumentos sintéticos.

Para la primera etapa, se han definido cuatro esquemas, C1, C2, C3 y C4, que permiten
concatenar tres, cuatro o cinco oraciones de los datos originales. Estos esquemas permiten
crear textos donde, de acuerdo a las anotaciones en los datos originales, algunas partes son
argumentativas mientras que otras no lo son. La Figura 7.3 ilustra los cuatro esquemas,
donde las partes en gris oscuro representan argumentos de acuerdo a las anotaciones
de los conjuntos de datos originales (nos referiremos a estas porciones como segmentos
argumentativos), y las porciones de color claro representan partes no argumentativas de
acuerdo a las anotaciones. En la figura, las líneas punteadas representan oraciones, las
cuales pueden coincidir exactamente con los segmentos argumentativos (por ejemplo, en
AURC-8 o UKP, donde un argumento ocupa una oración completa), o bien contener
segmentos argumentativos ocupando una porción de la oración (como en AAEC o WE).
Esta distinción es importante debido a que, en un paso posterior del proceso, los puntos
exactos de inicio y final de los segmentos argumentativos se usarán para realizar distintas
modificaciones. Con esto, el proceso, especialmente en lo referente a su implementación,
resulta ligeramente más simple en los casos donde los argumentos coinciden exactamente
con las sentencias. En lo que siguen, nos referiremos a las oraciones que contengan o sean
un segmento argumentativo como oración argumentativa.

Los esquemas considerados van a permitir generar argumentos desplazando los puntos
de inicio y final de las partes argumentativas. Sin embargo, antes de explicar esa parte
del proceso, describimos brevemente los esquemas en sí mismos:

Esquema C1: Se combinan de manera intercalada dos sentencias no argumentativas
y una argumentativa. A partir de este esquema, se busca luego generar argumentos
que sean instancias de Perfect Match, Displaced y Split.
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Esquema C2: Se combinan dos sentencias argumentativas con dos no argumenta-
tivas, dejando las primeras en el centro en cualquier orden. Este esquema permite
generar instancias de categoría Merge, donde el argumento predicho generado com-
bine los dos segmentos argumentativos.
Notar que, en caso de que una sentencia argumentativa contenga (y no coincida)
a un segmento argumentativo, el argumento Merge generado puede incluir tokens
no argumentativos. Esta característica, lejos de ser un problema, resulta interesante
porque permite evaluar si el modelo de clasificación puede adaptarse a esta situación.

Esquema C3: Se combinan de manera intercalada tres sentencias no argumentati-
vas con dos argumentativas, de forma de que una de las no argumentativas queda
entre medio de las argumentativas. Este esquema complementa al esquema C2 ya
que permite generar argumentos Merge con tokens no argumentativos entre las par-
tes argumentativas.

Esquema C4: Se combinan tres sentencias no argumentativas diferentes para ge-
nerar instancias de categoría Made-up.

Figura 7.4: Modificaciones posibles para cada esquema de generación de argumentos. Para
cada esquema C1, C2, C3 y C4, diferentes modificaciones sobre las partes argumentativas
permiten generar argumentos sintéticos asociados a distintos tipos de error.
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Los patrones descritos se han utilizado para generar textos compuestos por partes
argumentativas y partes no argumentativas, a los cuales nos referiremos como instancias de
esquema. Es importante aclarar que las oraciones seleccionadas para formar una instancia
de un esquema deben ser distintas y pertenecer al mismo tópico de discusión. Por ejemplo,
en el caso de UKP y AURC-8, que están compuestos por oraciones asociadas a tópicos
específicos, una instancia del esquema C1 consistirá de dos sentencias no argumentativas
y una argumentativas, distintas entre sí pero asociadas al mismo tópico de discusión.
En el caso de AAEC y WE, que están compuestos por documentos de mayor longitud
que incluyen varias sentencias, usamos los títulos de los documentos como el tópico de
discusión, por lo que las sentencias que formen una instancia de esquema procederán
del mismo documento. Además, es importante también aclarar que para la creación de
las instancias se utilizan únicamente sentencias argumentativas que contengan un único
segmento argumentativo (además, naturalmente, de las sentencias no argumentativas).

Con estos lineamientos, una vez creadas las instancias de los esquemas, se generan
argumentos con errores a partir de desplazar los puntos de inicio y final de los segmen-
tos argumentativos. Con esto, mientras que las instancias de esquemas se basan en las
sentencias de los datos originales, las modificaciones para generar argumentos con error
se enfocan en los segmentos argumentativos. Luego, los argumentos generados quedarán
asociados tanto a las categorías de error mencionadas al principio del capítulo, así como
también al valor R presentado en el Capítulo 4.

Las posibles modificaciones que pueden realizarse sobre instancias de cada esquema
se ilustran en la Figura 7.4. En la figura, en la parte superior se muestra el esquema
correspondiente, y en la parte inferior las posibles modificaciones sobre los límites de los
segmentos argumentativos del esquema. Por ejemplo, para una instancia particular del
esquema C1, las modificaciones (a)-(h) representan casos donde los límites del segmento
argumentativo (tanto el izquierdo como el derecho) pueden desplazarse hacia la derecha
o la izquierda. Luego, cada posible modificación genera un argumento incorrecto, simu-
lando una posible predicción del modelo de segmentación, que sería categorizado como
Displaced. Asimismo, sobre la misma instancia del esquema C1, la parte argumentativa
puede dividirse y desplazarse, mediante las modificaciones (i)-(q), lo que puede dar lu-
gar a argumentos Split o bien a nuevos argumentos Displaced. De manera similar, las
modificaciones en los esquemas C2 y C3 generan argumentos que combinan dos segmen-
tos argumentativos, lo que potencialmente da lugar a argumentos Merge o Displaced.



Datos utilizados 187

Finalmente, para el esquema C4, que no contiene segmentos argumentativos, se generan
argumentos Made-up colocando un segmento argumentativo que puede incluir partes de
una, dos o tres oraciones de la instancia del esquema.

Los cuatros conjuntos de datos anotados iniciales permiten generar una gran cantidad
de nuevas instancias, la mayoría de ellas representando argumentos incorrectos, esto es,
mostrando diferencias respecto a las instancias correctas a partir de las cuales fueron
creadas. Estas diferencias, a su vez, pueden cuantificarse a través del valor R, que queda
asociado a cada argumento generado junto con su categoría. En particular, se generaron
más 160.000 instancias para AAEC (de las cuales aproximadamente 4.100 son Perfect
Match); más de 130.000 instancias para WE (con cerca de 3.400 Perfect Match); más de
112.000 instancias para AURC-8 (con cerca de 2.900 Perfect Match); y más de 460.000
instancias para UKP (con alrededor de 10.000 Perfect Match).

7.4.3. Sampleo de datos

Durante el proceso de generación, una misma instancia de un esquema puede conducir
a la creación de múltiples argumentos pertenecientes, en ocasiones, a diferentes categorías.
Por ejemplo, siguiendo las modificaciones de límites ilustradas en la Figura 7.4, a partir
de una única instancia del esquema C1, se pueden generar una instancia de Perfect Match
y múltiples instancias de Displaced y Split. Esta característica de los datos generados
puede afectar el rendimiento de los modelos entrenados. Por poner un ejemplo sencillo,
puede tenerse una instancia de Perfect Match que difiera en un único token respecto a una
instancia de Displaced (en el caso de que el argumento Displaced tenga un token de más,
o un token de menos, respecto a los límites correctos). Ante tal situación, es esperable
que un modelo de clasificación encuentre dificultades para poder diferenciar ambos casos
y detectar por qué argumentos tan similares están asociados a categorías diferentes.

Considerando lo anterior, para el desarrollo de los modelos de clasificación se utilizó
un subconjunto de los datos generados, buscando evitar que el desarrollo de un modelo
de clasificación se vea perjudicado por la inclusión de argumentos sintéticos similares que
provengan de la misma instancia de un esquema. Específicamente, se seleccionó exacta-
mente un argumento por cada instancia de un esquema. Además, se tiene en cuenta que el
número de argumentos para cada categoría esté balanceado. Para diferenciar estos nuevos
conjuntos de datos de los datos originales, nos referiremos a ellos como AAEC⋆, WE⋆,
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Corpus P. Match Displaced Split Merge Made-up Total

AAEC⋆ 1380 1380 1376 1378 1378 6892

WE⋆ 1156 1155 1132 1147 1147 5737

AURC⋆ 994 993 990 992 992 4961

UKP⋆ 3546 3545 3545 3545 3545 17726

Cuadro 7.1: Cantidad de ejemplos obtenidos, por categoría, para los cuerpos de datos
generados.

AURC⋆ y UKP⋆. El Cuadro 7.1 muestra la cantidad de argumentos obtenidos, para cada
conjunto de datos y categoría considerada.

Respecto a la partición de los datos, notar que hasta el momento no hemos hecho
ninguna distinción entre particiones de entrenamiento y pruebas. En este aspecto, se
respetan las particiones de los datos originales. De esa forma, los argumentos sintéticos que
se utilizarán para entrenar los modelos de clasificación serán aquellos generados a partir de
la partición de entrenamiento en los cuerpos de datos originales. De manera análoga, las
argumentos sintéticos que formarán los conjuntos de pruebas serán aquellos generados a
partir del conjunto de pruebas en los cuerpos originales. En cada entrenamiento, además,
se seleccionará una porción de los datos de entrenamiento para validación, de forma que
no los datasets generados no tienen una partición específica para tal fin. Al momento de
esa división, la única restricción es que se respete la paridad en el número de ejemplos
de las categorías. Notar también que nos hemos asegurado que, para cada conjunto de
datos, la partición de pruebas no incluya instancias relacionadas con las incluidas en las
particiones de entrenamiento o validación.

7.5. Resultados obtenidos

En esta sección se presentan los resultados obtenidos para las tareas de clasificación
binaria y multi-clase descritas anteriormente, para cada uno de los conjuntos de datos
empleados. Para ello, en las siguientes subsecciones, se reporta el puntaje F1 promedio
para cada categoría a lo largo de diez ejecuciones, además del puntaje F1 macro promedio
y la exactitud (accuracy) sobre estas ejecuciones, junto con sus respectivas desviaciones
estándar.
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7.5.1. Clasificación multi-clase

Los resultados obtenidos para la clasificación multi-clase sobre los conjuntos de datos
de AAEC⋆, WE⋆, AURC⋆ y UKP⋆ se muestran, respectivamente, en los Cuadros 7.2,
7.3, 7.4 y 7.5. En este caso, los modelos entrenados deben determinar si un argumento de
entrada, considerando un tópico de discusión particular, es un “Perfect Match” (abreviado
como “PM” en los cuadros), “Displaced” (“DISP”), “Split” (“SP”), “Merge” (“MG”) o “Made-
up” (“MU”). En el caso de los modelos que siguen el enfoque multi-tarea, deben predecir
adicionalmente un valor numérico que será el valor R asociado al argumento.

A nivel general, puede observarse que la tarea de clasificación obtiene resultados sa-
tisfactorios para los cuatro conjuntos de datos. El rendimiento de los modelos BERT y
DistilBERT es satisfactorio, especialmente para reconocer las instancias de clase Perfect
Match, Merge y Made-up. Los modelos, sin embargo, tienen mayores dificultades para
identificar instancias Displaced. Los modelos basados en BERT obtienen los mejores re-
sultados promedio en tres de los cuatro conjuntos de datos, AAEC⋆, WE⋆ y AURC⋆,
mientras que DistilBERT resulta en promedio la mejor opción para UKP⋆, aunque la di-
ferencia con el modelo BERT y el modelo MTL es mínima. Los modelos BiLSTM obtienen
resultados notablemente inferiores, posiblemente debido al uso de embeddings GloVe de
menor calidad y de su menor cantidad de parámetros entrenables.

Para ilustrar de mejor manera los resultados obtenidos, la Figura 7.5 muestra las
matrices de confusión correspondientes al mejor modelo basado en BERT entrenado para
cada conjunto de datos, en términos de puntaje F1 macro. Pese a que el modelo BERT no
resulta la mejor alternativa en todos los casos, sí obtiene los mejores resultados promedio
para tres de los cuatro conjuntos de datos, y es la segunda mejor alternativa para el
conjunto restante. En una matriz de confusión, el valor en la celda de la fila i y columna j
indica la cantidad de instancias de la clase asociada a la fila i, que el modelo predice como
instancia de la clase asociada a la fila j. De esa manera, la diagonal indica las predicciones
correctas del modelo. Por ejemplo, para la matriz correspondiente a AAEC⋆, la primera
fila indica que 228 instancias fueron predichas correctamente como Perfect Match, 23
como Displaced, 25 como Merge y 1 como Made-up. Utilizaremos estas matrices como
complemento a las métricas mostradas en las tablas, para marcar algunas situaciones en
los resultados que resulten de interés.

Analizando particularmente los resultados sobre el conjunto AAEC⋆, se observan re-
sultados satisfactorios para Perfect Match, Merge, Made-up y Split, en todos los casos
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Modelo PM DISP SP MG MU macro F1 Accuracy

BiLSTM [GloVe] .332±.047 .214±.060 .477±.022 .616±.021 .313±.035 .390±.010 .408±.010

DistilBERT .827±.016 .659±.013 .698±.025 .847±.008 .720±.022 .750±.013 .755±.013

BERT .842±.013 .685±.017 .751±.012 .858±.008 .779±.014 .783*±.008 .786±.008

MTL (BERT) .825±.017 .659±.029 .719±.018 .857±.008 .775±.009 .767±.012 .770±.012

Cuadro 7.2: Resultados para AAEC⋆ para clasificación multi-clase. Los mejores resultados
se muestran en negrita. * indica significancia estadística con p < 0,05 usando el test
Mann-Whitney U entre el mejor (BERT) y el segundo mejor (MTL) modelo.

Modelo PM DISP SP MG MU macro F1 Accuracy

BiLSTM [GloVe] .262±.036 .184±.036 .457±.025 .555±.022 .195±.026 .330±.010 .369±.012

DistilBERT .700±.031 .445±.022 .563±.036 .784±.029 .811±.026 .660±.023 .663±.025

BERT .790±.009 .516±.033 .662±.018 .826±.018 .844±.018 .727*±.013 .729±.012

MTL (BERT) .763±.027 .454±.027 .618±.028 .806±.017 .820±.037 .692±.020 .692±.022

Cuadro 7.3: Resultados para WE⋆ para clasificación multi-clase. Los mejores resultados
se muestran en negrita. * indica significancia estadística con p < 0,05 usando el test
Mann-Whitney U entre el mejor (BERT) y el segundo mejor (MTL) modelo.

sobrepasando un puntaje macro F1 de 0.75, inclusive llegando a 0.84 y 0.85 para Perfect
Match y Merge, respectivamente. El modelo BERT muestra mejores resultados que el
modelo DistilBERT, siendo la mejor opción para todas las categorías de clasificación. La
categoría que presenta más dificultades es Displaced. A partir de la matriz de confusión
asociada, puede verse que solo el 65 % de las instancias de dicha clase son correctamen-
te predichas por el modelo, confundiendo un 12 % de las instancias con Split y un 11 %
con Merge. La principal fuente de confusión para los argumentos Perfect Match son las
categorías Displaced y Split, y para los argumentos Merge, es la categoría Made-up.

En el caso de WE⋆, los resultados generales rondan el 0.73 de puntaje F1 macro y ac-
curacy, con resultados satisfactorios del modelo BERT para las categorías Perfect Match,
Merge y Made-up, y mayores dificultades para Displaced y Split. Nuevamente, el modelo
basado en BERT tiene el mejor rendimiento, superando a los modelos basados en apren-
dizaje Multi-tarea y al modelo basado en DistilBERT, con una diferencia significativa,
de acuerdo al test estadístico realizado. Al observar la matriz de confusión asociada al
mejor modelo entrenado, puede verse que el 93 % de las instancias de clase Merge y el
89 % de las de Perfect Match son identificadas correctamente. Los mayores dificultades se
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Modelo PM DISP SP MG MU macro F1 Accuracy

BiLSTM [GloVe] .366±.079 .211±.108 .528±.024 .749±.031 .505±.057 .472±.021 .485±.016

DistilBERT .746±.020 .633±.023 .709±.033 .904±.013 .747±.019 .748±.014 .752±.013

BERT .765±.021 .670±.025 .700±.026 .921±.008 .765±.029 .764±.011 .769±.012

MTL (BERT) .772±.028 .654±.018 .688±.036 .927±.007 .760±.018 .760±.014 .765±.015

Cuadro 7.4: Resultados para AURC⋆ para clasificación multi-clase. Los mejores resultados
se muestran en negrita. No se encontraron diferencias significativas en los resultados con
p < 0,05 utilizando la prueba U de Mann-Whitney entre el mejor (BERT) y el segundo
mejor (MTL) modelo.

Modelo PM DISP SP MG MU macro F1 Accuracy

BiLSTM [GloVe] .442±.019 .164±.056 .530±.013 .702±.007 .570±.016 .482±.012 .510±.005

DistilBERT .845±.006 .709±.012 .880±.006 .908±.005 .774±.017 .823±.005 .828±.005

BERT .842±.006 .694±.015 .885±.004 .905±.008 .767±.015 .819±.006 .825±.005

MTL (BERT) .843±.003 .690±.021 .882±.005 .904±.005 .764±.008 .817±.006 .822±.005

Cuadro 7.5: Resultados para UKP⋆ para clasificación multi-clase. Los mejores resultados
se muestran en negrita. No se encontraron diferencias significativas en los resultados
con p < 0,05 utilizando la prueba U de Mann-Whitney entre el mejor (DistilBERT) y el
segundo mejor (BERT) modelo.

dan para las categorías Displaced y Split. Para la primera, solo el 52 % de las instancias
son reconocidas correctamente. Para la segunda, se identifican el 67 % de las instancias,
confundiendo habitualmente con Perfect Match y Displaced. En el caso de la categoría
Made-up, 77 % de las instancias son reconocidas, pero el 95 % de las predicciones para esa
categoría resultan correctas, lo cual es satisfactorio, porque aumenta la confianza en una
predicción para esa clase.

En tercer lugar, para el conjunto de datos AURC⋆, nuevamente, en promedio, el modelo
basado en BERT obtiene mejores resultados, pero la diferencia frente al modelo basado en
aprendizaje multi-tarea es mínima. En este caso, inclusive el modelo MTL obtiene mejores
resultados para las categorías Perfect Match y Merge. Como en los casos anteriores, las
mayores dificultades están asociadas a la categoría Displaced, para la cual se reconocen
de manera correcta el 67 % de sus instancias, y el 72 % de las predicciones de esa clase
son efectivamente argumentos Displaced. Los argumentos Perfect Match son reconocidos
en un 86 %, mientras que los de clase Merge en un 95 %.
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En el caso de UKP⋆, los modelos basados en DistilBERT, BERT y MTL funcionan
de manera similar, con una ligera ventaja para el primero en su puntaje promedio, y re-
sultados muy satisfactorios para Perfect Match, Split, Made-up y, especialmente, Merge.
Aunque nuevamente la mayor dificultad está asociada a la clase Displaced, el resultado
puede considerarse satisfactorio, superando el 0.70 F1 en promedio con el modelo Distil-
BERT. La matriz de confusión asociada al mejor modelo BERT muestra que, para las
clases Perfect Match, Split y Merge, el 93 %, 96 % y 94 % de las instancias, respectivamen-
te, son correctamente reconocidas. En el caso de las instancias Displaced, de las cuales se
identifican el 63 %, suelen predecirse como Perfect Match.

PM DISP SP MG MU
Predicho

PM
DI

SP
SP

M
G

M
U

Co
rre

ct
o

228 23 25 0 1

18 175 33 30 12

18 17 219 0 14

0 5 0 237 28

1 9 23 12 204

AAEC

PM DISP SP MG MU
Predicho

PM
DI

SP
SP

M
G

M
U

Co
rre

ct
o

214 10 15 1 0

28 147 51 43 12

48 44 193 2 0

0 16 1 251 1

0 35 12 27 242

WE

PM DISP SP MG MU
Predicho

PM
DI

SP
SP

M
G

M
U

Co
rre

ct
o

71 8 3 0 1

13 47 4 4 2

10 5 42 1 8

0 2 0 73 2

2 3 6 2 41

AURC

PM DISP SP MG MU
Predicho

PM
DI

SP
SP

M
G

M
U

Co
rre

ct
o

650 42 0 1 3

173 457 48 15 33

6 5 699 3 17

0 32 0 694 15

8 42 91 46 496

UKP

Figura 7.5: Matrices de confusión para los modelos BERT entrenados y evaluados en cada
cuerpo de datos.
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Finalmente, vale notar que el modelo MTL no permite en general mejorar la perfor-
mance, en comparación con los modelos de única tarea. Vale recordar que este modelo
predice, simultáneamente, tanto la categoría asociada al argumento de entrada, como su
valor R asociado. En nuestros experimentos no hemos encontrado ventajas de este modelo
en lo que se refiere a la tarea de clasificación, la cual era el principal objetivo del enfoque.
Esto sugiere que predecir el valor de R como tarea de regresión auxiliar, no aporta un
beneficio para la clasificación. Sin embargo, de funcionar correctamente en la tarea de
regresión, el modelo MTL puede resultar muy útil en la práctica, ya que no solo brinda
el tipo de error asociado a un argumento, sino también el valor numérico indicando el
nivel de error del argumento. Por este motivo, se calculó la correlación r de Pearson y la
correlación ρ de Spearman entre las predicciones de la salida de regresión del modelo y
los valores R correctos en los datos. Los resultados no indican una fuerte correlación, con
un r promedio de 0.333 y un ρ promedio de 0.336 para AAEC⋆, un r promedio de 0.421
y un ρ promedio de 0.447 para WE⋆, un r promedio de 0.338 y un ρ promedio de 0.366
para AURC⋆, y un r promedio de 0.43 y un ρ promedio de 0.466 para UKP⋆. Pese a que
los resultados no indican una correlación fuerte para la tarea de regresión, en este con-
texto, donde la tarea es considerada una tarea auxiliar, pueden igualmente considerarse
aceptables. Dejamos como trabajo futuro mejorar estos resultados debido a que mejorar
las capacidades de los modelos en esta tarea puede, a su vez, mejorar los resultados para
la tarea de clasificación.

7.5.2. Clasificación binaria

Los Cuadros 7.6, 7.7, 7.8 y 7.9 muestran los resultados obtenidos para los diferentes
conjuntos de datos en la tarea de clasificación binaria, donde el modelo de clasificación
debe aprender a diferenciar entre ejemplos que sean “Perfect Match” (abreviado como
“PM” en los cuadros) y ejemplos que tengan algún tipo de error, es decir “No Perfect
Match” (“No-PM”). En esta tarea, la cantidad de instancias para la clase “No Perfect
Match” es mayor que la cantidad para “Perfect Match” debido a que la primera está
compuesta por ejemplos de Displaced, Split, Merge y Made-up en conjunto. Luego, el
puntaje F1 resulta una métrica más informativa que accuracy debido a que considera
ambas clases como equivalentes, independientemente de la cantidad de ejemplos que se
tengan de cada una.
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Los resultados muestran que, en primer lugar, los modelos basados en BERT y Distil-
BERT son capaces de diferenciar, con un muy buen nivel de acierto, los argumentos que
tienen error de aquellos que no lo tienen. Esta clasificación, aunque no permite distinguir
particularmente el tipo de error de los argumentos, puede resultar útil si se aplica en un
momento posterior a la identificación de los argumentos en un documento. Por ejemplo,
si consideramos un sistema donde un usuario ingrese un documento de texto y obtenga
los argumentos en ese documento, no solo puede ser interesante para el usuario tener la
información acerca de que uno o más argumentos pueden estar incorrectamente delimita-
dos, sino que también esta clasificación puede dar lugar a incorporar algún mecanismo de
corrección (automática o asistida por el usuario) para aquellos argumentos que presenten
errores. Con eso en mente, ambos modelos alcanzan resultados satisfactorios y resultan
válidos para resolver la tarea. Los resultados obtenidos con los modelos basados en BERT
son ligeramente superiores a los obtenidos con DistilBERT, lo cual se aprecia principal-
mente en la capacidad de los modelos para predecir correctamente las instancias de clase
“Perfect Match”. Por otro lado, las alternativas basadas en BiLSTM, especialmente cuan-
do las clases no son ponderadas de acuerdo a la cantidad de instancias de entrenamiento,
muestran resultados notablemente inferiores, en especial para la clase “Perfect Match”. A
lo largo de los cuatro conjuntos de datos, cuando las clases no son ponderadas, los modelos
BiLSTM son prácticamente incapaces de predecir correctamente las instancias de “Perfect
Match”. Esta situación mejora al asociar pesos a las dos clases consideradas, aunque los
resultados siguen siendo insatisfactorios.

Modelo PM No-PM macro F1 Accuracy

BiLSTM [GloVe] .076±.097 .878±.003 .477±.047 .785±.002

BiLSTM [GloVe] (ponderado) .207±.133 .714±.183 .461±.066 .622±.145

DistilBERT .813±.021 .950±.006 .882±.013 .921±.009

BERT .831±.024 .955±.004 .893±.014 .928±.007

Cuadro 7.6: Resultados para AAEC⋆ para clasificación binaria. Los mejores resultados
se muestran en negrita. No encontramos diferencias significativas en los resultados con
p < 0,05 utilizando la prueba U de Mann-Whitney entre el mejor (BERT) y el segundo
mejor (DistilBERT) modelo.

Al analizar los resultados para cada conjunto de datos particular se observan algunas
situaciones interesantes. En el caso de AAEC⋆, en promedio tanto los modelos basados en



Resultados obtenidos 195

BERT como en DistilBERT superan el 0.80 de puntaje F1 macro para la clase “Perfect
Match”, y el 0.95 para la clase “No Perfect Match”, rendimiento que puede considerarse
sumamente satisfactorio. Se puede ver una diferencia mínima entre el modelo basado en
BERT y el basado en DistilBERT, con un resultado levemente superior para el primero,
que no resulta significativo de acuerdo a la prueba de significancia estadística efectuada.
Si se comparan las predicciones sobre el conjunto de pruebas hechas con el mejor modelo
basado en BERT (en términos de puntaje F1 macro), frente al mejor modelo basado
en DistilBERT, el primero reconoce correctamente el 91 % de las instancias de “Perfect
Match”, en comparación con el 85 % del modelo DistilBERT. A su vez, de las predicciones
para esa clase, el primer modelo acierta el 81 % de las veces, mientras que el segundo lo
hace en un 83 % de las ocasiones. Esto ilustra que ambos modelos funcionan de manera
similar en este conjunto de datos, y pueden ser empleados indistintamente, aunque el
modelo BERT puede considerarse ligeramente superior.

Modelo PM No-PM macro F1 Accuracy

BiLSTM [GloVe] .023±.047 .894±.009 .458±.019 .809±.012

BiLSTM [GloVe] (ponderado) .228±.094 .752±.074 .490±.019 .636±.084

DistilBERT .712±.021 .941±.006 .826±.013 .902±.010

BERT .802±.013 .956±.002 .879*±.007 .929*±.003

Cuadro 7.7: Resultados para WE⋆ para clasificación binaria. Los mejores resultados se
muestran en negrita. * indica significancia estadística con p < 0,05 usando el test Mann-
Whitney U entre el mejor (BERT) y el segundo mejor (DistilBERT) modelo.

A diferencia de lo que ocurre con AAEC⋆, en el caso de WE⋆ el modelo basado en
BERT resulta superior a su contraparte DistilBERT. Se observa que, en ambos casos,
el resultado para la clase “No Perfect Match” es muy positivo, con alrededor del 95 %
de acierto de acuerdo a las predicciones y un puntaje F1 macro que ronda el 0.95. Sin
embargo, para la clase “Perfect Match”, el modelo BERT supera en 9 % a DistilBERT
en promedio. Analizando las predicciones de los mejores modelos basados en BERT y
DistilBERT, nuevamente en términos de puntaje F1 macro, el primero de los modelos re-
conoce correctamente el 90 % de las instancias “Perfect Match”, frente al 74 % del segundo
modelo. A su vez, de las predicciones para esa clase, el primero de los modelos acierta el
77 % de las veces, por el 73 % del segundo modelo.
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Modelo PM No-PM macro F1 Accuracy

BiLSTM [GloVe] .007±.020 .858±.002 .432±.009 .752±.002

BiLSTM [GloVe] (ponderado) .401±.027 .599±.091 .500±.047 .526±.069

DistilBERT .728±.020 .921±.005 .825±.012 .877±.008

BERT .756±.022 .926±.004 .841*±.012 .887*±.006

Cuadro 7.8: Resultados para AURC⋆ para clasificación binaria. Los mejores resultados
se muestran en negrita. * indica significancia estadística con p < 0,05 usando el test
Mann-Whitney U entre el mejor (BERT) y el segundo mejor (DistilBERT) modelo.

Para AURC⋆ se obtiene en promedio un peor resultado que para otros conjuntos de
datos, con un puntaje F1 macro promedio de 0.841 en el mejor caso, al tiempo que
se observa una gran paridad en las capacidades de los modelos entrenados, nuevamente
con una mejora en favor del modelo basado en BERT frente a la alternativa basada
en DistilBERT. Analizando las predicciones realizadas por los mejores modelos para el
conjunto de pruebas, el mejor modelo entrenado basado en BERT identifica correctamente
el 78 % de las instancias, en comparación con el 72 % del modelo DistilBERT. A su vez,
de las predicciones hechas de clase “Perfect Match”, el primer modelo acierta el 79 % de
las veces, por el 78 % del modelo DistilBERT.

Modelo PM No-PM macro F1 Accuracy

BiLSTM [GloVe] .045±.067 .891±.002 .468±.033 .805±.002

BiLSTM [GloVe] (ponderado) .454±.008 .738±.023 .596±.013 .646±.021

DistilBERT .838±.007 .959±.002 .899±.004 .935±.004

BERT .840±.007 .959±.003 .900±.005 .935±.004

Cuadro 7.9: Resultados para UKP⋆ para clasificación binaria. Los mejores resultados se
muestran en negrita. No encontramos diferencias significativas en los resultados con
p < 0,05 utilizando la prueba U de Mann-Whitney entre el mejor (BERT) y el segundo
mejor (DistilBERT) modelo.

Finalmente, para el conjunto UKP⋆ se obtienen resultados promedio muy similares
entre los modelos BERT y DistilBERT, con una diferencia que no es significativa de
acuerdo al test de significancia realizado. De hecho, los modelos modelos entrenados en
términos de puntaje F1 macro, recuperan correctamente el 87 % de las instancias de
“Perfect Match”, y entre el 83 % y 84 % de las predicciones de esa clase resultan correctas.
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Con todo lo anterior, podemos ver que los resultados para la clase “Perfect Match”
resultan satisfactorios en los cuatro conjuntos de datos empleados, y los resultados para
“No Perfect Match” son excelentes. Mientras que los modelos basados en BiLSTM no
resultan adecuados, los modelos basados en BERT y DistilBERT tiene un rendimiento
suficientemente bueno como para ser usados en un sistema en el mundo real. Resulta
interesante notar que en la tarea binaria, como es esperable, los resultados obtenidos son
superior a los alcanzados en la tarea multi-clase. Sin embargo, particularmente para la
categoría Perfect Match, se obtiene un rendimiento comparable para cada conjunto de
datos. Esto sugiere que los resultados inferiores en la configuración multi-clase se deben
algunas situaciones de error resultan difíciles de diferenciar de manera automática, como
pueden ser distinguir instancias Displaced de Split. Mejoras en esas categorías particulares
pueden mejorar notablemente todos los resultados.

7.6. Resumen

Este capítulo se ha centrado en la clasificación automática de los errores que puede
presentar un argumento predicho por un modelo de segmentación. Específicamente, abor-
damos dos tareas de clasificación, una tarea binaria para determinar si un argumento
predicho ha sido correctamente delimitado, y una tarea de clasificación multi-clase que
permite identificar no solo si un argumento tiene error o no, sino además el tipo particular
de error de acuerdo a la categorización presentada en el Capítulo 4. Notar que la intención
de este enfoque está orientada a determinar si un argumento predicho tiene o no errores,
sin contar con el argumento correcto con el cual comparar la predicción. Con esto, la
aplicación de esta propuesta, en cualquiera de sus dos versiones, tendría lugar luego de
que un modelo de segmentación haya identificado argumentos en un documento de texto.

Debido a la novedad de la tarea planteada y la falta de datos anotados, se ha desa-
rrollado una estrategia para la generación de datos sintéticos, que permiten simular las
predicciones hechas por un modelo de segmentación. Esta estrategia, explicada en detalle
en la Sección 7.4, puede ser aplicada sobre cualquier cuerpo de datos que tenga tanto
partes argumentativas como no argumentativas, donde los argumentos estén delimitados
de forma precisa. Luego, cualquier conjunto de datos dedicado a la identificación de ar-
gumentos, o a la distinción entre sentencias argumentativas y no argumentativas, puede
utilizarse como base para generar un conjunto de argumentos con error. Con esta estrate-
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gia desarrollamos cuatro nuevos conjuntos de datos que permitieron el entrenamiento de
distintos modelos de clasificación.

Los resultados obtenidos a partir de modelos basados en Transformer y en un enfoque
de aprendizaje Multi-tarea son satisfactorios a lo largo de los cuatro conjuntos de datos. En
este sentido, no solo demuestran la viabilidad de las tareas propuestas, sino que también se
obtuvieron muy buenos resultados para instancias de argumentos Perfect Match, Merge,
Split y Made-up. En los cuatro conjuntos, la categoría Displaced es el principal punto de
mejora en las clasificaciones.

Esta línea de investigación tiene varias aplicaciones potenciales, principalmente en la
validación de los argumentos predichos y la corrección de aquellos que tengan error. Como
mostramos en el Capítulo 5, pese a su buena performance, los modelos de identificación
de argumentos siguen presentando errores que, en un sistema del mundo real, son difíciles
de identificar si no es mediante la retroalimentación de un usuario. Además, como vimos
en la Sección 7.2, el impacto de los distintos errores puede ser significativo para tareas
que dependen fuertemente de la correctitud de los argumentos identificados. Es decir,
los errores al identificar los argumentos se propagan fácilmente a tareas siguientes que
utilizan dichos argumentos. Con esto, consideramos que cualquier herramienta o recurso
que ayude en ese proceso resulta valioso, y el enfoque propuesto en este capítulo es un
primer paso en esa dirección.

Motivados por los buenos resultados alcanzados con este enfoque, en el siguiente capí-
tulo se presenta una propuesta dedicada a validar las predicciones de modelos encargados
de identificar relaciones argumentativas.



Capítulo 8

Predicción de tipos de error asociados a

relaciones argumentativas

En el Capítulo 6 se han desarrollado varios métodos que permiten predecir la rela-
ción argumentativa entre un texto y un tópico de discusión, considerando tres tipos de
relaciones argumentativas. Los resultados obtenidos permiten anticipar que los modelos
propuestos, al ser utilizados en un sistema del mundo real, ofrecerán un buen rendimiento.
Sin embargo, al igual que en el caso de la identificación de argumentos, las instancias a
predecir en el contexto de un sistema en el mundo real no tendrán anotaciones asociadas,
lo que dificulta la validación de las relaciones predichas. En este capítulo se proponen
alternativas para determinar automáticamente si la relación argumentativa predicha por
un modelo para un texto y un tópico de discusión es correcta o, por el contrario, presenta
algún tipo de error, en el marco de las categorías propuestas en el Capítulo 6. A través
de dos tareas de clasificación, se mostrará que es posible obtener resultados satisfactorios
para este problema.

En la Sección 8.1 se brinda una breve motivación al problema que se desarrolla en
el capítulo. Luego, en la Sección 8.2, se define el problema a resolver, considerando dos
variantes, y se describe el modelo propuesto para abordarlo. Los datos empleados se
presentan en la Sección 8.3, describiendo una estrategia desarrollada para generar datos
que nos permitan abordar el problema propuesto. Finalmente, en la Sección 8.4 se incluyen
los resultados obtenidos.
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8.1. Motivación

En el Capítulo 6 se propusieron distintas soluciones para determinar si un fragmento
de texto, que inicialmente podría haber sido reconocido manualmente o automáticamente
por un modelo entrenado para identificar argumentos, está a favor, en contra o bien resulta
neutral para un tema de discusión particular. En ese contexto, se desarrollaron soluciones
apelando a modelos de clasificación ternarios y también a métodos de clasificación basados
en clasificadores binarios. Además, de manera análoga a lo realizado en el Capitulo 4, se
propuso un conjunto de categorías que permiten valorar el funcionamiento de un modelo
encargado de predecir relaciones argumentativas desde una perspectiva de argumentación.
La categorización propuesta distingue cuatro situaciones posibles, una en la cual el modelo
entrenado logra predecir correctamente la relación entre un texto y un tópico, y tres
situaciones de errores significativas desde el punto de vista de argumentación.

Pese a que el impacto de los errores es difícil de evaluar sin analizar los demás argu-
mentos y relaciones disponibles, la categorización de errores permite evaluar los modelos
entrenados y, como consecuencia, estimar la forma en que cada modelo puede afectar a
los procesos subsiguientes que se basen en las relaciones argumentativas predichas.

Análogamente a lo desarrollado en el Capítulo 7, se analizará si es posible predecir
si una relación ha sido correctamente identificada, o bien, qué tipo de error presenta.
Esto puede resultar especialmente importante en el uso de un modelo entrenado, cuando
se realicen predicciones sobre nuevas instancias para las cuales no se conoce cuál es la
relación correcta. En lo que resta del capítulo, se describe una propuesta para abordar
este problema.

8.2. Metodología

El objetivo de este capítulo, entonces, consiste en desarrollar métodos que permitan
determinar automáticamente, y sin contar con una etiqueta que nos indica la relación
efectiva existente entre un texto y un tópico de discusión, si una relación argumentativa
predicha ha sido reconocida correctamente o bien presenta algún tipo de error. Además,
en caso de no haber sido correctamente identificada, resulta interesante reconocer el tipo
particular de error cometido, el cual se enmarca en la categorización propuesta en el
Capítulo 6.
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De esta forma, dados un fragmento de texto, un tópico de discusión y una relación
argumentativa predicha por un modelo de clasificación, el objetivo será determinar si esa
predicción es correcta o, en caso de considerarse incorrecta, qué tipo de error argumen-
tativo involucra. Abordamos este problema como una tarea de clasificación multi-clase,
considerando las categorías “Correct”, “Neutralized”, “Polarized” y “Flipped”.

Definición del Problema 8.2.1 (Clasificación multi-clase). Dado un texto S, un
tópico T, ambos expresados como cadenas de texto, y una relación argumentativa R pre-
dicha por un modelo encargado de predecir la relación entre S y T, clasificar a R como
“Correct” si es una relación correctamente identificada, o como “Polarized”, “Neutralized”
o “Flipped”, de acuerdo al tipo de error que presente.

Consideramos también una versión simplificada del problema anterior en la cual, dados
un fragmento de texto, un tópico de discusión y una relación argumentativa predicha por
un modelo de clasificación, el objetivo será determinar si la relación ha sido correctamente
identificada o no. Caracterizamos este problema como una tarea de clasificación binaria
en la cual las clases a predecir serán “Correct” o “No Correct”.

Definición del Problema 8.2.2 (Clasificación binaria). Dado un texto S, un tópico
T, ambos expresados como cadenas de texto, y una relación argumentativa R predicha por
un modelo encargado de predecir la relación entre S y T, clasificar a R como “Correct”
si es una relación correctamente identificada, o como “No Correct” si fue identificada de
manera incorrecta.

Para abordar los dos problemas de clasificación, se desarrolló un modelo basado en la
arquitectura Transformer [VSP+17], particularmente utilizando BERT [DCLT19] y Dis-
tilBERT [SDCW19]. La arquitectura implementada se ilustra esquemáticamente en la
Figura 8.1. En la figura, se utiliza BERT o DistilBERT como codificador, para obtener
una representación vectorial de dimensión 768 del texto de entrada compuesto por el frag-
mento de texto bajo análisis y el tópico asociado. La longitud de la secuencia de entrada
considerada será de 128 tokens. Una vez obtenida esta representación vectorial a partir
del codificador, la misma será combinada con la relación predicha que se intenta verificar,
que será el tercer elemento de entrada del modelo, y el resultado de esta combinación
se clasifica usando un módulo densamente conectado. Este módulo utiliza ReLU [Aga18]
como función de activación y Dropout con una tasa de 0.2 para prevenir el sobreajuste.
La estructura de la red es común tanto para el problema de clasificación binaria como
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el de clasificación multi-clase, con la diferencia en la capa de salida, cuyo tamaño debe
modificarse de acuerdo a la cantidad de clases consideradas en la clasificación.

Figura 8.1: Representación esquemática de la arquitectura considerada. El codificador
BERT recibe un texto y un tópico como entrada, y emite una representación vectorial
que se combina con la relación predicha que se desea verificar. A partir del nuevo vector,
que codifica conjuntamente el texto de entrada con la relación predicha, se obtiene una
predicción a través de un módulo densamente conectado.

Para combinar la representación vectorial, o embedding, emitida por el codificador, con
la relación predicha y que forma la tercera entrada del modelo, el embedding se repite tres
veces, obteniendo un vector de longitud 2304. Por su parte, la relación se representará
mediante un vector de longitud 3, donde la relación predicha se representará con un 1 en
una posición del vector, mientras que las restantes dos valores serán cero, en lo que se
conoce como codificación one-hot. Luego, el primer tercio del embedding extendido (que
tendrá longitud 768) se multiplica elemento a elemento por el primer valor del vector que
representa la relación. De manera similar el segundo tercio se multiplica por el segundo
valor, y el tercer tercio por el tercer elemento del vector de relación. De esa forma, en el
embedding extendido, una de las tres porciones quedará con la representación obtenida
mediante el codificador BERT o DistilBERT, y las otras dos porciones quedarán con
valores en cero. Con esto, en el vector de longitud 2304 codifica tanto la representación para
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el texto de entrada como la relación argumentativa predicha que se pretende verificar. Este
vector se utiliza finalmente como entrada para el módulo de clasificación. La Figura 8.2
esquematiza esta forma de combinación.

Figura 8.2: Representación esquemática de la combinación entre un embedding que re-
presenta el texto de entrada y la relación argumentativa predicha por un modelo de
clasificación de relaciones como los desarrollados en el Capítulo 6.

Para llevar a cabo los experimentos, cada modelo descrito anteriormente se entrenó
diez veces, utilizando distintas semillas aleatorias para minimizar la influencia de la ini-
cialización aleatoria de los parámetros entrenables en los resultados obtenidos. En cada
ejecución, el entrenamiento tuvo una duración de 10 épocas, utilizando una función de
pérdida de entropía cruzada (cross-entropy loss) como función de error a optimizar. Notar
que, a diferencia de experimentaciones anteriores, en este caso decidimos no utilizar una
arquitectura basada en Long Short-Term Memory (LSTM) [HS97], debido a que resulta-
dos preliminares muestran un rendimiento notablemente inferior, en línea con capítulos
anteriores. En todos los casos, durante cada entrenamiento se seleccionó el mejor modelo
en función de la menor pérdida sobre el conjunto de validación, evaluando el modelo al
final de cada época. En otras palabras, al final de cada época de entrenamiento, se evaluó
el modelo entrenado hasta el momento sobre la partición de datos de validación, y al final
del entrenamiento se recuperó el modelo con menor valor de función de pérdida, el cual
se utiliza para obtener predicciones sobre el conjunto de pruebas correspondiente. Utili-
zamos AdamW [LH19] como optimizador, con una tasa de aprendizaje de 1e-aplicando
recorte de gradiente (gradient clipping) para evitar gradientes explosivos durante el pro-
ceso de entrenamiento. A continuación se describen los datos utilizados para desarrollar
estos modelos.
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8.3. Datos utilizados

Como sucedió con la experimentación del Capítulo 7, donde se buscaba predecir el tipo
de error asociado a los argumentos identificados, en este caso no existe un conjunto de
datos anotados con los tipos de errores asociados a la predicción de relaciones argumen-
tativas, según lo definido en el capítulo anterior. Por este motivo, hemos desarrollado una
estrategia que permite generar datos sintéticos a partir de datos previamente anotados.
Particularmente, utilizamos conjuntos de datos anotados con relaciones argumentativas
de soporte, ataque y neutralidad entre un fragmento de texto y un tópico de discusión.
Esta estrategia, que se describe en detalle en los siguientes párrafos, permite generar un
cuerpo de datos que contiene pares de fragmentos de texto y tópico de discusión, asociados
a una etiqueta, considerando las categorías “Correct”, “Neutralized”, “Polarized” y “Flip-
ped”. El método de generación desarrollado se basa en dos etapas, una primera donde se
generan instancias sintéticas a partir de los datos anotados de manera controlada, y una
segunda donde se selecciona un subconjunto de los datos generados en la primera etapa
para desarrollar distintos modelos de clasificación.

8.3.1. Creación de instancias

Para realizar la experimentación utilizamos los dos cuerpos de datos emplea-
dos en el capítulo anterior, esto es, la porción en idioma inglés del IBM Evidence

Dataset [TOB+20] (referido como EVI en adelante), y el cuerpo de datos UKP Sentential

Argument Mining Corpus [SMS+18] (referido como UKP en adelante). El primero de es-
tos conjuntos incluye más de 35211 sentencias sobre 321 tópicos, con anotaciones que
distinguen sentencias a favor, en contra y neutrales al tópico. En el segundo, las anota-
ciones son similares, para 25492 sentencias sobre 8 tópicos de discusión. Cada conjunto,
además, tiene asociadas particiones de entrenamiento, validación y pruebas, esta últi-
ma partición incluyendo tópicos que no aparecen en las particiones que se utilizan para
desarrollar los modelos de clasificación.

La intención, como se ha explicado, es obtener un cuerpo de datos que incluya sen-
tencias, asociadas a tópicos de discusión, y predicciones de relaciones argumentativas que
puedan generan los cuatro tipos de situaciones consideradas. Para ello, por cada instancia
en un conjunto de datos, se crearon tres instancias compuestas por la sentencia de texto,
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el tópico, la relación correcta anotada en el conjunto de datos y, alternativamente, una eti-
queta que representa una relación predicha. Naturalmente, en una de esas tres instancias,
la relación predicha coincidirá con la relación anotada correcta. Luego, a partir de ambas
etiquetas de relaciones, se agrega una etiqueta para las categorías “Correct”, “Neutralized”,
“Polarized” y “Flipped”.

La Figura 8.3 ilustra este proceso con un ejemplo. A partir de una instancia de un
dataset original, compuesta por una sentencia, un tópico y una relación argumentativa,
en este caso de ataque (paso 1), se crearán tres instancias, una con una relación predicha
de ataque, otra con una relación predicha de soporte, y otro con una relación predicha
neutral (paso 2). Luego, se agrega una etiqueta adicional correspondiente a la categoría
asociada (Correct, Neutralized, Polarized, Flipped), de acuerdo a la relación correcta y
predicha de la instancia (paso 3).

Figura 8.3: Ejemplo de generación de instancias sintéticas a partir de una instancia par-
ticular en un conjunto de datos anotados como UKP o EVI.
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8.3.2. Sampleo de datos

A partir del proceso anterior, se genera un nuevo conjunto de datos que triplica en
tamaño al conjunto original, donde cada instancia del conjunto está asociada, como míni-
mo, a dos categorías. Por ejemplo, si originalmente la relación entre el fragmento de texto
y el tópico era de ataque, ese par estará asociado a una instancia con etiqueta “Correct”,
otra instancia con etiqueta “Neutralized”, y otra con etiqueta “Flipped”. Sin embargo, no
pueden esperarse resultados satisfactorios si se entrena un modelo de clasificación con da-
tos de esas características, donde una misma instancia está asociada a distintas categorías
de clasificación. Por ello, para el desarrollo de los modelos de clasificación no se utilizó el
conjunto total de instancias generadas, sino que se seleccionó un subconjunto, evitando
que haya instancias con el mismo par de fragmento de texto y tópico, y distinta etiqueta.
Para diferenciar los nuevos conjuntos de datos sintéticos de los datos originales de los
conjuntos EVI y UKP , nos referiremos a los nuevos como EVI† y UKP† respectivamente.

Corpus Partición Correct Neutralized Polarized Flipped Total

EVI†
Entrenamiento 3621 2414 2414 2414 10863

Validación 1200 800 800 800 3600

Test 1209 806 806 806 3627

UKP†

Entrenamiento 3543 2362 2362 2362 10629

Validación 396 264 264 264 1188

Test 1002 668 668 668 3006

Cuadro 8.1: Cantidad de ejemplos, por categoría, para los cuerpos de datos generados.

Específicamente, para cada par de fragmento de texto y tópico de los conjuntos origi-
nales, se seleccionó una instancia del conjunto de datos generado, buscando además que
el número de instancias para cada categoría queda lo más balanceado posible. Respecto a
la partición de los datos, para ambos conjuntos empleados, se respetan las particiones de
entrenamiento, validación y pruebas de los datos originales. De esta manera, las instan-
cias generadas que se utilizarán para entrenar los modelos de clasificación serán aquellas
creadas a partir de la partición de entrenamiento en los cuerpos de datos originales. De
manera análoga se generan las particiones de validación y de pruebas de EVI† y UKP†.
El Cuadro 8.1 muestra la cantidad de instancias obtenidas al final del proceso, para cada
conjunto de datos y categoría considerada.
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8.4. Resultados obtenidos

En esta sección se presentan los resultados obtenidos para las tareas de clasificación
binaria y multi-clase descritas anteriormente, para cada uno de los conjuntos de datos
empleados. Para cada una, reportamos el puntaje F1 promedio para cada categoría a lo
largo de diez ejecuciones, además del puntaje F1 macro promedio y la exactitud (accu-
racy) sobre estas ejecuciones. En todos los casos, los promedios se complementan con las
desviaciones estándar asociadas.

8.4.1. Clasificación multi-clase

Los resultados obtenidos para los conjuntos de datos EVI† y UKP† se muestran, respec-
tivamente, en los Cuadros 8.2 y 8.3. En los cuadros, puede verse, en la primera columna el
modelo entrenado, y en las siguientes cuatro columnas, el puntaje F1 promedio obtenido
para cada categoría considerada en la clasificación. Las últimas dos columnas muestran el
promedio de puntaje F1 macro y exactitud. Estos resultados se complementan con la Fi-
gura 8.4, que muestra las matrices de confusión correspondientes al mejor modelo basado
en BERT, en términos de puntaje F1 macro, entrenado para cada conjunto de datos.

A nivel general, pueden observarse resultados satisfactorios, aunque con un margen
notorio de mejora. En ambos casos, el modelo BERT muestra una mejor performance que
el modelo DistilBERT, especialmente para EVI†, donde la diferencia entre los rendimientos
de ambos modelos es considerable. En ambos conjuntos de datos se observan mejores
resultados para la clase “Neutralized”, que para las otras clases, lo cual se debe a que el
modelo tiene menos formas de confusión para esta categoría, como veremos a continuación.

Modelo Correct Neutralized Polarized Flipped macro F1 Accuracy

DistilBERT .554±.034 .790±.011 .624±.008 .538±.050 .627±.022 .619±.022

BERT .623±.052 .815±.009 .670±.011 .610±.089 .680*±.033 .674±.034

Cuadro 8.2: Resultados para EVI† para clasificación multi-clase. Los mejores resultados
se muestran en negrita. * indica significancia estadística con p < 0,05 usando el test
Mann-Whitney U entre el mejor (BERT) y el segundo mejor (DistilBERT) modelo.

En el caso de EVI†, vemos que los modelos entrenados logran detectar con buen grado
de acierto las instancias de clase “Neutralized”, donde el modelo BERT supera en promedio
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el 0.80 de puntaje F1. Para las otras categorías se observan mayores dificultades, en ningún
caso alcanzando un puntaje promedio de 0.7. Analizando la matriz de confusión asociada
al mejor modelo entrenado, se observa que buena parte de las instancias de clase “Correct”,
casi el 35 % de ellas, son clasificadas erróneamente. En este caso, además, los errores son
repartidos de manera equitativa entre las otras tres clases, con la mayor cantidad de
errores, 155, hacia la categoría “Polarized”. En el caso de las instancias de “Flipped”, 67 %
son correctamente identificadas, con errores repartidos entre “Correct” y “Polarized”. Notar
que, si la etiqueta a predecir es “Flipped”, necesariamente la relación predicha que es parte
de la entrada es de ataque o soporte, con lo cual no tendría sentido predecir “Neutralized”.
Una situación similar ocurre con las instancias de clase “Polarized”. Finalmente, en el caso
de las instancias de “Neutralized”, 79 % son correctamente identificadas, con una única
forma de error, que es la clase “Correct”.

Modelo Correct Neutralized Polarized Flipped macro F1 Accuracy

DistilBERT .602±.019 .881±.007 .680±.017 .546±.039 .677±.012 .672±.012

BERT .594±.041 .881±.004 .712±.013 .544±.053 .683±.021 .675±.022

Cuadro 8.3: Resultados para UKP† para clasificación multi-clase. Los mejores resultados
se muestran en negrita. No encontramos diferencias significativas en los resultados con
p < 0,05 utilizando la prueba U de Mann-Whitney entre el mejor (BERT) y el segundo
mejor (DistilBERT) modelo.

Por el otro lado, en el caso de UKP† los resultados muestran un patrón similar. Los
modelos, en promedio, obtienen el mejor rendimiento para la clase “Neutralized”, con
una performance cercana al 0.90 de puntaje F1. Mayores dificultades se observan para
las otras tres clases, alcanzando el 0.712 de puntaje F1 para “Polarized” con el modelo
BERT, y puntajes inferiores en los demás casos. A diferencia de lo que sucedía en EVI†,
en este caso, el rendimiento de los modelos BERT y DistilBERT es similar. Analizando la
matriz de confusión del modelo modelo BERT, puede verse que alrededor de 66 % de las
instancias de “Correct” son correctamente predichas por el modelo, con la mayor parte de
los errores debido a predicciones de clase “Flipped”. Al igual que sucedía en EVI†, la clase
“Neutralized” es la muestra el mejor rendimiento, con alrededor del 90 % de sus instancias
correctamente identificadas. Por su parte, alrededor del 70 % de las instancias de la clase
“Polarized” son correctamente identificadas, en consonancia con el rendimiento promedio
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de los modelos. Finalmente, alrededor del 61 % de las instancias de clase “Flipped” son
identificadas correctamente.
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Figura 8.4: Matrices de confusión para los modelos BERT entrenados y evaluados en cada
cuerpo de datos.

8.4.2. Clasificación binaria

Los resultados obtenidos para el problema de clasificación binaria se muestran en los
Cuadros 8.4 y 8.5, en la primera de ellas mostrando los resultados para el conjunto EVI† y
en la segunda para UKP†. En estos casos, la primera columna indica el modelo entrenado,
la segunda indica el resultado promedio para la clase “Correct”, la tercera hace lo propio
para la clase “No Correct”, y las últimas dos muestran el puntaje F1 macro promedio
obtenido y el valor de exactitud promedio.

Pueden apreciarse resultados similares en ambos conjuntos de datos, y utilizando am-
bos modelos BERT y DistilBERT, lo que implica que para esta tarea. En promedio, se
obtiene un mejor rendimiento para detectar las instancias que presentan algún error, es-
to es, las instancias de clase “No Correct”. Para ambos modelos, sobre ambos conjuntos
de datos, la performance en esta categoría supera el 0.8 de puntaje F1, lo cual es un
resultado alentador. En el caso de la clase “Correct”, el rendimiento es menor y resulta
similar al obtenido bajo la configuración multi-clase. Esto nos indica que, al menos bajo



210 Capítulo 8. Predicción de tipos de error asociados a relaciones argumentativas

estos conjuntos de datos, simplificar el problema no ayuda a identificar de manera más
acertada aquellas predicciones hechas por un modelo de predicción de relaciones que pue-
den considerarse correctas. Sin embargo, un punto importante de la configuración binaria
es que, si no se tiene un interés especial en los tipos particulares de error, un modelo
de predicción como los entrenados en este capítulo puede ayudar a detectar predicciones
incorrectas de un modelo encargado de predecir relaciones argumentativas con un buen
nivel de confianza.

Modelo Correct No-Correct macro F1 Accuracy

DistilBERT .607±.024 .819±.007 .713±.015 .752±.011

BERT .635±.017 .825±.008 .730*±.012 .763±.011

Cuadro 8.4: Resultados para EVI† para clasificación binaria. Los mejores resultados se
muestran en negrita. * indica significancia estadística con p < 0,05 usando el test Mann-
Whitney U entre el mejor (BERT) y el segundo mejor (DistilBERT) modelo.

Modelo Correct No-Correct macro F1 Accuracy

DistilBERT .609±.023 .823±.006 .716±.013 .756±.009

BERT .584±.066 .819±.007 .702±.033 .749±.012

Cuadro 8.5: Resultados para UKP† para clasificación binaria. Los mejores resultados se
muestran en negrita. No encontramos diferencias significativas en los resultados con
p < 0,05 utilizando la prueba U de Mann-Whitney entre el mejor (DistilBERT) y el
segundo mejor (BERT) modelo.

8.5. Resumen

Este capítulo se ha centrado en la clasificación automática de los errores que puede
presentar un modelo encargado de identificar relaciones argumentativas. Específicamente,
considerando las categorías propuestas en el Capítulo 6, abordamos dos tareas de clasifi-
cación, una tarea binaria para determinar si una predicción de relación es correcta o no, y
una tarea de clasificación multi-clase que permite diferenciar entre los tipos particulares
de error considerados.
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Debido a la falta de datos anotados, se ha desarrollado una estrategia para la gene-
ración de datos sintéticos, que permiten simular las predicciones hechas por un modelo
encargado de identificar relaciones argumentativas. Esta estrategia se basa en combinar
la etiqueta correcta de una instancia, simular la predicción de las tres relaciones argu-
mentativas consideradas, y elegir instancias para formar un nuevo conjunto de datos en
el cual se incluyen pares fragmentos de texto y tópico, acompañados por la relación ar-
gumentativa predicha y la categoría de error asociada. Luego, un modelo de clasificación
recibirá como entrada ambas piezas de texto, junto con la relación predicha, y deberá
ser capaz de determinar la categoría de error asociada. Notar que esta estrategia con-
sidera inicialmente relaciones de ataque, soporte y neutralidad, en combinación con las
cuatro categorías propuestas en el Capítulo 6. Sin embargo, podría modificarse fácilmente
para considerar otros tipos de relaciones y/o errores. Con esta estrategia desarrollamos
dos nuevos conjuntos de datos que permitieron el entrenamiento de distintos modelos de
clasificación.

Los resultados obtenidos demuestran la viabilidad de la tarea, pero dejan un consi-
derable margen de mejora. Consideramos que para predecir correctamente la categoría
de error, el modelo debe ser capaz de capturar la relación correcta entre el fragmento de
texto y el tópico, aunque nunca deba predecirla de manera explícita. Por ejemplo, si la
relación predicha, que también es parte de la entrada del modelo, es de ataque, el mo-
delo podría predecir que la categoría de error es “Correct”, “Flipped” y “Polarized”. Para
ello, entender la relación correcta entre el fragmento de texto y el tópico es fundamental.
Sin embargo, como se ha mencionado anteriormente, la identificación de relaciones es un
problema sumamente desafiante. Pese a ello, los resultados son alentadores y permiten
plantear sistemas de validación automática para los modelos de predicción de relaciones.
Lo desarrollado en este capítulo es, según nuestro conocimiento, un primer esfuerzo en
esta dirección de investigación.





Capítulo 9

Trabajo relacionado

A lo largo de esta tesis se han presentado distintas propuestas dedicadas al análisis
automático de texto argumentativo. En particular, se abordó tanto la identificación de
argumentos a partir de documentos en lenguaje natural, como también la predicción de
relaciones de ataque, soporte y neutralidad entre argumentos y tópicos de discusión. En
ambos casos, los errores cometidos durante los procesos de entrenamiento y predicción,
enfocados desde el punto de vista de argumentación, tienen una notable relevancia en
las propuestas de este trabajo. Desde la perspectiva de argumentación, se han propuesto
nuevas formas de evaluación de los modelos desarrollados para ambas tareas, como así
también formas de aprovechar el conocimiento sobre los errores cometidos para mejorar
el desarrollo de dichos modelos.

El objetivo de este capítulo es comentar diferentes estudios que resultan significativos
para Minería de Argumentos y están relacionados, en mayor o menor medida, con las
propuestas desarrolladas en esta tesis. A continuación se comentarán algunos trabajos
relevantes tanto para la identificación de argumentos en documentos en lenguaje natu-
ral, como para la identificación de relaciones argumentativas. La Sección 9.1 brinda una
breve introducción. En la Sección 9.2 se destacan un conjunto de trabajos enfocados en
el reconocimiento de argumentos, o en su defecto, a diferenciar sentencias consideradas
argumentativas de otras no argumentativas. Luego, en la Sección 9.3 se mencionan tra-
bajos dedicados a la predicción de relaciones entre fragmentos de texto que se consideran
argumentos, y entre argumentos y tópicos de discusión. Finalmente, en la Sección 9.4, se
describen brevemente tres plataformas basadas en Minería de Argumentos, que muestran
la forma en que los métodos desarrollados pueden emplearse en sistemas del mundo real.
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9.1. Introducción

Como se ha mencionado anteriormente, Minería de Argumentos ha generado un in-
terés considerable en la comunidad científica y evolucionado rápidamente sobre una
amplia variedad de dominios que pueden verse beneficiados con los desarrollos en el
área. Con esto, en la literatura podemos encontrar propuestas aplicadas, al menos
parcialmente, a textos legales [PM09, PŠI+20, SGG+23, HFR+24], artículos académi-
cos [AS20], medicina [MCV20], análisis de discursos políticos [MCTV18], ensayos per-
suasivos [SG14a, SG17a, EDG17], contenido web [HG17], redes sociales [SS21], y noti-
cias [KWK+16, Pet19]. Pese a que la gran mayoría de las propuestas están destinadas al
análisis de documentos de texto escritos en idioma inglés, algunos estudios han comenzado
la exploración de estas técnicas para otros idiomas [Pet19, TOB+20].

A continuación, se describen algunos de estos trabajos relevantes para la identificación
de argumentos y de relaciones argumentativas. Varios de los trabajos mencionados abor-
dan más de una tarea, con lo cual la división no es estricta. En estos casos, se mencionará
el aporte de cada estudio en cada tarea abordada. Además, al final de las siguientes seccio-
nes, luego de comentar los estudios, se hará un breve comentario marcando las similitudes
y diferencias de los trabajos descritos en comparación con los aportes de esta tesis. Los
trabajos que se comentarán en este capítulo están listados en el Cuadro 9.1. En el cuadro,
se indica la referencia de cada estudio en la primera columna, la segunda columna muestra
el dominio del texto utilizado en cada trabajo, mientras que las siguientes dos columnas
indican las tareas abordadas, diferenciando la identificación de argumentos y la predicción
de relaciones argumentativas. Luego, las siguientes columnas indican, respectivamente, la
técnica utilizada para abordar las tareas que resulte más representativa para cada estudio
y el idioma sobre el cual se aplica.

Notar que en la columna “Técnicas”, ML hace referencia al uso de algoritmos de apren-
dizaje automático clásicos, como máquinas de soporte vectorial (SVM), regresión logística
o campos aleatorios condicionales (CRF), mientras que DL hace referencia al uso de mode-
los basados en Redes Neuronales Artificiales, en general redes feed-forward y recurrentes.
Por su parte, LLM se refiere a modelos basados particularmente en la arquitectura Trans-
former.
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Referencia Dominio
Etapas

Técnica Idioma
Id. Arg. Pre. Rel.

[MBPR07] Textos legales ✓ ML Inglés

[PM09] Textos legales ✓ ✓ ML Inglés

[CV12] Contenido web ✓ TE Inglés

[SG14b] Ensayos argumentativos ✓ ✓ ML Inglés

[GLPK14] Contenido web ✓ ML Griego

[GLPK15] Contenido web ✓ ML Griego

[SKPK15] Contenido web ✓ ML Griego

[HG17] Contenido web ✓ DL Inglés

[SG17a] Ensayos argumentativos ✓ ✓ ILP Inglés

[ACK+17] Varios ✓ DL Inglés

[EDG17] Ensayos argumentativos ✓ ✓ DL Inglés

[DCV17] Contenido web ✓ ML Inglés

[MCTV18] Discursos políticos ✓ ML Inglés

[SMS+18] Contenido web ✓ DL Inglés

[SMG18] Contenido web ✓ DL Inglés

[SED+18] Varios ✓ LLM Inglés

[RSB+19] Contenido web ✓ LLM Inglés

[FFS19] Contenido web ✓ LLM Inglés

[Pet19] Ensayos argumentativos ✓ LLM Inglés

[HCV19] Discursos políticos ✓ DL Inglés

[CCVT20] Varios ✓ DL Inglés

[TDS+20] Contenido web ✓ LLM Inglés

[Tra20] Contenido web ✓ LLM Inglés

[MCV20] Textos médicos ✓ ✓ LLM Inglés

[AS20] Textos académicos ✓ LLM Inglés

[PŠI+20] Textos legales ✓ ✓ LLM Inglés

[PTT21] Ensayos argumentativos ✓ LLM Inglés

[MOMY22] Varios ✓ ✓ LLM Inglés

[GLT23] Varios ✓ DL Inglés

[HFR+24] Textos legales ✓ LLM Inglés

Cuadro 9.1: Trabajos comentados en este capítulo. Aquellos enfocados en la identifica-
ción de argumentos (Id. Arg.) y la predicción de relaciones argumentativas (Pre. Rel.)
se describen en la Sección 9.2 y 9.3, respectivamente. Las técnicas incluyen aprendizaje
automático (ML), aprendizaje profundo (DL), textual entailment (TE), Programación Li-
neal Entera (ILP), y Grandes Modelos de Lenguaje (LLM).
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9.2. Identificación de argumentos

Entre las propuestas iniciales que incluyen la identificación de argumentos pueden
encontrarse los estudios llevados a cabo por Moens et al. en [MBPR07, PM09], donde
se evalúa automáticamente la estructura argumentativa presente en documentos legales.
En particular, el primero de estos estudios se enfoca en clasificar sentencias como argu-
mentativas o no argumentativas, entrenando clasificadores sobre sentencias previamente
anotadas a partir del corpus Araucaria. En el segundo estudio, se busca clasificar además
el tipo de cada argumento, diferenciando entre conclusiones y premisas, y las interacciones
entre ellos. En este caso, se incluyen resultados sobre documentos de la Corte Europea de
los Derechos Humanos (ECHR, siglas de su nombre en inglés, European Court of Human
Rights). Estas propuestas, siendo anteriores a la influencia de las técnicas de aprendizaje
profundo, word embeddings y modelos de lenguaje que se emplean actualmente, se ba-
san en modelos de aprendizaje tradicionales como clasificadores naïve Bayes y máquinas
de soporte vectorial (SVM), entrenados utilizando atributos predictivos definidos manual-
mente a partir del conjunto de datos disponible. Por ejemplo, se consideran atributos como
unigramas, bigramas, trigramas, número de verbos, longitud de sentencias, cantidad de
signos de puntuación, aparición de palabras clave, entre otros. Pese a que estas técnicas
no son las predominantes actualmente, estos estudios demostraron en su momento que el
análisis automático de la estructura argumentativa de un documento de texto era factible.

Los trabajos de Goudas et al. [GLPK14, GLPK15] son de los primeros que plantean
el reconocimiento de argumentos para un corpus de datos en un idioma distinto del in-
glés. En estos trabajos, los autores recolectan y anotan documentos extraídos de la Web,
escritos en griego, sobre los cuales llevan a cabo el reconocimiento de argumentos en dos
etapas. En primer lugar, clasifican cada sentencia como argumentativa o no argumen-
tativa, dependiendo de si la sentencia incluye un argumento. Luego, se identifican los
límites precisos de los argumentos en cada sentencia argumentativa. Para ambos casos,
representan el texto a través de atributos con los cuales entrenan modelos de aprendizaje
automático tradicionales, como modelos de regresión logística o SVM (para la primera
de las tareas) y campos aleatorios condicionales (CRF) (para la segunda tarea), y logran
obtener resultados satisfactorios, sobre todo para la tarea de clasificación binaria, donde
superan el 0.77 de accuracy en la identificación de sentencias argumentativas. Los resul-
tados obtenidos para la detección de los límites precisos de cada argumento, utilizando
un modelo CRF, son menos satisfactorios, alcanzado un puntaje F1 de 0.42 usando un
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esquema de anotación IOB. En un trabajo posterior, Sardianos et al. [SKPK15] se enfocan
exclusivamente en la identificación de los argumentos con sus límites exactos, utilizando
embeddings para reducir la necesidad de atributos específicos para su cuerpo de datos.
El uso de esta representación, en particular representaciones Word2Vec [MCCD13], en
combinación con otros atributos, les permite obtener un mejor resultado frente a un mo-
delo que no emplea esta técnica de representación, aunque la diferencia es pequeña. En
concreto, en el mejor de los casos obtienen un puntaje F1 de 0.32, utilizando un esquema
de anotación con cinco etiquetas (BILOU) que, pese a ser más expresivo que IOB, puede
añadir dificultad a la tarea.

En el trabajo de Stab y Gurevych [SG14b], se presenta un enfoque dedicado a iden-
tificar la estructura argumentativa en ensayos escritos por estudiantes, trabajando sobre
la primera versión del corpus Ensayos Anotados de Argumentos presentado en [SG14a].
La propuesta se basa en dos etapas, donde la primera consiste en identificar argumentos
como una tarea de clasificación multi-clase. En esta tarea, cada sentencia en el texto se
clasifica en “major claim”, “claim”, “premise” o “none”, esta última clase para sentencias
consideradas no argumentativas. Los autores reportan los resultados obtenidos utilizan-
do modelos SVM, con buenos resultados en la detección de premisas y de sentencias no
argumentativas. Luego, se plantea la detección de relaciones de soporte como una tarea
de clasificación binaria, utilizando nuevamente algoritmos tradicionales de aprendizaje
automático, y obteniendo resultados satisfactorios.

El trabajo de Habernal y Gurevych [HG17] es uno de los primeros esfuerzos dedicados
a abordar el problema de Minería de Argumentos para contenido generado por usuarios
en la Web. Los autores presentan un cuerpo de datos, denominado Argument Annotated

User-Generated Web Discourse, un conjunto de 340 documentos sobre seis tópicos de
discusión relacionados con educación, compuesto por contenido generado por usuarios en
distintas clases de sitios, como puede ser comentarios en artículos, publicaciones en fo-
ros, entradas de blog y artículos de agencias de noticias. Las anotaciones distinguen los
argumentos, diferenciados en cinco tipos posibles. Es importante notar que los usuarios
que generan este contenido en general no lo hacen con un modelo de argumentación en
mente, por lo cual identificar esa estructura argumentativa puede resultar aún más difícil
que en otros dominios. Una vez anotados los datos, se llevan a cabo experimentos para
identificar los argumentos, utilizando modelos SVM y representando cada sentencia a tra-
vés de un conjunto de atributos diseñados manualmente. Los resultados obtenidos no son
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satisfactorios, debido a que el modelo desarrollado muestra una capacidad reducida para
reconocer argumentos, lejos de la medida establecida a partir de las anotaciones hechas
por expertos. En particular, los autores reportan un puntaje F1 de solo 0.251 en el mejor
caso, en experimentos que buscan identificar los argumentos con sus límites exactos junto
con sus tipos particulares anotados. Este estudio sirve como referencia para nuevos enfo-
ques, especialmente aquellos que tengan interés en documentos generados en la Web. Pese
a ello, este conjunto de datos en general no ha sido adoptado en la literatura. A nuestro
entender, tres factores son cruciales para que se dé esta situación. Por un lado, aproxima-
damente la mitad del contenido de documentos está anotado como no argumentativo, en
contraposición con otros conjuntos de datos como Ensayos Anotados de Argumentos o
Webis-Editorials-16 que presentan una proporción mayor de contenido argumentativo.
En segundo término, el acuerdo entre anotadores reportado en [HG17] es moderado, con
0.48 αU de Krippendorff, y varía notablemente entre las distintas fuentes de documentos,
lo cual indica la dificultad de la tarea de anotación en este dominio. En tercer lugar, aso-
ciado posiblemente al segundo punto, como se ha mencionado, los resultados reportados
por [HG17] para la identificación de argumentos no resultan satisfactorios.

Luego de sus primeros trabajos sobre ensayos argumentativos, Stab y Gu-
revych [SG17a] presentan un nuevo enfoque para extraer la estructura argumentativa
en ensayos escritos por estudiantes. En primer lugar, se presenta uno de los conjuntos
de datos más utilizados en el área, la segunda versión del corpus Ensayos Anotados de

Argumentos, como una extensión de la primera versión presentada en [SG14a]. Luego, se
aborda la identificación de argumentos dentro de los ensayos como una tarea de etiquetado
de secuencia a nivel de token, similar a como hemos abordado el problema en el Capítulo 4.
Para ello, utilizan un modelo CRF, representando cada token en los documentos a partir
de un conjunto de atributos predictivos diseñados a mano. Los resultados alcanzados por
el modelo aprendido son satisfactorios, con un puntaje F1 de 0.867 usando un formato de
anotación IOB, cercanos a los obtenidos mediante las anotaciones manuales. Este trabajo
involucra también la predicción de la estructura argumentativa apelando a las relaciones
entre los argumentos identificados, por lo cual será mencionado nuevamente en la sección
siguiente.

El trabajo de Ajjour et al. [ACK+17] propone una solución al problema de iden-
tificación de argumentos utilizando diferentes modelos de aprendizaje, combinados con
distintos conjuntos de atributos predictivos, lo que permite entender cuán adecuada pue-
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de resultar cada combinación. En particular, se emplean modelos SVM, CRF y redes
neuronales artificiales recurrentes usando capas BiLSTM, en combinación con atributos
predictivos semánticos, sintácticos, pragmáticos y estructurales. Entre los resultados, ob-
tienen un puntaje F1 de 0.88 sobre el corpus Ensayos Anotados de Argumentos, 0.84
sobre Webis-Editorials-16, y 0.54 sobre Argument Annotated User-Generated Web

Discourse. El trabajo destaca además la importancia de obtener modelos que funcionen
de manera robusta para diferentes dominios de aplicación. En esta dirección, los modelos
entrenados también se evalúan en los conjuntos de datos no usados durante el entre-
namiento, demostrando que la transferencia de conocimiento aprendido en un dominio
particular a un nuevo dominio de texto es un problema complejo. Esta última parte ha
servido como inspiración para nuestra propia evaluación cross-domain del Capítulo 4,
aunque sin ser el foco principal de ese capítulo.

El estudio de Eger et al. [EDG17] es uno de los primeros en plantear un modelo pre-
dictivo que permite resolver, en simultáneo, más de una tarea. Los autores proponen una
forma de anotación para el conjunto de datos que permite, para cada token en el tex-
to, indicar si pertenece o no a un argumento, el tipo de argumento al cual pertenece, y
las relaciones con otros argumentos. La evaluación de esta propuesta es realizada sobre
el conjunto de Ensayos Anotados de Argumentos, usando tanto párrafos como ensayos
completos como entrada a los modelos de predicción. Igualmente, el enfoque propuesto
podría ser aplicado a otros dominios. Uno de sus modelos basado en redes neuronales
artificiales recurrentes, concretamente en BiLSTM, muestra que es factible resolver las
tareas de esta manera, aunque con resultados con un margen de mejora importante. Sin
embargo, analizando únicamente la identificación de los argumentos (sin contar informa-
ción relativa al tipo o las relaciones), obtienen puntajes F1 cercanos al 0.90 con ambos
formatos de entrada. Los autores destacan que la necesidad de atributos predictivos di-
señados manualmente se ve reducida a partir del uso de modelos basados en aprendizaje
profundo, conclusión que luego se haría más evidente con la aparición de word embeddings
desarrollados a partir de modelos entrenados de forma no supervisada, y de los actuales
modelos de lenguaje.

Sobre el mismo conjunto de datos Ensayos Anotados de Argumentos, el estudio de-
sarrollado por Petasis [Pet19] muestra de manera empírica las facilidades que brindan las
representaciones vectoriales densas pre-entrenadas (word embeddings) para representar el
texto de entrada, y cómo se ve reducida la necesidad de diseñar y extraer manualmen-
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te atributos que representen al texto. Para esto, empleando un modelo BiLSTM-CRF,
identifican los argumentos en el texto de entrada a través de un enfoque de etiquetado de
secuencia. A lo largo de la experimentación, evalúan diversas representaciones para el tex-
to, como por ejemplo representaciones de GloVe [PSM14], ELMo [PNI+18], Flair [ABV18]
y BERT [DCLT19]. En sus resultados muestran no solo que este tipo de representaciones
densas supera a representaciones basadas en atributos diseñados manualmente (sintác-
ticos, semánticos, etc.), sino que además la combinación de técnicas de representación
puede resultar beneficiosa. De hecho, el mejor resultado, que supera el 0.90 de puntaje
F1, se obtiene a partir de la combinación de todas las representaciones.

El trabajo de Schulz et al. [SED+18] aborda la identificación de argumentos desde una
perspectiva diferente a las anteriores. En este estudio, los autores evalúan cuán apropiado
puede resultar un enfoque de aprendizaje Multi-tarea [Car98] para identificar argumentos
en escenarios donde se disponga de una cantidad reducida de datos anotados para entrenar
los modelos predictivos. Para ello, experimentan con seis conjuntos de datos de la literatura
de Minería de Argumentos, y utilizan un enfoque de etiquetado de secuencia a través de
un modelo basado en BiLSTM y CRF. En su propuesta, el modelo está compuesto por un
codificador BiLSTM compartido para todas las tareas, y una capa de clasificación CRF
para cada conjunto de datos, donde cada uno es considerado una tarea diferente dentro del
enfoque multi-tarea. Los resultados, pese a ser inferiores en comparación a otros trabajos,
destacan que el modelo multi-tarea puede tener beneficios respecto a un entrenamiento
de tarea única, lo que puede deberse a la transferencia de información entre los conjuntos
de datos a través del codificador común. Con esto, el uso de modelos multi-tarea es una
dirección de investigación interesante y, en nuestro caso, incluimos modelos de este estilo
en el Capítulo 4 para la identificación de argumentos, en el Capítulo 6 para la predicción de
relaciones, y en el Capítulo 7 para la predicción de errores argumentativos. Vale notar que
en ninguno de estos casos nuestro foco está en evaluar escenarios de baja disponibilidad
de datos, sino que los modelos multi-tarea se utilizan como una forma de combinar datos
de diferentes fuentes para obtener un modelo más robusto, o bien como una forma de
mejorar el rendimiento de una tarea objetivo a partir de una tarea auxiliar.

El estudio de Trautmann et al. [TDS+20] introduce una forma de anotación de docu-
mentos que busca facilitar la anotación de argumentos con sus límites exactos. Pese a ser
una tarea ya establecida en el área a través de estudios anteriores, es novedoso el hecho
de que los documentos están asociados a un tema o tópico de discusión. La anotación
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del conjunto de datos, que consiste de documentos web extraídos a través de la base de
datos Common Crawl, incluye no solo los puntos de inicio y final de los argumentos, sino
también la polaridad (a favor o en contra) de cada argumento anotado con respecto al
tópico de discusión asociado. Este corpus es referido como AURC-8 en el Capítulo 3. El
beneficio de esta característica es evidente: teniendo a disposición no solo los documen-
tos sino también el tópico de discusión, es posible identificar dentro del documento sólo
aquellos argumentos que resultan relevantes para el tópico que se está debatiendo. Como
se menciona en [Moe18], el contexto es crucial para considerar el carácter argumentativo
de un texto. Así, un mismo texto puede considerarse un argumento en el contexto de un
tópico de discusión, pero no en otros, o bien puede ser un argumento favorable para un
tópico y contrario para otro tópico. El estudio presenta evaluaciones con varios mode-
los, incluyendo modelos basados en BiLSTM y BERT, y dos formas de experimentación,
que muestran que los modelos tienen dificultades para generar el conocimiento aprendi-
do sobre un conjunto de tópicos cuando se evalúan sobre tópicos nunca vistos durante
el entrenamiento. Esta es una preocupación importante en un sistema del mundo real,
donde es esperable que los usuarios puedan consultar documentos sobre tópicos nunca
vistos durante el entrenamiento de los modelos. La experimentación llevada a cabo en el
Capítulo 6 sigue esta dirección. En un trabajo posterior, Trautmann [Tra20] extiende las
anotaciones sobre el conjunto AURC para abordar la extracción de aspectos en los argu-
mentos, lo que permitiría extraer argumentos sobre cuestiones específicas para un tópico
de discusión más abarcativo. El estudio incluye experimentos asociados a la identificación
de argumentos, para los cuales se obtiene un puntaje F1 de 0.52 en el mejor caso, aunque
es difícilmente comparable a otros enfoques.

Otra investigación que resulta relevante es la llevada a cabo por Morio et
al. [MOMY22], donde los autores proponen una solución integral utilizando cinco con-
juntos de datos para entrenar y evaluar el modelo propuesto. En particular, el enfoque
utiliza un modelo basado en Longformer [BPC20], con cuatro salidas distintas que per-
miten predecir los intervalos en donde hay argumentos en el texto de entrada, el tipo
de los argumentos, la existencia de relaciones entre ellos y el tipo de relación entre los
argumentos identificados, en caso de que la hubiera. Es importante notar que, pese a ser
una única arquitectura integrada, las predicciones no necesariamente van a ocurrir en
simultáneo. Como es esperable, es necesario predecir dónde se encuentran los argumentos
dentro del texto antes de determinar de qué tipo son o qué tipo de relaciones se man-
tienen entre ellos. Entre los resultados más destacados, obtienen un puntaje F1 de 0.85
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para Ensayos Anotados de Argumentos, y 0.71 para AbstRCT, dos datasets mencionados
en el Capítulo 3. La extensa experimentación realizada permite no solo evaluar el modelo
propuesto y la forma de entrenamiento, sino también analizar cómo los distintos cuerpos
de datos resultan adecuados como datos de entrenamiento cuando se evalúa el modelo en
un dominio distinto de aquel en el cual se ha entrenado. Además, en una línea similar
a la de [SED+18], se evalúa la propuesta variando la cantidad de datos disponibles para
entrenamiento, simulando de esa manera escenarios con menor disponibilidad de datos
anotados. El desarrollo de modelos en contextos donde se cuenta con poca cantidad de
datos para entrenarlos es una dirección de investigación importante. En el área de Minería
de Argumentos, los dos estudios mencionados son, hasta el momento y según nuestro co-
nocimiento, los principales en esta dirección. En [HLA+21] puede encontrarse una survey
dedicada especialmente a este escenario.

Los estudios mencionados hasta este punto utilizan como base para su experimentación
documentos de texto que emplean un vocabulario general, como puede ser texto extraído
de la Web o ensayos escritos por estudiantes. Sin embargo, como ya hemos mencionado,
uno de los atractivos del área de Minería de Argumentos es su aplicabilidad a un amplio
espectro de dominios. El trabajo llevado a cabo por Mayer et al. [MCV20] presenta un
enfoque integral sobre textos médicos. En este escenario, no solo se tiene el desafío propio
de las tareas a resolver, sino que además los documentos de texto utilizan vocabulario
específico del área, que resulta esencial entender para comprender el significado general
de los documentos. El estudio evalúa varios modelos de Redes Neuronales Artificiales
y modelos basados en Transformer sobre un conjunto de abstracts de Ensayos Clínicos
Aleatorizados (RCT, por sus siglas en inglés de Randomized Controlled Trials), corpus
referido como AbstRCT en el Capítulo 3. El cuerpo de datos empleado incluye argumentos,
anotados con sus tipos dentro de los documentos, junto con las relaciones existentes entre
ellos. El estudio muestra resultados para la identificación de argumentos con sus límites
exactos, la clasificación de tipo de los argumentos, y la identificación de relaciones. Para
la primera tarea se obtienen resultados muy satisfactorios, alcanzando un puntaje F1 de
0.88. Además, a partir de su experimentación, se muestra que modelos pre-entrenados con
textos científicos o del ámbito de la medicina alcanzan mejores resultados que modelos
pre-entrenados en texto de caracter general. Por mencionar un ejemplo, modelos como
SciBERT [BLC19] (pre-entrenados con textos académicos) o BioBERT [LYK+20] (pre-
entrenados con textos de medicina) superan a modelos BERT (pre-entrenado con texto
general).
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En el trabajo desarrollado por Poudyal et al. [PŠI+20], los autores presentan un cuerpo
de datos de 42 decisiones de la Corte Europea de Derechos Humanos, y abordan tres tareas
en el dominio de textos legales. La primera de ellas consiste en identificar argumentos,
tratando este problema como una tarea de clasificación binaria, para el cual obtienen
alrededor de 0.76 de accuracy. Luego, para cada argumento reconocido, se determina
automáticamente su rol en el texto, y para cada par de argumentos, se predice también
si existe una relación entre ellos. Determinar si existe una relación entre dos argumentos
resulta la tarea más desafiante para el enfoque que se propone en el estudio. En todos
los casos, las tareas a resolver se abordan mediante un modelo de clasificación basado en
RoBERTa [LOG+19].

En un estudio posterior, Habernal et al. [HFR+24], se presenta un cuerpo de datos
anotados que busca sobre 373 decisiones de la Corte Europea de Derechos Humanos,
referido como ECHR, que busca acercar la teoría de argumentación jurídica al área de Mi-
nería de Argumentos. El cuerpo de datos desarrollado es el más reciente, según nuestro
conocimiento, para este dominio de aplicación, posterior y más detallado que los cuer-
pos de datos utilizados en [Moe18] y [PŠI+20]. En el citado trabajo, se define un nuevo
esquema de anotación que permite identificar argumentos, considerando 16 tipos posi-
bles. De acuerdo a los autores, el nuevo esquema de anotación refleja de mejor manera
la argumentación en este tipo de documentos, en comparación a anotaciones previas, y
además puede ser aplicado, con mínimos cambios, a otros tribunales diferentes, ya que los
tipos de argumentos considerados son reconocidos en la teoría jurídica y de uso común en
distintas cortes. Resulta interesante descatacar en este caso que el proceso de anotación,
que constó de varias etapas, fue llevado a cabo por seis estudiantes de Derecho, bajo la
supervisión de dos investigadores expertos en derecho público y penal, y asesorados por
dos profesores de derecho. Como se mencionó en el Capítulo 3, el proceso de creación
de conjuntos de datos anotados requiere, en muchos casos, de expertos que participen
en la tarea. A partir de estos datos, utilizan modelos basados en RoBERTa [LOG+19]
y en Legal-BERT [CFM+20] para reconocer argumentos con su tipo asociado, alcanzado
un puntaje F1 de alrededor de 0.43, y para reconocer desde qué perspectiva se emite el
argumento, ambas tareas abordadas como problemas de etiquetado de secuencia. Entre
sus conclusiones, los autores destacan que los modelos desarrollados tienen una buena ca-
pacidad para identificar argumentos, aunque las dificultades aumentan cunado los datos
asociados a un caso disminuyen. Además, también se destaca la dificultad de los modelos
para generalizar entre diferentes artículos del corpus, lo que indica que la naturaleza de los
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argumentos legales puede variar considerablemente según el contexto jurídico específico.

Uno de los primeros dominios para el cual se aplicaron técnicas de Minería de Argu-
mentos fue el dominio académico, posiblemente como consecuencia de los trabajos previos
llevados a cabo por Teufel en Argumentative Zoning. A partir de esos trabajos iniciales,
sin embargo, pocas propuestas volvieron a enfocarse en este dominio. El trabajo de Ac-
cousto y Saggion [AS20] aborda el problema de identificar argumentos y relaciones en
textos científicos. En primer lugar, proponen un esquema de anotación para textos cien-
tíficos, que utilizan para enriquecer un subconjunto del cuerpo de datos SciDTB [YL18],
el cual incluye abstracts de artículos académicos originalmente anotados con relaciones
discursivas dentro del marco de la Teoría de la Estructura Retórica [MMT92]. El esquema
de anotación propuesto busca capturar información que tenga en cuenta las particula-
ridades del dominio específico, incluyendo 352 argumentos y 292 relaciones entre ellos.
En particular, se consideran seis tipos de argumentos, distinguiendo declaraciones sobre
el problema a resolver o el enfoque empleado en el artículo bajo análisis, conclusiones,
resultados, detalles de implementación o interpretaciones sobre los datos empleados, y
otros fragmentos asociados a definiciones. Toda esta información, de acuerdo a los au-
tores, es fundamental para evaluar la calidad argumentativa de un texto de un texto en
este dominio. En cuanto a las relaciones, el esquema de anotación considera relaciones de
ataque y de soporte entre los argumentos. Vale aclarar igualmente que el dataset SciDTB
generado solo incluye relaciones de soporte anotadas, consecuencia de que en el proceso
de anotación no se encontraron ataques en los documentos analizados. El trabajo incluye
experimentos para la identificación de argumentos, alcanzando un puntaje F1 de 0.70 en
el mejor de los casos, y para la identificación de relaciones, alcanzando un puntaje F1 de
0.71. Los resultados muestran que, en todos los casos e independientemente del tipo de
clasificador considerado, la incorporación explícita de información discursiva contribuye
significativamente a la identificación de las funciones argumentativas y tiene un efecto
positivo en la predicción de los tipos de los argumentos y su vinculación.

Las redes sociales proveen un flujo constante de información en lenguaje natural que
puede ser explotada para extraer conocimiento. Sin embargo, este tipo de fuentes tie-
ne asociadas dificultades particulares, y los trabajos en Minería de Argumentos en estos
dominios son limitados. Los trabajos de [BCV16] y [DCV17] buscan aplicar las técnicas
de Minería de Argumentos para el reconocimiento de tweets argumentativos, a partir de
un dataset denominado DART (Dataset of Arguments and their RElations on Twitter). A



Identificación de argumentos 225

diferencia de otras fuentes tradicionales como noticias o documentos legales, los tweets
son textos cortos (debido a la limitación propia de la red social), no estructurado, y usual-
mente utilizan expresiones o vocabulario desestructurado, con abreviaciones y errores de
ortografía. Además, los argumentos se expresan dejando partes implícitas, lo cual es una
situación habitual en las interacciones entre personas, pero que en el caso de Twitter se ve
acentuada por la limitación en la cantidad de caracteres que impone la plataforma. Consi-
derando estas particularidades, en Bosc et al.[BCV16] se propone un método para anotar
tweets como argumentativos en relación a cuatro temas controversiales y crear pares de
tweets relacionados a través de una relación de ataque o soporte. Se consideran cuatro
temas o tópicos, dos asociados a la política internacional y dos relacionados al lanzamiento
de nuevos productos. De acuerdo a la metodología propuesta, los mensajes que se consi-
deran argumentativos son aquellos que se consideran autocontenidos y además incluyen
una opinión o preguntas que tengan una clara intención de persuasión y/o información
factual, con respecto a un tema particular de discusión. Por otro lado, mensajes mera-
mente publicitarios, que resultan habituales en los tópicos elegidos, se consideran como no
argumentativos. Luego de una primera anotación llevada a cabo por estudiantes sin cono-
cimientos formales en lingüística, se obtiene un conjunto de 3883 tweets anotados, de los
cuales 2702 son considerados argumentos. Posteriormente, se obtienen otros 2200 tweets
argumentativos anotados de manera automática (usando un modelo de clasificación), se
crean pares de tweets de acuerdo a su tópico, y se anotan en tres clases: relacionados en
ataque, relacionados en soporte, o no relacionados. Al final del proceso, el conjunto de
datos cuenta con 446 pares de mensajes en relación de soporte, 122 en relación de ataque,
y 1323 pares de mensajes no relacionados.

En un trabajo posterior, en Dusmanu et al. [DCV17] se extiende el conjunto de datos
con 900 nuevos tweets sobre un nuevo tópico (“Brexit”). El proceso de anotación, que
distingue tweets argumentativos de aquellos que no lo son, es llevado a cabo por dos ano-
tadores, reportando un valor k de Cohen de 0.767, calculado sobre 100 tweets, lo cual
puede considerarse satisfactorio. Luego, se aborda la tarea de reconocer tweets argumen-
tativos como un problema de clasificación binaria, obteniendo un puntaje F1 de 0.78 a
partir de algoritmos de regresión logística y bosques aleatorios.

A lo largo de estos párrafos, se han descrito varios trabajos que abordan la identifi-
cación de argumentos utilizando diversos enfoques, y sobre textos de distintos dominios.
Como ya se ha mencionado, Minería de Argumentos ha evolucionado rápidamente, adap-
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tándose a los avances del área de procesamiento de lenguaje natural. Tal es así que,
actualmente, la gran mayoría de los trabajos que incluyen resultados experimentales uti-
lizan algún modelo basado en la arquitectura Transformer, dejando de lado técnicas de
extracción de atributos y algoritmos de aprendizaje automático tradicionales. En este
sentido, parte de los desarrollos de esta tesis siguen la tendencia general. En lo que se
refiere a la identificación de argumentos, a lo largo de los Capítulos 4 y 5 se han reportado
resultados aplicando modelos de aprendizaje modernos sobre textos de distintos dominios,
como ensayos argumentativos, contenido Web y medicina.

Sin embargo, hasta el momento, en el área se ha prestado poca atención al análisis de
los errores cometidos por estos modelos. En este sentido, uno de los aportes de esta tesis
que hemos desarrollado a lo largo de los Capítulos 4, 5 y 7, consistente en la definición y
utilización de una taxonomía de errores desde la perspectiva de argumentación. La cate-
gorización propuesta permite evaluar de mejor manera los modelos de reconocimiento de
argumentos, en detrimento de métricas tradicionales como el puntaje F1, que en muchas
ocasiones no reflejan correctamente el funcionamiento del modelo a nivel de argumenta-
ción. Hay que mencionar que algunos trabajos previos reconocen la importancia de este
tipo de errores y utilizan métricas orientadas a argumentación para evaluar sus modelos.
En [PN16], se considera una noción de coincidencia exacta y coincidencia aproximada
basada en la superposición entre los argumentos correctos y los predichos. En [LT16b], se
emplean dos métricas para determinar el porcentaje de argumentos predichos sin ninguna
superposición de tokens con argumentos correctos, y el porcentaje de argumentos predi-
chos con, al menos, una superposición mínima con los argumentos correctos. En [MCV20],
los argumentos predichos que se superponen significativamente con argumento correcto
se utilizan como entrada para un modelo de predicción de relaciones. Mientras que estos
estudios reconocen las limitaciones de las métricas de clasificación tradicionales en el es-
cenario de Minería de Argumentos, y en particular en la identificación de argumentos, sus
métricas adicionales no permiten entender el tipo de errores que está cometiendo el mode-
lo de segmentación, ni distinguir situaciones en las predicciones que son relevantes desde
una perspectiva argumentativa. Consideramos que la categorización de errores propuesta
en el Capítulo 4 es, en este sentido, un aporte valioso para comprender de mejor manera el
funcionamiento de los modelos, al tiempo que acerca los desarrollos de Minería de Argu-
mentos a posibles soluciones basadas en Argumentación Computacional. Además, hemos
mostrado en el Capítulo 5 que los errores argumentativos permiten mejorar notablemente,
y a lo largo de distintos dominios, el rendimiento de los modelos, una dirección que no
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se había explorado hasta el momento en la literatura del área. Finalmente, el Capítulo 7
muestra que es posible determinar si un argumento ha sido correctamente identificado por
un modelo o no, lo cual puede resultar de suma utilidad cuando no se tengan anotaciones
contra las cuales validar los argumentos predichos.

9.3. Predicción de relaciones argumentativas

El problema de predecir las relaciones argumentativas ha sido abordado desde diferen-
tes perspectivas. Una línea común de investigación busca determinar si existe una relación
argumentativa entre dos argumentos y, de ser así, de qué tipo de relación argumentativa
se trata. Los argumentos analizados pueden ser el resultado de una etapa previa en la
que hayan sido identificados [SG17a, MCV20], o bien pueden ser argumentos anotados
a mano, que se asumen como entrada, permitiendo centrarse exclusivamente en la tarea
de predicción de relaciones [MCTV18, CCVT20, PTT21]. Otros trabajos no se centran
específicamente en la predicción de relaciones argumentativas, sino que incluyen este paso
como parte de soluciones integrales, que abordan el problema de Minería de Argumentos
en su totalidad. En estos enfoques, los argumentos considerados generalmente resultan
de una etapa de identificación dentro del enfoque propuesto [EDG17, YT21, MOMY22].
Finalmente, varios estudios se enfocan en analizar la relación existente entre un texto
y un tema de discusión específico. Esta última línea de investigación es la que se sigue
en el Capítulo 6 de esta tesis. En los siguientes párrafos se repasan brevemente aquellos
estudios que se consideran relevantes en el área. Vale aclarar que algunos estudios men-
cionados en la sección anterior abordan también la predicción de relaciones, como por
ejemplo [PM09, EDG17, MOMY22]. En esos casos, los mencionaremos enfocándonos en
sus propuestas para la predicción de relaciones.

Como se describió en la sección anterior, el trabajo de Palau y Moens [PM09] se enfoca
en determinar la estructura argumentativa presente en textos legales. En particular, se
utilizan dos cuerpos de datos, Araucaria y el corpus European Court of Human Rights
(ECHR). Una vez detectados los argumentos siguiendo un enfoque de clasificación, se
determina la estructura argumentativa del documento a partir de las relaciones entre los
argumentos detectados. Para esto, las autoras emplean una gramática libre de contex-
to [PM08] que permite obtener alrededor del 60 % de exactitud en la predicción de la
estructura argumentativa. Pese a que este resultado es prometedor, el enfoque tiene la
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limitación evidente de estar definido únicamente para textos legales, los cuales presentan
una estructura más clara y un vocabulario con más marcadores que textos de carácter
general. Según nuestro conocimiento, es el único estudio en el área que ha empleado una
gramática para identificar las relaciones entre argumentos, lo cual puede resultar apropia-
do para un dominio particular pero posiblemente no funcione de manera general.

En el estudio de Cabrio y Villata [CV12] se propone determinar la estructura argumen-
tativa de debates valiéndose de las facilidades que brinda la tarea de textual entailment,
y determinar la aceptabilidad de los argumentos involucrados en el debate usando la teo-
ría desarrollada para argumentación abstracta [Dun95]. Textual entailment [DDMR10]
permite reconocer relaciones de inferencia y contradicción entre dos fragmentos de tex-
to, evaluando si el significado de uno de ellos puede ser inferido a partir del otro. Esta
tarea es crucial en aplicaciones de procesamiento de lenguaje natural como la búsqueda
de información y la respuesta a preguntas, ya que facilita la comprensión y el análisis del
contenido textual. Utilizando Marcos Argumentativos Abstractos con relaciones de ataque
y soporte, consiguen resultados satisfactorios sobre un conjunto de documentos extraídos
de la plataforma Debatepedia. Este trabajo resulta importante debido a que muestra una
posible manera de integrar las nociones de Minería de Argumentos para computar la acep-
tabilidad de argumentos en una discusión y, pese a que la tarea de textual entailment no
es equivalente a la predicción de relaciones argumentativas, sirve como un buen trabajo
de referencia en esa dirección de investigación.

En [SG17a], los autores indican que, con el objetivo de detectar automáticamente la
estructura argumentativa de un documento, puede resultar conveniente explotar la co-
nexión entre la determinación del tipo de un argumento y la determinación de posibles
relaciones con otro argumentos. Por ejemplo, si se considera que argumento es de tipo
“claim”, es más probable que tenga relaciones entrantes (esto es, que sea el objetivo de
las relaciones), mientras que si se trata de un argumento de tipo “premise”, es más pro-
bable que tenga mayor cantidad de relaciones salientes (es decir, que sea la fuente en la
relación) que entrantes. Considerando esto, proponen un modelo basado en Programación
Lineal Entera (ILP, por sus siglas en inglés de Integer Linear Programming), que permite
optimizar de manera conjunta el aprendizaje de más de un clasificador en base a cier-
tas reglas definidas manualmente. Este enfoque alcanza resultados satisfactorios, con un
puntaje F1 de 0.75 aproximadamente, superando a los modelos de referencia, aunque con
cierta dificultad para identificar correctamente los casos en que efectivamente existe una
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relación entre dos argumentos. Además, utilizan un clasificador binario usando SVM para
diferenciar entre relaciones de ataque y de soporte. Este último modelo obtiene resultados
muy satisfactorios, con un puntaje F1 de 0.94, para predecir las relaciones de soporte, no
así para las relaciones de ataque, para las cuales el rendimiento es de solo 0.41. Es posible
que esta diferencia de rendimiento sea consecuencia, al menos en parte, de la disparidad
de instancias de esas relaciones en el conjunto de datos.

El estudio de Eger et al. [EDG17], como ya se ha explicado, utiliza una notación
común para representar la ubicación de los argumentos dentro de un documento, su rol
en la estructura argumentativa, y las relaciones entre argumentos. Puede pensar que la
interrelación de tareas permite modelar de mejor manera la estructura de un documento.
Sin embargo, en la práctica, esta fuerte interrelación dificulta a un modelo aprender los
patrones necesarios para funcionar correctamente en todas las tareas. En lo que respecta
a la predicción de relaciones, un modelo de etiquetado de secuencia basado en LSTM
obtiene los mejores resultados cuando la entrada es un párrafo del documento, mientras
que el modelo BLCC de [MH16] obtiene los mejores resultados cuando la entrada es el
documento completo. Es importante notar que, a nivel de párrafo, ambos modelos superan
al modelo ILP de [SG17a]. Pese a ello, los resultados no son completamente satisfactorios
y dejan un amplio margen de mejora. Veremos en los siguientes párrafos que determinar
las relaciones entre argumentos a partir de una estrategia de etiquetado de secuencia ha
sido un enfoque que no ha tenido una continuidad en la investigación.

El trabajo de Menini et al. [MCTV18], distinto a todos los anteriores, aborda la predic-
ción de relaciones en el dominio de discursos políticos. Los autores desarrollan un cuerpo
de datos compuesto por transcripciones de declaraciones expuestas en la campaña pre-
sidencial de 1960 en Estados Unidos, Richard Nixon y John F. Kennedy, referido como
Debate Nixon-Kennedy. Se seleccionaron varios tópicos de discusión, pensando princi-
palmente en poder obtener contenido argumentativo a partir de ellos. En particular, los
autores seleccionan los siguientes cinco tópicos: Cuba, disarmament, healthcare, minimum
wage y unemployment. A partir de palabras claves, fuertemente asociadas a estos tópicos,
se recuperan sentencias de los documentos disponibles que se consideran argumentativas.
El conjunto anotado manualmente consta 1462 instancias, pares de sentencias, anotadas
contemplando tres posibles etiquetas: ataque, soporte o no relacionado. De ellos, 378 pa-
res corresponden a relaciones de ataque, 353 a relaciones de soporte y los restantes 731
pares, a pares de argumentos no relacionados. La experimentación realizada utiliza dis-
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tintos tipos de atributos predictores y SVM como algoritmo de aprendizaje, y se divide
en dos etapas. En primer lugar, se diferencian pares de argumentos relacionados de pares
no relacionados. Luego, en la segunda etapa, se clasifica el tipo de relación para los pares
relacionados, considerando en este caso dos tipos de relación, ataque y soporte. El estudio,
pese a que está limitado por la cantidad de datos disponibles y los modelos utilizados,
muestra buenos resultados en ambas etapas. En la primera, se obtiene un puntaje F1
de 0.65, mientras que en la segunda el resultado es de 0.77. Más allá de los resultados,
el trabajo brinda una nueva muestra del amplio espectro de dominios de aplicación que
pueden tener los desarrollos en Minería de Argumentos.

En el mismo dominio de política, el trabajo de Haddadan et al. [HCV19] incluye
transcripciones de 39 debates en campañas presidenciales de Estados Unidos el año 1960
hasta 2016, en un corpus nombrado USElecDeb60To16. El dataset incluye alrededor de
29000 argumentos anotados a lo largo de más de 34000 sentencias, lo cual representa un
aumento notable en la cantidad de datos en comparación con el corpus desarrollado en
[MCTV18]. En un enfoque similar al de Menini et al., los autores reportan un puntaje F1
de 0.843 para diferenciar sentencias argumentativas de las no argumentativas, a partir de
modelos de redes neuronales artificiales, en particular redes con capas LSTM. Notar que
esta tarea puede entenderse también como identificación de argumentos, ya que es similar
a otros enfoques que mencionamos en la sección anterior, pero lo describimos aquí por la
estrecha relación con el trabajo de Menini et al.

Los estudios desarrollados por Stab et al. [SMS+18, SMG18, RSB+19, FFS19] valoran
la importancia de integrar el tópico de discusión durante el entrenamiento de modelo con
el objetivo de permitir al modelo una mejor adaptación a nuevos tópicos. En el primero
de estos trabajos, se presenta el corpus UKP Sentential Argument Mining Corpus, que
incluye más de 25000 argumentos anotados con su relación hacia ocho tópicos controver-
siales, donde la relación puede ser de ataque, soporte, o neutral. Este cuerpo de datos,
extraído a partir de textos de la Web, es uno de los más utilizados en esta línea de in-
vestigación, tanto por su tamaño, calidad de anotaciones y porque la inclusión de varios
tópicos de discusión permite evaluar de manera sencilla la capacidad de generalización
de cualquier nuevo enfoque desarrollado. En sus experimentos, desarrollan modelos que
integran el tópico como parte de la entrada utilizando mecanismos de atención o a través
de la integración directa en las celdas LSTM. Sus resultados muestran que la integración
de información del tópico permite obtener mejoras en el rendimiento de los modelos, y en



Predicción de relaciones argumentativas 231

particular en su capacidad de generalización. Además, se muestra que la tarea de clasifi-
cación binaria, donde no se distinguen las relaciones de ataque de las de soporte, sino que
se tratan conjuntamente, es más sencilla de resolver para los modelos que una tarea terna-
ria, donde el modelo debe distinguir no solo si el argumento tiene una postura no neutral
hacia el tópico, sino además si esa postura es positiva o negativa. Por ejemplo, el mejor
resultado para la tarea binaria es de 0.66 puntaje F1, mientras que para la tarea ternaria
es de 0.42. Reimers et al. [RSB+19], por su parte, muestran los beneficios de integrar
información acerca del tópico tanto para la clasificación ternaria como para una tarea de
clustering. En el caso de la tarea de clasificación, obtienen un puntaje F1 de 0.635 usando
un modelo basado en BERT. En la misma línea, Fromm et al. [FFS19] evalúan diferentes
técnicas para incorporar información acerca del tópico en el modelo de clasificación, em-
pleando distintos embeddings, modelos pre-entrenados y grafos de conocimiento. Utilizan
un modelo BERT, en su versión de mayor cantidad de parámetros entrenables, y obtienen
resultados satisfactorios en una tarea de clasificación binaria y una tarea ternaria, similar
a los trabajos anteriores mencionados. En particular, reportan un puntaje promedio de
0.8 para la tarea binaria, y 0.64 para la ternaria. En nuestros experimentos del Capítulo 6
utilizamos este conjunto de datos, enfocándonos mayormente en la tarea ternaria debido
a que, a nuestro entender, resulta de mayor relevancia en términos prácticos.

El estudio de Cocarascu et al. [CCVT20] aborda de manera sistemática la predicción
de relaciones de ataque y soporte entre argumentos, brindando un punto de referencia en
cuanto a la facilidad para transferir conocimiento entre dominios. Concretamente, se plan-
tea la tarea como un problema de clasificación binaria, y se proponen tres arquitecturas
de Redes Neuronales Artificiales para resolverla, todas basadas en Unidades Recurrentes
Cerradas (GRU, por su sigla del inglés Gated Recurrent Units) [CvMG+14] y una de ellas
en el mecanismo de atención [VSP+17]. La extensiva experimentación incluye el uso de
diez conjuntos de datos anotados con relaciones de ataque y/o soporte entre argumen-
tos, y cuatro grupos de atributos para entrenar sus modelos: representaciones vectoriales
densas, textual entailment, atributos de sentimiento y atributos sintácticos. Los resulta-
dos obtenidos muestran la dificultad de la tarea, particularmente en lo que respecto a la
transferencia de conocimiento entre dominios.

Por su parte, Putra et al. [PTT21] estudian el uso de la técnica de aprendizaje Multi-
tarea en el contexto de predicción de relaciones argumentativas. En este caso, consideran
que la tarea de predicción de la relación argumentativa es la tarea principal que debe
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resolver el modelo. Sin embargo, a diferencia de otros trabajos que utilizan anotaciones
auxiliares en el cuerpo de datos como tareas auxiliares, en este caso las anotaciones auxi-
liares se extraen automáticamente de los propios documentos. De esta forma, el modelo
desarrollado debe predecir para cada sentencia, en primer lugar, con qué otra sentencia
se relaciona (o, en su defecto, si no se relaciona con ninguna), y adicionalmente el ti-
po argumentativo de la sentencia y la profundidad que ocupa la sentencia en el árbol
que forman con sus relaciones. Los resultados obtenidos, utilizando un cuerpo de datos
conformado por ensayos escritos en inglés, muestran la validez de la estrategia, ya que
superan a los modelos de referencia, aunque con un puntaje F1 de solo 0.37 en el mejor de
los casos. En un trabajo más reciente, Contalbo et al. [CGP24] abordan la predicción de
relaciones, en combinación con la identificación de marcadores de discurso, aprovechando
técnicas de aprendizaje Multi-tarea y entrenamiento adversario. El estudio muestra que
el entrenamiento adversario permite agrupar en el espacio latente las representaciones de
las instancias de las distintas clases, lo que puede facilitar su clasificación.

En el dominio de medicina, el trabajo de Mayer et al. [MCV20] antes mencionado
obtiene un puntaje F1 de 0.69 para la predicción de relaciones sobre AbstRCT, con la
salvedad de que la evaluación está hecha sobre argumentos predichos por un modelo en
una etapa previa, con lo cual pueden estar condicionados por errores propagados de esa
primera etapa. Sobre el mismo conjunto de datos, Morio et al. [MOMY22] obtiene un
puntaje F1 de 0.60 para determinar si dos argumentos están relacionados, y de 0.50 para
determinar si la relación es de ataque o de soporte. Por su parte, el trabajo de Galassi et
al. [GLT23] propone el uso de redes neuronales residuales con mecanismos de atención,
para abordar la clasificación de relaciones sobre distintos conjuntos de datos. En el caso
de AbstRCT, obtienen un resultado ligeramente inferior al de Mayer et al, con un puntaje
F1 de 0.68 en el mejor caso.

Finalmente, en una línea de investigación diferente, en [TOB+20] los autores exploran
la transferabilidad de conocimiento de modelos entre idiomas, para resolver tareas de
Minería de Argumentos usando datos en lenguajes inglés, italiano, francés, español y
neerlandés. Parte de la experimentación de este estudio utilizar el dataset IBM Evidence

Dataset comentado en la Sección 3. Para ese dataset, y particularmente para la porción
de los datos en inglés, alcanzan un puntaje F1 de aproximadamente 0.74 para reconocer
sentencias relacionadas con el tópico de discusión, y 0.78 para determinar si un argumento
es de soporte o de oposición.
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9.4. Herramientas basadas en Minería de Argumentos

A medida que nuevos enfoques y propuestas se fueron presentando a la comunidad,
comenzó a surgir interés por desarrollar herramientas que permitieran a cualquier persona,
ya sea profesional en el área o público en general, acceder a las facilidades que brindan
estos métodos de análisis automático. Al mismo tiempo, las propuestas desarrolladas
en laboratorios, con un conjunto de datos acotado para desarrollo y evaluación, pueden
encontrar en tales sistemas un punto de evaluación en el mundo real, como así también
un marco en el cual seguir evolucionando. A continuación repasamos tres plataformas que
han sido desarrollas en base a los avances en Minería de Argumentos, y que acercan al
público general, a través de interfaces de usuario sencillas que no requieren conocimiento
experto, las facilidades que esta área de investigación puede brindar. Pese a que en esta
tesis no se propone una herramienta con interfaz de usuario como las que se mencionan
a continuación, creemos oportuno mencionarlas debido a que una herramienta similar
podría desarrollarse a partir de los resultados de esta tesis.

MARGOT: Mining ARGuments frOm Text

MARGOT [LT16b] es el primer sistema diseñado para el público general usando técni-
cas del estado del arte de Minería de Argumentos (en el momento de su publicación). La
herramienta es un sistema web que permite a un usuario ingresar un texto a través de su
interfaz gráfica y obtener como resultado el mismo documento marcado con los elementos
argumentativos presentes en él. El sistema es capaz de distinguir los argumentos, predi-
ciendo sus limites exactos y clasificándolos en premisas o conclusiones. La herramienta no
contempla la predicción de relaciones entre los argumentos identificados. La Figura 9.1
muestra la interfaz donde el usuario puede ingresar un nuevo texto para analizar. En el
ejemplo se ingresa un breve párrafo acerca de la importancia de la biodiversidad. Para
este ejemplo, la Figura 9.2 muestra el resultado del sistema, donde se reconocen tres con-
clusiones (en negrita), una premisa (en itálica), y una sentencia no argumentativa (en un
tono más claro). Notar que en la tercera sentencia se reconocen dos argumentos.

Para su implementación, MARGOT combina diferentes modelos de clasificación y
etiquetado de secuencia. El funcionamiento se divide en dos etapas. En primer lugar,
dado el texto ingresado por el usuario, el sistema utiliza dos modelos que le permiten
detectar las sentencias argumentativas. Para el desarrollo de estos clasificadores se utiliza
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Figura 9.1: Interfaz de usuario de MARGOT para realizar una consulta.

una técnica de Tree Kernels, en particular, los denominados SubSet Tree Kernels [CD02].
De acuerdo a los autores, a menudo las sentencias argumentativas se caracterizan por
estructuras sintácticas comunes, información que puede codificarse a través de árboles
sintácticos (o parse trees). Luego, los métodos de Tree Kernel resultan adecuados porque
permiten capturar similitudes entre árboles sintácticos.

Una vez identificadas las sentencias argumentativas, el sistema procede a reconocer la
extensión exacta de cada argumento en ellas. Para ello, se adopta un enfoque de etiquetado
de secuencia a través de Máquinas de Soporte Vectorial Estructuradas (Structured Support
Vector Machines) con Modelos Ocultos de Markov (Hidden Markov Models) [TJHA05]
para clasificar cada token como perteneciente o no a un argumento. De esa manera, un
argumento tendrá la extensión precisa según lo indique la clasificación de sus tokens.

Los resultados muestran la dificultad de la tareas. Es importante notar que los mo-
delos están entrenados sin considerar el tópico al cual se refieren los datos usados para
su desarrollo. Esta decisión se debe a que se busca que las respuestas del sistema no
dependan del tema de discusión, favoreciendo con ello el carácter general de la herra-
mienta. Sin embargo, como ocurre con otras propuestas, la capacidad de los modelos para
adaptarse al cambio de tópico o dominio y hacer predicciones correctas es limitada. Sin
ser una excepción, los resultados de MARGOT muestran un bajo acierto en la detección
de argumentos, aunque es esperable que los resultados mejores a partir de modelos de
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Figura 9.2: Resultado de MARGOT ante una consulta.

segmentación basados en Transfomers.

args: An Argument Search Engine for the Web

En [WPK+17] se presenta un marco para la búsqueda y recuperación de argumentos
a partir de una consulta de un usuario. Motivado por las limitaciones de los motores
de búsqueda contemporáneos para responder de manera sintetizada a consultas acerca
de tópicos controversiales, donde los argumentos en la Web son variados y numerosos,
los autores proponen un enfoque que incluye la recolección e indexación de argumentos
extraídos de la Web, y la recuperación de los argumentos relevantes para una consulta del
usuario.

La propuesta consta de dos etapas: la etapa de indexación y la etapa de recuperación
de argumentos. La primera de ellas, a su vez, incluye la adquisición de documentos, en
particular páginas web, de donde pueden extraerse los argumentos. Luego, teniendo los
documentos adecuados, se identifican los argumentos de interés. Los argumentos obteni-
dos son evaluados para, finalmente, crear un índice que, ante una consulta del usuario,
permitirá recuperar fácilmente aquellos argumentos que resulten más relevantes.

La segunda etapa del proceso, como ya se ha mencionado, consiste en la recuperación
de los argumentos relevantes para una consulta de un usuario. Cuando un usuario busca
información acerca de un tema controversial, se utiliza el índice para recuperar aquellos
argumentos que sean relevantes para la consulta. Luego, los argumentos se ordenan según
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su importancia y se presentan de manera ordenada al usuario como respuesta a su consulta.
Notar que la evaluación y ordenamiento de los elementos considerados como relevantes,
que en este caso son argumentos, es uno de los componentes cruciales de cualquier motor
de búsqueda. Sin embargo, a diferencia de los motores de búsqueda tradicionales, en el
caso de Minería de Argumentos, aún no está claro cuál es la mejor forma de evaluar la
calidad de un argumento.

Como prueba de concepto, se presenta entonces el motor de búsqueda, denominado
args. Esta herramienta se presenta como un sistema web que permite a un usuario in-
gresar un término o frase refiriéndose a un tema de debate controversial, y obtener como
resultados argumentos a favor y en contra del tema de debate. Notar que la postura de
los argumentos con respecto al tópico es un componente importante de este sistema. La
Figura 9.3 muestra un ejemplo de uso del sistema, considerando el tópico “self-driving
cars”.

Figura 9.3: Interfaz de usuario de args para realizar una consulta.

ArgumenText

ArgumenText [SDS+18] es un sistema web enfocado en la búsqueda y recuperación
de argumentos relevantes para la consulta de un usuario a partir de documentos web.
Para funcionar de manera eficiente, en primer lugar el sistema recupera una lista de
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documentos relevantes para el tema de discusión consultado, y luego aplica modelos de
Minería de Argumentos a los documentos más promisorios. El proceso, según lo describen
los autores, consta de una parte offline y una parte online. La primera parte consiste en
el procesamiento general de documentos, y es independiente de las consultas hechas por
los usuarios. Se cuenta con un cuerpo de datos en inglés donde cada documento ha sido
procesado para facilitar su indexación y posterior recuperación de argumentos.

La segunda etapa incluye todos los pasos que deben hacerse bajo demanda del usuario
y que, como consecuencia, dependen del tema de discusión consultado. En esta etapa, los
documentos relevantes son recuperados de la base de datos, para luego obtener los argu-
mentos y su polaridad respecto al tópico. Los resultados obtenidos, a partir de modelos
basados en redes neuronales artificiales, rondan un puntaje F1 de 0.73 para el reconoci-
miento de argumentos, y alrededor de 0.76 para determinar si un argumento está a favor
o en contra de un tópico. Los argumentos se presentan finalmente al usuario a través de
una página web, como en los casos anteriores. La Figura 9.4 muestra un ejemplo de la
herramienta.

Figura 9.4: Interfaz de usuario de ArgumenText para realizar una consulta.
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9.5. Resumen

En este capítulo se han repasado diversos estudios llevados a cabo en Minería de
Argumentos, enfocándonos especialmente en las tareas de identificación de argumentos y
predicción de relaciones. Los distintos trabajos que abordan estas tareas suelen presentar
diferencias en los enfoques adoptados, a veces sutiles y a veces significativas, que hacen que
la comparación no sea sencilla. Sin embargo, esa misma variabilidad permite apreciar que
el área de investigación aún está en desarrollo y que presenta desafíos interesantes de cada
al futuro. Como se ha comentado, los desarrollos de esta tesis se enfocan en acercar los
enfoques de Minería de Argumentos a los formalismos de argumentación computacional.
En tal sentido, hemos destacado las contribuciones de esta tesis en el contexto de la
literatura del área.

El próximo capítulo finaliza este trabajo, presentando algunas conclusiones que se
desprenden de esta tesis, y mencionando posibles ideas para trabajo futuro.



Capítulo 10

Conclusiones y Trabajo a Futuro

En la última década, la evolución de Minería de Argumentos como área de estudio ha
sido notable. Mientras que los enfoques seminales se basaron en textos con una estructura
argumentativa claramente definida y métodos de clasificación tradicionales, los estudios
actuales aprovechan técnicas modernas de procesamiento de lenguaje natural, que permi-
ten aplicar los métodos del área sobre una notable variedad de dominios. De esta manera,
Minería de Argumentos no solo se ha vuelto un problema desafiante a nivel científico, sino
también con notable aplicación práctica. La Web y las redes sociales, por ejemplo, brin-
dan un entorno donde los usuarios proveen continuamente nueva información, en muchos
casos en forma de argumentación, a partir del uso de lenguaje natural. Además, estos
dos casos se suman a otros dominios más tradicionales, como textos jurídicos, académicos
o médicos, donde cada conclusión debe justificarse de manera adecuada, o bien noticias
y editoriales, donde los autores no solo proveen información sino que también intentan
persuadir a su audiencia de que su postura respecto a un tema particular es la correcta.

Como área de estudio, Minería de Argumentos busca desarrollar métodos que permi-
tan reconocer automáticamente la estructura argumentativa presente en un documento
de texto escrito en lenguaje natural, y obtener como resultado una representación ade-
cuada para aplicar métodos computacionales para el análisis de dicha información. Como
se ha visto a lo largo de la tesis, una gran variedad de dominios pueden beneficiarse de
soluciones basadas en argumentación. Sin embargo, la aplicación de tales soluciones no es
trivial. En la mayoría de esos dominios de aplicación, el uso concreto de tales soluciones
depende de la recuperación automática de argumentos y sus relaciones a partir de fuentes
no estructuradas, generalmente escritas en lenguaje natural. Con esto, el desarrollo de he-
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rramientas para la recuperación del contenido y estructura argumentativa en documentos
escritos en lenguaje natural se ha convertido en una necesidad.

Esta tesis ha abordado las dos tareas principales de Minería de Argumentos. Esto es,
la identificación de argumentos con sus límites exactos en un documento, y la identifica-
ción de relaciones argumentativas. Ambas tareas fueron abordadas con la perspectiva de
argumentación presente a lo largo de todo el desarrollo.

En el Capítulo 4 se abordó la identificación de argumentos con sus límites exactos. En
primer lugar, se abordó esta tarea como un problema de etiquetado de secuencia a nivel
de token, realizando experimentos empleando distintos modelos sobre varios conjuntos de
datos. El principal aporte en ese capítulo fue la propuesta de una categorización que per-
mite analizar, desde una perspectiva de argumentación, los argumentos predichos por un
modelo de segmentación. La categorización propuesta contempla una situación de éxito
donde el modelo reconoce en el texto de entrada un argumento exactamente como lo in-
dica el conjunto de datos anotado. Adicionalmente, se incluyen cinco situaciones de error
que se basan en la coincidencia parcial entre los argumentos predichos y los argumentos
correctos definidos en el conjunto de datos anotado, y que tienen diferente impacto desde
el punto de vista argumentativo. Esta categorización de las predicciones, desde el punto
de vista de argumentación, permite evaluar los modelos entrenados y detectar errores de
más alto nivel, que no son apreciables a partir de métricas de clasificación tradicionales.
Por ejemplo, se ha mostrado que los modelos entrenados son capaces de reconocer alre-
dedor del 95 % de los argumentos presentes en un conjunto de ensayos argumentativos,
con alrededor de 75 % de esos argumentos predichos de manera perfecta. Además, se ha
mostrado también que modelos con un rendimiento similar al ser evaluados con métricas
tradicionales a nivel de token, presentan diferencias sustanciales cuando se evalúan desde
la perspectiva de argumentación utilizando la categorización propuesta. Como resultado,
este tipo de análisis resulta fundamental para entender las fortalezas y debilidades de los
modelos entrenados desde la perspectiva de argumentación.

En el Capítulo 5 se mostró que la categorización propuesta, además de poder utili-
zarse como forma de evaluación de un modelo, puede emplearse también para mejorar su
rendimiento, bajo la premisa de que un modelo capaz de detectar los tipos y frecuencias
de los errores que comete puede mejorar su rendimiento al abordar dichos errores. En
particular, se desarrollaron tres formas de integrar la información sobre errores en los
argumentos predichos en el proceso de entrenamiento de los modelos de segmentación.
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A partir de una experimentación con modelos que permiten procesar sentencias o docu-
mentos completos como entrada, nuevamente utilizando varios conjuntos de datos, se ha
mostrado que las estrategias CESE y CEDWE brindan mejoras notables en el reconoci-
miento de los argumentos, incrementando el porcentaje de argumentos Perfect Match sin
decrementar el porcentaje de reconocimiento de argumentos. En el mejor de los casos, el
porcentaje de argumentos Perfect Match mejoró en casi un 20 % con CESE en el corpus
AbstRCT. Considerando que se espera que los argumentos identificados se utilicen como
base para otros procesamientos, este tipo de mejoras en la predicción resulta de especial
importancia.

Si bien la categorización resulta de utilidad, una consideración importante es que en
un sistema del mundo real, un modelo detectará argumentos pero no tendrá una manera
certera de determinar si los argumentos fueron correctamente reconocidos o no. Con esto
en mente, en el Capítulo 7 se propuso un enfoque para determinar automáticamente,
sin contar con los argumentos correctos, si un argumento predicho presenta errores o no.
Concretamente, se propusieron dos tareas de clasificación, una binaria y otra en cinco
clases, para las cuales se han mostrado resultados satisfactorios. Debido a la novedad
de la tarea planteada y la falta de datos anotados, se desarrolló una estrategia para
la generación de datos sintéticos, que permite simular las predicciones hechas por un
modelo de segmentación, y que puede ser aplicada sobre cualquier conjunto de datos
que incluya tanto partes argumentativas como no argumentativas, donde los argumentos
estén delimitados de forma precisa. Con esta estrategia, se desarrollaron cuatro nuevos
conjuntos de datos que permitieron el entrenamiento de distintos modelos de clasificación.
Los resultados obtenidos no solo demuestran la factibilidad de las tareas propuestas, sino
también un muy buen rendimiento para instancias de argumentos Perfect Match, Merge,
Split y Made-up.

En cuanto a la predicción de relaciones argumentativas, en el Capítulo 6 se abordó
este aspecto, buscando desarrollar métodos que permitan determinar, para un texto de
entrada y un tópico de discusión, si el texto es un argumento a favor o en contra del tópico,
o bien resulta neutral al mismo. Esta tarea se planteó como un problema de clasificación
ternaria, y se propusieron cinco métodos para abordarla, uno de ellos basado directa-
mente en una arquitectura propuesta, dos basados en la combinación de clasificadores
binarios, y otros dos que emplean la técnica de aprendizaje Multi-tarea. Transversalmen-
te al desarrollo de estas soluciones, considerando las predicciones desde la perspectiva de



242 Capítulo 10. Conclusiones y Trabajo a Futuro

argumentación, se ha propuesto una categorización de errores con cuatro categorías. La
categorización propuesta contempla una situación de éxito donde el modelo entrenado
reconoce correctamente la relación entre un texto y un tópico de discusión, y tres situa-
ciones de error que se basan en la naturaleza de los cambios en las predicciones respecto a
la relación correcta. Esta categorización, al igual que la desarrollada para la identificación
de argumentos, permite evaluar los modelos de clasificación desde la perspectiva de argu-
mentación. Pese a que aún resta investigación sobre cómo los errores cometidos pueden
afectar a sistemas que dependan del acierto en las predicciones, este capítulo brinda no
solo resultados satisfactorios para la tarea en sí misma, sino también sienta las bases para
ese estudio futuro. Por ejemplo, a partir de la categorización propuesta, puede verificarse
si un modelo entrenado es propenso a confundir relaciones de ataque por soporte, o vice-
versa, errores que desde la perspectiva de argumentación tendrán un impacto notable en
cualquier evaluación que se haga sobre la estructura argumentativa.

Finalmente, en el Capítulo 8, se propusieron sendas tareas de clasificación para de-
terminar si una predicción de relación es correcta o no. En particular, se consideró una
tarea binaria para determinar si una predicción de relación es correcta o no, y una tarea
de clasificación multi-clase que permite diferenciar entre los tipos particulares de error
considerados. Al igual que antes, ante la falta de datos anotados adecuados, se desarrolló
una estrategia para generar un conjunto de datos a partir de relaciones de ataque, soporte
y neutralidad. Los resultados obtenidos demuestran la viabilidad de la tarea, pero dejan
un considerable margen de mejora, demostrando la dificultad que implica para un modelo
entender la relación que existe entre un fragmento de texto y un tópico de discusión. Pese
a ello, los resultados son alentadores, con modelos que superan el 75 % de acierto al pre-
decir si una relación ha sido correctamente predicha o no, y permiten plantear sistemas
de validación automática para los modelos de predicción de relaciones. Lo desarrollado
en el Capítulo 8 es, según nuestro conocimiento, el primer esfuerzo en esta dirección de
investigación.

Trabajo a futuro

Para finalizar, a continuación se incluyen algunas líneas de investigación que surgen
de esta tesis y sobre las cuales se puede trabajar en un futuro cercano.
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A partir de lo desarrollado en el Capítulo 4 y 5, se observa que los modelos de identi-
ficación de argumentos siguen presentando cierto nivel de error en sus predicciones. Por
lo tanto, se buscará desarrollar un enfoque que permita corregir los argumentos predichos
con error aprovechando la información sobre el tipo particular de los errores cometidos.
Notar que, en caso de contar con un conjunto de datos anotados, el enfoque de corrección
puede aprovechar esas anotaciones para corregir un argumento con error. Sin embargo,
pensando en su utilización en un sistema del mundo real, donde esas anotaciones no estén
disponibles, un enfoque como el presentado en el Capítulo 7 puede resultar de mucha
utilidad.

Además, resulta de interés profundizar en el enfoque propuesto en el Capítulo 5. En
este caso, se tienen dos direcciones posibles. En primer lugar, se buscará desarrollar nuevas
formas de integrar la información sobre errores en el desarrollo de los modelos de segmen-
tación, bien a partir de modificaciones sobre la función de pérdida, o bien planteando
alternativas para aprovechar esa información en otros puntos del proceso de desarrollo
de los modelos. En segundo lugar, se buscará incorporar la noción de similitud semánti-
ca [ACDG12, CDA+17] al proceso de desarrollo. En pocas palabras, se buscará determinar
si la similitud semántica entre los argumentos esperados y los argumentos predichos con
error puede aprovecharse para mejorar el rendimiento de los modelos.

Finalmente, se buscará profundizar en el estudio del impacto que tienen para argu-
mentación los errores en la predicción de relaciones argumentativas. Como mencionamos
en el Capítulo 6, el impacto de un error en una predicción de una relación estará determi-
nado mayormente por el resto de argumentos considerados en el sistema y sus relaciones.
Además, como extensión a lo desarrollado en ese capítulo, se buscará profundizar en la
identificación de relaciones entre argumentos.
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