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Resumen

La presente tesis se centra en la investigación de métodos y algoritmos para la reconstruc-

ción antropométrica 3D y su posterior análisis morfométrico utilizando dispositivos móviles,

como teléfonos celulares y tabletas. Estos métodos revolucionan la forma en que entendemos

y cuantificamos la forma del cuerpo humano, con aplicaciones en campos tan diversos como

la medicina, la moda, la antropología y la ciencia forense.

En el primer capítulo, se presenta un modelo de segmentación de imágenes que permite la

clasificación y segmentación precisa de cuerpos humanos en escenas complejas. Esto se logra

mediante la segmentación semántica y por instancias, lo que brinda una base sólida para la

reconstrucción tridimensional. En el segundo capítulo, se explora la reconstrucción de nubes

de puntos 3D a partir de fotogrametría, partiendo de frames de videos segmentados, lo que

permite una recolección y filtrado eficiente de los datos. Esto es esencial para la generación

de modelos tridimensionales precisos y para su posterior análisis. El tercer capítulo se centra

en las mallas 3D y en el uso de Deep Learning para mejorar la calidad de las representaciones

tridimensionales. Estas mallas son indispensables para el análisis detallado de la morfología

humana.

El cuarto capítulo destaca la transformación de la antropometría con la adopción de

modelos 3D, permitiendo mediciones más precisas y detalladas de la forma corporal. Esto

tiene aplicaciones en campos como la antropología biológica. El quinto capítulo se centra en

la validación de estos métodos en diferentes poblaciones, lo que garantiza su aplicabilidad

generalizada y fortalece su credibilidad científica.
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En el trabajo en curso, se están explorando algoritmos más avanzados que permitan la au-

tomatización de la reconstrucción 3D y se extenderán las aplicaciones en cuanto a la relación

o correlación de datos antropométricos con otras variables asociadas. Además, se fomenta la

colaboración internacional y la aplicación de la antropometría 3D en investigaciones clínicas

específicas.

En síntesis, esta tesis representa un avance significativo en la reconstrucción antropomé-

trica 3D y su aplicación en una variedad de campos. El trabajo futuro promete ampliar y

enriquecer aún más nuestra comprensión de la morfología humana y su relación con factores

de salud, hábitos alimentarios y mucho más.

6



Abstract

This thesis focuses on the investigation of methods and algorithms for 3D anthropo-

metric reconstruction and subsequent morphometric analysis using mobile devices such as

smartphones and tablets. These methods revolutionize the way we understand and quantify

the shape of the human body, with applications in fields as diverse as medicine, fashion

design, anthropology and forensic science.

In the first chapter, an image segmentation model is presented that allows for the accurate

classification and segmentation of human bodies in complex scenes. This is achieved through

semantic and instance-based segmentation, which provides a solid basis for three-dimensional

reconstruction. In the second chapter, 3D point cloud reconstruction from photogrammetry

is explored, starting from segmented video frames, which allows for efficient data collection

and filtering. This is essential for the generation of accurate 3D models and their subsequent

analysis. The third chapter focuses on 3D meshes and the use of Deep Learning to improve

the quality of three-dimensional representations. These meshes are indispensable for detailed

analysis of human morphology.

The fourth chapter highlights the transformation of anthropometry with the adoption

of 3D models, allowing more accurate and detailed measurements of body shape. This has

applications in fields such as biological anthropology. The fifth chapter focuses on the va-

lidation of these methods in different populations, ensuring their widespread applicability

and strengthening their scientific credibility.
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In ongoing work, more advanced algorithms are being explored to allow automation

of 3D reconstruction and applications will be extended in terms of relating or correlating

anthropometric data with other associated variables. In addition, international collaboration

and the application of 3D anthropometry in specific clinical research is encouraged.

In summary, this thesis represents a significant advance in 3D anthropometric recons-

truction and its application in a variety of fields. Future work promises to further expand

and enrich our understanding of human morphology and its relationship to health factors,

dietary habits and much more.
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Capítulo 1

Introducción

1.1. Planteamiento del Problema

La morfología del cuerpo humano ha sido objeto de estudio en diversas disciplinas, inclu-

yendo la antropología biológica, la medicina, el diseño de indumentaria y la ciencia forense.

Tradicionalmente, la cuanti�cación de la forma corporal se ha realizado mediante métodos

manuales o dispositivos especializados, que, aunque son precisos, a menudo son costosos y

poco accesibles para el público general, incluyendo grupos de investigación. En este con-

texto, la necesidad de desarrollar métodos innovadores y accesibles para la reconstrucción

tridimensional se ha vuelto cada vez más demandado y representa un signi�cativo potencial.

A pesar del avance tecnológico en dispositivos móviles, como teléfonos celulares y tabletas,

la integración de métodos precisos y e�cientes para la captura y análisis de datos antropo-

métricos 3D sigue siendo un desafío considerable. La precisión y la accesibilidad de estos

métodos podrían cambiar la forma en que se entiende y se cuanti�ca la morfología humana,

permitiendo aplicaciones prácticas en contextos clínicos, industriales y académicos.

La presente tesis se centra en la investigación y desarrollo de métodos y algoritmos para

la reconstrucción antropométrica 3D utilizando dispositivos móviles, como teléfonos celula-

res y tabletas. Uno de los principales problemas abordados en esta tesis es la segmentación

3



precisa de cuerpos humanos en imágenes complejas. Las técnicas de segmentación semántica

y por instancias deben ser lo su�cientemente robustas para clasi�car y separar e�cazmente

el cuerpo humano en entornos variados. Esta etapa es crucial, ya que errores en la segmenta-

ción pueden comprometer la calidad de la reconstrucción 3D subsecuente. La reconstrucción

de nubes de puntos 3D a partir de fotogrametría es otro desafío signi�cativo. La fotograme-

tría, basada en la recopilación de datos a partir de múltiples frames de videos segmentados,

requiere un procesamiento e�ciente para generar modelos 3D detallados. La recolección y

el �ltrado de datos deben optimizarse para minimizar el ruido y maximizar la �delidad

de las representaciones tridimensionales, lo cual es esencial para un análisis morfométrico.

Finalmente, las técnicas de Deep Learning ofrecen promesas signi�cativas en la mejora de

la calidad y precisión de mallas 3D aunque su implementación presenta desafíos técnicos

complejos. La adaptación y optimización de estos algoritmos para trabajar con datos an-

tropométricos requiere un enfoque innovador para superar las limitaciones actuales en la

representación de la morfología humana.

La transformación de la antropometría tradicional con la adopción de modelos 3D abre

nuevas posibilidades para mediciones más detalladas de la forma corporal. Este avance tiene

implicaciones directas en la antropología biológica, donde la precisión y la exhaustividad de

los datos morfométricos pueden mejorar signi�cativamente la comprensión de la variación

y evolución humana. Sin embargo, la validación de estos métodos en diferentes poblaciones

es básica para garantizar su aplicabilidad y relevancia universal. La tesis también aborda

la necesidad de explorar algoritmos avanzados que permitan la automatización completa de

la reconstrucción 3D y su integración con análisis de datos antropométricos correlaciona-

dos con variables de salud y hábitos alimentarios. La colaboración con diferentes grupos de

investigación y la aplicación de la antropometría 3D en investigaciones especí�cas se consi-

deran esenciales para extender el impacto de este trabajo y asegurar su relevancia práctica

y cientí�ca.
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1.2. Objetivo General

El objetivo principal de esta tesis es investigar métodos y desarrollar algoritmos para

hacer factible y e�ciente la reconstrucción antropométrica 3D y su análisis morfométrico

utilizando dispositivos móviles (celulares o tablets) como herramienta de escaneo para la

reconstrucción �able y de alta calidad antropométrica, y el modelado automático del cuerpo

humano. Los algoritmos realizan el escaneo 3D a partir de procesamiento avanzado de imá-

genes en interacción con algoritmos de Machine Learning y Deep Learning, seguido de un

landmarking automático, y la obtención de variables antropométricas que permitan cuanti�-

car diversos aspectos de interés antropológico y médico en la forma corporal (como estudios

en ecología y evolución humana, diversidad intra e interpoblacional, seguimiento de trata-

mientos en pacientes con obesidad, sobrepeso, trastornos alimenticios, evolución de cirugías,

seguimiento ante prótesis, y demás) así como otras posibles aplicaciones en deportología,

indumentaria, ciencia forense, etc.

1.3. Objetivos Especí�cos

La hipótesis central de esta tesis es que es posible investigar y desarrollar algoritmos e�-

cientes y métodos con�ables de alta exactitud para el escaneo y monitoreo antropométrico

en 3D utilizando dispositivos móviles como herramienta de muestreo. Para obtener los resul-

tados esperados y articularlos adecuadamente con otras variables, los objetivos especí�cos

son los siguientes:

Investigación y desarrollo de detección, segmentación y reconstrucción 3D basadas en

Deep Learning y Structure from Motion para el registro de datos antropométricos.

Realización de prototipos que permitan reconstrucciones 3D y sus correspondientes

variaciones visibles en uno o varios conjuntos de landmarks anatómicos.
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Búsqueda y correlación de información poblacional que permita inferir tendencias de

interés antropológico y/o sanitario.

1.4. Aplicación y Limitaciones

El resultado esperado es un desarrollo tecnológico de uso sencillo, no invasivo, que re-

quiera mínima supervisión, y que permita obtener mediciones registrables de alta calidad.

El acopio masivo de datos en formato digital, y su integración con otra bases de datos,

es una fuente adicional de valor que se podrá aportar a plataformas multicéntricas enfo-

cadas en medicina de precisión, como por ejemplo PoblAr [19], el Programa de referencia

y biobanco genómico de la población argentina. Formando parte del equipo de trabajo del

Instituto Patagónico de Ciencias Sociales y Humanas "Dra. María Florencia del Castillo

Bernal"(IPCSH) y sus proyectos actuales, se pretende integrar este desarrollo con sus bases

de datos e investigaciones actuales sobre ancestría, salud y estilo de vida de la población

patagónica (ver Sección 6.2). Esto también permitirá articularse con otras bases de datos

genómicos, fenotípicos, y socio-culturales de referencia para América Latina, como la del

consorcio CANDELA (Consorcio para el Análisis de la Diversidad y la Evolución de Amé-

rica Latina) [20, 21], brindando información para investigar particularidades genómicas y

ambientales, así como tipos de interacción especí�cos de cada población.

1.5. Contribuciones

En el desarrollo de esta tesis se han realizado contribuciones signi�cativas en el campo de

la reconstrucción antropométrica 3D mediante el uso de dispositivos móviles. Estas contri-

buciones abarcan tanto aspectos teóricos como prácticos, y tienen implicaciones importantes

para una variedad de disciplinas. Una de las principales contribuciones es el desarrollo de

un modelo segmentación de cuerpos humanos en imágenes. Este modelo ha demostrado una

alta e�ciencia en la clasi�cación y segmentación precisa de la �gura humana en entornos
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complejos como imágenes en movimiento e incompletas. A través de la segmentación se-

mántica y por instancias, se ha logrado identi�car y delinear siluetas corporales individuales

con gran precisión, proporcionando una base sólida para la reconstrucción tridimensional.

Otra contribución es el método para obtener de capturar nubes de puntos 3D mediante téc-

nicas de fotogrametría a partir de frames de video previamente segmentados. Este método

ha permitido la generación de datos tridimensionales precisos y libres de ruido, respaldados

por la validación con escáneres LiDAR y con mediciones antropométricas tradicionales. La

aplicación de técnicas de Deep Learning para la mejora de mallas 3D constituye otra contri-

bución importante. Estas técnicas han enriquecido la representación y el análisis de modelos

antropométricos, permitiendo una comprensión más profunda de la morfología humana y

presentando herramientas para la obtención de medidas antropométricas sobre dichos mo-

delos. La calidad mejorada de las mallas 3D facilita el análisis detallado de la variabilidad y

las características morfológicas del cuerpo humano, lo cual es fundamental para estudios en

antropología biológica. Una contribución relevante de esta tesis es la validación de los méto-

dos desarrollados en tres muestras poblacionales diferentes. Esta validación ha demostrado

la robustez y aplicabilidad generalizada de los métodos en diversos contextos, fortaleciendo

su credibilidad cientí�ca. La capacidad de aplicar estos métodos de manera efectiva en di-

ferentes poblaciones destaca su utilidad en una variedad de disciplinas, asegurando que los

resultados sean generalizables y relevantes en múltiples contextos culturales y demográ�cos.

Por otro lado, la tesis origina bases para futuras investigaciones y aplicaciones de la antropo-

metría 3D. Los métodos desarrollados no solo prometen ampliar y enriquecer la comprensión

de la morfología humana, sino que también tienen el potencial de correlacionar datos antro-

pométricos con variables de salud, hábitos alimentarios y otros factores relevantes. Por otro

lado, se presentan hipotesis y análisis preliminares de relaciones entre antropometría y varia-

bles socio-ambientales y socio-culturales (ver Sección 6.2), cognición y hábitos alimentarios

(ver Sección 6.3), y hormonas reproductivas (ver Sección 6.4). En conjunto, estas contribu-

ciones representan un avance signi�cativo en el campo de la antropometría 3D, ofreciendo
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herramientas y métodos innovadores que amplían el conocimiento en esta área de estudio y

aplicabilidad en diversas disciplinas.

1.5.1. Publicaciones en Revistas y Actas en Conferencias Naciona-

les e Internacionales Referidas a esta Tesis

Trujillo-Jiménez M. A. , Navarro P., Morales L., Pazos B., Teodoro� T., Delrieux C.

Reconstrucción 3D como herramienta para la valoración del estado nutricional. Libro

de resúmenes: XVI Jornadas Nacionales de Antropología Biológica. (Argentina, 2023).

Presentación oral [Resumen]

Trujillo-Jiménez M. A. , González-José R., Delrieux C., Ramallo V., Paschetta C.,

De Azevedo S., Perez 0., Ruderman A., Navarro P., Morales L., Pazos B. Base de da-

tos antropométricos y modelos 3D del proyecto: Ancestría, características corporales

y salud en una muestra de la población de la ciudad de Puerto Madryn. Reposi-

torio Institucional CONICET Digital. (2022). Publicación de Datos de Investigación

[Base de datos]

Trujillo-Jiménez M. A. , Navarro P., Pazos B., Morales L., Ramallo V., Paschetta C.,

De Azevedo S., Ruderman A., Perez 0., Delrieux C. & Gonzalez-José R. Antropometría

precisa en nubes de puntos 3D. XV Jornadas Nacionales de Antropología Biológica.

(Argentina, 2021).Presentación Oral [Resumen] [Código]

Trujillo-Jiménez M. A. , Navarro P., Pazos B., Morales L., Ramallo V., Paschetta

C., De Azevedo S., Ruderman A., Pérez O., Delrieux C. & Gonzalez-José R.body2vec:

3D Point Cloud Reconstruction for Precise Anthropometry with Handheld Devices.

Journal of Imaging, 6(9), 94. (2020).Artículo [Artículo ] [Código]

Trujillo-Jiménez M. A. , Navarro P., Ramallo V., Paschetta C., De Azevedo S., Ru-

derman A., Pérez O., Morales L., Pazos B. & Gonzalez-José R. (2019). Identi�cación y
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segmentación automática del cuerpo humano utilizando herramientas computacionales

para la reconstrucción antropométrica 3D. XIV Jornadas Nacionales de Antropología

Biológica. (Argentina, 2019).Presentación Oral [Resumen] [Código]

Paschetta C., Ramallo V., Ruderman A, Teodoro� T., Navarro P., Pazos B.,Trujillo-

Jiménez A. , Morales L., Pérez O., De Azevedo S., & González-J R.RAICES: Una

Experiencia de Muestreo Patagónico. XIV Jornadas Nacionales de Antropología Bio-

lógica. (Argentina, 2019).Presentación Oral [Resumen]

Trujillo-Jiménez M. A. , Navarro P., Pazos B., Morales L., Ramallo V., Paschetta

C., De Azevedo S., Ruderman A., Pérez O. & Gonzalez-José R. Descriptores de forma

para nubes de puntos 3D. V Encuentro Nacional de Morfometría. (Argentina, 2019).

Presentación Oral [Resumen] [Código]

Paschetta C., Ramallo V., Ruderman A, Teodoro� T., Navarro P., Pazos B.,Trujillo-

Jiménez A. , Morales L., Pérez O., De Azevedo S., & González-J R. Aplicaciones

de la morfometría geométrica en antropología biológica. V Encuentro Nacional de

Morfometría. (Argentina, 2019).Conferencia [Resumen]

Trujillo A. 3D body scan service. From PhD to Entrepreneur LATAM workshop.

(Uruguay, 2019).Presentación en Workshop

Navarro J. P., Cintas C., Ramallo V., de Azevedo S., Morales A. L.,Trujillo A. , Pazos

B., González-J R. & Delrieux, C. Escaneo corporal 3D de bajo costo para monitoreo

y seguimiento remotos de sobrepeso. IX Congreso Argentino de Informática y Salud

CAIS-JAIIO. (Argentina, 2018). Artículo en Congreso[Artículo ]

1.5.2. Otras Publicaciones y Presentaciones en Congresos

Ruderman A., Useglio M., Ramallo V., Paschetta C., de Azevedo S., Navarro P.,

Trujillo-Jiménez M. A. , Morales L., Pazos B., Teodoro� T., González-José R.,
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Pérez O. In�uencia de variables genéticas y socio-ambientales en el exceso de peso

en una muestra de la población de Puerto Madryn, Argentina. Revista Argentina de

Antropología Biológica. (2024).Artículo [Artículo ]

Rowlands A., Trujillo-Jiménez M. A. , Salvante K.G., Nepomnaschy P.A. Changes

in stress axis and metabolic energy patterns from pre- to post-menarche in a group

of Mayan girls� A preliminary analysis. 49th Annual Meeting of the Human Biology

Association. (Los Angeles, CA, USA. 2024).Poster [Poster]

Pacheco C.,Trujillo-Jiménez M. A. , Libero� A.,Pessacg N., Flaherty S., Diaz L.

Tecnología y participación social para el mapeo de uso y cobertura del suelo en el

Valle Inferior del Río Chubut. XXVI Workshop de Investigadores en Ciencias de la

Computación WICC. (Argentina, 2024).Conferencia

Freire-Gómez C.,Trujillo-Jiménez M. A. , De Azevedo S., Pazos B., Teodoro� T.,

Paschetta C. Relación de la diabetes mellitus y la hipertensión arterial con la for-

ma corporal, el estilo de vida y los antecedentes de salud en una muestra de Puerto

Madryn. Libro de resúmenes: XVI Jornadas Nacionales De Antropología Biológica.

(2023). Presentación oral [Resumen]

Ruderman A., Luisi P., Paschetta C., Teodoro� T., De Azevedo S.,Trujillo-Jiménez

M. A. , Navarro P., Morales L., Pazos B., Gonzalez-Jose R., Ramallo V. Ancestría ge-

nética y auto-percepción de los orígenes en argentina, más allá del modelo tri-híbrido.

Libro de resúmenes: XVI Jornadas Nacionales De Antropología Biológica. (2023).Pre-

sentación oral [Resumen]

Freire Gómez C.,Trujillo-Jiménez M. A. , Navarro P, Bequer L., Gómez T., San-

tana Ching I., Padron herrera S., Delrieux C. Técnicas de procesamiento de imágenes

e Inteligencia Arti�cial aplicadas en un modelo animal de diabetes mellitus para la

optimización de estudios morfométricos fetales. II Encuentro Patagónico de Becaries

y X Jornada de Becaries CENPAT. (Argentina, 2023).Poster [Poster]
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F. R. Iaconis, M. A. Trujillo Jiménez , G. Gasaneo, O. A. Rosso, C. A. Delrieux.

Ordinal pattern transition networks in eye tracking reading signals. CHAOS An Inter-

disciplinary Journal of Nonlinear Science, Vol 33 Issue 5. (2023).Artículo [Artículo ]

Ruderman A., Luisi P., Paschetta C., Teodoro� T., Pérez O., De Azevedo S.,Trujillo-

Jiménez M.A. , Navarro P., Morales L., Pazos B., González-José R & Ramallo V.

Genetic and self-perceived ancestries in Argentina: Beyond the three-hybrid model.

American Journal of Biological Anthropology. (2023).Artículo [Artículo ] [Código]

Trujillo-Jiménez M.A. , Libero� A., Pessacg N., Pacheco C., Diaz L., Flaherty S.

SatRed: New classi�cation land use/land cover model based on multi-spectral satellite

images and neural networks applied to a semiarid valley of Patagonia. Remote Sensing

Applications: Society and Environment. (2022).Artículo [Artículo ] [Código]

Ruderman A., Ramallo V., González-José R., Paschetta C., Perez 0., De Azevedo S.,

Navarro P., Trujillo-Jiménez M. A. , Morales L., Pazos B. Base de datos genómicos

del proyecto: Ancestría, características corporales y salud en una muestra de la po-

blación de la ciudad de Puerto Madryn. Repositorio Institucional CONICET Digital.

(2022). Publicación de Datos de Investigación[Base de datos]

Flaherty S., Libero� A., Trujillo-Jiménez A. , Pessacg N., Pacheco C., Diaz L. Clasi-

�cación multitemporal de sentinel-2 en el Valle Inferior del Rio Chubut. XII Jornadas

Patagónicas de Geografía y II Congreso Internacional de Geografía de la Patagonia

Argentino-Chilena. (Argentina, 2022).Poster [Poster]

Ruderman A., Luisi P., Ramallo V., Teodoro� T., Paschetta C., Perez 0., De Azevedo

S., Trujillo A. , Navarro P., Morales L., Pazos B. & Gonzalez-José R. Relationships

between genomic ancestry, self-perceived ancestry and identity variables in a sample

from Puerto Madryn, Argentina. 47th Annual Meeting of the Human Biology Asso-

ciation. (2022).Presentación Oral [Resumen]
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Trujillo-Jiménez M.A. , Pacheco C., Libero� A., Flaherty S., Pessacg N. Metodología

de clasi�cación automática de uso y cobertura de suelo. CAI Congreso Argentino de

AgroInformática. (Argentina, 2021).Conferencia [Artículo ] [Código]

Libero� A., Flaherty S., Trujillo-Jiménez M.A. , Pessacg N., Pacheco C., Diaz L.

Mapeo de Uso y Cobertura en el Valle Inferior del Río Chubut 9º Congreso Argentino

de Limnología. (Argentina, 2021).Poster [Poster]

Pérez O., Ruderman A., Paschetta C., De Azevedo S., Morales L.,Trujillo A. , Pazos

B., Ramallo V., Peral Garcia P. & Gonzalez-José R. Distribución de Haplotipos del

Gen FTO (Dioxigenasa Dependiente de� -Cetoglutarato) en una Muestra de la Po-

blación de Puerto Madryn. Jornadas Argentinas de Genética SAG. (Argentina, 2021).

Presentación Oral [Resumen]

Ruderman A., Ramallo V., Paschetta C., Pérez O., De Azevedo S., Navarro P., Pazos

B., Morales L. Trujillo-Jiménez A. & González-J R. Ancestría genómica, ances-

tría auto-percibida y variables identitarias en una muestra de la población de Puerto

Madryn, Argentina. I Webinar Sudamericano de Antropología Biológica. (2020).Con-

ferencia [Presentación]

Libero� A., Flaherty S., Pessacg N.,Trujillo-Jiménez M.A. , Pacheco C. Mapa de

cultivo desarrollado con Inteligencia Arti�cial ayuda a cuidar el agua en la Patagonia

Microsoft AI for Earth. (2019). Noticia [Noticia] [Video]

Trujillo A. . Perspectiva de género e internet. Foro de gobernanza de internet IGF.

(Argentina, 2018).Reporte

Pazos B., Navarro P., Morales L., Cintas, C.,Trujillo-Jiménez A. , De Azevedo S.,

González-J R. & Delrieux, C. Detección automática de tejido blando nasal en CT-Scan

y MRI utilizando Random Forests. Congreso Argentino de Informática y Salud CAIS.

(Argentina, 2018).Artículo en Congreso[Artículo ]
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1.6. Estructura de la Tesis

Esta tesis se encuentra desarrollada en cuatro partes. La Parte I es la introducción donde

se detallan los objetivos, aplicaciones y contribuciones académicas. En la Parte II, se presen-

tan las metodologías utilizadas para la reconstrucción antropométrica 3D a partir de video,

pasando por los 3 estadios, procesamiento de imágenes en la identi�cación y segmentación

corporal, la reconstrucción a nubes de puntos 3D y �nalmente la adquisición de la malla 3D,

en todos involucrado directamente el Deep Learning. En la Parte III se exponen la antropo-

metría y los 3 casos de estudio relevados en esta tesis, incluyendo el protocolo aplicado y los

aspectos éticos tenidos en cuenta. Finalmente, en la parte IV se presentan las conclusiones,

trabajos en curso y futuros.
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Parte II

Metodologías
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Capítulo 2

Identi�cación y Segmentación

Automática del Cuerpo Humano en

Imágenes y Video

Una de las operaciones más importantes de la visión por computadora y del procesa-

miento digital de imágenes es la segmentación. La segmentación de imágenes es la tarea de

agrupar partes o regiones de una imagen que pertenecen a la misma clase de objeto. Su

objetivo es dividir la imagen en diferentes regiones que tienen las mismas propiedades (como

forma, color, textura, entre otras). Este proceso también se denomina clasi�cación a nivel

de píxel. En otras palabras, consiste en dividir las imágenes (o frames de vídeo) en múltiples

segmentos u objetos.

La segmentación de imágenes es una extensión de la clasi�cación de imágenes en la que,

además de la identi�cación y clasi�cación, se realiza la localización de objetos o clases. La

segmentación de imágenes es, por tanto, un área de estudio de la clasi�cación de imágenes

en el que el algoritmo señala dónde está presente el objeto correspondiente, delimitando

su frontera o silueta, por lo que suele ser una tarea más exigente que la clasi�cación de la

imagen completa, que predice una única etiqueta para toda la imagen.
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La segmentación de imágenes puede formularse como el problema de clasi�car píxeles con

etiquetas semánticas (segmentación semántica), la partición de objetos individuales (segmen-

tación de instancias), o la combinación de ambas (segmentación panóptica). La segmentación

semántica realiza un etiquetado a nivel de píxel con un conjunto de categorías de objetos

(por ejemplo: humano, gato, auto) para todos los píxeles de la imagen. La segmentación

por instancias amplía el alcance de la segmentación semántica al detectar y delinear cada

objeto de interés en la imagen (por ejemplo, personas individuales). La segmentación pan-

óptica fusiona estos dos enfoques, combinando la clasi�cación semántica de cada píxel con

la delimitación precisa de cada instancia de objeto diferente en la escena. En otras palabras,

busca lograr una comprensión completa de la imagen, tanto en términos de la identi�cación

de objetos como de su segmentación precisa a nivel de instancia.

En este capítulo se presenta el modelo de segmentación propuesto, se describen sus

características y arquitectura, y se comparan los resultados obtenidos con un método robusto

y ampliamente utilizado en segmentación.

2.1. Segmentación Basada en Deep Learning

En los últimos años, se han propuesto varios métodos de segmentación, que van desde

la segmentación de imágenes con los métodos tradicionales de visión computacional, hasta

los métodos de Deep Learning más avanzados. Especialmente con la aparición de las Redes

Neuronales Profundas, la segmentación de imágenes ha progresado enormemente. Los mode-

los de segmentación de imágenes basados en Deep Learning han generado notables mejoras

de rendimiento, suelen alcanzar las mejores tasas de precisión en los puntos de referencia

más populares, lo que supone un cambio de paradigma en este campo.

Como todos los algoritmos de Deep Learning supervisado, los procedimientos de segmen-

tación supervisada requieren datos preprocesados anotados a gran escala para el entrena-

miento. Las anotaciones suelen realizarse usando herramientas de anotación de polígonos.
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El tipo de anotación requerida y la precisión necesaria varían según los casos de uso del

modelo y los mapas de segmentación. Los conjuntos de datos anotados para tareas como la

segmentación semántica son fáciles de construir, mientras que las anotaciones para la seg-

mentación panóptica son más difíciles, ya que requieren tener en cuenta los solapamientos

entre objetos.

2.1.1. Redes Neuronales Convolucionales

Las Redes Neuronales Convolucionales (CNN) son arquitecturas que constan de múltiples

capas de �ltros convolucionales de una o más dimensiones. Las CNNs suelen incluir tres

tipos de capas: las capas convolucionales, las capas no lineales y las capas de agrupación.

Las capas convolucionales aplican un núcleo (o �ltro) de pesos para extraer características

relevantes de los datos de entrada. Las capas no lineales aplican normalmente una función

de activación a los mapas de características, permitiendo a la red modelar funciones no

lineales. Y las capas de agrupación, que reducen la resolución espacial sustituyendo pequeños

vecindarios en un mapa de características con información estadística sobre esos vecindarios

(media, máximo, etc.). Este proceso facilita la reducción de la cantidad de parámetros y

la complejidad computacional de la red, al tiempo que mantiene las características más

relevantes.

Las unidades neuronales de las capas están conectadas localmente, es decir, cada unidad

recibe entradas ponderadas de un pequeño vecindario conocido como campo receptivo, de

las unidades de la capa anterior. Al apilar capas para formar pirámides multirresolución,

las capas superiores aprenden características de campos receptivos cada vez mayores. La

principal ventaja computacional de las CNNs es que todos los campos receptivos de una capa

comparten pesos, lo que las convierte en redes neuronales totalmente conectadas. Algunas de

las arquitecturas conocidas son ResNet [22], AlexNet [23], VGGNet [24] y GoogLeNet [25].

La red Fully Convolutional Network (FCN) [26] es una extensión de la CNN clásica. La

idea principal es hacer que la CNN acepte como entrada imágenes de tamaño arbitrario.

17



La restricción de las CNNs de aceptar y producir etiquetas solo para entradas de tamaño

especí�co procede de las capas totalmente conectadas que, por de�nición, son �jas. Sin

embargo, el tamaño de la salida de las FCN depende del tamaño de la entrada, en lugar

de producir siempre una salida de tamaño �jo. Por ello, este tipo de redes suelen utilizarse

para tareas locales en lugar de globales (por ejemplo, segmentación semántica o detección

de objetos en lugar de clasi�cación de objetos).

2.1.2. Segmentación Semántica Basada en Regiones

Los métodos basados en regiones (R-CNN) suelen seguir el procedimiento de �segmenta-

ción mediante reconocimiento�, que primero extrae regiones de forma libre de una imagen

y las describe, seguido de una clasi�cación basada en regiones. Las predicciones basadas en

regiones se transforman en predicciones de píxeles, normalmente etiquetando un píxel según

la región con mayor puntuación que lo contiene.

En concreto, R-CNN utiliza primero la búsqueda selectiva para extraer una gran canti-

dad de propuestas de objetos, y después calcula las características para cada una de ellas.

Por último, clasi�ca cada región utilizando máquinas de vectores de soporte lineales (SVM)

especí�cas para cada clase. En comparación con las estructuras CNNs tradicionales, desti-

nadas principalmente a la clasi�cación de imágenes, la R-CNN puede abordar tareas más

complejas, como la detección de objetos y la segmentación de imágenes, e incluso se convierte

en una base importante para ambos campos.

Uno de los métodos más relevantes es Mask R-CNN, una arquitectura basada en redes

neuronales convolucionales que detecta objetos de una imagen y genera simultáneamente

una máscara de segmentación de alta calidad para cada instancia [27, 28]. Esta red superó

a las anteriores en muchos de los retos de segmentación de instancias de objetos del Dataset

COCO [29], detectando e�cientemente objetos en una imagen y generando simultáneamente

una máscara de segmentación de alta calidad para cada instancia. Mask R-CNN es una

extensión del modelo Faster R-CNN [30] que agrega la capacidad de generar máscaras de
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segmentación para cada instancia de objeto detectada. Al igual que en Faster R-CNN, Mask

R-CNN utiliza una red convolucional profunda como base para extraer características de la

imagen de entrada (backbone o red troncal), y una red llamada Región Proposal Network

(RPN) para proponer regiones candidatas que podrían contener objetos (ver Figura 2.1).

Estas regiones se generan mediante la identi�cación de regiones prometedoras en los ma-

pas de características generados por el backbone [27]. Cada región propuesta o región de

interés (RoI), se asocia con una puntuación de con�anza que indica la probabilidad de que

contenga un objeto dentro de sus clases de entrenamiento. A diferencia de Faster R-CNN,

Mask R-CNN añade una rama adicional a la detección, con una red completamente convo-

lucional conocida como FCN (Fully Convolutional Network) [26] para generar máscaras de

segmentación para cada región propuesta. Esta rama se encarga de tomar las características

extraídas de la RoI y producir una máscara que identi�ca qué píxeles pertenecen al objeto

dentro de esa región. Esta máscara es precisa y detalla la forma del objeto, permitiendo

una segmentación a nivel de píxel (ver Figura 2.1). Básicamente, Mask R-CNN se trata de

una R-CNN más rápida con tres ramas de salida: la primera calcula las coordenadas de los

cuadros delimitadores de los objetos detectados, la segunda calcula las clases o categorías

asociadas, y la tercera calcula las máscaras binarias para segmentar los objetos. La fun-

ción de pérdida de la Mask R-CNN combina las pérdidas de las coordenadas del cuadro

delimitador, la clase predicha y la máscara de segmentación, y las entrena conjuntamente.

A diferencia de la segmentación semántica común, la segmentación de instancias no solo

distingue la semántica, sino también las diferentes instancias.
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Figura 2.1: Arquitectura de Mask R-CNN. [1].

2.2. BRemNet

Para esta tesis, el objetivo es determinar el contorno de un cuerpo en frames de video

con la mayor precisión posible. Para ello, se desarrolló el modeloBRemNet, dando alusión

a �Background Removal Network�, una red convolucional fundamentada a partir de Mask

R-CNN que identi�ca las regiones a nivel de píxel de cada instancia corporal �body� (ver

Figura 2.2), con el objetivo de procesar los frames de vídeos tomados especí�camente para

la reconstrucción antropométrica 3D.
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Figura 2.2: Arquitectura deBRemNet[2].

Al igual que con Mask R-CNN, utilizamos como red troncal o backbone, una red con-

volucional profunda, y una red RPN para proponer regiones de interés candidatas (ver Sec-

ción 2.1.2), sin embargo, añadimos un clasi�cador binario y la técnica Chroma para el paso

de eliminación de fondo. En la primera etapa, se usó la red convolucional profunda como

base para extraer características de la imagen de entrada (Deep CNN) y la RPN que genera

un conjunto de cuadros delimitadores (RoI) que pueden contener el cuerpo humano dentro

del frame de vídeo. Estos recuadros se re�nan y alinean utilizando el modelo de regresión de

Mask R-CNN (ver Figura 2.3(a)). En una segunda etapa, se obtiene el cuadro delimitador

que contiene el cuerpo completo, se entrena el clasi�cador binario para etiquetar los píxe-

les como primer plano o fondo, utilizando los pesos pre-entrenados de Microsoft Common

Objects in COntext (MS COCO) [29] que contiene el etiquetadopersona. Para mejorar el

detalle segmentación, preparamos un conjunto de datos de entrenamiento con 200 frames

con diferentes cuerpos en distintas ubicaciones. Estos frames se anotaron y segmentaron
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Figura 2.3: Resultados intermedios deBRemNet. (a) Bounding box, (b) Más-
cara, y (c) Chroma [2].

manualmente utilizando el VGG Image Annotator [31] y lo implementamos como predictor

de máscaras corporales (ver Figura 2.2).

A su vez, en la segmentación del cuerpo, está optimizada con una función de pérdida

multitarea como la de Mask R-CNN, pero en nuestro caso, no multi-clase, que combina

las pérdidas de clasi�cación, de localización del cuadro delimitador y de la máscara de

segmentaciónL = L cls + L box + L mask. La función de pérdida le permite a la red mapear

cada píxel a un punto en el espacio de características de tal manera que los píxeles que

pertenecen a la misma instancia se encuentran cerca, en este caso de la instancia �body�,

mientras que las instancias diferentes están separadas por un amplio margen [32] y serán

interpretadas como �background� (fondo). Tendiendo en cuenta esto,L mask se de�ne como la

pérdida media de entropía cruzada binaria, incluyendo solo lak-ésima máscara si la región

es asociada a la clase verdaderak, dondeYij es la etiqueta de un pixel (i, j) en la máscara

de �body� verdadera para la región.̂yk
ij es el valor predicho del mismo píxel en la máscara

aprendida para la clase de verdadk (ver Ecuación 2.1).

L mask = �
1

m2

X

1� i;j � m

�
yij logŷk

ij + (1 � yij ) log(1 � ŷk
ij )

�
[2]: (2.1)
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El resultado de este paso es una máscara binaria que contiene la silueta del cuerpo

humano presente en el frame (ver Figura 2.3(b)). La máscara se utiliza en el paso �nal de

eliminación del fondo y codi�cación Chroma (ver Figura 2.3(c)). La técnica Chroma Key es

utilizada ampliamente tanto en cine como en televisión y fotografía, y consiste en extraer

un color de una imagen o vídeo (usualmente el verde) y reemplazar la zona que ocupaba ese

color por otra imagen o vídeo, usa el color verde como un telón de fondo porque los sensores

de imagen en cámaras de vídeo digitales son más sensibles al verde. Se busca reemplazar el

fondo de una persona y el verde es muy poco utilizado en la vestimente (y el color de piel

es complementario al verde). Tras este procesamiento, las tomas de vídeo se convierten en

un conjunto de unos 500 frames aproximadamente en los que el primer plano (el cuerpo)

permanece inalterado y el fondo se ha puesto en verde, lo que reduce el error introducido en

el paso posterior, que implica la reconstrucción a nube de puntos 3D con la técnica Structure

from Motion (SfM).

Para entrenar éste modelo se usó un procesador Intel Core i7 CPU @1.8GHz con 7.6GiB

de memoria, disco de 586.3GB y sistema operativo Ubuntu 18.04.6. Los algoritmos se im-

plementaron utilizando el lenguaje de programación Python 3, y el código está alojado en:

https://github.com/aletrujim/BRemNet .

2.2.1. Resultados de Segmentación

Se aplicaron cuatro métricas de calidad para evaluar la segmentación por píxeles mediante

BRemNet: la métrica de pérdida de Hamming [33], el índice de Jaccard [34], la medida F1 [35]

y la precisión, frente a máscaras segmentadas manualmente en 20 frames elegidos al azar.

Consideramos la región de interés (RoI) determinada por el mínimo rectángulo que conforma

la máscara segmentada manualmente en cada caso. La condición de píxel positivo surge

entonces cuando los píxeles pertenecen a la máscara manual, y así se de�nen los verdaderos

y falsos positivos, y los verdaderos y falsos negativos. Además, comparamos estos resultados

del modeloBRemNetcon las segmentaciones generadas por Mask R-CNN (ver Tabla 2.1).
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Tabla 2.1: Métricas de segmentación de máscaras. [2]

Métrica
Media Desviación estandar Min Max

BRemNet Mask R-CNN BRemNet Mask R-CNN BRemNet Mask R-CNN BRemNet Mask R-CNN

Hamming loss 0.04149 0.04734 0.00559 0.00693 0.03428 0.03889 0.05578 0.06111
Jaccard 0.86457 0.84577 0.01913 0.02830 0.83373 0.80468 0.90798 0.89994
F-measure 0.92726 0.91620 0.01096 0.01655 0.90933 0.89177 0.95177 0.94733
Accuracy 0.95851 0.95266 0.00559 0.00693 0.94422 0.93889 0.96572 0.96111
FPR 0.02929 0.03226 0.04308 0.04979 0.03844 0.03938 0.03918 0.04252
FNR 0.07050 0.08385 0.09068 0.11291 0.05415 0.06017 0.06929 0.08992

Tabla 2.2: Prueba de segmentación de video Mask R-CNN vs.BRemNet
(n=10) [2].

video 1 video 2 video 3 video 4 video 5 video 6 video 7 video 8 video 9 video 10

min Jaccard 0.6000 0.6606 0.7035 0.5057 0.5942 0.5967 0.3723 0.6195 0.4757 0.4541
Jaccard <0.8 25.57 % 11.11 % 3.23 % 29.73 % 12.24 % 30.43 % 21.43 % 21.16 % 34.56 % 38.57 %
max FN 110,746 67,498 77,635 96,063 254,296 59,932 152,988 59,032 87,076 84,309

Tabla 2.3: Métricas de segmentación de máscaras en los frames con mín Jac-
card. [2].

Métrica
Media Desviación estandar Min Max

BRemNet Mask R-CNN BRemNet Mask R-CNN BRemNet Mask R-CNN BRemNet Mask R-CNN

Jaccard 0.73543 0.28999 0.11578 0.13299 0.51644 0.06965 0.84800 0.45189
F-measure 0.84264 0.43349 0.08188 0.17417 0.68112 0.13023 0.91775 0.62249
FPR 0.15062 0.50837 0.17849 0.50000 0.10318 0.56022 0.13559 0.51065
FNR 0.15077 0.63428 0.17222 0.74144 0.09727 0.74409 0.13376 0.73075

Aunque BRemNetobtuvo mejores resultados que Mask R-CNN en todas las métricas de

calidad, la verdadera ventaja deBRemNetestá relacionada con la consistencia de la máscara

resultante durante todos los frames de una toma determinada, incluso aquellos con mucho

ruido (debido al movimiento de la cámara o de la persona). El motivo de esta mejora es

que la calidad de segmentación de Mask R-CNN depende en gran medida de la limpieza del

fondo y de la estabilidad de la toma. Por ejemplo, algunos objetos del fondo junto con parte

del cuerpo humano pueden ser identi�cados erróneamente como otro objeto (por ejemplo,

un perro), lo que da lugar a frames con un mayor número de falsos negativos (ver Figura 2.4

(superior-izquierda)).
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Figura 2.4: Ejemplos de segmentación: Mask R-CNN (izquierda) yBRemNet
(derecha). La máscara segmentada se superpone en rojo a los frames reales.
En Mask R-CNN las máscaras de otros objetos identi�cados se superponen en
cian. En las máscaras, los verdaderos positivos en blanco, los falsos positivos
en magenta y los falsos negativos en verde [2].
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Se producen resultados similares cuando la persona se mueve durante una toma, o si el

movimiento de la cámara a lo largo del sujeto es irregular. Exploramos las diferencias por

frames entreBRemNety Mask R-CNN en diez vídeos elegidos al azar, utilizando el índice de

Jaccard. Este índice es utilizado para medir la similitud entre dos conjuntos, en este caso, se

usa para evaluar las diferencias entre los resultados de ambas redes. La proporción de frames

con una similitud inferior a 0,8 oscila entre el 3,23 % y el 38,57 %, y el índice de Jaccard de

los frames menos similares puede descender hasta 0,37 (ver Tabla 2.2 y Figura 2.4).

Aunque no son signi�cativos en la media, estos frames con resultados erróneos de Mask

R-CNN generan una mala reconstrucción de la nube de puntos SfM, ya que partes de la infor-

mación fotogramétrica se inferirán erróneamente. En estas tomas, seleccionamos los frames

con mayor disparidad entre Mask R-CNN yBRemNet(en este caso el índice de Jaccard mí-

nimo entre ambas segmentaciones). En estos diez frames (uno por cada vídeo) segmentamos

manualmente la máscara esperada y establecimos las medidas de calidad de Mask R-CNN

y BRemNet(ver Tabla 2.3). Este análisis con�rma que Mask R-CNN es propenso a errores

que pueden perjudicar la nube de puntos resultante, mientras queBRemNetse comporta de

una manera mucho más estable.

2.3. Landmarks Corporales

La detección de poses es un problema abordado por la Visión por Computadora y el

Machine Learning, el cual tiene como objetivo identi�car la posición y orientación de un

objeto. Para ello, se establecen puntos clave de interés (landmarks) y los modelos resultantes

localizan las ubicaciones de estos landmarks que describen el objeto como un conjunto de

coordenadas de la imagen.

La adquisición de landmarks en cuerpos humanos a partir de una imagen o video tiene el

potencial de enriquecer la información contenida en los conjuntos de datos como la posición

o el contexto de la imagen o frame de video, y se les suele llamar �esqueleto�. Estos modelos
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Figura 2.5: Landmarks corporales de OpenPose [3] (izquierda) y BlazePose [4]
(derecha).

son útiles en aplicaciones que implican el seguimiento y la identi�cación de personas en

tiempo real como la detección de movimiento, la vigilancia de seguridad, la animación y

la interacción humano-máquina en robótica. Actualmente existen diferentes modelos para

detectar landmarks corporales basados principalmente en redes CNNs, que procesan las

imágenes para extraer características relevantes como bordes y formas, y luego, utilizan estos

datos para identi�car los landmarks anatómicos en la imagen, principalmente articulaciones,

y estimar sus correspondientes posiciones y orientaciones. Algunos de los más conocidos son

OpenPose [3] y BlazePose de MediaPipe [4], y para entrenar estos modelos, se utilizan

conjuntos de datos etiquetados que contienen imágenes o videos de personas en diferentes

poses y movimientos (uno de estos datasets es el ya mencionado COCO Dataset [29]). El

modelo se entrena para reconocer y etiquetar correctamente los landmarks en las imágenes o

frames de video. Para esta tesis se implementaron y compararon estos métodos para detectar

los principales landmarks corporales utilizando como entrada frames de video segmentados

previamente porBRemNet.

En primer lugar, se usaron como pesos del entrenamiento las anotaciones de COCO

del modelo de 18 landmarks que identi�ca las principales articulaciones del cuerpo, y el

módulo Deep Neuronal Networks (DNN) de OpenCV [36] con la arquitectura de OpenPose.
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Este modelo toma como entrada un frame de video y produce, como salida, un arreglo de

matrices que contiene los landmarks, y mapas de calor (nombrados por el modelo como

mapas de con�anza) para cada par de landmarks que sugieren una articulación. Un mapa de

con�anza es una imagen en escala de grises que tienen un valor alto en los lugares donde la

probabilidad de una determinada parte del cuerpo es alta. Por ejemplo, el mapa de con�anza

del codo derecho (landmark 3), tiene valores altos en todos los lugares donde considera que

hay un codo derecho. Para el modelo de 18 landmarks, las primeras 18 matrices de la salida

corresponden a los mapas de con�anza de landmarks corporales.

En las primeras capas de la red, OpenPose utiliza Visual Geometry Group (VGG19) [24]

que son una combinación de capas de convolución (3x3) y agrupamiento (2x), y se utilizan

para crear mapas de características (F) para la imagen de entrada (ver Figura 2.6). Teniendo

éstos mapas como entrada, en la etapa 1 (Stage 1) usa una CNN multietapa de 2 rami�cacio-

nes en la que, la primera rama (Branch 1) predice el conjunto de mapas de con�anza 2D (S)

de las ubicaciones de las partes del cuerpo (por ejemplo, landmarks de codo, rodilla, etc.),

y la segunda, predice un conjunto de campos vectoriales 2D (L) de con�anza que codi�can

el grado de asociación entre pares de landmarks que corresponderían a articulaciones (por

ejemplo, hombro derecho - codo derecho), éstas corresponden a las matrices 20 a 57 (ver

Figura 2.6).

Para implementar éste modelo se usó un procesador Intel Core i7 CPU @1.8GHz con

7.6GiB de memoria, disco de 586.3GB y sistema operativo Ubuntu 18.04.6. Los algoritmos

se implementaron utilizando el lenguaje de programación Python 3, y el código está alojado

en: https://github.com/aletrujim/body-landmarks .

Por otro lado, para el modelo BlazePose, desarrollado por Google e implementado en

MediaPipe, se usaron como pesos del entrenamiento las anotaciones propias de Blaze, que

usa 17 landmarks de COCO, y agrega algunos landmarks faciales, y en las manos y pies,

teniendo en total 33 landmarks corporales. Este modelo cuenta con dos fases, la primera

es un detector que localiza la región de interés (RoI) de la silueta de la persona dentro del
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