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2.2.1 Discusión teórica . . . . . . . . . . . . . . . . . . . . . 23
2.3 Resultados Numéricos . . . . . . . . . . . . . . . . . . . . . . 32

3 Optimización con restricciones 40
3.1 El problema de optimización con restricciones de igualdad y

de caja . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 40
3.2 La aproximación del espacio tangente . . . . . . . . . . . . . . 44

3.2.1 El enfoque de Vardi . . . . . . . . . . . . . . . . . . . . 44
3.2.2 El enfoque de Byrd-Omojokun . . . . . . . . . . . . . . 45

3.3 La aproximación en todo el espacio . . . . . . . . . . . . . . . 46
3.3.1 El enfoque de Celis, Dennis y Tapia . . . . . . . . . . . 46
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6.1 Hipótesis estándar . . . . . . . . . . . . . . . . . . . . . . . . 69
6.2 Decrecimiento suficiente del modelo . . . . . . . . . . . . . . . 70

6.2.1 El subproblema normal . . . . . . . . . . . . . . . . . . 72
6.2.2 El subproblema tangente . . . . . . . . . . . . . . . . . 77

6.3 Buena definición del algoritmo . . . . . . . . . . . . . . . . . . 84

i



ii

6.4 Convergencia global . . . . . . . . . . . . . . . . . . . . . . . . 93

7 Resultados numéricos 100

8 Conclusiones 109
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Resumen

Un algoritmo para problemas de optimización no lineal con restricciones
de igualdad y de caja es presentado. En el marco del método de programación
cuadrática secuencial, con una estrategia de globalización de región de con-
fianza, se evita el uso de parámetros de penalización en funciones de mérito
mediante el uso de un filtro inclinado con memoria.

Los subproblemas de región de confianza son resueltos mediante el uso del
método de gradiente espectral proyectado (SPG), un método no monótono
para problemas convexos de gran escala. El paso de prueba es evaluado me-
diante una condición no monótona sobre el Lagrangiano de la función obje-
tivo, que puede ser considerado una generalización de la condición de fracción
decrecimiento de Cauchy y la condición no monótona para búsqueda lineal
de Grippo, Lampariello y Lucidi.

Las propiedades de buena definición y convergencia global del algoritmo
son analizadas bajo hipótesis estándar para problemas de optimización no
lineal con restricciones de igualdad y de caja, basados en una estrategia de
región de confianza.

Resultados numéricos son reportados para validar la eficiencia y robustez
del algoritmo en problemas de variado tamaño, y un problema de ajuste de
observaciones con ruido a una solución de una ecuación diferencial de segundo
orden, que genera un problema no diferenciable. La condición de decreci-
miento no monótona es comparada con la tradicional condición monótona
mediante perfiles de rendimiento.
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Abstract

An algorithm based on nonmonotone trust-region-filter method for a non-
linear problem with equality and box constraints is presented. In the frame
of sequential quadratic programming with a strategy for global convergence
based on the trust region approach the use of a slanting filter with memory
avoid the pitfalls of penalty parameters of merit functions.

The trust region subproblems are solved by the Spectral Projected Gra-
dient (SPG), a nonmonotone method for large-scale convex constrained pro-
blems. The trial step is evaluated by a nonmonotone condition in the Lagran-
gian of the objetive function, which can be considered not only a generaliza-
tion of the fraction of Cauchy decrease condition, but also a generalization
of the nonmonotone line search proposed by Grippo, Lampariello y Lucidi.

Well definition and global convergence properties are analyzed under mild
conditions for the non linear problems with equality and box restrictions
based on trust region.

Numerical results are reported to validate the robustness and efficiency
of the algorithm on varied size test problems, and for fit a set of noisy obser-
vations to a second order differential equation solution wich generate a non
diferential problem. The nonmonotone rule is compared to the traditional
monotone rule through performance profiles.
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Caṕıtulo 1

Introducción

En este trabajo consideramos el problema de optimización no lineal con res-
tricciones de igualdad y de caja

min
s.a

f(x)

c(x) = 0 (1.1)
x ∈ Ω,

siendo f : Rn → R y c : Rn → Rm funciones con derivadas segundas continuas
sobre un conjunto abierto que contiene a la caja Ω = {x ∈ Rn : li ≤ xi ≤ ui}.

Recordemos que el problema más general

min
s.a

f(x)

c(x) = 0
ĉ(x) ≤ 0
x ∈ Ω,

donde también aparecen restricciones de desigualdad, representadas por la
función ĉ : Rn → Rp puede fácilmente ser transformado en un problema
del tipo (1.1), mediante la introducción de variables auxiliares zj para j =
1, . . . , p

min
s.a

f(x)

ci(x) = 0, i = 1, . . . ,m,

ĉj(x) + z2
j = 0, j = 1, . . . , p,

x ∈ Ω.
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Los métodos iterativos para resolver el problema (1.1) deben decidir en
cada iteración si el iterado actual satisface razonablemente la condición de
estar próximo al verdadero punto optimal. Como testear la optimalidad es
en muchas situaciones una tarea dif́ıcil y costosa, la opción más práctica es
requerir que se satisfaga, aproximadamente, alguna condición necesaria de
optimalidad.

Para el problema de optimización sin restricciones

min
x∈Rn

f(x), (1.2)

la condición necesaria de primer orden asegura que si el punto x? es un
minimizador local de la función f entonces∇f(x?) = 0. Con más información
se tiene una condición necesaria de segundo orden que asegura que si x? es un
minimizador local de f , una función de clase C2 en un entorno de x?, entonces
∇f(x?) = 0 y la matriz Hessiana de f es semidefinida positiva en x?, esto
es, ∇2f(x?) ≥ 0. Restringiendo un poco estas condiciones se puede obtener
una condición suficiente de segundo orden afirmando que para f de clase
C2 en un entorno de x? que satisface ∇f(x?) = 0 y de modo que la matriz
Hessiana de f sea definida positiva en x?, esto es, ∇2f(x?) > 0, entonces
x? es un minimizador local del problema sin restricciones (1.2). Claro que
no siempre la información de segundo orden está disponible, y aún aśı, el
costo de verificar que la matriz Hessiana es definida positiva en el punto
optimal puede resultar relativamente costosa. Es por lo tanto la condición de
optimalidad de primer orden la opción mejor ponderada desde el punto de
vista práctico.

Para el problema con restricciones (1.1) una condición necesaria de primer
orden es la existencia de los multiplicadores de Lagrange, que es el caso parti-
cular de la condición propuesta por Karush, Khun y Tucker para el problema
de optimización no lineal general, [KAR39], [HT50]. Si x? es un minimizador
local regular, podemos asegurar que existen los escalares λ?1, . . . , λ

?
m tales que

∇`(x?, λ?) = 0, (1.3)

donde `(x, λ) = f(x) +
m∑
i=1

λici(x) es la función de Lagrange. En este caso

diremos que x? es un punto KKT. La existencia de los multiplicadores de
Lagrange es una condición necesaria de primer orden sólo si x? es un punto
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regular, esto es, si ∇c(x?) tiene rango completo. Por ejemplo, en el problema

min
s.a

f(x1, x2) = x1 + x2

(x1 + 1)2 + x2
2 = 1

(x1 + 2)2 + x2
2 = 4,

el mı́nimo x? = (0, 0) no es un punto regular y no existe un vector λ? tal que el
gradiente ∇f(x?) sea combinación lineal de los gradientes de las restricciones
∇c1(x?) y ∇c2(x?).

−5 −4 −3 −2 −1 1 2 3 4 5

−2

−1

1

2

3

0∇c1(x?)

∇c2(x?)

∇f(x?)

Figura 1.1: Regularidad y existencia de los multiplicadores de Lagrange.

La regularidad es llamada una condición calificadora de primer orden, y
no es la única que puede ser impuesta para asegurar que se satisfaga una
condición necesaria de primer orden del problema con restricciones, pero es
la que se usa en este trabajo por ser la más adecuada para el problema (1.1).

En el caṕıtulo 2 analizamos el problema de optimización sin restricciones
(1.2) para f : Rn → R dos veces continuamente diferenciable.
Se presenta un algoritmo que hace uso de una estrategia de globalización
de región de confianza cuyos subproblemas cuadráticos se resuelven aproxi-
madamente mediante el método del gradiente espectral proyectado. Para la
evaluación del paso se propone una condición no monótona (2.11) que puede
ser considerada una generalización de la propuesta por Grippo, Lampariello
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y Lucidi [GLL86] y a la vez de la condición de fracción de decrecimiento de
Cauchy (2.9). Bajo hipótesis estándar se establece la buena definición (2.3) y
la convergencia global (2.4) del algoritmo. Finalmente se presentan amplios
resultados numéricos comparando el algoritmo de región de confianza con
una condición de aceptación del paso monótona y otra no monótona para
problemas de gran escala. Para exhibir los beneficios del uso de una con-
dición de aceptación no monótona se realiza además la comparación con un
algoritmo que utiliza el método de gradientes conjugados para resolver los
subproblemas de región de confianza.

En el caṕıtulo 3 se comienza a analizar el problema de optimización con
restricciones de igualdad y de caja (1.1). Asumiendo válida la condición ca-
lificadora de regularidad, la condición necesaria de primer orden garantiza
la existencia de los multiplicadores de Lagrange. Como en el caso sin res-
tricciones se incorpora una estrategia de región de confianza al método de
programación cuadrática secuencial, resolviendo en cada iteración el subpro-
blema cuadrático de región de confianza

min
s.a

Qk(s) = 1
2
sTHks+∇x`

T
k s+ `k

∇cTk s+ ck = 0
‖s‖∞ ≤ δk.

Para resolver la posible incompatibilidad que se presenta cuando la variedad
lineal no intersecta la región de confianza se adopta el enfoque de la aproxi-
mación del espacio tangente de Omojokun [OMO89], descomponiendo el paso
de prueba sk en sus componentes normal snk y tangente stk. La primera de
estas componentes es calculada, dentro de una región de confianza reducida,
como el paso más linealmente factible, solución aproximada del subproblema
normal

min
s.a

Mk(s) = 1
2
‖∇cTk s+ ck‖2

2

‖s‖∞ ≤ rδk
xk + s ∈ Ω.

Por su parte, la componente tangente es calculada como solución aproximada
del subproblema tangente de región de confianza

min
s.a

Q̃k(s
t) = 1

2
(snk + st)THk(s

n
k + st) +∇x`

T
k (snk + st) + `k

‖snk + st‖∞ ≤ δk
xk + snk + st ∈ Ω

∇cTk st = 0.
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Para resolver cada uno de estos subproblemas se utiliza, como en el caso sin
restricciones el método de gradiente espectral proyectado (SPG).

Para evitar el uso de una función de mérito en la valoración de la calidad
del nuevo iterado utilizamos la noción de filtro introducida por Fletcher y
Leyffer [FL06], evitando aśı el problema de actualización de los parámetros de
penalización. La evolución de la noción de filtro es presentada en el caṕıtulo
4.

En el caṕıtulo 5 se realiza una exposición completa del algoritmo de pro-
gramación no lineal objeto de este trabajo.

En el caṕıtulo 6 se desarrollan los aspectos teóricos concernientes al al-
goritmo propuesto, haciendo una detallada presentación de las reducciones
no monótonas actual y la predicha por el modelo cuadrático del Lagrangiano
que permiten, como en el caso sin restricciones, medir la adecuación del mo-
delo local al problema original. Los principales resultados son los teoremas
que prueban la buena definición (6.1) y la convergencia global del algoritmo
(6.2).

En el caṕıtulo 7 se muestran los resultados numéricos del algoritmo pro-
puesto. Como en el caso de optimización sin restricciones, se hace énfasis en
comparar un algoritmo con una condición de aceptación del paso monótona
y otro con la condición no monótona propuesta.

Es conveniente introducir alguna notación, en su forma más común en
la literatura. Denotaremos con g(x) = ∇f(x) ∈ Rn al vector gradiente cuya

i-ésima componente es
∂f

∂xi
(x). Con G(x) = ∇2f(x) identificamos a la matriz

Hessiana, ∇2f(x) cuyo elemento (i, j) es
∂2f

∂xi∂xj
(x), o una aproximación de

ella. Como suponemos que la función f es dos veces diferenciable, la matriz
Hessiana resulta simétrica.
Además denotamos por `(x, λ) = f(x) + λT c(x) el Lagrangiano o función
Lagrangiana y con H(x) a su matriz Hessiana ∇2

xx`(x, λ) como función de la
variable x, o una aproximación de ella.

Con el propósito de una mejor presentación en varias ocasiones utilizamos
una notación abreviada como fk = f(xk), ck = c(xk) o `k = `(xk, λk) cuando
las funciones deban ser evaluadas en el iterado xk.

Si no hay aclaración previa, con ‖.‖ denotamos la norma Euclidiana ‖.‖2.



Caṕıtulo 2

Optimización sin restricciones

En este caṕıtulo consideramos el problema no lineal sin restricciones

min
x∈Rn

f(x), (2.1)

donde f : Rn → R es dos veces continuamente diferenciable.
Uno de los métodos iterativos más utilizado para resolver este problema

es el método de Newton. Famoso por su convergencia local q-cuadrática,
también es conocido por sus problemas de convergencia global cuando la
aproximación inicial no es suficientemente buena, esto es, cuando no se en-
cuentra dentro de la región de convergencia determinada por el método. Por
ello es crucial incorporar alguna estrategia que permita asegurar la conver-
gencia comenzando desde cualquier punto inicial. Procedimientos de este tipo
se conocen como estrategias de aproximación o de globalización.

Las principales estrategias de globalización usadas hoy en d́ıa son la
búsqueda lineal y la región de confianza.

Al aplicar la estrategia de búsqueda lineal a un algoritmo iterativo, para
cada iterado xk se determina en primer término una dirección, en general de
descenso, dk, y a continuación se calcula la longitud del paso de prueba sk,
a lo largo de esta dirección, de modo que el nuevo iterado xk+1 = xk + sk
permita una disminución razonable del valor de la función objetivo f . Como la
dirección de búsqueda es una dirección de descenso, a menos que se alcance
un punto estacionario, siempre existen mejores puntos a lo largo de esta
dirección. Entre los criterios monótonos de aceptación del paso de prueba
más usados podemos encontrar los presentados por Armijo (1966) [ARM66],
Goldstein (1965) [GOL65] y Wolfe (1969) [WOL69a, WOL69b].

6
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La filosof́ıa de los métodos de región de confianza es totalmente distinta.
Se fija primero el tamaño del paso para luego analizar en qué dirección es con-
veniente moverse. Para ello, alrededor del iterado actual xk se construye un
modelo que aproxime a la función objetivo, que puede ser lineal o cuadrático,
para buscar un mı́nimo del mismo dentro de una región cerrada centrada en
xk, llamada región de confianza , la cual no es más que una entorno del ite-
rado actual. Es natural pensar que tal solución sea una buena aproximación
del problema original, ya que localmente el modelo aproximado se ajusta bien
a la función objetivo. Sin embargo, para aceptar el paso de prueba calculado,
es necesario comparar el decrecimiento de la función objetivo y el decreci-
miento del modelo. Si el valor de la función objetivo fue bien predicho por
el modelo, de acuerdo con la condición de aceptación propuesta, entonces la
región de confianza es mantenida o aumentada, ratificando nuestra confianza
en el modelo usado, en caso contrario, cuando el modelo es rechazado, se
disminuye la región de confianza con la esperanza que este ofrezca una mejor
predicción en una región de menor radio.

En este trabajo concentramos nuestra atención en los métodos de región
de confianza. Estos son métodos robustos, con fuertes propiedades de conver-
gencia y que permiten tratar con situaciones donde la matriz Hessiana de la
función objetivo no es definida positiva, lo cual es una gran ventaja sobre los
métodos de búsqueda lineal. En cada iteración construimos una aproximación
cuadrática de la función objetivo alrededor del iterado actual xk. Como el
modelo cuadrático deja de ser representativo a medida que nos alejamos de
xk, procuramos un punto cŕıtico de f dentro de un entorno centrado en xk,
proponiendo el siguiente subproblema de región de confianza

min
s.a

qk(s) = 1
2
sTGks+ gTk s+ fk (2.2)

‖s‖ ≤ δk,

donde fk = f(xk), gk = ∇fk y Gk es una aproximación simétrica de ∇2fk.

El siguiente algoritmo es una iteración t́ıpica de región de confianza uti-
lizando un modelo cuadrático:
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Algoritmo 2.1. (Región de confianza)

Para cada xk,

Paso 0. Testear convergencia.

Paso 1. (Cálculo del paso de prueba)
Determinar el paso de prueba sk como solución aproximada del

subproblema de región de confianza

min
s.a

qk(s) = 1
2
sTGks+ gTk s+ fk
‖s‖ ≤ δk.

Paso 2. (Evaluación del paso de prueba)

� Si el paso es aceptado:

definir xk+1 = xk + sk,
mantener o aumentar la región de confianza,

actualizar la información,

ir a Paso 0.

� Si el paso es rechazado:

definir xk+1 = xk,
reducir la región de confianza,

ir a Paso 1.

2.1 Un algoritmo monótono de región de con-

fianza

Por ahora dejamos pendiente la elección del método que nos permita calcular
el paso de prueba en el Paso 1 del algoritmo, para dedicarnos al criterio de
aceptación del Paso 2. La clave para decidir si el paso de prueba sk es
aceptable o no, es saber que tan buena es la aproximación del modelo qk
respecto de la función f alrededor de xk. Para ello se definen las cantidades

aredk = f(xk)− f(xk + sk) (2.3)

como el decrecimiento actual de la función f en xk, y

predk = qk(0)− qk(sk) (2.4)
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como el decrecimiento predicho por el modelo qk en xk, lo que permite
construir el cociente

ρk =
aredk
predk

. (2.5)

Como el paso sk se obtiene minimizando el modelo cuadrático qk sobre
una región que contiene al paso s = 0, la reducción predicha es siempre no
negativa, ya que en caso contrario estaŕıa diciendo que f(xk) = qk(0) < qk(sk)
para todo ‖sk‖ ≤ δk, es decir, xk seŕıa un mı́nimo para el modelo en el
interior de la región de confianza y el algoritmo debeŕıa haber terminado en
la iteración anterior. En consecuencia, si ρk es negativo es porque f(xk) <
f(xk + sk) y el paso debe ser rechazado. Por otro lado, si ρk es próximo a 1,
el modelo se ajusta muy bien a la función cerca del iterado actual xk, y es
seguro aceptar el paso y aumentar la región de confianza. De igual manera,
si ρk > 0 pero muy pequeño, el paso es rechazado y se reduce la región
de confianza por considerar que el modelo no se ajusta suficientemente a la
función.

En la figura 2.1 se muestra un esquema de la actualización del radio de
la región de confianza.

Figura 2.1: Aceptación del paso de prueba.

El algoritmo 2.2 muestra cómo funciona el Paso 2 en un algoritmo
monótono.
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Algoritmo 2.2. (Algoritmo monótono)

Paso 2. (Evaluación del paso de prueba)
Definir

aredk(sk, δk) = f(xk)− f(xk + sk)

predk(sk, δk) = f(xk)− qk(sk)

ρk =
aredk
predk

y evaluar la aceptación del paso de la siguiente manera:

Dadas las constantes η1, η2, α1, α2 tales que 0 < η1 < η2 < 1 y

0 < α1 < 1 < α2,

� Si ρk ≥ η2 entonces xk+1 = xk + sk, elegir δk+1 ∈ (δk, α2δk]
e ir al Paso 0.

� Si η1 < ρk < η2 entonces xk+1 = xk + sk, elegir

δk+1 ∈ [α1δk, δk] e ir al Paso 0.

� Si ρk ≤ η1 entonces el paso es rechazado, xk+1 = xk,
reducir el radio de la región de confianza

δk+1 ∈ [min{δmin, α1δk}, δk) e ir al Paso 1.

Aunque en principio se busca la solución óptima del subproblema de
región de confianza (2.2), basta con encontrar una solución aproximada que
produzca suficiente decrecimiento en el modelo dentro de la región de con-
fianza. Para cuantificar este suficiente decrecimiento, se define el paso de
Cauchy, que es el minimizador del modelo cuadrático en la región de con-
fianza a lo largo de la dirección de máximo descenso −gk a partir de xk, esto
es,

sCPk = −tcpk gk,

donde

tCPk ∈ arg min
s.a

qk(−tgk)
‖tgk‖ ≤ δk
t ≥ 0.
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Para t ≥ 0, consideramos la función

h(t) = qk(−tgk) =
1

2
t2gTkGkgk − tgTk gk + fk.

Entonces,

h′(t) = tgTkGkgk − ‖gk‖2
2,

h′′(t) = gTkGkgk.

1. Si la matriz Gk es definida positiva, la función h es estrictamente con-
vexa y el minimizador es único

t?k =
‖gk‖2

2

gTkGkgk
.

a) Si el paso −t?kgk está dentro de la región de confianza, esto es, si

‖gk‖3
2

gTkGkgk
≤ δk,

entonces

tCPk = t?k
y

sCPk = − ‖gk‖
2
2

gTkGkgk
gk.

b) Si el paso −t?kgk no está dentro de la región de confianza elegimos
el paso de Cauchy sCPk como la proyección sobre la misma, esto es,

sCPk = − δk
‖gk‖2

gk. (2.6)

2. Si la curvatura del modelo cuadrático qk(s) a lo largo de la dirección
negativa de su gradiente no es positiva, el minimizador no es único, y
tomamos el paso de Cauchy como la proyección de esta dirección sobre
la región de confianza, es decir, nuevamente (2.6).
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Por lo tanto, se define el paso de Cauchy como

sCPk =


− ‖gk‖

2

gTkGkgk
gk si Gk es definida positiva y

‖gk‖3
2

gTkGkgk
≤ δk

− δk
‖gk‖2

gk en otro caso.

(2.7)

Y el punto de Cauchy como

xCPk = xk − tCPk gk = xk + sCPk .

El siguiente es un conocido resultado debido a Powell [POW75], y su
demostración y comentarios pueden encontrarse en [MOR83] y [CGT00].

Lema 2.1. El paso de Cauchy sCPk satisface la condición

qk(0)− qk(sCPk ) ≥ 1

2
‖gk‖2 min

{
δk,
‖gk‖2

‖Gk‖2

}
. (2.8)

Para que el modelo cuadrático satisfaga la condición (2.8) basta pedir que
prediga un decrecimiento que sea al menos tan bueno como una fracción del
decrecimiento que produce el paso de Cauchy, es decir,

qk(0)− qk(sk) ≥ σ0

(
qk(0)− qk(sCPk )

)
, (2.9)

para algún σ0 ∈ (0, 1). En este caso se dice que el modelo satisface la condición
de fracción de decrecimiento de Cauchy.

Las primeras demostraciones de convergencia global de los métodos de
optimización sin restricciones basados en la estrategia de región de confianza
fueron presentadas por Powell [POW70, POW75], quien introdujo lo que hoy
conocemos como punto de Cauchy, aśı como la primera formulación del Lema
2.1 y la condición de decrecimiento de Cauchy (2.9). El siguiente resultado
fue propuesto por Powell para el método de Newton, requiriendo que el co-
ciente ρk entre el decrecimiento actual y el decrecimiento predicho sea no
negativo, es decir, el paso aceptado produce simplemente una reducción de
la función objetivo. Posteriormente Moré [MOR83] mostró que la convergen-
cia no depende del método utilizado para resolver el subproblema de región
de confianza para modelos cuadráticos.
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Teorema 2.1. Sea f : Rn → R continuamente diferenciable y acotada in-
feriormente en un abierto convexo de Rn que contiene a la sucesión {xn}
generada por el algoritmo 2.1. Si se satisface la condición de decrecimiento
de Cauchy entonces

lim inf
k→∞

‖gk‖ = 0.

Demostración. Ver Powell [POW75], Moré [MOR83] o Conn, Gould y Toint
[CGT00].

Con algún requerimiento extra es posible obtener un resultado más fuerte
[THO75], asegurando que la sucesión de iterados converge a un punto esta-
cionario.

Teorema 2.2. Sea f : Rn → R continuamente diferenciable y acotada in-
feriormente en un abierto convexo de Rn que contiene a la sucesión {xn}
generada por el algoritmo 2.1, la cual satisface la condición de decrecimiento
de Cauchy. Si la sucesión {Gk} está uniformemente acotada y ∇f es unifor-
memente continua, entonces

lim
k→∞
‖gk‖ = 0.

Demostración. Ver Thomas [THO75], Moré [MOR83] o Conn, Gould y Toint
[CGT00].

2.1.1 El método de gradiente espectral proyectado

En el Paso 1 del Algoritmo 2.1, el paso de prueba sk podŕıa ser calculado
utilizando cualquier algoritmo de programación cuadrática secuencial para
minimización con restricciones convexas. En nuestro caso hemos elegido un
algoritmo no monótono como es el método de gradiente espectral proyectado
(SPG, Spectral Projected Gradient por sus siglas en inglés), que combina el
método de gradiente proyectado con la longitud de paso espectral introducida
por Barzilai y Borwein [BB88] y la búsqueda lineal no monótona introducida
por Grippo, Lampariello y Lucidi [GLL86].

En 1988, Barzilai y Borwein [BB88] presentaron un método de tipo gra-
diente que hacia uso de una nueva estrategia para la elección de la longitud
del paso. Usando teoŕıa de números lograron establecer convergencia para el
caso cuadrático de funciones de dos variables.
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En cada iteración,
xk+1 = xk − λk∇f(xk),

donde

λk =
sTk−1sk−1

sTk−1yk−1

,

sk−1 = xk − xk−1, e yk−1 = ∇f(xk)−∇f(xk−1).

En el caso del modelo cuadrático

qk(s) =
1

2
sTGks+ gTk s+ fk,

la longitud del paso es

λk =
gTk−1gk−1

gTk−1Gk−1gk−1

,

que es la longitud óptima del método de máximo descenso de Cauchy del
paso k − 1. De este modo, el método de Barzilai-Borwein calcula, en cada
iteración el paso que minimiza el modelo cuadrático a lo largo de la dirección
negativa del gradiente, pero usa la longitud de paso de la iteración previa.

En el trabajo de 1988 [BB88] se probó que para funciones cuadráticas
estrictamente convexa el método converge R-superlinealmente en dos dimen-
siones. Más aún, respecto a la velocidad de convergencia, en 1990 Fletcher
[FLE90] mostró que en el caso general sólo se podŕıa esperar convergencia
R-lineal.

Por otro lado, en 1991, Raydán [RAY91, RAY93] generalizó para n va-
riables el método de Barzilai y Borwein estableciendo la convergencia global
para funciones cuadráticas estrictamente convexas, mientras que en 2002,
Dai y Liao [DL02] lograron probar usando las estrategias de Raydán la con-
vergencia R-lineal.

Para la minimización de funciones arbitrarias la sucesión de valores fun-
cionales del método de Barzilai-Borwein no decrece en forma monótona,
siendo a veces el decrecimiento severamente comprometido. Sin embargo se
observó experimentalmente que la efectividad del método estaba más aso-
ciada con la interelación entre la longitud del paso y los autovalores de la
matriz Hessiana que con el decrecimiento de la función objetivo. A su vez,
comenzando con el trabajo de Grippo, Lampariello y Lucidi [GLL86], las es-
trategias de aceptación del paso no monótonas hab́ıan empezado a utilizarse
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para el método de Newton, mostrando ser muy efectivas para funciones cuyo
gráfico presentaba valles profundos y sinuosos.

Combinando esta estrategia no monótonona en una búsqueda lineal con
el método de Barzilai y Borwein, en 1997 Raydán [RAY97] desarrolló el
método de gradiente espectral, que es globalmente convergente para funcio-
nes generales que resultó experimentalmente más eficiente que el método de
gradientes conjugados para problemas de gran escala por ser de bajo costo
computacional y de almacenamiento de datos ya que no se consideran ope-
raciones matriciales.

La idea de Raydán fue extendida posteriormente por Birgin, Mart́ınez y
Raydán [BMR00, BMR01] en el método de gradiente espectral proyectado
para minimizar funciones diferenciables sobre conjuntos convexos cerrados.

El método clásico de gradientes proyectados se combinó con la elección
de la longiud del paso de prueba del Gradiente Espectral, obteniendo conver-
gencia global mediante la estrategia de búsqueda lineal no monótona desa-
rrollada por Grippo, Lampariello y Lucidi. Este método ha sido intensa-
mente estudiado y extendido a diferentes problemas de optimización no li-
neal, [ABMY05, ABM05, ABM10, BM01, BM02, BMR03, BMR09, FMR95]
además de haber sido ampliamente usado en diversas aplicaciones [BCM99,
BMMR06, RPVC04, SZZ05, VAC03, ZSC06].

A continuación establecemos el algoritmo de gradiente espectral proyec-
tado.

Algoritmo 2.3. (SPG)

Fijar i = 0, xi = xk.
Mientras ‖P (xi −∇qi)− xi‖ > ε1,

Calcular di = P (xi − αi∇qi)− xi,
x+ = xi + di y

fijar λ = 1.
Mientras f(x+) > max

0≤j≤min{i,m−1}
f(xi−j) + γλdTi ∇qi,

definir λnew ∈ [σ1λ, σ2λ],
fijar λ = λnew y

calcular x+ = xi + λdi.
Fin.

Fijar xi+1 = x+ y

calcular si = xi+1 − xi,
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yi = ∇qi+1 −∇qi y

bi = sTi yi.
Si bi ≤ 0,

fijar αi+1 = αmax,
en otro caso

calcular αi+1 = min

{
αmax,max

{
αmin,

sTi si
bi

}}
y

fijar i = i+ 1.
Fin.

Fijar xk = xi.

Como en su contraparte irrestricta, cada iterado generado por el método
tiene la forma

xk+1 = xk + αkdk,

donde la dirección de búsqueda es una dirección factible de descenso definida
por

dk = P (xk − αk∇qk)− xk.

Esto significa que se podŕıan definir métodos convergentes considerando sufi-
ciente decrecimiento en cada iteración, pero como en el caso irrestricto llevaŕıa
a resultados experimentales muy ineficientes. Por ello el método de gradiente
espectral proyectado utiliza internamente una búsqueda lineal no monótona
del tipo de la empleada por Grippo, Lampariello y Lucidi que no impone
decrecimiento en cada iteración, sino cada M iteraciones, siendo M ≥ 0, un
parámetro predefinido.

En nuestro caso, recordemos que deseamos resolver el problema de opti-
mización no lineal sin restricciones (2.1) adoptando una estrategia de globa-
lización de región de confianza, de modo que en cada iteración necesitamos
resolver el subproblema (2.2). Este es un problema de minimización de una
función cuadrática sobre una región convexa determinada por el entorno de
la región de confianza alrededor del iterado actual. Haciendo uso de la norma
Euclidiana las proyecciones son simples y rápidas de calcular, de modo que
adaptando el método SPG para funciones cuadráticas hemos conseguido un
algoritmo consistente y de bajo costo computacional para resolver el subpro-
blema de región de confianza planteado en cada iteración.

En la próxima sección proponemos una condición de aceptación del paso
de prueba comparando el decrecimiento real de la función objetivo con el
decrecimiento predicho por el modelo cuadrático, el procedimiento estándar
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para algoritmos de región de confianza. En concordancia con la naturaleza
no monótona del método SPG la condición de aceptación propuesta es no
monótona, generalizando la condición de Grippo, Lampariello y Lucidi que
tendrá en cuenta información de segundo orden de la función objetivo.

2.2 Un algoritmo no monótono de región de

confianza

En esta sección presentamos un algoritmo de región de confianza para pro-
blemas de optimización sin restricciones derivado del Algoritmo 2.1, intro-
duciendo una modificación en el Paso 2 que permite la aceptación del paso
en una forma no monótona, es decir, admitiendo que para algunos ı́ndices
la sucesión de los valores de la función objetivo {f(xk)} no sea decreciente.
Usamos para ello una modificación de la condición de aceptación del paso de
prueba propuesta por Grippo, Lampariello y Lucidi [GLL86]:

f(xk + sk) ≤ fmax + σgTk sk, σ ∈ (0, 1) (2.10)

siendo fmax = max
0≤j≤m(k)

f(xk−j) el máximo valor de la función objetivo obte-

nido en las últimas M + 1 iteraciones, donde

m(0) = 0,

0 ≤ m(k) ≤ min{m(k − 1) + 1,M} para k ≥ 1,

y M es un número entero no negativo.
La nueva propuesta consiste en agregar un término de segundo orden a

la derivada direccional de modo que se pueda tomar en cuenta la convexidad
de la función objetivo al momento de aceptar el paso de prueba,

f(xk + sk) ≤ fmax + σ

(
gTk sk +

1

2
sTkGksk

)
, σ ∈ (0, 1) (2.11)

que podemos escribir como

σ (qk(0)− qk(sk)) ≤ fmax − f(xk + sk).

Definimos
arednmk = fmax − f(xk + sk),
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como el decrecimiento actual de la función objetivo f en la k-ésima iteración
respecto de sus M + 1 valores previos.
Recordando que

predk = qk(0)− qk(sk)
es el decrecimiento predicho por el modelo cuadrático en la k-ésima iteración,
definimos el cociente

ρ̃k =
arednmk
predk

(2.12)

que mide, en el iterado xk, el ajuste del modelo cuadrático a la función
objetivo, respecto del peor de sus últimos M + 1 valores.

Podemos entonces construir un algoritmo no monótono alterando el Paso
2 del Algoritmo 2.1 de la siguiente manera:

Algoritmo 2.4. (Algoritmo no monótono - versión 1)

Paso 2. (Evaluación del paso de prueba)
Definir

arednmk (sk, δk) = fmax − f(xk + sk),

predk(sk, δk) = f(xk)− qk(sk),

ρ̃k =
arednmk
predk

,

y evaluar la aceptación del paso de la siguiente manera:

Dadas las constantes η1, η2, α1, α2 tales que 0 < η1 < η2 < 1 y

0 < α1 < 1 < α2,

Si ρ̃k ≥ η2 entonces xk+1 = xk + sk, elegir δk+1 ∈ (δk, α2δk], e

ir al Paso 0.

Si η1 < ρ̃k < η2 entonces xk+1 = xk+sk, elegir δk+1 ∈ [α1δk, δk],
e ir al Paso 0.

Si ρ̃k ≤ η1 entonces el paso es rechazado, xk+1 = xk, reducir

el radio de la región de confianza

δk+1 ∈ [min{δmin, α1δk}, δk), e ir al Paso 1.

Observemos que el método monótono puede considerarse un caso parti-
cular de este último, donde M = 0, es decir, el máximo fmax se toma sólo
sobre la iteración anterior.
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Podemos hacer una nueva generalización definiendo

prednmk = ql(k)(0)− qk(sk) = f(xl(k))− qk(sk)

como el decrecimiento predicho por el modelo cuadrático qk(s) en la iteración
k con respecto al modelo cuadrático alrededor de xl(k), donde l(k) es un entero
no negativo tal que:

k −m(k) ≤ l(k) ≤ m(k) y
f(xl(k)) = fmax = max

0≤j≤m(k)
f(xk−j).

Estamos aśı comparando el decrecimiento del modelo cuadrático actual res-
pecto del modelo cuadrático construido alrededor del punto xl(k) donde la
función objetivo alcanzó su peor valor en las últimas M + 1 iteraciones.
Entonces el cociente

ρnmk =
arednmk
prednmk

(2.13)

mide el ajuste del modelo cuadrático a la función objetivo en el iterado actual
respecto del peor en las últimas M + 1 iteraciones.

Podemos construir un nuevo algoritmo no monótono modificando el Paso
2 del Algoritmo 2.1 de la siguiente manera

Algoritmo 2.5. (Algoritmo no monótono - versión 2)

Paso 2. (Evaluación del paso de prueba)
Definir

arednmk (sk, δk) = fmax − f(xk + sk),

prednmk (sk, δk) = ql(k)(0)− qk(sk),

ρnmk =
arednmk
prednmk

,

y evaluar la aceptación del paso de la siguiente manera:

Dadas las constantes η1, η2, α1, α2 tales que 0 < η1 < η2 < 1 y

0 < α1 < 1 < α2,

Si ρnmk ≥ η2 entonces xk+1 = xk + sk, elegir δk+1 ∈ (δk, α2δk],
e ir al Paso 0.
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Si η1 < ρnmk < η2 entonces xk+1 = xk + sk, elegir

δk+1 ∈ [α1δk, δk], e ir al Paso 0.

Si ρnmk ≤ η1 entonces el paso es rechazado, xk+1 = xk,
reducir el radio de la región de confianza

δk+1 ∈ [min{δmin, α1δk}, δk), e ir al Paso 1.

Observemos que

prednmk = ql(k)(0)− qs(sk)
= f(xl(k))− qk(sk)
≥ f(xk)− qk(sk) (2.14)

= qk(0)− qk(sk)
= predk.

Presentamos ahora los principales resultados acerca de algoritmos de
región de confianza no monótonos para optimización sin restricciones y con
restricciones de caja de los últimos años, comparando los distintos criteros de
aceptación del paso de prueba que ofrecen cada uno de ellos. Se ha evitado la
notación de los autores priorizando la que hemos introducido en este trabajo.

Autor condición de aceptación propuesta

N.Y. Deng, aredk = f(xl(k))− f(xk)− γ∆k||gk||,
Y. Xiao, predk = qk(0)− qk(sk),

F.J. Zhou. µk =


aredk
predk

si M > 0

µ si M = 0
,

[DXZ93] ρk =
aredk
predk

≥ µk = min{µ, µk}.
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X. Ke, aredk = f(xl(k))− f(xk + sk),
J. Han. predk = qk(0)− qk(sk),

[KH98] ρk =
aredk
predk

≥ ηk,

donde µk = min

{
µ,
η∆k‖gk‖
predk

}
con µ, η ∈ (0, 1) y

f(xl(k)) = max
0≤j≤m(k)

f(xk−j), con

m(k) = min{m(k − 1) + 1,Mk} y
Mk = 0 cuando ρk ≥ C ≥ 1.

W. Sun. aredk = f(xl(k))− f(xk + sk),
[SUN04] predk = qk(0)− qk(sk),

ρk =
aredk
predk

≥ η1.

J. Mo, aredk = f(xl(k))− f(xk + sk),
K. Zhang, predk = qk(0)− qk(sk),
Z. Wei. con f(xl(k)) = max

0≤j≤m(k)
f(xk−j) y

[MZW05] m(k) =

{
0 si ρk−1 ≥ η1

min{m(k − 1) + 1,M} en otro caso

ρk =
aredk
predk

≥ η1.

J. Mo, aredk = Ck − f(xk + sk),
Ch. Liu, predk = qk(0)− qk(sk),

S. Yan. Ck =

 f(xk) si k = 0
ηk−1Qk−1Ck−1 + f(xk)

Qk

si k ≥ 1
,

[MLY07] Qk =

{
1 si k = 0
ηk−1Qk−1 + 1 si k ≥ 1

,

ρk =
aredk
predk

≥ η1.
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S.J. Qu, aredk = f(xl(k))− f(xk + sk),
K.C. Zhang, predk = φk(0)− φk(sk),

J. Zhang. donde φk(s) =
gTk s

1− αTk s
+

1

2

sTGks

(1− αTk s)2
,

[QZZ08] ρk =
aredk
predk

≥ η1.

M. Ahookhosh, aredk = Rk − f(xk + sk),
K. Amini. predk = qk(0)− qk(sk),
[AA12] donde Rk = ηkf(xl(k)) + (1− ηk)f(xk) y

ηk =


η0

2
si k = 1

ηk−1 + ηk−2

2
si k ≥ 2

ρk =
aredk
predk

≥ η1.

A diferencia de los trabajos anteriores, Toint [TOI97] utiliza una con-
dición no monótona en un algoritmo de región de confianza para minimizar
sobre un conjunto convexo y cerrado, definiendo

ρ1,k =


f(xl(k))− f(xk + sk)

l∑
i=l(k)

qk(0)− qi(sk)
si l > 0

0 si l = 0

donde l es el número de iteraciones exitosas,

ρ2,k =
f(xk)− f(xk + sk)

qk(0)− qk(sk)
y

ρk = max{ρ1,k, ρ2,k} ≥ η1.

Por otro lado, Chen, Han y Xu [CHX01] para resolver un problema de
programación no lineal con restricciones de caja utilizan una condición no
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monótona similar a las de Sun [SUN04] y Mo, Zhang y Wei [MZW05] con

aredk = f(xl(k))− f(xk + sk),

predk = qk(0)− qk(sk) y

ρk =
aredk
predk

≥ η1.

donde
f(xl(k)) = max

0≤j≤m(k)
f(xk−j)

con m(0) = 0 y m(k) = min{m(k−1)+1, 2M,Mk} y ahora Mk se incrementa
sólo cuando el paso es rechazado.

2.2.1 Discusión teórica

Comenzamos estableciendo las hipótesis bajo las cuales demostramos la buena
definición y la convergencia global del Algoritmo 2.5.

A1. Existe un conjunto abierto y convexo D ⊆ Rn tal que, xk, xk + sk ∈ D,
para todo k.

A2. El gradiente de f es Lipchitz continuo sobre el conjunto D, esto es,
∇f ∈ Lipγ(D).

A3. La sucesión de matrices Hessianas o sus aproximaciones {Gk} está uni-
formemente acotada, esto es, existe ϑGf

≥ 0 tal que ‖Gk‖ ≤ ϑGf
, para

todo k.

A4. La función objetivo f está acotada inferiormente en el conjunto com-
pacto

D0 = {x ∈ Rn : f(x) ≤ f(x0)}.

Podemos observar que como consecuencia de la hipótesis (A2),∣∣f(x+ s)− f(x)−∇f(x)T s
∣∣ = O(‖s‖2).

Presentamos ahora algunos resultados técnicos que nos permitirán obte-
ner teoremas de buena definición y convergencia para este nuevo criterio de
aceptación del paso.
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Lema 2.2. Asumiendo las hipótesis (A1)-(A3) se tiene

|arednmk − prednmk | ≤ β0‖sk‖2, β0 > 0.

Demostración. Como f : Rn → R es continuamente diferenciable sobre el
abierto convexo D donde ∇f es Lipschitz continua, entonces

∣∣f(x+ s)− f(x)−∇f(x)T s
∣∣ =

∣∣∣∣∫ 1

0

(∇f(x+ ts)−∇f(x))T s dt

∣∣∣∣
≤

∫ 1

0

‖∇f(x+ ts)−∇f(x)‖2‖s‖2dt

≤
∫ 1

0

γt‖s‖2
2dt =

γ

2
‖s‖2

2.

Tenemos aśı que

|arednmk − prednmk | =

∣∣∣∣12sTkGksk +∇f(xk)
T sk + f(xk)− f(xk + sk)

∣∣∣∣
≤ 1

2
‖Gk‖2‖sk‖2

2 +
∣∣f(x+ s)− f(x)−∇f(x)T s

∣∣
≤

ϑGf

2
‖sk‖2

2 +
γ

2
‖sk‖2

2 = β0‖s‖2
2,

donde β0 =
1

2

(
ϑGf

+ γ
)
.

El siguiente lema presenta un resultado similar al Lema 2.1 de Powell
[POW75] donde el decrecimiento del modelo cuadrático del paso de Cauchy
es acotado inferiormente cuando el paso de prueba es calculado mediante el
método de gradiente espectral proyectado.

Lema 2.3. Asumiendo las hipótesis (A1)-(A3), y gk 6= 0 se cumple que

qk(0)− qk(sCPk ) ≥ 1

2
‖gk‖‖sk‖min

{
1,
|αk|
ϑGf

}
,

donde αk es el cociente de Raleigh, esto es, αk =
sTk−1yk−1

sTk−1sk−1

.
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Demostración. En primer término consideramos el caso en que la curvatura
del modelo cuadrático es positiva a lo largo de la dirección negativa de su
gradiente, i.e, gTkGkgk > 0. En este caso el minimizador del método de Cauchy
es único,

t?k =
‖gk‖2

2

gTkGkgk
.

Podemos encontrar dos situaciones diferentes.

1. Si el paso óptimo −t?kgk está dentro de la región de confianza, el paso
de Cauchy es

sCPk = − ‖gk‖
2
2

gTkGkgk
gk.

Reemplazando en el modelo cuadrático obtenemos

qk(0)− qk(sCPk ) = −1

2
(sCPk )TGks

CP
k − gTk sCPk

= −1

2

‖gk‖4
2

gTkGkgk
+
‖gk‖2

2

gTkGkgk
gTk gk

=
1

2

‖gk‖4
2

gTkGkgk
.

Como gTkGkgk ≤ ‖gk‖2
2‖Gk‖2,

qk(0)− qk(sCPk ) ≥ 1

2

‖gk‖2
2

‖Gk‖2

≥ 1

2

‖gk‖2
2

ϑGf

. (2.15)

En este caso, para el paso de prueba pueden presentarse dos escenarios

a) Si el paso sk = − 1
αk
gk, obtenido mediante el método del gradiente

espectral proyectado está dentro de la región de confianza, i.e., si
‖sk‖2 ≤ δk, entonces

qk(0)− qk(sCPk ) ≥ 1

2ϑGf

‖gk‖2‖sk‖2|αk|. (2.16)

b) Por otro lado, si el paso de prueba yace fuera de la región de
confianza,

‖gk‖2

|αk|
> δk,
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y una vez proyectado el paso estará en la frontera, i.e.,

sk = − ck
αk
gk,

con

0 < ck =
|αk|
‖gk‖2

δk < 1.

Entonces,

qk(0)− qk(sCPk ) >
1

2ϑGf

‖gk‖2δk|αk|

=
1

2ϑGf

‖gk‖2‖sk‖2|αk|. (2.17)

2. Si el paso óptimo −t?kgk no está dentro de la región de confianza,

‖t?kgk‖2 =
‖gk‖3

2

gTkGkgk
> δk,

o sea,

−g
T
kGkgk
‖gk‖2

2

δk > −‖gk‖2.

El paso de Cauchy es la proyección del paso óptimo sobre la región de
confianza obteniendo

sCPk = − δk
‖gk‖2

gk.

Reemplazando en el modelo cuadrático,

qk(0)− qk(sCP) = −1

2

δ2
k

‖gk‖2
2

gTkGkgk +
δk
‖gk‖2

gTk gk

≥ −1

2
δk‖gk‖2 + δk‖gk‖2

=
1

2
δk‖gk‖2. (2.18)

En este caso el paso de prueba − 1
αk
gk también yace fuera de la región

de confianza y debe ser proyectado sobre su frontera, de modo que
‖sk‖2 = δk, y

qk(0)− qk(sCPk ) ≥ 1

2
‖sk‖2‖gk‖2. (2.19)
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Consideramos ahora el caso en que el modelo cuadrático qk(s) no tiene
curvatura positiva en la dirección negativa de su gradiente, i.e., cuando
gTkGkgk ≤ 0, entonces el paso de Cauchy se define como

sCPk = − δk
‖gk‖2

gk.

Reemplazando en el modelo cuadrático,

qk(0)− qk(sCPk ) = −1

2

δ2
k

‖gk‖2
2

gTkGkgk + δk‖gk‖2

≥ δk‖gk‖2 >
1

2
δk‖gk‖2. (2.20)

En este caso el paso de prueba también está fuera de la región de
confianza y debe ser proyectado sobre su frontera, de modo que

qk(0)− qk(sCPk ) >
1

2
‖gk‖2‖sk‖2. (2.21)

Por lo tanto, de las desigualdades (2.16), (2.17), (2.19) y (2.21) podemos
concluir

qk(0)− qk(sCPk ) ≥ 1

2
‖gk‖‖sk‖min

{
1,
|αk|
ϑGf

}
.

Observemos que de las desigualdades (2.15), (2.18) y (2.20) volvemos a
obtener

qk(0)− qk(sCPk ) ≥ 1

2
‖gk‖2 min

{
δk,
‖gk‖2

ϑGf

}
. (2.22)

El paso de prueba sk, calculado como solución aproximada del subpro-
blema de región de confianza (2.2) mediante el método de gradiente espec-
tral proyectado, sigue la dirección negativa del gradiente, como tal, el de-
crecimiento que produce en el modelo cuadrático debe ser una fracción del
decrecimiento producido por el minimizador óptimo del subproblema repre-
sentado por el paso de Cauchy, esto es, el modelo debe satisfacer la condición
de fracción de decrecimiento de Cauchy (2.9). Esta observación junto con la
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desigualdad (2.14), permite reescribir el lema anterior para el Algoritmo 2.5
de la siguiente manera,

prednmk ≥
σ0

2
‖gk‖2‖sk‖2 min

{
1,
|αk|
ϑGf

}
, (2.23)

y la desigualdad (2.22) como

prednmk ≥
σ0

2
‖gk‖2 min

{
δk,
‖gk‖2

ϑGf

}
. (2.24)

El siguiente resultado permite garantizar la buena definición del Algo-
ritmo 2.5 .

Teorema 2.3. Bajo las hipótesis (A1)-(A3), si el Algoritmo 2.5 no termina
en el iterado xk, se debe obtener ρnmk ≥ η1 luego de un número finito de
reducciones del radio de la región de confianza.

Demostración. Supongamos que el Algoritmo 2.5 realiza ciclos indefinida-
mente entre el Paso 1 y el Paso 2. Esto significa que en la k-ésima iteración
el paso de prueba es siempre rechazado.
Definimos el ı́ndice del ciclo interno, en la iteración k por k(j). Obtenemos
aśı

ρnmk(j) =
arednmk(j)

prednmk(j)

≤ η1,

para j = 1, 2, . . . .
Podemos observar que el ciclo entre el Paso 1 y el Paso 2 genera las

sucesiones: xk(j) = xk, gk(j) = gk, Gk(j) = Gk, αk(j), sk(j), δk(j).
Como los pasos sk(j) son rechazados, el radio de la región de confianza es
reducido en cada iteración interna, de modo que δk(j) → 0, en consecuencia
‖sk(j)‖ → 0 cuando j →∞.
Usando la desigualdad (2.24) y el Lema 2.2 obtenemos

|ρnmk(j) − 1| =

∣∣∣∣∣ared
nm
k(j) − prednmk(j)

prednmk(j)

∣∣∣∣∣
≤

β0δ
2
k(j)

σ0
2
‖gk‖2 min

{
δk(j),

‖gk‖2
ϑGf

} .
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Para j suficientemente grande tendremos

min

{
δk(j),

‖gk‖2

ϑGf

}
= δk(j),

de modo que

|ρnmk(j) − 1| ≤
2β0δk(j)

σ0‖gk‖2

→ 0.

En consecuencia la desigualdad ρnmk(j) ≥ η1 se debe cumplir luego de un número
finito de iteraciones internas, esto es, j-iteraciones, de modo que el paso de
prueba sk(j) será aceptado para j suficientemente grande, lo cual contradice
nuestra suposición.

Presentamos ahora el teorema de convergencia global.

Teorema 2.4. Asumiendo las hipótesis (A1)-(A4) se tiene que

lim inf
k→∞

‖gk‖ = 0.

Demostración. Supongamos que existe un ε > 0 tal que ‖gk‖ > ε para todo
k suficientemente grande.

Consideramos en primer lugar el caso en que sólo es posible obtener un
número finito de iteraciones exitosas. Esto significa que a partir de cierto
momento todos los pasos son rechazados y el radio de la región de confianza

comienza a ser reducido, esto es, δk+1 =
1

2
δk para todo k suficientemente

grande, y en consecuencia δk → 0 cuando k →∞.
Usando la desigualdad (2.24) podemos escribir, para k suficientemente grande,

prednmk ≥ σ0

2
‖gk‖min

{
δk,
‖gk‖
ϑGf

}
>

σ0ε

2
min

{
δk,

ε

ϑGf

}
.

Como δk → 0 cuando k →∞, podemos calcular el mı́nimo

min

{
δk,

ε

ϑGf

}
= δk,
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para k suficientemente grande, y aśı

prednmk ≥
1

2
σ0εδk.

Esta última desigualdad y el Lema 2.2, permite concluir que

|ρnmk − 1| =
∣∣∣∣aredmn

k − prednmk
prednmk

∣∣∣∣ ≤ 2β0‖sk‖2
2

σ0εδk
≤ 2β0δk

σ0ε
→ 0,

siempre que k → 0.
En consecuencia, ρnmk → 1, cuando k →∞, y es posible encontrar iteraciones
exitosas para k suficientemente grande, contradiciendo nuestra suposición.

Consideramos ahora el caso en que es posible obtener un número infinito
de iteraciones exitosas. Denotemos con K al conjunto de ı́ndices de todas las
iteraciones exitosas k tales que ‖gk−1‖ > ε.
La desigualdad (2.24) nos permite escribir para cada ı́ndice k + 1 ∈ K,

arednmk = f(xl(k))− f(xk+1)

≥ η1pred
nm
k

≥ η1σ0

2
‖gk‖min

{
δk,
‖gk‖
ϑGf

}
≥ η1σ0ε

2
min

{
δk,

ε

ϑGf

}
.

Observemos que cada iteración exitosa k + 1 ∈ K, tiene asociada un ı́ndice
que llamaremos ı́ndice de iteración máxima l̂(k) tal que,

f(xl̂(k)) = max
j≥0, k−j∈K

f(xk−j),

y

f(xl̂(k))− f(xk+1) ≥ f(xl(k))− f(xk+1)

≥ η1σ0ε

2
min

{
δk,

ε

ϑGf

}
. (2.25)

Esto significa que xl̂(k) es una iteración exitosa que satisface ‖gl̂(k)−1‖ > ε,

la cual a su vez tiene asociado un ı́ndice de iteración máxima l̂(l̂(k)− 1), tal
que

f(xl̂(l̂(k)−1)) = max
j≥1, l̂(k)−j∈K

f(xl̂(k)−j),
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y

f(xl̂(l̂(k)−1))− f(xl̂(k)) ≥ f(xl(l̂(k)−1))− f(xl̂(k))

≥ η1σ0ε

2
min

{
δl̂(k)−1,

ε

ϑGf

}
. (2.26)

Aśı siguiendo podemos llegar al punto donde x0 es alcanzado en este proceso
de mirar hacia atrás. De esta manera podemos construir para cada k ∈ K
una subsucesión de iterados máximos asociados, saltando hacia atrás sobre
iteraciones exitosas máximas que no son puntos estacionarios.
Como la notación se vuelve más y más complicada, denotamos de una forma
más simple a esta subsucesión mediante k0, k1, . . . , kq donde 0 < q ≤ k es tal
que,

xkq = xl̂(k),

xkq−1 = xl̂(l̂(k)−1),

· · · · · ·

hasta que xk0 = xl(0) = x0.
Observamos que si q = k el análisis se reduce al caso monótono.
Con esta notación podemos reescribir las desigualdades (2.25) y (2.26) de la
forma

f(xkq−1)− f(xkq) ≥
η1σ0ε

2
min

{
δkq−1 ,

ε

ϑGf

}
,

f(xkq)− f(xk+1) ≥ η1σ0ε

2
min

{
δk,

ε

ϑGf

}
.

En general,

f(xkj−1
)− f(xkj) ≥

η1σ0ε

2
min

{
δkj−1

,
ε

ϑGf

}
,

para 1 ≤ j ≤ q.
Por lo tanto,

f(x0)− f(xk+1) = f(x0)− f(xk1) + f(xk1)− · · · − f(xkq)− f(xk+1)

≥ η1σ0ε

2
min

{
δk0 ,

ε

ϑGf

}
+ · · ·+ η1σ0ε

2
min

{
δkq ,

ε

ϑGf

}
=

η1σ0ε

2

q∑
j=0

min

{
δkj ,

ε

ϑGf

}
.
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En consecuencia,

f(x0)− f(xk+1) ≥ η1σ0ε

2
min

{
q∑
j=0

δkj , (q + 1)
ε

ϑGf

}
.

Observemos que cuando k → ∞ tenemos que q → ∞, y como según la
hipótesis (A4), f es acotada inferiormente, el lado izquierdo de esta última
desigualdad está acotado y es posible obtener que

min

{
q∑
j=0

δkj , (q + 1)
ε

ϑGf

}
=

q∑
j=0

δkj ,

para q suficientemente grande. Por lo tanto,

∞∑
j=1

δkj <∞,

y δkj → 0 cuando j →∞.
Pero estos son radios de regiones de confianza asociados con iteraciones exi-
tosas de modo que {δkj} no puede converger a cero.

2.3 Resultados Numéricos

Como se dijo anteriormente, los algoritmos 2.2, 2.4 y 2.5 sólo difieren en la
forma en que se realiza la evaluación del paso de prueba, monótona en el
primer caso y no monótona en los últimos dos. Por ello las comparaciones
se han realizado corriendo el mismo código, con la sola modificación, en el
Paso 2, de los criterios de evaluación (2.5) y (2.12). El cálculo del paso de
prueba v́ıa el Algoritmo SPG 2.3 se ha realizado utilizando una subrutina
desarrollada por Birgin, Mart́ınez and Raydán [BMR01]. Por otro lado, para
poder exhibir el buen comportamiento del nuevo esquema se lo ha comparado
con un algoritmo que utiliza el criterio de aceptación del paso de prueba
no monótono 2.4, pero en el cual el subproblema de región de confianza se
resuelve v́ıa el método de gradiente conjugado de Steihaug [STE83], adecuado
para problemas de gran tamaño.

Los algoritmos se han codificado en Fortran 77, con doble precisión,
usando el compilador GFortran. El código se ha desarrollado en una notebook
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con procesador Intel Pentium de 2.0GHz, y de 2Gb de memoria RAM, usando
el sistema operativo Linux Ubuntu 9.04 sobre un disco ŕıgido particionado
con 40Gb.

Se han seleccionado 90 problemas de Moré, Garbow, y Hillstrom [MGH81]
y Andrei [AND08] para ser testeados. Como estamos interesados en proble-
mas de gran escala, se han elegido de modo que su tamaño sea de 105 va-
riables. Se estableció como n = 2500 el número máximo de iteraciones, y
una tolerancia para el criterio de parada de ε1 = 10−7. Los parámetros de
los algoritmos han sido elegidos de la siguiente manera: η1 = 10−4, η2 =
0, 9, α1 = 0, 5, α2 = 2. El valor mı́nimo permitido para el radio de la región
de confianza es de δmin = 10−4. Para el algoritmo no monótono 2.4 se es-
tableció el parámetro M = 10 para comparar el iterado de prueba con los
valores previos de la función objetivo a través de la condición (2.11), y para
el algoritmo monótono 2.2 obviamente fue fijado M = 0.

Para visualizar el comportamiento completo de los algoritmos se usó como
recurso el perfil de rendimiento propuesto por Dolan y Moré [DM02]. Como
medidas de rendimiento se han elegido: el número de iteraciones, de evalua-
ciones de la función objetivo, y de su gradiente.

Por comodidad al texto nos referiremos al algoritmo monótono 2.2 como
spg-mon, al algoritmo no monótono 2.4 como spg-nm, y a la combinación del
método de Steihaug con el criterio no monótono de aceptación del paso como
cg-nm.

La figura 2.2 muestra el perfil de rendimiento de los algoritmos medido
a través del número de iteraciones. En el lado izquierdo del gráfico podemos
observar que el algoritmo spg-nm tiene la probabilidad más alta de ser consi-
derado óptimo, con chances de un 70% de resolver un problema mejor entre
los testeados. Además, spg-mon tiene menos del 60% y cg-nm es el perdedor
con aproximadamente un 30%. Por otro lado, mirando el lado derecho del
gráfico vemos que ambos algoritmos spg-nm y spg-mon tienen más del 80%
de expectativas de resolver cualquier problema, mientras que cg-nm tiene
chances solamente alrededor de un 40% de hacerlo.
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Figura 2.2: Perfil de rendimiento para el número de iteraciones.

En la figura 2.3, donde la medida de rendimiento es el número de evalua-
ciones de la función objetivo, ambos algoritmos spg-nm and spg-mon mantie-
nen su probabilidad de resolver un problema en alrededor de un 80% mientras
que el algoritmo cg-nm aumenta levemente su probabilidad a un 44%. En este
caso, el perdedor es el algoritmo spg-mon con la menor probabilidad, menor
de un 8% de ganar sobre los otros algoritmos. Sin embargo, si aumentamos el
factor de expectativa, el algoritmo spg-mon aumenta rápidamente sus chan-
ces de ganar, pero mantiene su rendimiento por debajo del algoritmo spg-nm,
el cual aumenta en un 80% sus posibilidades de hacer el mejor trabajo.
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Figura 2.3: Perfil de rendimiento para el número de evaluaciones de funcio-
nes.

Finalmente, la figura 2.4 muestra el perfil de rendimiento del número
de evaluaciones del gradiente. En este caso, el algoritmo spg-nm es el más
exitoso con un 60% de chances de obtener el mejor resultado. Podemos notar
que el algoritmo cg-nm tiene un bajo desempeño con un 20% de efectividad,
similar al de spg-mon, pero relajando este requerimiento, cg-nm mantiene
su rendimiento en alrededor del 40% mientra que spg-mon lo mejora. Esto
ocurre porque spg-mon debe realizar más iteraciones internas hasta que el
paso de prueba es aceptado por el criterio monótono. Podemos observar que
el mismo algoritmo SPG con un criterio de aceptación no monótono tiene un
comportamiento un poco diferente, lo que significa que son necesarias menos
iteraciones internas en este caso.
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Figura 2.4: Perfil de rendimiento para el número de evaluaciones del gra-
diente.

Para obtener más información acerca del comportamiento de estos algorit-
mos clasificamos los resultados de acuerdo con las carcteŕısticas de la matriz
Hessiana en la solución: definida positiva, singular y mal condicionada. Sin
embargo sus perfiles de rendimiento no muestran notables diferencias en sus
patrones y se ha decidido exhibir sólo el caso no singular para el cual se han
obtenido diferentes resultados.

En la figura 2.5 se ha tomado en cuenta el número de iteraciones como
medida de rendimiento, y nuevamente el ganador es el algoritmo spg-nm con
una habilidad para resolver el problema de aproximadamente de un 90%,
pero aún con la misma efectividad.
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Figura 2.5: Perfil de rendimiento para el número de iteraciones de problemas
no singulares.

Similar comportamiento puede observarse en la figura 2.6, donde se mide
el número de evaluaciones de la función objetivo.
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Figura 2.6: Perfil de rendimiento para el número de evaluaciones de funcio-
nes de problemas no singulares.

La última figura, 2.7 presenta la medida del número de evaluaciones del
gradiente. Se puede observar que el rendimiento es similar al de la figura 2.4
con un alto porcentaje, aproximadamente de un 90%, de problemas resueltos
v́ıa el algoritmo spg-nm, y un pequeño porcentaje, alrededor de un 20%, v́ıa
el algoritmo cg-nm.
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Figura 2.7: Perfil de rendimiento para el número de evaluaciones del gra-
diente de problemas no singulares.

Los resultados de este caṕıtulo han sido publicados en Monotone and
nonmonotone trust-region-based-on algorithms for large unconstrained opti-
mization problems [MMV13].



Caṕıtulo 3

Optimización con restricciones

3.1 El problema de optimización con restric-

ciones de igualdad y de caja

A partir de este caṕıtulo nos abocamos a analizar el problema consistente en
minimizar una función bajo restricciones de igualdad y dentro de una caja.
Más precisamente,

min
s.a

f(x)

c(x) = 0 (3.1)
x ∈ Ω,

donde Ω = {x ∈ Rn : l ≤ x ≤ u}, y la función objetivo f : Rn → R y
la función de restricciones c : Rn → Rm son de clase C2 sobre un conjunto
abierto D que contiene a la caja Ω.

Consideramos en primer término el problema más simple con sólo restric-
ciones de igualdad

min
s.a

f(x)

c(x) = 0. (3.2)

Asumiendo que la solución de este problema x? cumple la condición cali-
ficadora de primer orden de regularidad, es decir, que la matriz Jacobiana
de las restricciones ∇c(x?) tiene rango completo, la condición necesaria de

40
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optimalidad de primer orden [BER03], [MS95], asegura, como mencionamos
anteriormente (1.3), que existe un vector λ? ∈ Rm de multiplicadores de La-
grange tal que el par (x?, λ?) es una solución del sistema de ecuaciones no
lineales

∇x`(x, λ) = 0

c(x) = 0, (3.3)

donde `(x, λ) = f(x) + λT c(x) es el Lagrangiano o la función Lagrangiana.
Más detalladamente,

∇f(x) +∇c(x)λ = 0

c(x) = 0. (3.4)

Aplicando el método de Newton al sistema (3.4) se obtiene un algoritmo
iterativo que en cada iteración resuelve el sistema(

∇2
xx`(xk, λk) ∇c(xk)
∇c(xk)T 0

)
.

(
s

∆λ

)
= −

(
∇x`(xk, λk)

c(xk)

)
(3.5)

de modo que el nuevo iterado se genera mediante

{
xk+1 = xk + sNk
λk+1 = λk + ∆λNk

donde (sNk ,∆λ
N
k ) resuelve el sistema extendido (3.5).

En 1978, R.A. Tapia [TAP78] mostró que el problema de hallar una so-
lución del sistema (3.4) mediante el método de Newton es equivalente a ha-
llar un punto cŕıtico (sQP ,∆λQP ) del siguiente problema de programación
cuadrática

min
s.a

Qk(s) = 1
2
sTHks+∇x`

T
k s+ `k

∇cTk s+ ck = 0, (3.6)

donde Hk = ∇2
xx`(xk, λk) la matriz Hessiana del Lagrangiano o una aproxi-

mación de ella, de modo que ambos algoritmos generan los mismos iterados.
El método de programación cuadrática secuencial es uno de los más efec-

tivo para resolver el problema de programación no lineal (3.1). En cada ite-
ración se construye un modelo cuadrático de la función de Lagrange y un
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modelo lineal de las restricciones de igualdad, alrededor del iterado actual
xk, que bajo las hipótesis adecuadas converge a la solución del problema
(3.1). Sin embargo, el subproblema (3.6) puede no tener solución en el caso
que ∇c(xk) no sea de rango completo, esto es, si xk no es un punto regular.
En este caso la linealización de las restricciones

∇cTk s+ ck = 0 (3.7)

forma un sistema incompatible.
Como el método de programación cuadrática secuencial para resolver el

problema (3.1) es equivalente al método de Newton para resolver el sis-
tema (3.4), este comparte sus ventajas y desventajas. Localmente se tiene
un método que converge q-cuadráticamente, pero, por otro lado, no se con-
sigue convergencia global, es decir, no se puede asegurar convergencia si el
punto inicial está lejos de la solución, a priori desconocida. Como en el caso
de optimización sin restricciones, se necesita incorporar una estrategia de
globalización de región de confianza agregando una condición que restrinja
el tamaño del paso del problema (3.6). Esto es, en cada iteración se resuelve
el subproblema de programación cuadrática con región de confianza

min
s.a

Qk(s) = 1
2
sTHks+∇x`

T
k s+ `k

∇cTk s+ ck = 0 (3.8)
‖s‖∞ ≤ δk,

donde δk es el radio de la región de confianza.
Notar que hemos usado la norma ‖.‖∞ para la región de confianza. Su

propósito es facilitar los cálculos cuando se incorpore la restricción corres-
pondiente a la caja

Ω = {x ∈ Rn : l ≤ x ≤ u} (3.9)

de modo que ambas puedan ser manipuladas simultáneamente.
Aśı, al agregar la restricción de caja del problema original (3.1) obtenemos

el subproblema

min
s.a

Qk(s) = 1
2
sTHks+∇x`

T
k s+ `k

∇cTk s+ ck = 0 (3.10)
xk + s ∈ Ω
‖s‖∞ ≤ δk,

donde las dos últimas restricciones son del mismo tipo.
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Al incorporar la región de confianza en el problema (3.8) puede aparecer
una nueva incompatibilidad si la variedad lineal (3.7) no intersecta la región
de confianza. En la figura 3.1 puede apreciarse la incompatibilidad del pro-
blema (3.10) en R2 con una única restricción, la cual está representada en
color rojo con linea continua, mientras que las curvas de nivel del modelo
cuadrático Qk(s) del Lagrangiano se muestra en linea punteada.

xk

ck

δk

x?

∇cTk s+ ck = 0

Figura 3.1: Incompatibilidad del problema (3.10).

Observemos que si el iterado actual xk es un punto factible, i.e., si ck =
c(xk) = 0, el subproblema de región de confianza (3.8) es compatible. En
este caso, la solución es hallada restringiendo el modelo cuadrático Qk(s)
al subespacio nulo asociado a las restricciones N (∇cTk ) y resolviendo el pro-
blema de región de confianza sin restricciones en el espacio de dimensión igual
a rango(N (∇cTk )). En caso contrario una inconsistencia provocada porque

{s : ∇cTk s+ ck = 0} ∩ {s : ‖s‖∞ < δk} = ∅

puede ocurrir.
Se han propuesto diferentes estrategias para evitar esta inconsistencia.

Siguiendo la idea de Dennis [DEAM97], vamos a clasificarlas en dos grandes
grupos.

1. Aproximación del espacio tangente. El paso es determinado usando la
descomposición

sk = snk + stk,
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donde snk es la componente normal del paso, cuyo objetivo es redu-
cir el error en la aproximación de las restricciones de igualdad dentro
de la región de confianza, y stk es la componente tangencial del paso,
cuyo objetivo es reducir el modelo cuadrático del Lagrangiano (o de la
función objetivo, para algunos autores) procurando al mismo tiempo
mantener la reducción de la factibilidad obtenida anteriormente en el
paso normal.

2. Aproximación en todo el espacio. El paso de prueba es calculado de
una sóla vez, sin descomposición, aunque sea necesario identificar las
componentes normal y tangencial para propósitos teóricos.

A continuación se analizan brevemente las ideas principales de cada uno
de estos enfoques.

3.2 La aproximación del espacio tangente

3.2.1 El enfoque de Vardi

En 1985, A. Vardi [VAR80] propone evitar la inconsistencia del problema
(3.8) relajando la restricción de igualdad mediante una traslación obteniendo
el subproblema

min
s.a

Qk(s) = 1
2
sTHks+∇x`

T
k s+ `k

∇cTk s+ αck = 0 (3.11)
‖s‖ ≤ δk,

donde α ∈ [0, 1] es elegido de modo que la nueva restricción de igualdad
y la región de confianza tengan algún punto en común. Observemos que el
problema (3.11) siempre es compatible eligiendo el parámetro α = 0. Ver la
Figura 3.2.

En este enfoque el paso normal se obtiene como solución en cuadrados
mı́nimos de la ecuación

∇cTk s+ αck = 0.

obteniendo
snk = −α(∇cTk )†ck,

donde (∇cTk )† es la matriz pseudoinversa de ∇cTk .
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∇cTk s+ αck = 0

xk

scmk

snk

Figura 3.2: Enfoque de Vardi.

Este enfoque fue inicialmente sugerido por A. Miele, H.Y. Huang y J.C.
Heideman [MHH69] en 1969 en el contexto de la estrategia de globalización de
búsqueda lineal para resolver el problema de restricciones de igualdad (3.1).
La dificultad del enfoque de Vardi es que el paso depende del parámetro
α, cuyo costo de cálculo puede ser alto cuando el problema involucra gran
cantidad de variables. El análisis de Vardi [VAR85] se restringe al caso de
modelos convexos, mientras que el mismo enfoque es considerado por Byrd,
Schnabel y Schultz [BSS87] en un modelo más general.

3.2.2 El enfoque de Byrd-Omojokun

En 1989, E.O. Omojokun [OMO89], sugiere un nuevo enfoque para resolver
el problema de incompatibilidad que no depende del parámetro α. Como el
propósito del paso normal snk es obtener la factibilidad de la linealización de
las restricciones de igualdad (3.7) dentro de la región de confianza, la pro-
puesta de Omojokun es calcular, dentro de una región de confianza reducida
de radio σδk con σ ∈ (0, 1), el paso más linealmente factible como solución
del subproblema

min
s.a

Mk(s) = 1
2
‖∇cTk s+ ck‖2

2

‖s‖ ≤ σδk. (3.12)

El problema (3.12) minimiza el modelo cuadrático de la linealización de las
restricciones de igualdad dentro de una región de confianza reducida. Esta
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reducción de la región de confianza permite a partir del paso normal hallar
un paso tangente que produzca una mejora en la optimalidad con mayor
flexibilidad. Ver la Figura 3.3.

xk

Mk(s) = 1
2
‖∇cTk s+ ck‖2

2

σδk
δk

snk

Figura 3.3: Enfoque de Byrd y Omojokun.

Este enfoque es la base de los desarrollos entre otros de Biegler, Noce-
dal y Schmid [BNS95], El-Alem [EA95, EA99], Lalee, Nocedal y Plantenga
[LNP98], Gomes, Maciel y Mart́ınez [GMM99], Dennis, El-Alem y Maciel
[DEAM97], Dennis y Vicente [DV97]

3.3 La aproximación en todo el espacio

3.3.1 El enfoque de Celis, Dennis y Tapia

En 1985, Celis, Dennis y Tapia [CDT85] realizaron una propuesta diferente
para lidiar con el problema de incompatibilidad de las restricciones de igual-
dad y región de confianza. En lugar de considerar la linealización de las
restricciones (3.7) se utiliza la desigualdad

‖∇cTk s+ ck‖2 ≤ θk. (3.13)

El subproblema de región de confianza se transforma entonces en

min
s.a

Qk(s) = 1
2
sTHks+∇x`

T
k s+ `k

‖∇cTk s+ ck‖2 ≤ θk (3.14)
‖s‖2 ≤ δk.
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La clave de este enfoque es la elección del parámetro θk. La elección de Celis,
Dennis y Tapia es

θCDTk = ‖∇cTk sCPk + ck‖2,

donde sCPk es el paso de Cauchy del modelo cuadrático de la linealización de
las restricciones, i.e., la solución del subproblema

min
s.a

Mk(s) = 1
2
‖∇cTk s+ ck‖2

2

‖s‖2 ≤ σδk
s = −t∇ckck

t ≥ 0,

donde ∇Mk(0) = ∇ckck y σ ∈ (0, 1).
Aśı, la estrategia de Celis, Dennis y Tapia es minimizar el modelo cuadrático

del Lagrangiano sobre el conjunto de pasos que yacen dentro de la región de
confianza que proporcionen al menos una fracción del decrecimiento que da
el paso de Cauchy en el residuo de la linealización de las restricciones. Esto
asegura que la factibilidad no lineal es alcanzada en el ĺımite permitiendo
cierta flexibilidad para el progreso de la optimalidad. Ver la Figura 3.4.

xk

Mk(s) = 1
2
‖∇cTk s+ ck‖2

2

σδk

−∇ckck

δk

snk

Figura 3.4: Enfoque de Celis, Dennis y Tapia.

Este enfoque ha sido utilizado entre otros por El-Alem [EA88] probando
convergencia global de un algoritmo que usa el Lagrangiano aumentado como
función de mérito. Powell y Yuan [PY91] consideraron una elección diferente
del parámetro θk,

θPYk = ‖∇cTk sPYk + ck‖2,
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donde sPYk es la solución del subproblema de región de confianza

min
s.a

Mk(s) = 1
2
‖∇cTk s+ ck‖2

2

‖s‖2 ≤ σδk,

para σ ∈ (0, 1).



Caṕıtulo 4

Función de mérito vs. filtros

A diferencia de los problemas de optimización sin restricciones estudiados en
el Caṕıtulo 2, en los problemas no lineales con restricciones de igualdad y de
caja

min
s.a

f(x)

c(x) = 0 (4.1)
x ∈ Ω.

donde Ω = {x ∈ Rn : l ≤ x ≤ u}, hay dos requerimientos en conflicto: la
optimalidad, i.e. minimizar la función objetivo, y la factibilidad, i.e. reducir la
violación de las restricciones. Para decidir cuándo un iterado de prueba xk+1

es mejor que los anteriores es necesario construir algún criterio de aceptación
del paso de prueba manteniendo el balance entre estos dos objetivos.

Tradicionalmente esto se ha realizado comparando el decrecimiento pre-
dicho por el modelo y el decrecimiento actual de una función de mérito. Esta
procura combinar en una misma expresión la función objetivo f(x) y una
medida de la violación de las restricciones h(x) = h(c(x)) que se anula en la
región factible y es positiva fuera de ella. Aunque en sus primeros años las
funciones de penalización buscaban transformar el problema de optimización
con restricciones en una sucesión de problemas sin restricciones para los cua-
les existen métodos eficientes, se han utilizado también recientemente como
funciones de mérito para la aceptación del paso de prueba. De esta manera,
el decrecimiento de la función de mérito nos permite garantizar la calidad del
nuevo iterado. Tal es el caso de una de las primeras funciones de penalización

49
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propuesta por Courant [COU43], la función de penalización cuadrática

p2(x, µ) = f(x) +
µ

2
‖c(x)‖2

2,

donde µ > 0 es el parámetro de penalización, el cual es aumentado cuando
la restricción no se cumple. Cuando el parámetro de penalización se vuelve
muy grande, la violación de las restricciones es cada vez más cara, de modo
que la minimización de la función construida, para una sucesión controlada
del crecimiento del parámetro, produce una sucesión de iterados cuyos pun-
tos ĺımite resuelven el problema original. El problema práctico aqui es que,
a medida que aumentamos el parámetro de penalización para forzar la sa-
tisfacción de las restricciones, la función de penalización converge en teoŕıa
sólo si el parámetro de penalización diverge. Esto provoca que el método
se vuelva lento y la matriz Hessiana de la función de penalización sea mal
condicionada a medida que crece el parámetro de penalización. Por ello seŕıa
útil trabajar con métodos que necesiten asumir sólo valores moderados del
perámetro de penalización.

Esto fue lo que motivó a Hestenes [HES69] y Powell [POW69] a presen-
tar independientemente el método de los multiplicadores, que genera una
sucesión de problemas irrestrictos para resolver el problema de optimización
con restricciones de igualdad. En cada uno de ellos se busca minimizar el
Lagrangiano Aumentado

L(x, λ, ρ) = f(x) + λT c(x) +
ρ

2
‖c(x)‖2

2,

en el cual un término de penalización es agregado al Lagrangiano, siendo
ρ > 0, el parámetro de penalización.

Su uso como función de mérito fue sugerida por Wright [WRI76] un
tiempo después y usada ampliamente [CDT85, DEAM97, EA91, FLE70,
PY91]. Para evaluar la aceptación del paso obtenido a través de un algo-
ritmo de programación cuadrática secuencial con región de confianza Gomes,
Maciel y Mart́ınez [GMM99], utilizaron como función de mérito una del tipo
Lagrangiano Aumentado que es una combinación convexa del Lagrangiano y
una medida de la violación de las restricciones

p(x, λ, θ) = θ`(x, λ) + (1− θ)h(x),

donde h(x) = 1
2
‖c(x)‖2

2, y θ ∈ [0, 1] es el parámetro de penalización usado
como peso para balancear los dos requerimientos en conflicto. Esta misma
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función de mérito fue utilizada por Mart́ınez [MAR01] para evaluar el paso
en un algoritmo de restauración inexacta.

Como en el caso de penalización cuadrática hay varias dificultades aso-
ciadas con esta función de penalización exacta, en particular la elección del
parámetro de penalización. Aunque bajo ciertas condiciones existe un valor
umbral del parámetro de penalización por sobre el cual es posible asegurar
que el Lagrangiano aumentado tiene un mı́nimo local estricto en la solución
del problema (4.1), este valor teórico no es conocido a priori. De este modo la
dificultad consiste en mantener el parámetro de penalización lo más pequeño
posible para evitar las dificultades ya mencionadas en la función de penali-
zación cuadrática, pero que no esté por debajo del valor umbral, el cual no
es conocido [BER96, MS95].

Algunos métodos para actualizar el parámetro de penalización en forma
adaptativa han sido propuestos, pero ellos no están faltos de dificultades.

Fletcher y Leyffer [FL06] presentaron en forma novedosa la noción de filtro
con el propósito de evitar el clásico uso de las funciones de penalización, y el
consiguiente problema de la actualización de parámetros.

En el trabajo de Fletcher y Leyffer [FL06] se exhiben experiencias numéricas
de un algoritmo de programación cuadrática secuencial con estrategia de
región de confianza que en cada iteración debe resolver el subproblema

min
s.a

mk(s) = gTk s+ 1
2
sTHks

ck + ATk s ≤ 0
‖s‖∞ ≤ δk,

donde gk = ∇f(xk), y Ak = A(xk) = ∇c(xk)T , utilizando la técnica de filtro
para aceptar o rechazar el paso de prueba. Aunque en este primer trabajo no
se presentan demostraciones de convergencia global, se sugieren un conjunto
de heuŕısticas para evitar problemas donde el método podŕıa fallar, algunas
de las cuales serán descartadas en trabajos posteriores.

La idea original, basada en la noción de optimalidad Pareto, proviene del
área de la optimización multiobjetivo y se basa en el hecho de considerar que
tal vez no es posible mejorar al mismo tiempo la optimalidad y la factibilidad.
En lugar de combinar la función objetivo y una medida de la violación de las
restricciones en una sola función, la técnica de filtro procura ver al problema
de optimización no lineal como un problema biobjetivo, analizando ambas
cuestiones por separado.

La diferencia radical consiste en cambiar la pregunta:
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¿cuál es el mejor punto que podemos obtener?

por

¿cuál es el peor punto que podemos descartar?

Aśı, se compara el valor de la función objetivo y una medida de la vio-
lación de las restricciones del iterado de prueba con las de los iterados previos
guardados en una colección llamada filtro. Un punto clave que diferencia al
filtro de la función de penalización es que no existe un parámetro que rela-
cione la optimalidad con la factibilidad, sino que la comparación se realiza en
forma independiente, evitando el problema de actualización del parámetro.
Un nuevo iterado es aceptable para el filtro cuando la factibilidad o la opti-
malidad mejoran en comparación a las de los valores guardados en el filtro.

Considerando que en un problema de optimización no lineal hay dos ob-
jetivos en conflicto, optimalidad y factibilidad, Fletcher y Leyffer [FL06] pre-
sentan el siguiente concepto de dominación extráıdo de la optimización mul-
tiobjetivo.

Definición 4.1. Se dice que un par (hk, fk) es dominado por otro par
(fj, hj) si y sólo si

fj ≤ fk y hj ≤ hk,

donde fj y hj denotan los valores de f(x) y h(c(x)) evaluados en xj. En este
caso se dice también que el par (hj, fj) domina al par (fk, hk).

Esto nos dice que xj es al menos tan bueno como xk respecto de la op-
timalidad y la factibilidad, de modo que xk no aporta ninguna mejora en el
proceso de minimización y puede ser descartado, conservando sólo a xj.

En la Figura 4.1 puede verse la situación donde el par (hk, fk) es dominado
por el par (hl, fl). Por simplicidad se hace abuso de notación marcando estos
pares por los puntos xk y xl donde las funciones h(x) y f(x) son evaluadas.
Las semirrectas horizontales y verticales con origen en xl determinan una
región en el plano (h, f) donde todos los puntos son dominados por el par
(hl, fl).

Para hacer un paralelo entre la función de mérito y el filtro, consideremos
una función de mérito general

p(x, σ) = f0(x) + σh(x),

donde f0 puede representar tanto la función objetivo como el Lagrangiano
asociado al problema, y h(x) = h(c(x)) es alguna medida de la violación de
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h

f

xj

xk

Figura 4.1: El par (hj , fj) domina al par (hk, fk).

las restricciones. Tanto la función de penalización cuadrática como el Lagran-
giano aumentado son ejemplos de esta función de mérito. La importancia de
la elección del parámetro de penalización σ > 0 puede valorarse aqui obser-
vando que es la pendiente de la recta por sobre la cual están los puntos que
serán rechazados por ser su valor mayores que en la función de mérito, i.e.,

p(xj, σ) < p(xk, σ).

La Figura 4.2 muestra esta situación.

h

f

xj

xk

Figura 4.2: Función de mérito.

Podemos observar comparando las Figuras 4.1 y 4.2 que la noción de filtro
es menos restrictiva que la función de mérito, permitiendo que más puntos
permanezcan como aceptados. En este sentido el filtro puede ser considerado
una técnica no monótona de aceptación de nuevos iterados.

Con esto en mente se define en cada iteración k un filtro Fk como el
conjunto de aquellos pares que deben ser recordados, más precisamente,



54

Definición 4.2. Un filtro Fk es una lista de pares (hj, fj) generados en
iteraciones previas tales que no son dominados por ningún otro par del filtro.

Para que un nuevo iterado pueda ser incluido en el filtro deberá entonces
verificar la siguiente condición

Definición 4.3. Un par (h, f) se dice que es aceptable para ser incluido
en el filtro Fk si no es dominado por ningún otro par del mismo, es decir,
si

f < fl o h < hl, para cada l ∈ Fk.

En la Figura 4.3 se muestra la situación en el plano (h, f), donde los
puntos marcados representan los pares guardados en el filtro, mientras que
las semirectas horizontales y verticales originadas en ellos generan bloques de
puntos que no son aceptables para el filtro. La unión de estos bloques genera
la llamada zona prohibida del plano (h, f) ya que los pares que viven en
ella no podrán ser considerados para ser aceptados por el filtro. Por esta
razón, cada vez que un nuevo par es agregado al filtro es necesario realizar
un proceso de actualización que elimine del filtro aquellos pares que se
transformaron en dominados por esta inclusión.

f

h

Figura 4.3: Filtro.

En 1999 Fletcher, Leyffer y Toint [FLT99] presentaron la técnica de filtro
para resolver un problema con restricciones de desigualdad en un algoritmo
de programación lineal secuencial con una estrategia de región de confianza
en cada uno de los subproblemas, demostrando que es posible obtener conver-
gencia global con este nuevo mecanismo. El algoritmo, llamado SLP-Filter,
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resuelve en cada iteración el subproblema de programación lineal que con-
siste en minimizar la aproximación lineal de la función objetivo sujeta a la
linealización de las restricciones y la región de confianza, esto es,

min
s.a

gTk s

ck + ATk s ≤ 0
‖s‖∞ ≤ δk,

donde gk = ∇f(xk), y Ak = A(xk) = ∇c(xk). En este trabajo se observa
que varias de las heuŕısticas presentadas en el trabajo anterior de Fletcher
y Leyffer [FL06] no son necesarias para la demostración de la convergencia
global, otras son modificadas, como es el caso de la envolvente del filtro. Ya
se hab́ıa observado que no era aconsejable que sean aceptados pares (h, f)
que estén arbitrariamente cerca de la frontera de la zona prohibida generada
por el filtro, ya que esto permitiŕıa la posibilidad de una sucesión oscilante
de iterados con puntos ĺımite que no sean puntos del tipo Karush, Kuhn
y Tucker(KKT) (3.3), evitando que el algoritmo termine en forma exitosa.
Cuando se usan funciones de penalización esta situación es evitada pidiendo
que satisfaga suficiente decrecimiento. Siguiendo esta idea Fletcher y Leyffer
idearon una envolvente inferior alrededor del filtro que modifica la definición
de aceptación (4.3).

Definición 4.4. Un par (h, f) se dice aceptable para ser incluido en el
filtro Fk si

h ≤ βhj o f ≤ fj −max{α1∆qj, α2hjµj}, para cada j ∈ Fk,

siendo 0 < β < 1 una constante próxima a 1, 0 < α2 < α1 < 1 próximos a
0, y µj = min{10k ∈ [10−6, 106] : 10k > ‖λj‖∞}.

La primer desigualdad genera una envolvente horizontal en la dirección
de la medida de la violación de las restricciones h(x), mientras que la segunda
desigualdad lo hace en la dirección vertical de la optimalidad, comparando
el decrecimiento de la función objetivo fj − f , con una fracción del decreci-
miento predicho por el modelo cuadrático α1∆qj > 0. Como es posible que el
modelo cuadrático prediga un incremento de f se define alternativamente la
envolvente mediante una estimación del parámetro de penalización µj como
la menor potencia de 10, en un rango computacionalmente adecuado, mayor
que el máximo de los multiplicadores de Lagrange ‖λj‖∞. El valor α2hjµj es
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Figura 4.4: Filtro con envolvente recta.

usado como una fracción de la reducción predicha por f en este caso. En la
Figura 4.4 se muestra un t́ıpico filtro con este tipo de envolvente.

En el trabajo de Fletcher, Leyffer y Toint [FLT99] se construye una nueva
envolvente alrededor del SLP-filtro que resulta más simple de entender y
más adecuada para probar la convergencia global, evitando que se acumulen
iterados en una vecindad de una entrada del filtro que satisfaga hj > 0,
aunque su imagen sigue siendo del tipo de la Figura 4.4.

Definición 4.5. Un par (h, f) se dice aceptable para ser incluido en el
filtro Fk si

h ≤ βhj o f ≤ fj − γhj para cada j ∈ Fk,
siendo 0 < γ < β < 1, con γ próximo a 0 y β próximo a 1.

Una interesante observación es que el filtro aśı construido, por si sólo no
puede asegurar convergencia a un punto estacionario. Tal seŕıa el caso de una
sucesión {xk} que satisfaga a partir de cierto momento sólo la condición de
factibilidad hk+1 ≤ βhj para todo j ∈ Fk. Esto aseguraŕıa que la sucesión
converge a un punto factible, pero no nos dice nada de su optimalidad. Es
necesario, entonces, incluir una condición de reducción suficiente de la opti-
malidad. En el marco de optimización sin restricciones hemos utilizado en el
caṕıtulo anterior la condición de reducción suficiente

aredk ≥ η predk (4.2)

que compara el decrecimiento del modelo lineal mk(s) = gTk s, y el decreci-
miento de la función objetivo f(x), siendo η ∈ (0, 1) un parámetro próximo
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a cero. En este contexto predk = −gT sk > 0, sin embargo en un algoritmo
más general de programación no lineal el decrecimiento del modelo puede ser
no positivo por lo que este criterio no es apropiado. Ante esta situación Flet-
cher, Leyffer y Toint [FLT99] decidieron considerar el criterio (4.2) siempre
y cuando el decrecimiento predicho por el modelo predk sea suficientemente
positivo, más precisamente si

predk > σh2
k, (4.3)

donde σ > 0 es próximo a cero.
Queda de esta manera separado el análisis de la aceptación del paso por

parte del filtro y la posterior aceptación por parte del algoritmo. Surge aśı
una importante diferencia con el primer trabajo de Fletcher y Leyffer [FL06],
ya que no todos los iterados aceptables para el filtro son incluidos en él, sólo
aquellos llamados de tipo h.

Definición 4.6. Una iteración que predice un decrecimiento positivo en el
modelo como (4.3), se dice de tipo f. Por otro lado, cualquier otra iteración
es considerada de tipo h.

En el caso de las iteraciones de tipo f la reducción de la función objetivo
predicha por el modelo en (4.3) es más relevante que el error producido en
las restricciones. Por ello se considera que el principal objetivo es la mejora
de la optimalidad, con un posible deterioro de la factibilidad. Sin embargo
parte del decrecimiento predicho por el modelo debe cumplirse también en la
función objetivo, es por eso que considerando que el algoritmo se comporta
casi como si no tuviera restricciones, se compara en este caso el decrecimiento
predicho por el modelo con el decrecimiento real de la función objetivo usando
la condición (4.2).

Mientras tanto, en las iteraciones de tipo h, que ocurren cuando

predk ≤ σh2
k,

es decir, cuando no hay suficiente decrecimiento en el modelo, no se espera que
haya decrecimiento en la función objetivo. En esta desigualdad también puede
interpretarse que la violación de las restricciones es importante respecto del
decrecimiento del modelo. Como se busca siempre priorizar la factibilidad por
sobre la optimalidad, estas son razones suficientes para descartar al iterado
xk enviándolo al filtro. Otra razón para almacenar un iterado en el filtro es
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que el subproblema de región de confianza sea incompatible, en cuyo caso el
principal objetivo es reducir h(x), con un posible crecimiento de f(x).

Una interesante observación es que sólo se incorporan al filtro pares que
no son factibles, es decir, con

hj > 0, ∀j ∈ Fk,

ya que si fuera hk = 0, el subproblema de región de confianza seŕıa compati-
ble, existiendo una dirección de descenso sk tal que

predk = −gTk sk ≥ 0,

sin embargo, usando el desarrollo de Taylor de f alrededor de xk obtenemos

aredk = f(xk)− f(xk + sk)

= −∇f(xk)
T sk −O(‖sk‖2)

= predk −O(‖sk‖2) ≥ η predk.

Esto asegura que la k-ésima iteración es de tipo f por lo que el par (hk, fk)
no debeŕıa haber ingresado al filtro.

En 2002, Fletcher, Gould, Leyffer, Toint y Wächter [FGL+02] demuestran
la convergencia global de un algoritmo de filtro SQP-filter donde la función
objetivo es aproximada por un modelo cuadrático generando un algoritmo
de programación cuadrática secuencial con estrategia de región de confianza.

min
s.a

1
2
sTHks+ gTk s+ fk

cE(xk) +∇cTE(xk)s = 0

cI(xk) +∇cTI (xk)s ≥ 0

‖s‖∞ ≤ δk.

Este mismo filtro ha sido utilizado con una estrategia de búsqueda lineal
por Wächter y Biegler

Un gran avance se produce en 2001 cuando en su tesis doctoral C.M.
Chin [CHI01] construye un filtro con envolvente inclinada cuyo criterio de
aceptación es el siguiente

Definición 4.7. Un par (h, f) se dice aceptable para ser incluido en el
filtro Fk si

h ≤ (1− γ)hj o f ≤ fj − γh para cada j ∈ Fk,

siendo 0 < γ < 1 próximo a 0.
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Figura 4.5: Filtro con envolvente inclinada.

En la Figura 4.5 se muestra un filtro con envolvente inclinada.
La noción de filtro inclinado fue usado por Chin y Fletcher [CF03] en el

contexto de programación lineal secuencial y por Fletcher, Leyffer y Toint
[FLT02], y Ulbrich [ULB04] en programación cuadrática secuencial todos
con estrategia de región de confianza. También Chin [CHI03] presentó este
filtro con una estrategia de búsqueda lineal. En todos los casos se probó la
convergencia global del algoritmo.

Esta nueva envolvente inclinada goza de la propiedad de inclusión que
no teńıa la envolvente recta. Es deseable que puntos del plano (h, f) que
han sido descartados por encontrarse en la zona prohibida del filtro Fk en
la k-ésima iteración no puedan ser candidatos a ser aceptados en iteracio-
nes posteriores. La propiedad de inclusión obliga a que cada zona prohibida
contenga a las anteriores evitando esta situación.

Para analizar mejor las diferencias de ambos filtros, consideremos el caso
donde el par (hj, fj) ∈ Fk se encuentra en el filtro y se quiere incluir al par
(hk, fk) con fk = fj y hk < (1 − γ)hj. La envolvente recta alrededor del
par (hj, fj) está determinada por las rectas vertical y horizontal

h = (1− γ)hj,

f = fj − γhj,

mientras que la envolvente recta alrededor del par (hk, fj) está determinada
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por las rectas vertical y horizontal

h = (1− γ)hk,

f = fj − γhk.

Como hk < (1 − γ)hj < hj, entonces fj − γhj < fj − γhk < fj. Cuando se
incorpora el par (hk, fk) al filtro, su actualización obliga a eliminar al par
(hj, fj) por ser dominado por el anterior. Junto con él se descarta una zona
prohibida asociada a su envolvente, determinada por las rectas horizontales
f = fj − γhj, f = fj − γhk y la recta vertical h = (1 − γ)hj, y que no
cae dentro de la nueva zona prohibida. Esto posibilita que pares que han
sido descartados puedan volver a ser elegidos. La Figura 4.6 muestra esta
situación.

hj h

f

(1− γ)hjhk(1− γ)hk

fk = fj

fk − γhk

fj − γhj

Figura 4.6: Filtro con envolvente recta.

Por otro lado la envolvente inclinada alrededor del par (hj, fj) está de-
terminada por las rectas vertical y oblicua

h = (1− γ)hj,

f = fj − γh,
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mientras que la envolvente alrededor del par (hk, fj) está determinada por
las rectas vertical y oblicua

h = (1− γ)hk,

f = fj − γh.

Observemos que las pendientes de las rectas oblicuas son invariantes a lo
largo de todo el algoritmo, mientras que la ordenada al origen cambia con la
altura del vértice del filtro actual. Esto explica por qué pares con la misma
componente de optimalidad tienen la misma recta oblicua asociada. En la
Figura 4.7 puede observarse esta situación donde claramente el nuevo filtro
incluye al anterior.

h

f

hj(1− γ)hjhk(1− γ)hk

fk = fj

f = fj − γh

fj − γ(1− γ)hj

fj − γ(1− γ)hk

Figura 4.7: Envolvente inclinada.

Como consecuencia, en el filtro de envolvente inclinada cuando un par
es agregado al filtro se genera una nueva zona prohibida que contiene a la
zona prohibida previa. Esta propiedad de inclusión, permite probar en forma
simple el siguiente resultado acerca de la convergencia de la sucesión {hk},
cuya demostración puede ser hallada en [CF03, FLT02].

Lema 4.1. Si {(hk, fk)} es una sucesión infinita de pares ingresados al filtro
para la cual la sucesión {fk} esta acotada inferiormente, entonces hk → 0
cuando k →∞.

En 2012 Shen, Leyffer y Fletcher [SLF12] presentaron una combinación
de un filtro con envolvente inclinada tradicional para la convergencia global,
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con un filtro no monótono con memoria, que actúa localmente para acelerar
la convergencia. En el marco de una estrategia de región de confianza, ambos
filtros interactúan en forma dinámica. Mientras el paso de prueba permita
que el nuevo iterado permanezca dentro de la región de confianza, actúa el
filtro local no monótono, acelerando la convergencia.

En 2003, Gould y Toint [GT03, GT06] presentaron un filtro no monótono
con un enfoque totalmente diferente para la aceptación del iterado de prueba.
En este caso, el filtro está basado en el área con la que el nuevo iterado podŕıa
contribuir a la región dominada por el filtro. Este área resulta positiva para un
filtro monótono, sin embargo, en su propuesta, Gould y Toint requieren que
la contribución promedio al área dominada por el filtro de los últimos pares
inclúıdos junto con el par asociado al iterado de prueba sea suficientemente
positiva, aceptando pares que podŕıan ser dominados por el filtro. Además
la actualización del filtro permite la eliminación de pares del filtro que son
reemplazados por otros que no necesariamente coinciden con el par dominado
asociado al punto de prueba, disminuyendo el área dominada por el filtro.

Gonzaga, Karas y Vanti [GKV03] propusieron en 2003 un algoritmo de
restauración inexacta [MP00, MAR01] que utiliza una fase de factibilidad y
una fase de optimalidad, independientes entre si. La única conexión entre las
dos fases es un filtro de envolvente inclinada que evalúa el paso de prueba
también en dos etapas. Primero se considera la factibilidad del paso normal,
para luego evaluar la optimalidad. Ribeiro, Karas y Gonzaga [RKG08] ex-
tendieron el análisis de convergencia global para un método de filtro que no
depende de la forma particular en que el paso es calculado. Sólo se requiere
que los puntos generados sean aceptados por el filtro, y que cerca de un
punto factible no estacionario la reducción de la función objetivo sea sufi-
cientemente grande. En 2007 Karas, Oening y Ribeiro [KOR08] modifican el
filtro a uno con envolvente inclinada del tipo [CF03].

La idea de filtro también ha sido usada en métodos de punto interior,
como en el caso de Ulbrich, Ulbrich y Vicente [UUV04] basándose en el
filtro de Fletcher, Gould, Leyffer, Toint y Wächter [FGL+02], probando
la convergencia del algoritmo a un punto estacionario. Wächter y Biegler
[WB05b, WB05a, WB05c] también incorporaron un filtro a un algoritmo de
punto interior con búsqueda lineal modificando la condición de optimalidad
del filtro.

Finalmente, los métodos de filtro también han sido utilizados exitósamente
en problemas de ecuaciones no lineales [FL03, GLT04], optimización nons-
mooth [FL99, KRSS09], optimización sin restricciones [GST06, YZ10, FMA12,
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AP16], optimización libre de derivadas [AD04], el método de restricciones
activas para el problema general de optimización no lineal [FGLM07] y el
método de Lagrangiano Aumentado [FL08, LEY16].



Caṕıtulo 5

El algoritmo

En este caṕıtulo se presenta un algoritmo de programación cuadrática secuen-
cial para problemas de programación no lineal con restricciones de igualdad
y de caja,

min
s.a

f(x)

c(x) = 0 (5.1)
x ∈ Ω,

donde Ω = {x ∈ Rn : l ≤ x ≤ u}.
El algoritmo está basado en una estrategia de región de confianza para

asegurar convergencia global, y un filtro inclinado no monótono con memo-
ria, junto con una condición de reducción suficiente no monótona para la
aceptación del paso de prueba.

En el Paso 1 de cada iteración del algoritmo 5.1 se calcula el paso de
prueba sk. La estrategia de región de confianza está basada en una apro-
ximación del espacio tangente descomponiendo el paso de prueba en una
componente normal snk y una componente tangencial stk. El paso normal es
calculado usando el enfoque de Byrd-Omojokun (3.12).

En el subproblema normal la componente normal snk es la solución apro-
ximada del subproblema de región de confianza

min
s.a

Mk(s) = 1
2
‖∇cTk s+ ck‖2

2

‖s‖∞ ≤ rδk, (5.2)
xk + s ∈ Ω.

Para ello se utiliza el método de gradiente espectral proyectado [BMR00].
Las proyecciones se realizan respecto de la norma ‖.‖∞ sobre la intersección

64
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de la caja Ω y la región de confianza reducida, manteniendo la dirección
proyectada.

En el subproblema tangente la componente tangencial stk es la solución
aproximada del subproblema de región de confianza

min
s.a

Q̃k(s
t) = 1

2
(snk + st)THk(s

n
k + st) +∇x`

T
k (snk + st) + `k

‖snk + st‖∞ ≤ δk (5.3)
xk + snk + st ∈ Ω

∇cTk st = 0,

obtenido de realizar el cambio de variable s = snk + st en el subproblema
de región de confianza original (3.10). En el caso de la linealización de las
restricciones de igualdad se ha usado que

∇cTk s+ ck = 0,

y

∇cTk snk + ck = 0,

entonces
∇cTk (s− snk) = 0,

es decir,
∇cTk st = 0. (5.4)

Nuevamente se utiliza el método de gradiente espectral proyectado, donde
las proyecciones sobre la intersección de la caja y la región de confianza se
realizan como en el subproblema normal, mientras que para la proyección
sobre el conjunto de las variedades lineales se hace uso del método de Dykstra.
[DYK83]

En el Paso 2 se evalúa la aceptación del paso de prueba sk por parte del
filtro de tipo inclinado propuesto por Chin [CHI01], utilizando como medida
de factibilidad la norma de convergencia uniforme de las restricciones

h(x) = ‖c(x)‖∞,

mientras que como medida de optimización se usa la norma euclideana del
gradiente proyectado del Lagrangiano

ψ(x) =
1

2
‖PΩ(x−∇x`(x, λ))− x‖2

2.
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Un par (h, ψ) se considera aceptable para ser incluido en el filtro si es domi-
nado a lo sumo por M pares del filtro Fk y el par asociado al iterado actual
(kk, ψk). En caso contrario, el paso de prueba es rechazado y se vuelve al
Paso 1 para calcular uno nuevo, disminuyendo la región de confianza.

Luego de que el paso de prueba sk es calculado y el par asociado (h(xk +
sk), ψ(xk + sk)) ha pasado el criterio de aceptación del filtro se hace necesa-
rio comparar el modelo cuadrático con el Lagrangiano. Para ello definimos,
como en el problema sin restricciones, y siguiendo la propuesta de Grippo,
Lampariello y Lucidi [GLL86] el decrecimiento actual no monótono y el de-
crecimiento predicho no monótono del Lagrangiano. Para ello hacemos uso
de las hipótesis sobre el algoritmo que son enumeradas en la Sección 6.1.

Como en la Sección 2.2 definimos l(k) como el entero no negativo tal que

k −m(k) ≤ l(k) ≤ m(k),

`(xl(k), λl(k)) = `max = max
0≤j≤m(k)

`(xk−j, λk−j),

siendo `max el máximo valor de la función de Lagrange obtenido en las últimas
M + 1 iteraciones, donde

m(0) = 0,

0 ≤ m(k) ≤ min{m(k − 1) + 1,M} para k ≥ 1,

y M es un número entero no negativo.
El decrecimiento no monótono actual de la función Lagrangiana es

definido por

Arednmk = `(xl(k), λl(k))− `(xk + sk, λk + ∆λk).

El paso de prueba sk es calculado como solución del subproblema de región
de confianza (3.10) que minimiza el modelo cuadrático del Lagrangiano, de
modo que el decrecimiento no monótono predicho por el modelo Qk(s)
en la iteración k con respecto al modelo cuadrático Ql(k)(s) alrededor de xl(k)

es definido por

Prednmk = Ql(k)(0)−Qk(sk)−∆λTk (∇c(xk)T sk + c(xk)).

En la Sección 6.2 se muestra un análisis detallado de su deducción.
En el Paso 3 se evalúa el decrecimiento positivo del modelo cuadrático

del Lagrangiano. Si este predice un decrecimiento suficientemente positivo,
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seguiremos adelante llamando a esta una iteración de tipo f , en forma similar
a (4.6). En caso contrario, el paso de prueba es rechazado, ingresando el par
al filtro, que debe ser actualizado, es decir, se deben eliminar todos aquellos
pares que estando en el filtro, son dominados por el par recién ingresado. Será
necesario en este caso volver al Paso 1 para calcular un nuevo paso de prueba,
previa reducción de la región de confianza. Llamamos a esta una iteración
de tipo h . Cuando la iteración es de tipo f , en el Paso 4 se lleva a cabo
la evaluación del paso de prueba midiendo el ajuste del modelo cuadrático
al Lagrangiano en el iterado actual respecto del peor de las últimas M + 1

iteraciones mediante el cociente ρnmk =
Arednmk
Prednmk

.

Finalmente, en el Paso 5, luego de actualizar la información, es testeada
la convergencia a un punto estacionario del problema (5.1) mediante las con-
diciones

‖PΩ(xk −∇x`(xk, λk))− xk‖2 < tol,

‖h(xk)‖∞ < tol,

decidiendo la continuación o no del algoritmo.
A continuación se presentan los detalles del algoritmo

Algoritmo 5.1. (Algoritmo NLP - Filtro no monótono)

Dado el iterado actual xk ∈ Rn, el radio de la región de confianza

δk > 0, y los parámetros η1, η2, α1, α2, γ, tales que 0 < η2 < η1 < 1,
0 < α1 < 1 < α2, 0 < γ < 1, y M > 0 una constante entera. En cada

iteración, si xk es un punto estacionario del problema (5.1), el

algoritmo termina, en otro caso, los siguientes pasos permiten obtener

el siguiente iterado, xk+1.

Paso 1. (Cálculo del paso de prueba)
Encontrar un paso de prueba sk = snk+stk como solución aproximada

del subproblema de región de confianza,

min
s.a

Qk(s) = 1
2
sTHks+∇x`

T
k s+ `k

∇cTk s+ ck = 0 (5.5)
xk + s ∈ Ω
‖s‖∞ < δk,

donde Hk es la matriz Hessiana del Lagrangiano o su aproximación.
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Paso 2. (Aceptación del punto de prueba por el filtro)
Definir ψ(x) = 1

2
‖PΩ(x−∇x`(x, λ))−x‖2

2 y h(x) = ‖c(x)‖∞ .

� Si h(xk + sk) ≤ (1− γ)h(xj) o ψ(xk + sk) ≤ ψ(xj)− γh(xk + sk)
por todos salvo a lo sumo M pares (hk−j, ψk−j) en Fk∪{(hk, ψk)},
ir a Paso 3,

� en otro caso xk+1 = xk, δk+1 ∈ [min{δmin, α1δk}, δk) e ir al

Paso 1.

Paso 3. (Evaluación del decrecimiento positivo)
Denotar `max = max{`(xk−j, λk−j) : 0 ≤ j ≤ m(k)},
donde m(0) = 0, y 0 ≤ m(k) ≤ min{m(k−1)+1,M}, para k ≥ 1,
definir las cantidades

Arednmk = `max − `(xk + sk, λk + ∆k),

P rednmk = Qk(0)−Qk(sk)−∆λTk (∇cTk sk + ck).

� Si

Prednmk ≥ γh2
k, (5.6)

entonces ir al Paso 4, (iteración de tipo f)

� en otro caso agregar el par asociado a la iteración de

prueba al filtro y actualizar el filtro, luego tomar

xk+1 = xk, elegir δk+1 ∈ [min{δmin, α1δk}, δk), e ir al Paso
1 (iteración de tipo h).

Paso 4. (Evaluación del paso y actualización del radio de región de con-
fianza)

Definir ρnmk =
Arednmk
Prednmk

, y evaluar el paso para su aceptación

siguiendo [MMV13]

� Si ρnmk ≥ η1, entonces xk+1 = xk + sk y elegir

δk+1 ∈ (δk,max{α2δk, δmax].

� Si η2 < ρnmk < η1, entonces xk+1 = xk + sk y elegir

δk+1 ∈ [α1δk, δk].

� Si ρnmk ≤ η2, entonces rechazar el paso, xk+1 = xk y elegir

δk+1 ∈ [min{δmin, α1δk}, δk).

Paso 5. Actualizar toda la información, testear convergencia e ir

al Paso 1.



Caṕıtulo 6

Discusión teórica

En este caṕıtulo se desarrolla el análisis del comportamiento global del algor-
timo 5.1. Bajo hipótesis estándar para algoritmos para problemas no lineales
con restricciones de igualdad y de caja basados en una estrategia de región de
confianza es posible obtener la buena definición (6.1) y convergencia global
(6.2) del algoritmo.

6.1 Hipótesis estándar

Se enumeran a continuación las hipótesis bajo las cuales se establece la buena
definición del Algoritmo 5.1 y la convergencia a un punto estacionario.

1. Existe un conjunto abierto convexo D que contiene a la caja Ω.

2. Las funciones f y c son de clase C2 sobre el conjunto D.

3. La sucesión de matrices Hessianas ∇2
xx`(xk, λk), o sus aproximaciones

Hk, es uniformemente acotada.

4. La matriz Jacobiana ∇c(x) = [∇c1(x), . . . ,∇cm(x)] es de rango com-
pleto sobre D.

Las hipótesis 1 y 2 permiten obtener cotas sobre las funciones f , c y sus
derivadas de primer y segundo orden sobre el conjunto compacto Ω. Para
ellas usamos la siguiente notación:

1. ‖∇f(x)‖2 ≤ κgf .
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2. ‖∇2f(x)‖2 ≤ κHf o ‖Hk‖2 ≤ κHf .

3. ‖c(x)‖2 ≤ κc.

4. ‖∇cj(x)‖2 ≤ κgcj .

5. ‖∇c(x)‖2 ≤ κgc.

6. ‖∇2c(x)‖2 ≤ κHc.

7. ‖∇x`(x, λ)‖2 ≤ κ`.

8. ‖∆λk‖2 ≤ κλ.

6.2 Decrecimiento suficiente del modelo

El problema de programación cuadrática con restricciones lineales y de caja
con una estrategia de región de confianza (5.5) es resuelto aproximadamente
siguiendo el enfoque de Byrd y Omojokun (3.12), descomponiendo el paso de
prueba sk en sus componentes normal snk y tangencial stk. Se muestra en esta
sección que el paso de Cauchy de cada una de estas componentes satisface
una desigualdad del tipo (2.8), de modo que, como en el caso sin restric-
ciones, el modelo cuadrático del Lagrangiano, al satisfacer una condición de
decrecimiento de Cauchy, nos permite probar tanto la buena definición como
la convergencia global del algoritmo.

Una vez hallado el paso de prueba sk, y luego de haber pasado por la
aceptación del filtro, es menester evaluar el decrecimiento que produce en el
modelo cuadrático para ser comparado con el decrecimiento real que genera
en la función Lagrangiana misma. Para este propósito definimos la reducción
no monótona actual del Lagrangiano en la k-ésima iteración como

Arednmk = `(xl(k), λl(k))− `(xk + sk, λk + ∆λk),

donde xl(k), como en la Sección 2.2, es el punto donde el Lagrangiano toma su
máximo valor, de entre los últimos M de la subsucesión de puntos aceptados
por el algoritmo. Ahora bien,

`(xk + sk, λk + ∆λk) = f(xk + sk) + (λk + ∆λk)
T c(xk + sk)

= f(xk + sk) + λTk c(xk + sk) + ∆λTk c(xk + sk)

= `(xk + sk, λk) + ∆λTk c(xk + sk). (6.1)
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Usando el desarrollo de Taylor de 2◦ orden de `(x, λk) alrededor del punto
(xk, λk) obtenemos

`(xk + sk, λk) = `(xk, λk) +∇x`(xk, λk)
T sk +

1

2
sTk∇2

xx`(xk + ξksk, λk)sk

= `(xk, λk) +∇x`(xk, λk)
T sk +

1

2
sTkHksk +

1

2
sTk (∇2

xx`(xk + ξksk, λk)−Hk)sk,

con ξk ∈ (0, 1).
Como {Hk} es una sucesión uniformemente convergente de matrices simétricas
que aproximan a ∇2

xx`(xk, λk),

‖∇2
xx`(xk + ξksk, λk)−Hk‖2 ≤ κH ,

para ξk ∈ (0, 1).

Por lo tanto,

`(xk + sk, λk) = Qk(sk) +O1(‖sk‖2
2).

Por otro lado, usando el desarrollo de Taylor de 2◦ orden de cada función
coordenada de las restricciones cj(x) alrededor de xk obtenemos para cada
j = 1, . . . ,m,

cj(xk + sk) = cj(xk) +∇cj(xk)T sk +
1

2
sTk∇2cj(xk + µj,ksk)sk,

con µj,k ∈ (0, 1).
Como, ‖∇2cj(xk + µj,ksk)‖2 ≤ κHc,

1

2
sTk∇2cj(xk + µj,ksk)sk = O2(‖sk‖2

2).

Por lo tanto, podemos escribir (6.1) como

`(xk + sk, λk + ∆λk) = `(xk + sk, λk) + ∆λTk c(xk + sk)

= Qk(sk) + ∆λTk (c(xk) +∇c(xk)T sk) +

O1(‖sk‖2
2) + ∆λTkO2(‖sk‖2

2).
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Como la sucesión de multiplicadores {λk} está uniformemente acotada,
también lo está la sucesión de sus incrementos {∆λk}.

Por lo tanto,

`(xk + sk, λk + ∆λk) = Qk(sk) + ∆λTk (∇c(xk)T sk + c(xk)) +O(‖sk‖2
2),

y podemos finalmente escribir el decrecimiento actual no monótono del La-
grangiano como

Arednmk = Ql(k)(0)−Qk(sk)−∆λTk (∇c(xk)T sk + c(xk)) +O(‖sk‖2
2).

Con esto en mente, definimos el decrecimiento no monótono predicho por
el modelo cuadrático del Lagrangiano como

Prednmk = Ql(k)(0)−Qk(sk)−∆λTk (∇c(xk)T sk + c(xk)).

6.2.1 El subproblema normal

Calculamos el paso de Cauchy snCPk para el subproblema normal (5.2). Este es
el minimizador del modelo cuadrático de la linealización de las restricciones
dentro de la región de confianza reducida y la caja Ω, en la dirección negativa
del gradiente proyectado de Mk(s) en s = 0.
Denotamos por

dnk = PΩ(∇ckck)
la proyección de ∇Mk(0) = ∇ckck sobre Ω respecto de la norma ‖.‖∞, esto
es, permitiendo que la dirección de máximo descenso de Mk(s) permanezca
invariante. Más precisamente, si

tΩk = max{t > 0 : [xk, xk − t∇ckck] ⊂ Ω},

podemos escribir al gradiente proyectado como

dnk = tΩk∇ckck.

La situación es graficada en la Figura 6.1.
El paso de Cauchy de la componente normal del paso de prueba se puede

escribir como snCPk = −tnCPk dnk, donde

tnCPk ∈ arg min
s.a

Mk(−tdnk) = 1
2
‖ − t∇cTk dnk + ck‖2

2

‖tdnk‖∞ ≤ rδk (6.2)

t ≥ 0.
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Ω
∇ckck

dnk

Figura 6.1: Gradiente proyectado de Mk(s).

Para t ≥ 0 consideramos la función

h(t) = Mk(−tdnk) =
1

2
‖ − t∇cTk dnk + ck‖2

2

=
1

2
t2‖∇cTk dnk‖2

2 − t(dnk)T∇ckck +
1

2
‖ck‖2

2.

Entonces,

h′(t) = t‖∇cTk dnk‖2
2 − (dnk)

T∇ckck,
y

h′′(t) = ‖∇cTk dnk‖2
2 ≥ 0.

Por lo tanto, la función h es convexa y tiene al menos un minimizador
global. Vamos a considerar dos casos:

1. La curvatura del modelo cuadrático Mk(s) a lo largo de la dirección
negativa de su gradiente proyectado, −dnk, es positiva, i.e., si

‖∇cTk dnk‖2 > 0,

o equivalentemente si
‖∇cTk∇ckck‖2 > 0,

entonces el minimizador es único

t?k =
(dnk)

T∇ckck
‖∇cTk dnk‖2

2

=
‖∇ckck‖2

2

tΩk ‖∇cTk∇ckck‖2
2

.



74

Vamos a analizar dos situaciones por separado:

a) Si el paso −t?kdnk está dentro de la región de confianza reducida,
i.e., si ‖t?kdnk‖∞ ≤ rδk, o sea

t?k‖dnk‖∞ = t?kt
Ω
k ‖∇ckck‖∞ =

‖∇ckck‖2
2‖∇ckck‖∞

‖∇cTk∇ckck‖2
2

≤ rδk.

En este caso,

tnCPk = t?k,

y

snCPk = −t?kdnk = − ‖∇ckck‖2
2

‖∇cTk∇ckck‖2
2

∇ckck.

b) Si el paso −t?kdnk no está dentro de la región de confianza reducida,
i.e., si ‖t?kdnk‖∞ > rδk, o sea

‖∇ckck‖2
2‖∇ckck‖∞

‖∇cTk∇ckck‖2
2

> rδk,

elegimos snCPk = P rδk(−t?kdnk), la proyección de −t?kdnk sobre la
región de confianza reducida respecto de la norma ‖.‖∞.
En este caso,

snCPk = − t?kd
n
k

‖t?kdnk‖∞
rδk = − rδk

‖dnk‖∞
dnk = − rδk

‖∇ckck‖∞
∇ckck.

2. Si la curvatura del modelo cuadrático Mk(s) a lo largo de la dirección
negativa de su gradiente proyectado es nula, i.e., ‖∇cTk dnk‖2 = ‖∇cTk∇ckck‖2 =
0, como xk− dnk está dentro de la caja Ω, se elige como paso de Cauchy
de la componente normal la proyección de la dirección negativa del
gradiente proyectado sobre la región de confianza reducida

snCPk = P rδk(−dnk) = − rδk
‖dnk‖∞

dnk = − rδk
‖∇ckck‖∞

∇ckck.

Resumiendo,

snCPk =



− ‖∇ckck‖2
2

‖∇cTk∇ckck‖2
2

∇ckck si ‖∇cTk∇ckck‖2 > 0 y

‖∇ckck‖2
2‖∇ckck‖∞

‖∇cTk∇ckck‖2
2

≤ rδk,

− rδk
‖∇ck‖∞

∇ckck en otro caso.
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Lema 6.1. El paso de Cauchy snCPk de la componente normal satisface la
condición

Mk(0)−Mk(s
nCP
k ) ≥ 1

2
‖∇ckck‖2 min

{
‖∇ckck‖2

κgc
, rδk

}
.

Demostración. Consideramos en primer lugar el caso en que la curvatura del
modelo Mk(s) a lo largo de la dirección negativa del gradiente proyectado es
positivo. En este caso, como vimos anteriormente, el minimizador es único.
Podemos considerar dos situaciones:

1. Si el minimizador está dentro de la región de confianza reducida, en-
tonces

snCPk = − ‖∇ckck‖2
2

‖∇cTk∇ckck‖2
2

∇ckck.

Reemplazando en el modelo,

Mk(0)−Mk(s
nCP
k ) =

1

2
‖ck‖2

2 −
1

2
‖∇cTk snCPk + ck‖2

2

= −1

2
‖∇cTk snCPk ‖2

2 − (snCPk )T∇ckck

= −1

2

‖∇ckck‖2
2

‖∇cTk∇ckck‖2
2

+
‖∇ckck‖2

2

‖∇cTk∇ckck‖2
2

=
1

2

‖∇ckck‖2
2

‖∇cTk∇ckck‖2
2

.

Como ‖∇cTk∇ckck‖2
2 ≤ ‖∇cTk ‖2

2‖∇ckck‖2
2, entonces

Mk(0)−Mk(s
nCP
k ) ≥ 1

2

‖∇ckck‖2
2

‖∇ck‖2
2

≥ 1

2κgc
‖∇ckck‖2

2. (6.3)

2. Si el minimizador está fuera de la región de confianza reducida, el paso
de Cauchy de la componente normal yace sobre el borde de la misma,
i.e.,

snCPk = − rδk
‖∇ckck‖∞

∇ckck.

Reemplazando en el modelo,

Mk(0)−Mk(s
nCP
k ) = −1

2
‖∇cTk snCPk ‖2

2 − (snCPk )T∇ckck

= −1

2

(rδk)
2

‖∇ckck‖2
∞
‖∇cTk∇ckck‖2

2 +
rδk

‖∇ckck‖∞
‖∇ckck‖2

2.
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Como el minimizador está fuera de la región de confianza reducida,

‖∇ckck‖2
2‖∇ckck‖∞

‖∇cTk∇ckck‖2
2

> rδk,

−1

2

(rδk)
2‖∇cTk∇ckck‖2

2

‖∇ckck‖2
∞

> −1

2
rδk
‖∇ckck‖2

2

‖∇ckck‖∞
.

Entonces

Mk(0)−Mk(s
nCP
k ) > −1

2
rδk
‖∇ckck‖2

2

‖∇ckck‖∞
+ rδk

‖∇ckck‖2
2

‖∇ckck‖∞

=
1

2
rδk
‖∇ckck‖2

2

‖∇ckck‖∞

≥ 1

2
rδk‖∇ckck‖2, (6.4)

ya que ‖x‖∞ ≤ ‖x‖2 para cada x ∈ Rn.

Consideramos ahora el caso en que la curvatura del modelo cuadrático Mk(s)
a lo largo de la dirección negativa su gradiente proyectado es nula, i.e.,

‖∇cTk∇ckck‖2 = 0,

de modo que

snCPk = − rδk
‖∇ckck‖∞

∇ckck.

Reemplazando en el modelo,

Mk(0)−Mk(s
nCP
k ) = −1

2
‖∇cTk snCPk ‖2

2 − (snCPk )T∇ckck

= −1

2

(rδk)
2

‖∇ckck‖2
∞
‖∇cTk∇ckck‖2

2 +
rδk

‖∇ckck‖∞
‖∇ckck‖2

2

=
rδk

‖∇ckck‖∞
‖∇ckck‖2

2

>
1

2
rδk‖∇ckck‖2, (6.5)

ya que
‖x‖2

‖x‖∞
≥ 1 >

1

2
.
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De (6.3), (6.4) y (6.5) se tiene

Mk(0)−Mk(s
nCP
k ) ≥ 1

2
‖∇ckck‖2 min

{
1

κgc
‖∇ckck‖2, rδk

}
.

6.2.2 El subproblema tangente

Calculamos ahora el paso de Cauchy stCPk para el subproblema tangente (5.3).
La ecuación (5.4) nos dice que st ∈ N (∇cTk ) = Im(∇ck)⊥, de modo que
podemos escribir

st = Wks
t,

donde Wk es una matriz n× (n−m) cuyas columnas forman una base orto-
normal de N (∇cTk ) y st ∈ Rn−m. Luego podemos expresar

s = snk + st = snk +Wks
t.

Reemplazando en el modelo cuadrático

Qk(s
t) = Qk(s

n
k +Wks

t)

=
1

2
(snk +Wks

t)THk(s
n
k +Wks

t) +∇x`
T
k (snk +Wks

t) + `k

=
1

2
(st)T (W T

k HkWk)s
t +
(
(snk)

THkWk +∇x`
T
kWk

)
stk +

1

2
(snk)

THks
n
k +∇x`

T
k s

n
k + `k

=
1

2
(st)T (W T

k HkWk)s
t +
(
W T
k ∇Qk(s

n
k)
)T
st +Qk(s

n
k)

=
1

2
(st)THks

t + gTk s
t +Qk(s

n
k),

donde el vector en Rn−m

gk = W T
k ∇Qk(s

n
k) = W T

k (Hks
n
k +∇x`k)

y la matriz en R(n−m)×(n−m)

Hk = W T
k HkWk.

son el gradiente y la matriz Hessiana reducidos al espacio tangente.



78

El subproblema tangente puede entonces escribirse como el subproblema
tangente reducido

min
s.a

Qk(s
t) = 1

2
(st)THks

t + gTk s
t +Qk(s

n
k)

∇cTkWks
t = 0

xk + snk +Wks
t ∈ Ω (6.6)

‖snk +Wks
t‖∞ ≤ δk.

Calculamos la dirección de máximo descenso de Qk(s
t) en st = 0, es decir,

en s = snk,
∇Qk(s

t) = Hks
t + gk,

entonces
∇Qk(0) = gk = W T

k (Hks
n
k +∇x`k).

Denotamos por
d
t

k = P Ω̂(gk)

la proyección de gk sobre la intersección de la caja con el núcleo del gradiente
de las restricciones restringida al espacio Rn−m, respecto de la norma ‖.‖∞,

Ω̂ = {x ∈ Rn−m : x = Wkx ∈ Ω ∩N (∇cTk )},

esto es, permitiendo que la dirección de máximo descenso de Qk(s
t) perma-

nezca invariante. Más precisamente, si

τΩ
k = max{t > 0 : [xk + snk, xk + snk − tWkgk] ⊂ Ω},

podemos escribir al gradiente proyectado como

d
t

k = τΩ
k gk.

Ver Figura 6.2.
El paso de Cauchy de la componente tangencial del paso de prueba se

puede escribir como stCPk = −τ tCPk d
t

k, donde

τ tCPk ∈ arg min
s.a

Qk(−td
t

k) = 1
2
t2(d

t

k)
THkd

t

k − tgTk d
t

k +Qk(s
n
k)

xk + snk − tWkd
t

k ∈ Ω (6.7)

‖snk − tWkd
t

k‖∞ ≤ δk

t ≥ 0.
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Ω

∇cTk (s− snk)

xk

snk

dtk

gtk

Figura 6.2: Proyección del gradiente reducido gk de Qk(s) sobre Ω̂.

Para t ≥ 0 consideramos la función

h(t) = Qk(−td
t

k) = Qk(−tτΩ
k gk)

=
1

2
t2(τΩ

k )2gTkHkgk − tτΩ
k g

T
k gk +Qk(s

n
k).

Entonces
h′(t) = t(τΩ

k )2gTkHkgk − τΩ
k ‖gk‖2

2,

y
h′′(t) = (τΩ

k )2gTkHkgk.

Vamos a considerar dos casos:

1. La curvatura del modelo cuadrático Qk(s
t) a lo largo de la dirección

negativa de su gradiente proyectado −dtk es positiva, i.e., si

gTkHkgk > 0,

entonces el minimizador es único

τ ?k =
‖gk‖2

2

τΩ
k g

T
kHkgk

.

Vamos a considerar por separado dos situaciones:
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a) Si −τ ?kd
t

k está dentro de la región de confianza, esto es,

si ‖τ ?kd
t

k‖∞ ≤ δk, o

τ ?k‖d
t

k‖∞ =
‖gk‖2

2‖gk‖∞
gTkHkgk

≤ δk.

En este caso
τ tCPk = τ ?k ,

y

stCPk = −τ ?kd
t

k = − ‖gk‖
2
2

gTkHkgk
gk.

b) Si −τ ?kd
t

k no está dentro de la región de confianza, esto es si

‖τ ?kd
t

k‖∞ > δk, o
‖gk‖2

2‖gk‖∞
gTkHkgk

> δk,

tomamos stCPk = P δk(−τ ?kd
t

k), la proyección de −τ ?kd
t

k sobre la
región de confianza respecto de la norma ‖.‖∞. En este caso,

stCPk = P δk(−τ ?kd
t

k) = − τ ?kd
t

k

‖τ ?kd
t

k‖∞
δk = − τΩ

k gk
‖τΩ
k gk‖∞

δk

= − δk
‖gk‖∞

gk.

2. Si la curvatura del modelo cuadrático Qk(s
t) a lo largo de la dirección

negativa de su gradiente proyectado,−dtk, no es positiva, i.e., si gTkHkgk ≤
0, como xk + snk − tWkd

t

k está dentro de la caja Ω se elige tomar

stCPk = P δk(−dtk) = − δk

‖dtk‖∞
d
t

k = − δk
‖gk‖∞

gk.

Resumiendo,

stCPk =



− ‖gk‖
2
2

gTkHkgk
gk si gTkHkgk > 0 y

‖gk‖2
2‖gk‖∞

gTkHkgk
≤ δk,

− δk
‖gk‖∞

gk en otro caso.
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Lema 6.2. El paso de Cauchy stCPk de la componente tangencial satisface la
condición

Qk(0)−Qk(s
tCP
k ) ≥ 1

2
‖∇Qk(s

n
k)‖2 min

{
‖∇Qk(s

n
k)‖2

κH
, δk

}
.

Demostración. Consideramos primeramente el caso en que la curvatura del
modelo cuadrático Qk(s

t) a lo largo de la dirección negativa de su gradiente

proyectado, −dtk, es positiva. En este caso el minimizador del problema de
Cauchy (6.7) es único.

Podemos considerar dos situaciones:

1. Si el minimizador −τ ?kd
t

k está dentro de la región de confianza, entonces

stCPk = − ‖gk‖
2
2

gTkHkgk
gk.

Reemplazando en el modelo cuadrático

Qk(0)−Qk(s
tCP
k ) = Qk(s

n
k)−Qk(s

n
k +Wks

tQP
k )

= −1

2
(stCPk )THks

tCP
k − gTk stCPk

= −1

2

‖gk‖4
2

gTkHkgk
+
‖gk‖4

2

gTkHkgk

=
1

2

‖gk‖4
2

gTkHkgk
.

Como
gTkHkgk ≤ ‖gk‖2‖Hkgk‖2 ≤ ‖Hk‖2‖gk‖2

2,

entonces

Qk(0)−Qk(s
tCP
k ) ≥ 1

2

‖gk‖2
2

‖Hk‖2

=
1

2

‖Wk∇Qk(s
n
k)‖2

2

‖Hk‖2

.

Como las columnas de la matriz Wk forman una base ortonormal de
N (∇cTk ), y usando que las matrices semejantes tienen los mismos au-
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tovalores

‖Hk‖2
2 = ‖W T

k HkWk‖2
2 = (W T

k HkWk)
T (W T

k HkWk)

= W T
k H

T
kWkW

T
k HkWk = W T

k H
T
k HkWk

= (HkWk)
T (HkWk) = ‖HkWk‖2

2

= ρ
(
(HkWk)

T (HkWk)
)

= ρ
(
W T
k (HT

k Hk)Wk

)
= ρ(HT

k Hk) = ‖Hk‖2
2,

donde ρ(A) representa el radio espectral de la matriz A.

Entonces

Qk(0)−Qk(s
tCP
k ) ≥ 1

2

‖Wk∇Qk(s
n
k)‖2

2

‖Hk‖2

≥ 1

2

‖Wk∇Qk(s
n
k)‖2

2

κH

=
1

2

‖∇Qk(s
n
k)‖2

2

κH
, (6.8)

ya que la norma Euclidiana preserva las transformaciones ortogonales.

2. Si el minimizador −τ ?kd
t

k no está dentro de la región de confianza, en-
tonces

stCPk = − δk
‖gk‖∞

gk.

Reemplazando en el modelo cuadrático

Qk(0)−Qk(s
tCP
k ) = Qk(s

n
k)−Qk(s

n
k +Wks

tCP
k )

= −1

2
(stCPk )THks

tCP
k − gTk stCPk

= −1

2

δk
‖gk‖2

∞
gTkHkgk +

δk
‖gk‖∞

‖gk‖2
2.

Como el minimizador está fuera de la región de confianza

‖gk‖2
2‖gk‖∞

gTkHkgk
> δk

−1

2

δ2
k

‖gk‖2
∞
gTkHkgk > −1

2
δk
‖gk‖2

2

‖gk‖∞
.
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Entonces

Qk(0)−Qk(s
tCP
k ) > −1

2
δk
‖gk‖2

2

‖gk‖∞
+ δk

‖gk‖2
2

‖gk‖∞

=
1

2
δk
‖gk‖2

2

‖gk‖∞
=

1

2
δk

(
‖gk‖2

2

‖gk‖∞

)
‖gk‖2

≥ 1

2
δk‖gk‖2 =

1

2
δk‖Wk∇Qk(s

n
k)‖2

=
1

2
δk‖∇Qk(s

n
k)‖2, (6.9)

ya que ‖x‖2 ≥ ‖x‖∞ y la norma Euclidiana preserva las transformacio-
nes ortogonales.

Consideramos ahora el caso en que la curvatura del modelo cuadrático
Qk(s

t) a lo largo de la dirección negativa de su gradiente proyectado, −dtk,
no es positiva, i.e., si

gTkHkgk ≤ 0,

entonces

stCPk = − δk
‖gk‖∞

gk.

Reemplazando en el modelo cuadrático

Qk(0)−Qk(s
tCP
k ) = −1

2
(stCPk )THks

tCP
k − gTk stCPk

= −1

2

δ2
k

‖gk‖2
∞
gTkHkgk +

δk
‖gk‖∞

gTk gk

≥ δk
‖gk‖∞

gTk gk

= δk

(
‖gk‖2

‖gk‖∞

)
‖gk‖2

≥ 1

2
δk‖gk‖2

=
1

2
δk‖Wk∇Qk(s

n
k)‖2

=
1

2
δk‖∇Qk(s

n
k)‖2, (6.10)
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ya que
‖x‖2

‖x‖∞
≥ 1 >

1

2
y la norma Euclidiana preserva las transformaciones

ortogonales.

De (6.8), (6.9) y (6.10) se tiene

Qk(0)−Qk(s
tCP
k ) ≥ 1

2
‖∇Qk(s

n
k)‖2 min

{
‖∇Qk(s

n
k)‖2

κH
, δk

}
.

Como en el caso sin restricciones, el modelo cuadrático del Lagrangiano
debe satisfacer una condición de decrecimiento de Cauchy del tipo (2.9)

Qk(s
n
k)−Qk(sk) ≥ σ1[Qk(s

n
k)−Qk(Wks

tCP
k )], (6.11)

para algún σ1 ∈ (0, 1), o para el modelo reducido

Qk(0)−Qk(s
t
k) ≥ σ1[Qk(0)−Qk(s

tCP
k )]. (6.12)

6.3 Buena definición del algoritmo

La siguiente desigualdad asegura que cuando el punto actual está próximo a
la región factible, el paso normal debe ser corto. Esta puede ser vista como
una relajación a la condición de ortogonalidad entre las componentes normal
y tangente del paso.

Lema 6.3. Asumiendo las hipótesis (1)-(2), existe una constante ν1 tal que

‖snk‖2 ≤ ν1hk,

donde hk = ‖c(xk)‖∞.

Demostración. Analizamos dos casos:

1. Si xk es factible, entonces snk = 0 y la desigualdad es trivialmente válida.

2. En otro caso, por la forma de calcular el paso y como ∇ck tiene rango
completo,

∇cTk snk + ck = 0

∇cTk∇ckyk = −ck,



85

donde sk = ∇ckyk, de modo que, yk = −(∇cTk∇ck)†ck.

‖snmk ‖2 = ‖∇cky‖2

= ‖∇ck(∇cTk∇ck)†ck‖2

≤ ‖∇ck‖2‖(∇cTk∇ck)†‖2‖ck‖2

≤ κgcκgc†hk.

Entonces,
‖snk‖2 ≤ ‖snmk ‖2 ≤ ν1hk,

tomando ν1 = κgcκgc† .

Lema 6.4. Asumiendo las hipótesis (1)-(2), si sk es la solución del subpro-
blema de región de confianza (5.5), entonces el punto de prueba x+ = xk +sk
satisface la desigualdad

h(x+) ≤ 1

2
δ2
knκHc.

Demostración. Como c ∈ C2(D), con Ω ⊂ D y la construcción del algoritmo
asegura que xk ∈ Ω, usando el desarrollo de Taylor de cada restricción cj(x)
alrededor de xk

cj(xk + sk) = cj(xk) +∇cj(xk)T sk +
1

2
sTk∇2cj(xk + µj,ksk)sk

=
1

2
sTk∇2cj(xk + µj,ksk)sk,

con cada µj,k ∈ (0, 1).
Entonces,

|cj(xk + sk)| ≤
1

2
‖∇2cj(xk + µj,ksk)‖2‖sk‖2

2

≤ 1

2
κHcn‖sk‖2

∞

≤ 1

2
κHcnδ

2
k.

Por lo tanto,

h(x+) = ‖c(xk + sk)‖∞ = max
1≤j≤m

|cj(xk + sk)| ≤
1

2
κHcnδ

2
k.
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El siguiente lema garantiza que para valores del radio de región de con-
fianza suficientemente pequeños, el par (h+, ψ+) asociado al paso de prueba,
está dominado por a lo sumo M − 1 pares del filtro, y por lo tanto puede ser
considerado aceptable para ser incluido en el filtro.

Lema 6.5. Asumiendo las hipótesis (1)-(2), el par (h+, ψ+) asociado al punto
de prueba x+ = xk + sk está dominado a lo sumo por M − 1 pares del filtro
Fk si

δ2
k ≤

2(1− γ)τk
nκHc

, (6.13)

donde τk ≤ hj para j ∈ IFk
, conjunto de ı́ndices de pares del filtro Fk, salvo

un número M − 1 de ı́ndices.

Demostración. Usando el Lema 6.4

h(xk + s) ≤ 1

2
δ2
knκHc < (1− γ)τk,

si vale (6.13). En este caso,

h(xk + s) < (1− γ)τk < (1− γ)hj,

para todo j ∈ IFk
salvo un número M − 1 de ı́ndices. Por lo tanto, el par

(h+, ψ+) está dominado a lo sumo por M − 1 pares del filtro Fk.

Lema 6.6. Asumiendo las hipótesis (1)-(2), si sk es la solución del subpro-
blema de región de confianza (5.5), entonces existe una constante ν2 > 0 tal
que

ν2hk ≤ ‖snk‖2.

Demostración. Definimos el conjunto

Vk = {j ∈ N : 1 ≤ j ≤ m,hk = |cj(xk)|},

donde se alcanza el máximo valor del error de la factibilidad en la k-ésima
iteración, ya que

hk = h(xk) = ‖c(xk)‖∞ = max
1≤j≤m

|cj(xk)|.

Para cada j ∈ Vk se tiene

hk = |cj(xk)| = |∇cj(xk)T snk| ≤ ‖∇cj(xk)‖2‖snk‖2 ≤ κgc‖snk‖2.

Basta entonces tomar ν2 =
1

κgc
.
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El siguiente lema asegura que para un radio de región de confianza sufi-
cientemente pequeño, el modelo cuadrático del Lagrangiano predice un de-
crecimiento no monótono suficientemente positivo para no ser rechazado por
el algoritmo.

Lema 6.7. Asumiendo que valen las hipótesis (1)-(3). Si el Algoritmo 5.1
aún no terminó en la k-ésima iteración, y hk ≤ %1δk, entonces existen cons-
tantes ν3, ν4 > 0 tales que

1. Prednmk ≥ ν3hk,

2. Prednmk ≥ ν4δk,

cuando

%1 = min

{
ε

2κHν1δmax
,
σ1ε

4
min

{
1,

ε

2κHδmax

}}
,

para algún ε > 0.

Demostración.

1. El decrecimiento del modelo cuadrático del Lagrangiano desde el punto
xnk = xk + snk, a lo largo del espacio tangente, satisface la condición

Qk(s
n
k)−Qk(sk) ≥

σ1

2
‖∇Qk(s

n
k)‖2 min

{
δk,
‖∇Qk(s

n
k)‖2

κH

}
, (6.14)

como consecuencia del Lema 6.2 y el hecho que la componente tan-
gencial stk genera un decrecimiento que es al menos una fracción del
decrecimiento que produce el paso de Cauchy (6.11).
Asumiendo que el algoritmo no terminó en la k-ésima iteración, se tiene
‖∇x`k‖2 > ε, para algún ε > 0. Entonces, usando el Lema 6.3

‖Hks
n
k‖2 ≤ ‖Hk‖2‖snk‖2 ≤ κHν1hk.

De este modo,

‖∇Qk(s
n
k)‖2 = ‖Hks

n
k +∇x`k‖2

≥ ‖∇x`k‖2 − ‖Hks
n
k‖2

≥ ε− κHν1hk

≥ ε− κHν1%1δk

≥ ε− κHν1%1δmax ≥
ε

2
, (6.15)
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siempre que
ε

2
≥ κHν1%1δmax, es decir,

%1 ≤
ε

2κHν1δmax
. (6.16)

Entonces podemos escribir la condición de decrecimiento (6.14) como

Qk(s
n
k)−Qk(sk) ≥

σ1ε

4
min

{
δk,

ε

2κH

}
=

σ1ε

4
δk min

{
1,

ε

2κHδk

}
≥ σ1ε

4
δk min

{
1,

ε

2κHδmax

}
, (6.17)

de modo que
Qk(s

n
k)−Qk(sk) ≥ %1δk ≥ hk,

siempre que %1 ≤
σ1ε

4
min

{
1,

ε

2κHδmax

}
.

Por lo tanto, asumiendo que hk ≤ %1δk se tiene

Qk(s
n
k)−Qk(sk) ≥ hk,

siempre que %1 ≤ min

{
ε

2κHν1δmax
,
σ1ε

4
min

{
1,

ε

2κHδmax

}}
.

Por otro lado,

|Qk(0)−Qk(s
n
k)| =

∣∣∣∣12(snk)
THks

n
k +∇x`

T
k s

n
k

∣∣∣∣
≤ 1

2
‖Hk‖2‖snk‖2

2 + ‖∇x`
T
k ‖2‖snk‖2

≤
(

1

2
κH
√
nrδmax + κg`

)
ν1hk.

Como
Ql(k)(0) = `(xl(k), λl(k)) ≥ `(xk, λk) = Qk(0),

entonces podemos escribir

Ql(k)(0)−Qk(s
n
k) ≥ −C1hk, (6.18)
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donde C1 =

(
1

2
κH
√
nrδmax + κg`

)
ν1.

Finalmente,

∆λTk (∇cTk sk + ck) ≤ ‖∆λk‖2‖∇cTk sk + ck‖2,

pero, usando el Lema 6.3

‖∇cTk sk + ck‖2 = ‖∇cTk snk + ck‖2

≤ ‖∇ck‖2‖snk‖2 + ‖ck‖2

≤ κgcν1hk +
√
mhk

= (κgcν1 +
√
m)hk.

Entonces,
∆λTk (∇cTk sk + ck) ≤ C2hk, (6.19)

donde C2 = κλ(κgcν1 +
√
m).

Por lo tanto,

Prednmk = Ql(k)(0)−Qk(sk)−∆T
k (∇cTk sk + ck)

≥ (−C1 + 1− C2)hk,

siempre que

δk ≤ min

{
ε

2κH
√
nr
,
C1 − 2κgc

√
nr

κHnr2

}
.

Basta entonces tomar

ν3 = −C1 + 1− C2,

para obtener
Prednmk ≥ ν3hk.

2. Para la segunda desigualdad hacemos uso de algunos cálculos ya reali-
zados.
De la desigualdad (6.17) tenemos que

Qk(s
n
k)−Qk(sk) ≥ C3δk,
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con C3 =
σ1ε

4
min

{
1,

ε

2κHδmax

}
, siempre que se cumpla (6.16).

De (6.18) obtenemos

Ql(k)(0)−Qk(s
n
k) ≥ −C1hk ≥ −C1%1δk ≥ −C1δk,

si %1 ≤ 1.
Y finalmente de (6.19)

∆λTk (∇cTk sk + ck) ≤ C2hk ≤ C2%1δk ≤ C2δk,

si %1 ≤ 1.
Por lo tanto,

Prednmk = Ql(k)(0)−Qk(sk)−∆T
k (∇cTk sk + ck)

≥ (−C1 + C3 − C2)δk,

siempre que

%1 ≤ min

{
ε

2κHν1δmax
, 1

}
.

Basta entonces tomar

ν4 = −C1 + C3 − C2.

Lema 6.8. Asumiendo las hipótesis (1)-(3), existe una constante ν5 > 0 tal
que

|Arednmk − Prednmk | ≤ ν5δ
2
k.

Demostración.

|Arednmk − Prednmk | = |`(xl(k), λl(k))− `(xk + sk, λk)−∆λTk c(xk + sk)−
`(xl(k), λl(k)) + `(xk, λk) +∇x`(xk, λk)

T sk +

1

2
sTkHksk + ∆λTk (∇c(xk)T sk + c(xk))|

≤ |`(xk + sk, λk)− `(xk, λk)−∇x`(xk, λk)
T sk −

1

2
sTkHksk|

+‖∆λk‖2‖c(xk + sk)− c(xk)−∇c(xk)T sk‖2.
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Usando el desarrollo de Taylor de 2◦ orden de `(x, λk) alrededor de xk,

`(xk + sk, λk) = `(xk, λk) +∇x`(xk, λk)
T sk +

1

2
sTk∇2

xx`(xk + ξ1sk, λk)sk,

con ξ1 ∈ (0, 1). Entonces

|`(xk + sk, λk) − `(xk, λk)−∇x`(xk, λk)
T sk −

1

2
sTkHksk|

=
1

2
|sTk (∇2

xx`(xk + ξ1sk, λk)−Hk)sk|

≤ 1

2
‖∇2

xx`(xk + ξ1sk, λk)−Hk‖2‖sk‖2
2

≤ 1

2
κH‖sk‖2

2 ≤
1

2
κHδ

2
k.

Usando el desarrollo de Taylor de 2◦ orden de cada restricción cj(x) alrededor
de xk,

cj(xk + sk) = cj(xk) +∇cj(xk)T sk +
1

2
sTk∇2cj(xk + µj,ksk)sk,

con cada µj,k ∈ (0, 1). Entonces

‖c(xk + sk) − c(xk)−∇c(xk)T sk‖2

≤ ‖c(xk + sk)− c(xk)−∇c(xk)T sk‖1

=
m∑
j=1

|cj(xk + sk)− cj(xk)−∇cj(xk)T sk|

=
m∑
j=1

1

2
|sTk∇2cj(xk + µj,ksk)sk|

≤ 1

2

m∑
j=1

‖∇2cj(xk + µj,ksk)‖2‖sk‖2
2

≤ 1

2
κHc‖sk‖2

2 ≤
1

2
κHcδ

2
k.

Por lo tanto,

|Arednmk − Prednmk | =
1

2
(κH + κλκHc) δ

2
k.

Basta entonces tomar

ν5 =
1

2
(κH + κλκHc) .
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Teorema 6.1. Asumiendo las hipótesis (1)-(3). Si el Algoritmo 5.1 no ter-
mina en la k-ésima iteración, entonces es posible generar un iterado de prueba
x+ = xk + sk tal que

a. el par (h+, ψ+) está dominado a lo sumo por M pares de Fk∪{(hk, ψk)},

b. Prednmk ≥ ν3h
2
k,

c. Arednmk ≥ η1Pred
nm
k ,

para un número finito de reducciones del radio de la región de confianza. Por
lo tanto, el Algoritmo 5.1 está bien definido, en el sentido que no produce
indefinidamente ciclos entre el Paso 1 y el Paso 4.

Demostración. Supongamos que el Algoritmo 5.1 genera, en la k-ésima ite-
ración, ciclos entre los pasos 1 y 4, rechazando siempre el paso de prueba.
Definimos el ı́ndice del ciclo interno producido en la k-ésima iteración por
k(j). En este ciclo interno se generan las sucesiones xk(j) = xk, sk(j), δk(j)

y las que de ellas se derivan. Cuando en cada iteración interna los pasos
sk(j) son rechazados, el radio de la región de confianza es reducido, eligiendo
δk(j+1) ∈ [min{δmin, α1δk(j)}, δk(j)), de modo que ‖sk(j)‖ → 0 cuando j →∞.

El Lema 6.5 garantiza que para δk(j) suficientemente pequeño, el par
(h+, ψ+) asociado al iterado x+ = xk + sk(j) está dominado por a lo sumo M
pares de Fk(j) ∪ {(hk(j), ψk(j))}.

El Lema 6.7 asegura que para δk(j) suficientemente pequeño se verifica
que

Prednmk(j) ≥ ν3hk(j) ≥ ν3h
2
k(j).

Sólo queda probar que es posible hallar una iteración interna j tal que

Arednmk(j) ≥ η1Pred
nm
k(j).

Usando los lemas 6.7 y 6.8 se tiene∣∣∣∣∣Ared
nm
k(j)

Prednmk(j)

− 1

∣∣∣∣∣ =
|Arednmk(j) − Prednmk(j)|

Prednmk(j)

≤ ν5δ
2
k

ν4δk
→ 0,

cuando j →∞.
Por lo tanto, es posible hallar un ı́ndice j tal que

Arednmk(j)

Prednmk(j)

≥ η1,
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para un η1 ∈ (0, 1) dado, obteniendo un paso aceptable para el Algoritmo
5.1 que satisface las condiciones (1), (2) y (3). Esto contradice la suposición
hecha que el algoritmo genera en la k-ésima iteración una sucesión infinita
de pasos rechazados.

6.4 Convergencia global

Lema 6.9. Cada par (hk, ψk) ingresado al filtro satisface la condición hk > 0.

Demostración. Supongamos que el par (hk, ψk) es ingresado al filtro, pero
hk = ‖c(xk)‖∞ = 0. Entonces el punto xk es factible y sk = stk. Ahora, la
componente tangente del paso es calculada minimizando el modelo cuadrático
del Lagrangiano a lo largo del espacio tangente, de modo que Predk como
aproximación de Aredk debe ser positivo, esto es, el modelo cuadrático debe
predecir un decrecimiento positivo, si es que el algoritmo no encontró un
punto estacionario. Como

Prednmk ≥ Predk > 0 = γh2
k,

la condición (5.6) se satisface, y el paso no es de tipo h por lo que no seŕıa
ingresado al filtro contradiciendo la suposición.

Lema 6.10. Asumiendo las hipótesis (1)-(2). Si {(hk, ψk)}k es la sucesión de
pares generados por el Algoritmo 5.1 que fueron agregados al filtro, entonces
existe una subsucesión {(hkj , ψkj)}j tal que hkj → 0 cuando j →∞.

Demostración. Cuando el par (hk, ψk) fue agregado al filtro Fk en el Paso 3,
debió haber sido aceptado por el Algoritmo 5.1 en el Paso 4, en una iteración
anterior, en la cual debió ser aceptado por el respectivo filtro, en el Paso 2,
siendo dominado en ese momento por a lo sumo M pares del filtro, es decir,
pares que pertenecen a la sucesión {(hk, ψk)}k.

Como f y c son de clase C2, las funciones h y ψ son continuas en el
abierto convexo D que contiene a la caja Ω. El Algoritmo 5.1 sólo genera
iterados xk ∈ Ω, que es un compacto, entonces la sucesión {(hk, ψk)}k tiene
algún valor de adherencia (h, ψ) en Ω.

Supongamos que toda subsucesión de iterados {xki}i tal que (hki , ψki)→
(h, ψ) satisface h > 0. Dado r2 > 0 existe i0 ∈ N tal que para i ≥ i0 se
verifica

(hki , ψki) ∈ B2((h, ψ), r2).
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Como hki → h > 0 cuando i→∞, podemos tomar 0 < r2 ≤ h
2

de modo que
para cada i ≥ i0 se tiene

(hki − h)2 + (ψki − ψ)2 < r2
2.

Entonces

|hki − h| < r2 ≤
h

2
,

de modo que

hki >
h

2
para cada i ≥ i0. (6.20)

Fijado i ≥ i0, para cada j = 1, . . . ,M + 1,

(hki+j
, ψki+j

) ∈ B2((h, ψ), r2),

entonces,

|hki+M+2
− hki+j

| ≤ |hki+M+2
− h|+ |h− hki+j

| < 2r2,

y por otro lado,

|ψki+M+2
− ψki+j

| ≤ |ψki+M+2
− ψ|+ |ψ − ψki+j

| < 2r2.

Tomando 0 ≤ r2 ≤
h

4
γ, con 0 < γ < 1 como en el Paso 2 del Algoritmo 5.1,

se tiene

|hki+M+2
− hki+j

| < 2r2 ≤
h

2
γ,

entonces, usando la desigualdad (6.20),

hki+M+2
> hki+j

− h

2
γ > hki+j

− γhki+j
= (1− γ)hki+j

.

Por otro lado,

|ψki+M+2
− ψki+j

| < 2r2 ≤
h

2
γ,

entonces, usando la desigualdad (6.20),

ψki+M+2
≥ ψki+j

− h

2
γ > ψki+j

− γhki+M+2
.
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· · ·︸ ︷︷ ︸
M + 1

i0 i i + 1 i + M + 1 i + M + 2

Figura 6.3: Esquema de ı́ndices.

Por lo tanto, para cada i ≥ i0 el par (hki+M+2
, ψki+M+2

) es dominado por
los pares (hki+j

, ψki+j
) para j = 1, . . . ,M + 1.

Pero la condición no monótona de aceptación de pares por parte del filtro
dice que el par (hki+M+2

, ψki+M+2
) debe ser dominado a lo sumo por M pares

de la subsucesión, todos ellos incorporados anteriormente al filtro.
Por lo tanto, se debe tener hk → 0 cuando k →∞.

Teorema 6.2. Asumiendo las hipótesis (1)-(4). El Algoritmo 5.1 termina
en un número finito de iteraciones, o

lim inf hk = 0 y lim inf ψk = 0,

es decir, existe alguna subsucesión {xkj}j tal que hkj → 0 y ψkj → 0, cuando
j →∞.

Demostración. Si el algoritmo termina luego de un número finito de pasos,
no hay nada que probar. Asumimos entonces que el Algoritmo 5.1 no termina
y consideramos dos situaciones:

1. El algoritmo genera un número infinito de iteraciones de tipo h cuyos
pares son agregados al filtro.
El Lema 6.10 asegura que es posible obtener de entre ellas una subsu-
cesión {xkj}j tal que hkj → 0 cuando j →∞.
Las iteraciones de tipo h son rechazadas por el algoritmo, disminuyendo
el radio de la región de confianza para volver a calcular un nuevo ite-
rado. Pero la sucesión de radios de región de confianza {δk}k está aco-
tada inferiormente por δmin > 0, entonces a partir de cierto momento
se satisfacen las condiciones del Lema 6.7 para la sucesión {xhj}j, es
decir, existe N1 ∈ N tal que hkj ≤ %1δkj , para j ≥ N1. De este modo,

Prednmkj ≥ ν4δkj para j ≥ N1.
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Supongamos que la sucesión {ψkj}j no converge a cero, esto es, supon-
gamos que existe τ > 0 tal que ψkj > τ siempre que j ≥ N2, para algún
N2 ∈ N. Como cada par (hkj , ψkj) fue ingresado al filtro, el iterado
asociado xkj ha sido rechazado por el algoritmo. Pero el algoritmo está
bien definido, de modo que no todos los iterados xkj pueden pertenecer
a la misma iteración interna. Para cada xkj existe un xkj+J

= xka que
será aceptado. Entonces

Arednmka ≥ η1Pred
nm
ka ≥ η1ν4δka ≥ η1ν4δmin.

O sea que,

`(xl(ka), λl(ka))− `(xka + ska , λka + ∆λka) ≥ η1ν4δmin.

Esto dice que el decrecimiento del Lagrangiano en el iterado de prueba
xka respecto de sus últimos M valores en puntos de la sucesión es
al menos de η1ν4δmax, para algún punto aceptado posteriormente a
cada término de la subsucesión con j ≥ max{N1, N2}. Por lo tanto, la
subsucesión `(xka) no puede estar acotada inferiormente contradiciendo
las hipótesis (1) y (2).

2. El Algoritmo 5.1 genera sólo un número finito de iteraciones de tipo h.
Entonces a partir de cierto momento las iteraciones satisfacen la con-
dición de suficiente positividad del algoritmo y existe N3 ∈ N tal que

Prednmk ≥ γh2
k, (6.21)

para k ≥ N3.
Como el algoritmo está bien definido, cada ciclo de iteraciones recha-
zadas es finito, luego del cual es posible hallar un iterado aceptado que
satisface

Arednmk ≥ η1Pred
nm
k ,

es decir,

max
0≤j≤M

`(xk−j, λk−j) ≥ `(xk+1, λk+1) + η1Pred
nm
k .

De esta manera podemos construir de entre los iterados generados por el
algoritmo una sucesión infinita {xk} de iterados aceptados que verifican
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estas dos condiciones. Como la sucesión de máximos es decreciente, para
i = 0, . . . ,M

max
0≤j≤M

`k−j = max
0≤i≤M

max
0≤j≤M

`k−(j−i)

≥ max
0≤j≤M

`k−(j−i) para cada i = 0, . . . ,M

= max
0≤j≤M

`(k+i)−j

≥ `(k+i)+1 + η1Pred
nm
k+i

≥ `(k+i)+1 + η1 min
0≤i≤M

Prednmk+i

= `(k+i)+1 + η1 min
1≤j≤M+1

Prednmk+j−1.

· · ·︸ ︷︷ ︸
M + 1

· · ·︸ ︷︷ ︸
M + 1

· · ·︸ ︷︷ ︸
M + 1

k k + M i = M

k −M k i = 0

k −M + 1 k + 1 i = 1

Figura 6.4: Esquema de ı́ndices.

Por lo tanto, para i = 0, . . . ,M

max
0≤j≤M

`k−j ≥ `(k+i)+1 + η1 min
1≤j≤M+1

Prednmk+j−1,

o sea,
max

0≤j≤M
`k−j − η1 min

1≤j≤M+1
Prednmk+j−1 ≥ `(k+i)+1,
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entonces

max
0≤j≤M

`k−j − η1 min
1≤j≤M+1

Prednmk+j−1 ≥ max
1≤j≤M+1

`k+j,

que podemos escribir como

max
0≤j≤M

`k−j − max
1≤j≤M+1

`k+j ≥ η1 min
1≤j≤M+1

Prednmk+j−1. (6.22)

Como la función `(x, λ) es continua sobre la caja Ω, está acotada
inferiormente y la sucesión decreciente de máximos tiene ĺımite. En-
tonces el lado izquierdo de (6.22) tiende a 0 cuando k → ∞. Como
Prednmk ≥ βhk ≥ 0, el lado derecho de (6.22) también tiende a 0, es
decir,

min
1≤j≤M+1

Prednmk+j−1 → 0,

cuando k → 0.
Dado el conjunto M = {l : min

1≤j≤M+1
Prednmk+j−1 = Prednml }, considerar

la subsucesión {xk}k∈M.
Como la sucesión yace dentro del compacto Ω, esta subsucesión debe
tener al menos un punto ĺımite x, entonces existe una subsucesión
{xkj}kj∈M tal que xkj → x cuando j → ∞. Pero para kj ∈ M se
satisface que Prednmkj → 0 cuando j →∞, entonces también se verifica

que hkj → 0, por la condición de suficiente positividad (6.21). Como
vimos anteriormente, esto asegura que a partir de cierto momento se
satisfacen las condiciones del Lema 6.7 de modo que Prednmkj ≥ ν4δkj ,
siempre que kj ≥ N1 para algún N1 ∈ N. Como en el caso anterior, si
suponemos que la subsucesión {ψkj}kj∈M no converge a cero, el algo-
ritmo sigue generado iterados con estas propiedades, de modo que

Arednmkj ≥ η1Pred
nm
kj
≥ η1ν4δkj ≥ η1ν4δmin.

O sea que,

`(xkj(l), λkj(l))− `(xkj + skj , λkj + ∆λkj) ≥ η1ν4δmin.

Esto dice que el decrecimiento del Lagrangiano en el iterado de prueba
xkj respecto de sus últimos M valores en puntos de la subsucesión es al
menos de η1ν4δmin, para términos de la subsucesión posteriores a N1,
N2 y N3. Es decir, cada M iterados en esta situación, la subsucesión
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produce en el Lagrangiano un decrecimiento superior a η1ν4δmin. Por
lo tanto, como en el caso anterior, la subsucesión `kj(l) no puede estar
acotada inferiormente contradiciendo las hipótesis (1) y (2).



Caṕıtulo 7

Resultados numéricos

En este caṕıtulo presentamos resultados numéricos del algoritmo que esta-
mos proponiendo para resolver el problema consistente en minimizar una
función bajo restricciones de igualdad y dentro de una caja (3.1). Las pruebas
numéricas han tenido el objetivo, como en el caso de optimización sin restric-
ciones del caṕıtulo 3, de comparar los resultados producidos por el algoritmo
utilizando la tradicional condición de suficiente decrecimiento monótona para
la aceptación del paso de prueba,

aredk ≥ η predk,

donde 0 < η < 1, y

aredk = `(xk, λk)− `(xk + sk, λk + ∆k),

predk = qk(0)− qk(sk),
versus la condición no monótona de aceptación propuesta

arednmk ≥ η prednmk ,

donde 0 < η < 1,

arednmk = `max − `(xk + sk, λk + ∆k),

prednmk = ql(k)(0)− qk(sk)−∆λTk (∇c(xk)T sk + c(xk)),

y l(k) es un entero no negativo tal que

k −m(k) ≤ l(k) ≤ m(k),

m(0) = 0,

0 ≤ m(k) ≤ min{m(k − 1) + 1,M} para k ≥ 1,

100
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y
`(xl(k), λl(k)) = `max = max

0≤j≤m(k)
`(xk−j, λk−j),

esto es, `max es el máximo valor del Lagrangiano obtenido en las últimas M
iteraciones, para un valor prefijado M .

En primer lugar se seleccionaron 70 problemas de Hock y Schittkowski
[HS81, SCH] de variados tamaños. Algunos parámetros elegidos han sido:
η1 = 10−1, η2 = 0.9, γ = 10−1, α1 = 0.5, α2 = 2, δmin = 10−6, δmax = 106,
and M = 5.

Se presentan y analizan a continuación los perfiles de rendimiento de
ambos algoritmos, tomando como medidas de rendimiento, el número de
iteraciones, de evaluaciones de la función objetivo f y de su gradiente. Nos
referimos al algoritmo monótono como HS-mon y al algoritmo no monótono
como HS-nomon.

En la figura 7.1 se muestra el comportamiento de los algoritmos tomando
como medida comparativa el número de iteraciones necesarias para alcanzar
la solución. En el margen izquierdo podemos observar que el algoritmo HS-
nomon tiene una mayor probabilidad de ser considerado óptimo. Con un 54%
de chances de resolver un problema mejor, el algoritmo HS-nomon supera al
HS-mon, que tiene un 42% de posibilidades de ser eficiente.

Comparando la eficiencia en un factor de 2, esto es, calculando la proba-
bilidad, para cada algoritmo, de que en algún problema tenga un rendimiento
de a lo sumo 2 veces mejor, vemos que el algoritmo HS-nomon mejora su efi-
cacia, resolviendo satisfactoriamente el 61% de los problemas, mientras que
el algoritmo HS-mon sólo mejora en un 2%. De alĺı en adelante ambos algo-
ritmos mantienen casi el mismo rendimiento. En el margen derecho, la figura
7.1 muestra que el algoritmo HS-nomon es más robusto que el algoritmo HS-
mon, resolviendo el 61% de los problemas, mientras que el segundo sólo lo
hace en un 44%.
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Figura 7.1: Perfil de rendimiento para el número de iteraciones.

En la figura 7.2, la medida de rendimiento es el número de evaluacio-
nes de la función objetivo. Vemos nuevamente que el algoritmo HS-nomon
tiene un mejor desempeño que el algoritmo HS-mon. Con una probabilidad
cercana al 55% el algoritmo HS-nomon resuelve eficientemente los problemas
con un número menor de evaluaciones de la función objetivo, mientras que el
algoritmo HS-mon tiene una eficiencia similar, pero menor, respecto de esta
medida de desempeño. La tendencia se mantiene, aunque el rendimiento del
algoritmo HS-nomon mejora su desempeño más rapidamente. Observando a
la derecha del gráfico vemos, sin embargo, que ambos algoritmos tienen una
robustez similar, ya que ambos resuelven algún problema con una eficiencia
superior a un 70%, consiguiendolo antes el algoritmo HS-nomon.



103

Figura 7.2: Perfil de rendimiento para el número de evaluaciones de funcio-
nes.

En la figura 7.3 comparamos los dos algoritmos usando como medida de
desempeño el número de evaluaciones del gradiente de la función objetivo.
Vemos que el rendimiento es similar al que vimos antes, aunque el algoritmo
HS-nomon mejora su desempeño en forma mucho más lenta.
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Figura 7.3: Perfil de rendimiento para el número de evaluaciones de gra-
dientes.

A continuación se presentan resultados numéricos sobre un problema pre-
sentado por Gomes, Maciel y Mart́ınez [GMM99]. Consideramos el problema
de estimar una solución de la ecuación diferencial

− y′′ + ey = F (t), t ∈ [0, 2π] (7.1)

que ajusta las observaciones con ruido (t1, y1), . . . , (tn, yn).

En nuestro caso F (t) = sin(t) + exp(sin(t)), de modo que la función
y(t) = sin(t) es una solución particular de (7.1). Dividimos el intervalo [0, 2π]
en ndiv intervalos igualmente espaciados definiendo h = 2π

ndiv
. A continuación

se discretiza la ecuación (7.1) usando diferencias centrales,

−xi−1 + 2xi + xi+1

h2
+ exp(xi) = F ((i− 1)h), i = 2, . . . , ndiv. (7.2)
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Las n variables a determinar en el problema serán los valores de la fución y(t)
en la grilla t = ih, para i = 0, . . . , ndiv, para las cuales usamos la notación
xi+1 = y(ih).
Como queremos aproximar la solución y(t) = sin(t), nuestras variables están
en la caja −1 ≤ xi ≤ 1 para i = 1, . . . , ndiv, debiendo satisfacer además las
m = ndiv − 1 = n− 2 restricciones (7.2).

La función objetivo del problema es una medida del error de los valores
teóricos predichos por la solución de la ecuación diferencial, y(t), respecto de
los datos observados yobs, que puede ser expresada como

f(x) = f(x1, . . . , xn) = f(y(0), y(h), . . . , y((n− 1)h)) (7.3)

=
n∑
ν=1

φ(|yobsν − y((ν − 1)h)|)

donde φ es una medida de la desviación de cada uno de los datos, frecuente-
mente calculada usando φ(t) = t2. Sin embargo, si algunas observaciones
at́ıpicas están sujetas a grandes errores es necesaria una medida de des-
viación que esté menos sujeta a valores extremos. Gomes, Maciel y Mart́ınez
[GMM99] definen

φ(z) =

{
z2 si z ≤ 0.25
0.5(z − 0.25) + 0.0625 en otro caso

(7.4)

de modo que tanto φ con f no son diferenciables en z = 0.25.

Las experiencias numéricas con este problema fueron diseñadas teniendo
en cuenta que:

1. para cada valor normal ti de la grilla, la observación yobsi es elegida
aleatoriamente en [sin(ti)− 0.1, sin(ti) + 0.1],

2. para cada valor at́ıpico ti, la observación yi es elegida aleatoriamente
en [sin(ti)− 0.4, sin(ti) + 0.4].

Con los mismos parámetros utilizados en los experimentos realizados
con los problemas de Hock y Schittkowski [HS81, SCH], tomando distintos
números de variables y de valores at́ıpicos, se realizaron 36 experimentos com-
parando, como en el caso anterior, la condición de suficiente decrecimiento
monótona mon y no monótona nonmon.
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En la figura 7.4 se muestra el perfil de rendimiento de ambos algoritmos,
tomando como medida de comparación el número de iteraciones necesarias
para alcanzar satisfactoriamente una solución.
Puede apreciarse que el algoritmo ganador es por muy amplio margen nomon,
tanto en eficiencia como en robustez. Con un 85% de problemas resueltos de
una manera más favorable, nomon contrasta con el algoritmo mon que solo
obtiene un 25% de problemas cuya solución es alcanzada con eficiencia. Por
otro lado, el algoritmo nomon resuelve el 100% de los problemas con un
factor de 3, mientras que mon necesita un factor de 66 para obtener el mismo
resultado.

Figura 7.4: Perfil de rendimiento para el número de iteraciones.

En la figura 7.5 podemos observar el perfil de rendimiento cuando la me-
dida comparativa es el número de evaluaciones de la función objetivo.
El algoritmo nomon es más eficiente, con un porcentaje del 66% de problemas
mejor resueltos, sobre un 33% del algoritmo mon, que aumenta rápidamente
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a un 55% con un factor de 2. El algoritmo nomon alcanza su mayor robustez,
resolviendo el 100% de los problemas, con sólo un factor de 19, mientras que
por otro lado, el algoritmo mon sólo logra resolver el 80% de los problemas.

Figura 7.5: Perfil de rendimiento para el número de evaluaciones de funcio-
nes.

Finalmente, en la figura 7.6, se presenta el perfil de rendimiento de ambos
algoritmos, teniendo como medida de comparación el número de evaluaciones
de gradientes de la función objetivo.
Vemos nuevamente que el algoritmo nomon muestra mejores rendimientos
tanto en eficiencia como en robustez. Un 75% de los problemas son resueltos
con un mayor desempeño, mientras que el mismo resultado es obtenido por
sólo el 34% para mon. El algoritmo nomon obtiene la solución deseada para el
100% de los problemas con un factor de 5, mientra que mon, con ese mismo
factor sólo logra resolver un 55% de los problemas, necesitando un factor de
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32 para llegar a la solución del 100% de los problemas.

Figura 7.6: Perfil de rendimiento para el número de evaluaciones de gra-
dientes.



Caṕıtulo 8

Conclusiones

Se ha desarrollado un algoritmo para el problema de optimización no lineal
con restricciones de igualdad y de caja (1.1). El nuevo algoritmo basado en
la propuesta de Gomes, Maciel y Mart́ınez [GMM99] utiliza el método de
programación cuadrática secuencial con la incorporación de una región de
confianza como estrategia de globalización. La evaluación del paso de prueba
consta de una primera etapa donde se implementó un filtro inclinado no
monótono, para posteriormente evaluar si el modelo cuadrático del Lagran-
giano predice un decrecimiento no monótono suficientemente positivo. En
una segunda etapa, se mide el ajuste del modelo cuadrático del Lagrangiano
mediante una condición no monótona que generaliza por un lado la condición
de decrecimiento de Cauchy, y por otro lado la condición no monótona de
Grippo, Lampariello y Lucidi [GLL86].

Para analizar la eficiencia y confiabilidad de esta condición no monótona
de aceptación del paso, se consideró en un primer momento su implemen-
tación en un algoritmo para resolver el problema de optimización sin res-
tricciones (2.1). En el Caṕıtulo 2 se presentó un algoritmo de programación
cuadrática secuencial con una estrategia de región de confianza, que resuelve
cada subproblema mediante el método no monótono de gradiente espectral
proyectado. Para evaluar la aceptación de cada paso de prueba se consideró
agregar un término de segundo orden (2.11) a la condición no monótona de
Grippo, Lampariello y Lucidi de modo de tomar en cuenta la concavidad
de la función objetivo. Esto permitió elaborar una primera versión de un
algoritmo (2.4) no monótono que compara el decrecimiento predicho por el
modelo cuadrático de la función objetivo con el decrecimiento nomonótono
de la misma respecto del peor de sus últimos M + 1 valores. En una se-

109
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gunda generalización, se definió el decrecimiento no monótono predicho por
el modelo cuadrático de la función objetivo en la iteración actual respecto del
modelo cuadrático alrededor del punto donde se alcanzó el máximo valor de
la función objetivo en los últimos M + 1 iterados, con lo cual se implementó
una segunda versión del algoritmo no monótono 2.5. Se demostró la buena
definición y convergencia global del algoritmo con esta última versión, que
incluye a la primera como caso particular, bajo hipótesis estándar para algo-
ritmos de región de confianza. Se realizaron experimentos numéricos con dos
algoritmos similares, que difieren sólo en la aceptación del paso, comparando
la condición monótona y no monótona. Se agregó además a la comparación
un algoritmo no monótono que resuelve el subproblema de región de con-
fianza mediante el método de gradiente conjugado de Steihaug. Se testearon
problemas de gran escala de Moré, Garbow y Hillstrom [MGH81]. Los perfiles
de rendimiento mostraron que la mejor combinación en cuanto a la eficiencia
y robustez resultó la condición no monótona de aceptación del paso, junto
con el método de gradiente espectral proyectado.

Volviendo al caso general del problema no lineal con restricciones de igual-
dad y caja, la estrategia de región de confianza está basada en una aproxi-
mación del espacio tangente, descomponiendo el paso de prueba en una com-
ponente normal y una componente tangencial. Tanto el problema normal,
como el tangencial se resolvieron usando el método de gradiente espectral
proyectado. La componente normal se calculó como la solución aproximada
del subproblema de región de confianza que consiste en minimizar el modelo
cuadrático de la linealización de las restricciones de igualdad, sujeto a las
restricciones de la región de confianza y de la caja. Por otra parte, la com-
ponente tangencial se calculó como solución aproximada del subproblema de
región de confianza que consiste en minimizar el modelo cuadrático del La-
grangiano alrededor del punto normal, sujeto a las restricciones de la región
de confianza, la caja y el modelo lineal de las restricciones de igualdad. En la
aplicación del método de gradiente espectral conjugado se utilizó el método
de Dykstra para realizar la proyección sobre el conjunto de variedades.

En los problemas de programación no lineal con restricciones existen dos
objetivos que compiten simultáneamente: la optimalidad y la factibilidad.
Tradicionalmente, esto se ha resuelto mediante una condición de suficiente
decrecimiento de una función de mérito que combina ambas condiciones. En
esta tesis se utilizó en su reemplazo la noción de filtro proveniente del área
de Optimización Multiobjetivo, y que se basa en el hecho que quizás no es
posible mejorar ambas al mismo tiempo. Se ha implementado un filtro in-
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clinado no monótono con memoria, basado en las ideas de Shen, Leyffer,
Fletcher [SLF12] y Chin [CHI01], que mide la factibilidad en forma tradicio-
nal, mediante la norma de las restricciones de igualdad, pero la optimalidad
es medida por la norma Euclidiana del gradiente proyectado del Lagrangiano.
Como el filtro por si sólo no asegura convergencia a un punto estacionario
del problema de programación no lineal, tal es el caso cuando los iterados
son aceptados sólo por la condición de factibilidad del filtro, se implementó
además una condición no monótona de aceptación del paso de prueba similar
al caso sin restricciones, comparando la reducción actual no monótona del La-
grangiano con la reducción no monótona predicha por su modelo cuadrático.

Bajo hipótesis estándar para algoritmos para problemas no lineales con
restricciones de igualdad y de caja basados en una estrategia de región de
confianza, se demostró la buena definición del algoritmo, esto es, que en cada
iteración es posible hallar un paso aceptable para el filtro y que satisface
la condición no monótona de suficiente decrecimiento. Además se ha demos-
trado que el algoritmo converge globalmente a un punto estacionario factible,
más precisamente, si el algoritmo no termina exitósamente en la k-ésima ite-
ración, debe existir al menos una subsucesión de puntos factibles que converja
a un punto estacionario.

Finalmente, se realizaron experimentos numéricos del algoritmo que tu-
vieron como objetivo, como en el caso sin restricciones, comparar los resulta-
dos para el caso en que se implementó la condición de aceptación de suficiente
decrecimiento no monótona versus la tradicional condición monótona. En
ambos casos los algoritmos fueron construidos en forma similar, utilizando
el mismo filtro, de modo de medir sólamente la incidencia de la condición
de aceptación del paso. En principio, se seleccionaron problemas de variado
tamaño de Hock y Schittkowski [HS81], para luego analizar el problema de
mayor escala presentado por Gomes, Maciel y Mart́ınez [GMM99], que estima
la solución de una ecuación diferencial de segundo orden que ajusta una serie
de observaciones con ruido. En ambos casos el algoritmo con la condición de
aceptación no monótona presentó mayor eficacia y robustez que aquel con la
condición monótona tradicional.
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