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Resumen

La obtenciéon de informaciéon a partir de un conjunto de datos o mineria de datos es una
tarea compleja que involucra varias etapas, tal como sucede en la minerfa de texto. Esta
puede ser considerada como un caso particular de mineria de datos donde los datos contem-
plan la incorporacion de texto. Ambos procesos de mineria se vuelven aun més complejos
cuando nos encontramos ante grandes cumulos de datos o texto. Es comiun encontrar
conjuntos de datos grandes, complejos y ricos en informaciéon en areas como medicina,
comercio, ingenieria y ciencias de la computacién. Simultdneamente, los avances tec-
nolégicos han dado lugar a la acumulacion de sustanciosas cantidades de documentos,
articulos y texto; el ejemplo mas contundente de esta clase de material es la Web, la cual
se estima que alcanza mas de 8.05 billones de paginas. La propuesta de esta tesis es el uso
de herramientas evolutivas mono- y multi-objetivo como un soporte para algunas de las
etapas de este proceso. En particular, las etapas que implican optimizaciéon y busqueda
dentro de estos grandes espacios en los cuales otros métodos serian inviables. A lo largo
de la investigacion se desarrollaron, evaluaron y compararon algoritmos evolutivos mono-
y multi-objetivo tanto para la rama de mineria de datos como para la rama de mineria
de texto. Como caso particular dentro de mineria de datos, se contemplé el problema
de encontrar las relaciones mas relevantes entre variables dentro de distintos conjuntos
de datos. Dichas relaciones, no son visibles para un experto cuando se encuentra frente
a la base de datos original cruda, la cual puede contemplar miles de variables y miles
de instancias. Para resolver este problema se propuso una metodologia de dos fases. Los
algoritmos desarrollados en este contexto se integraron a la primera fase de la arquitectura
y fueron exitosamente utilizados como mecanismo de busqueda masiva. Por otra parte, en
el caso de minerfa de texto se abordé el problema de recuperar informacion relacionada y
novedosa con respecto a un tépico de interés. Para este problema se propuso, implementd
y evalué una arquitectura que, partiendo de una descripciéon para el tépico de interés,
evoluciona varios conjuntos de términos hacia conjuntos que logren obtener mejores docu-
mentos con respecto a dicho tema de interés y con respecto a los objetivos propuestos (por
ejemplo: similitud, precision, cobertura). Dentro de las técnicas evolutivas multi-objetivo
propuestas, se disenaron adaptaciones de los algoritmos basados en Pareto més promete-
dores reportados por la literatura y se propusieron versiones multi-objetivo agregativas.
Ambos enfoques, los basados en Pareto y los agregativos, demostraron ser claramente

competentes tanto para mineria de datos como para mineria de texto.
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Abstract

Data mining comprises the capture of information from data, which is a complex task
that involves many stages. The same applies to text mining that can be considered
as a special case of data mining where the data include text. As data and text sets
increase, both mining processes become even more complicated. Large, complex and rich
information data sets arise in many common research fields like medicine, commerce,
engineering and computer science. Simultaneously, technological advances have led to the
accumulation of substantial amounts of documents, articles and text; the clearest example
of this kind of material is the Web, which is estimated to have reached more than 8.05
billion pages. This thesis proposes the use of mono- and multi-objective evolutionary tools
as support in some of the stages of the data and text mining processes. In particular,
those stages which imply optimization and search in wide search spaces where other
methods could be unfeasible. In this research work, several mono- and multi-objective
evolutionary algorithms were developed, evaluated and compared for both, data and text
mining research areas. As a particular case in data mining, the problem of finding the
most relevant relationship among variables from the data was considered. These relations,
are not obvious for experts when they are faced with the original raw database, which can
include thousands of variables and thousand of samples. In order to solve this problem,
a two-phase methodology was proposed. In this context, the developed algorithms were
integrated into the first phase and were succesfully used as massive search mechanisms.
On the other hand, as a particular case of the text mining research area, the problem
of retrieving novel material that is related to a search context was considered. In order
to overcome this problem, an architecture was proposed, implemented and evaluated.
Starting from a description for the topic of interest, this architecture evolves several
sets of terms towards sets which can obtain better documents with respect to both, the
topic of interest and the proposed objectives (e.g., similarity, precision, recall). Among
the proposed multi-objetive evolutionary techniques, adaptations of the more promising
reported Pareto-based evolutionary algorithms were designed and new multi-objective
aggregative schemes were proposed. Both approaches- i.e., the Pareto-based strategy and
the aggregative techniques- proved to be clearly competent for both research areas: data

and text mining.
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CAPITULO 1

INTRODUCCION

El proposito general de esta tesis es el desarrollo y la evaluacion de herramientas evolu-
tivas que sean capaces de extraer informacion 1util a partir de datos o texto. El término
informacion se aplica a uno de los primeros niveles en la escala del entendimiento humano
[Sha04, Row07|. De acuerdo a esta jerarquia, los datos constituyen el nivel mas elemen-
tal y, entre otras muchas definiciones, pueden verse como entidades, simbolos o niimeros
que por si solos no ofrecen un significado ttil. En un segundo nivel de la jerarquia se
encuentra la informacion, la cual es extraida a partir de los datos y posee un grado mas
elevado de abstraccion, dado que es capaz de responder a ciertas cuestiones, por ejemplo,
la relacion existente entre determinadas variables de un conjunto de datos. La extraccion
de informacién a partir de datos no es una tarea simple y presenta diferentes desafios,

algunos de los cuales son dependientes del problema en cuestion.

1.1 Mineria de datos y texto

La tecnologia ha facilitado la captura y el almacenamiento de enormes cantidades de
datos y texto. Ademds, gran porcentaje de esta informacion se encuentra en forma de
datos crudos o texto no organizado. Encontrar informacion util dentro de estos cimulos de
datos (tales como tendencias, patrones, relaciones o anomalias) y resumirla en un modelo
simple, constituye un importante desafio. Desde hace afnos, los datos han sido analizados
para extraer informacion 1atil por medio de diferentes herramientas. Mas aun, llevar a
cabo esta tarea sobre grandes repositorios ha dado origen a un campo de investigacion
particular, la mineria de datos (o datamining). Hoy en dia, ésta disciplina es un area
de investigacién consolidada y es responsable del estudio y desarrollo de herramientas

basadas en métodos estadisticos, aprendizaje automatizado, teoria de la informacion y
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computacion, destinadas a convertir grandes cantidades de datos en informacién mas
satisfactoria para ser interpretada por personas. De este modo, la mineria de datos
juega un rol importante en las etapas que conllevan a la obtencién de conocimiento. Es
importante notar que el problema de elucidar o estimar dependencias, o descubrir nuevos
datos o nueva informacién a partir de los datos originales, solamente es una parte del
proceso general completo a partir del cual los usuarios pueden arribar a conclusiones

finales. El proceso general involucra al menos los siguientes pasos:

e Establecer el problema y formular hipdétesis. La mayoria de los estudios de
modelamiento basados en datos se realizan en un dominio de aplicacién particular.
En esta tesis hemos procurado cubrir problemas de gran generalidad, tanto para
el caso de mineria de datos como para el caso de mineria de texto, apuntando a
aquellas situaciones en las que los algoritmos evolutivos fueran consideradas como

una herramienta adecuada.

e Recolectar datos. Los datos utilizados en los distintos experimentos realizados
fueron datos extraidos de fuentes reales, es decir datos verdaderos existentes para
los casos de estudio particulares en los que se probaron los distintos algoritmos

evolutivos.

e Preprocesar los datos. Si bien los datos fueron obtenidos de fuentes especial-
izadas, en cada caso de estudio particular, se hicieron trabajos de preprocesamiento
previo a la aplicacion de los algoritmos evolutivos con el objetivo de mejorar la
confiabilidad de los resultados finales. Por ejemplo, en el caso de mineria de datos,
se eliminaron variables linealmente dependientes, se realizaron normalizaciones y
se seleccionaron caracteristicas de acuerdo con el conocimiento previo del conjunto
de datos. En el caso de mineria de texto, se realizaron pasos de preprocesamiento
como la eliminacién de stopwords y se eligieron conjuntos de paginas que cumpli-
eran determinadas restricciones que aseguraran su calidad (por ejemplo, cuando se
evalu6 precision y cobertura se tomaron, para las pruebas, topicos que contuvieran
al menos 100 documentos).

e Estimar el modelo (mineria). La principal tarea en este paso es aplicar la
técnica automatica de mineria que se considera adecuada. Esta tesis estd centrada
en la aplicacion de algoritmos evolutivos como herramienta de soporte dentro de
la tarea de minerfa, tanto en datos como en texto. Si bien, cuando fue necesario

se realizaron algunas tareas concernientes a las demés etapas, el enfoque central de
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esta tesis se vuelca al desarrollo de herramientas evolutivas mono y multi-objetivo
como soporte para las técnicas de mineria de datos, en particular proponemos el
uso de una herramienta alternativa de biisqueda y optimizacién en mineria cuando

el conjunto de datos o el corpus de documentos manifiestan importante magnitud.

e Interpretar el modelo y sacar conclusiones. FEn un sentido practico, los méto-
dos de mineria deberian ser de ayuda en la tarea de toma de decisiones, por lo tanto,
los modelos obtenidos deberian ser interpretables. El problema de la representacion
de los resultados obtenidos es una etapa importante, ya que es lo que van a apreciar
los usuarios finales. Debido a la complejidad de esta etapa, algunos textos de min-
eria de datos contemplan dentro de su alcance los dos pasos previos y reservan esta
tltima etapa a libros més especificos [Han06]. En el contexto de esta tesis, en todos
los experimentos se hizo un anélisis de resultados y se extrajeron conclusiones. Sin
embargo, dado que esta tesis no estd enfocada en esta ultima etapa, los estudios

realizados se centran en la evaluacion de los algoritmos propuestos.

1.2 Objetivos y alcance

Nuestra habilidad para analizar y entender grandes conjuntos de datos y grandes
corpus de documentos, no es tan amplia como nuestra habilidad para almacenarlos. Exis-
ten grandes conjuntos de datos y documentos utiles dispersos por muchas computadoras
alrededor del mundo. Los instrumentos cientificos son capaces de generar miles de miles
de bytes electronicos y almacenarlos en una computadora en poco tiempo y algo similar
ocurre con los documentos de texto. La era de la informaciéon ha logrado un crecimiento
exponencial en la capacidad de los medios de almacenamiento. El problema que se plantea
a partir de estos hechos, es que el tamano y la dimensionalidad de los datos y la desorga-
nizacion y diversidad de los documentos son demasiado grandes para poder ser analizados
e interpretados de manera manual. Sin embargo, los métodos de mineria de datos y texto
deberian resultar favorecidos con estas caracteristicas que parecen poco favorables, dado
que pueden sacar provecho de estos enormes ciimulos de informacién no explicita. Esto
se debe a que los grandes conjuntos de datos o los grandes corpus de documentos, tienen
el potencial de conducirnos a informacién méas valiosa.

La propuesta de esta investigacion es el diseno y evaluacion de algoritmos evolutivos como
mecanismo alternativo heuristico para sobrellevar la exploracion dentro de estos grandes

espacios de biisqueda, no necesariamente como tinica herramienta a utilizar dentro del
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proceso de mineria, sino también como un paso previo de refinamiento para reducir la
complejidad del problema.

Desde un punto de vista general, los datos (tanto datos como texto) pueden clasificarse en
estructurados, semi-estructurados o no estructurados. Un ejemplo de dato estructurado
son las tablas constituidas por campos bien definidos, con valores numéricos o alfanumeéri-
cos. Por otro lado, los reportes (por ejemplo: médicos o comerciales) suelen ser tomados
como datos semi-estructurados. Por tltimo, los documentos de texto son un ejemplo
clasico de dato no estructurado. Los datos estructurados suelen ser referidos como el tipo
de dato tradicional, en tanto que los semi-estructurados y los no estructurados suelen ser
mencionados como los tipos de datos no tradicionales [Kan03, ABS00].

Muchos de los métodos de mineria de datos y las herramientas comerciales suelen apli-
carse a datos tradicionales. Sin embargo, las herramientas e interfaces para lidiar con
datos no tradicionales estan en rapida evolucion. En particular, los algoritmos evolutivos
desarrollados a lo largo de esta tesis estan dirigidos a conjuntos de datos estructurados y
a documentos de texto. Sin embargo, pueden ser extendidos para procesar otros tipos de
conjuntos de datos.

El modelo estandar para datos estructurados en mineria de datos es una colecciéon de casos.
Se especifican medidas potenciales, denominadas caracteristicas (o features en inglés), y
para cada una de ellas se realizan mediciones en forma uniforme. La representacion usual
en problemas de mineria de datos para los datos estructurados es una tabla, en la cual
las columnas representan caracteristicas de los objetos y las filas representan valores o
muestras de dichas caracteristicas para distintas situaciones.

Existen varias formas de analizar caracteristicas. Una de las principales es determinar si
existe relacion entre las caracteristicas (variables dependientes) del sistema con respecto
a un valor objetivo (variables independientes). En este contexto, nuestra propuesta es
emplear algoritmos evolutivos para determinar cuales conjuntos de caracteristicas pueden
estar relacionadas con respecto a cierto valor objetivo, empleando diferentes métricas utiles
para prediccion. Esta tarea de seleccion de caracteristicas presenta miltiples instancias
de aplicacion en problemas reales complejos como: andlisis de niveles de expresion de
genes (usando microarrays) [MMO04, GSTT99|, extraccion de genes para diagndstico de
cdncer por medio de eliminacion recursiva de caracteristicas (RFE por sus siglas en inglés
de Recursive Feature Elimination) [RTR01|, andlisis de relacion cualitativa y cuanti-
tativa de propiedades para diserio de drogas [LLYYOS8|, filtrado de texto [BEYTT03] o

reconocimiento de caras |GBNTO4|. Los principales aportes de los algoritmos evolutivos
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propuestos, los cuales seréan vistos en detalle en el capitulo 5, radican en formar parte de
un proceso de dos fases, el cual, en la primera etapa se sirve de los algoritmos evolutivos
para realizar una biisqueda de nivel grueso que no sobre-ajuste al conjunto de datos. Mas
adelante, en el capitulo 5, se detallara la metodologia de dos fases que enmarca nuestra
propuesta.

Dado que los algoritmos evolutivos constituyen una herramienta poderosa en problemas
de optimizacion duros, han sido considerados como uno de los métodos alternativos dentro
de la mineria de datos [WF05, Kan03| y texto. Minaei-Bidgoli ef. al proponen el uso de
algoritmos genéticos para clasificacion de estudiantes utilizando un ntimero de caracteris-
ticas [MBPO3]. Sin embargo, la mayoria de estos trabajos estén orientados a clasificacion.
En nuestro trabajo, en el caso de datos estructurados, el objetivo es la extraccion de infor-
macion a partir de caracteristicas de tal forma que se lleven a cabo de manera automatica
dos tareas principales: deducir cudles son los descriptores mas relevantes y estimar cudl
es el niimero de descriptores aproximado que puede llevar a un modelo aceptable, procu-
rando que dicho niimero sea minimo. Cuando nos encontramos ante un gran ntmero de
descriptores (n) y poco conocimiento acerca de cuéles y cuantos son necesarios (k) para
construir un modelo para el conjunto de datos dado, utilizar un mecanismo de seleccién

exhaustivo, requiere intentar 1 + 9 + ...+ & veces para encontrar el con-

junto de descriptores mas relevantes, con lo cual, el tiempo de complejidad es de O(2™). Se
ha demostrado que el problema de Seleccion de Descriptores (FS por sus siglas en inglés
de Feature Selection) es NP-completo [DR94]; por lo tanto, el mecanismo computacional
que se utilice debe seguir una alternativa heuristica para lograr encontrar un subconjunto
de variables razonablemente bueno en un periodo de tiempo aceptable. En base a estas
caracteristicas, los algoritmos evolutivos constituyen una herramienta adecuada para la
elaboracion de algoritmos inteligentes capaces de colaborar en la resolucion del problema.
Nuestra propuesta consiste en incorporar una etapa evolutiva como primera fase de refi-
namiento dentro de una arquitectura méas compleja. Esta arquitectura posee una segunda
etapa, basada en el uso de redes neuronales, que mejora los resultados brindados por
la primera. A través de este proceso de dos etapas se logra alcanzar resultados de alta
calidad con un algoritmo de complejidad razonable.

En segundo término, para el caso de datos no estructurados conformados por documentos
de texto, nuestra atencion se centrard en el problema de recuperacion temdtica automati-

zada. El crecimiento veloz y las cantidades enormes de datos y texto en forma electronica
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han aumentado la importancia y complejidad de este tipo de recuperacion de informacion.
Como una definicion general, podemos decir que la bisqueda basada en topico o bisqueda
tematica es un proceso que partiendo de grandes corpus de documentos permite la recu-
peracion de informacion respectiva a un tema de interés. Dicho tema de interés puede ser,
por ejemplo, el entorno actual de un usuario utilizando una computadora, un documento
inicial a partir del cual queremos obtener mas informaciéon o una descripcién conformada
por un conjunto de palabras. A su vez, la recuperacion temdtica automatizada es la re-
alizacién de una biisqueda sobre un tépico por medio de un mecanismo computacional.
El proceso de recuperacién tematica puede llevarse a cabo mediante dos pasos basicos.
Primero, formulando consultas relevantes con respecto a dicho contexto temético. Se-
gundo, presentando dichas consultas a un motor de biisqueda para recuperar documentos
relevantes. A partir de estos dos pasos, es razonable que la calidad del material recuper-
ado sea altamente dependiente de las consultas que se presentan. Este aspecto hace que
la generacién inteligente de consultas sea un problema de investigacion importante para
el area de mineria de texto. En este contexto, proponemos el uso de una arquitectura que
incorpore un ciclo evolutivo para permitir la recuperaciéon de documentos relevantes con
respecto a un topico de interés. Los algoritmos evolutivos han demostrado su capacidad
en el drea de mineria de texto, tanto para tareas de clasificacion, como para tareas de
recuperacion tematica y recomendacion.

A diferencia de los esquemas anteriores, nuestra propuesta consiste en el uso de algorit-
mos evolutivos para evolucionar conjuntos de consultas que logren simultaAneamente dos
cosas: la seleccion de las palabras méas relevantes con respecto al tépico de interés y el
aprendizaje de nuevos e importantes términos no contenidos en el contexto original. Este
altimo requisito, conjuntamente con las medidas utilizadas puede permitirnos la obten-
cion de material novedoso de tal forma que enriquezca el vocabulario original sin salirse
de contexto. La versatilidad de la propuesta permite que sea ftitil en importantes campos
de aplicacion, por ejemplo: busqueda basada en la tarea del usuario [BHB01, LBMWO00],
sistemas de recuperacion para portales web [CvdBD99, MPS04], acceso a la web oculta
|[KSS97, NZCO05|, recopilacion de informacion persistente [SHO4| y soporte en gestion del
conocimiento [LMRT03, MLRO5|.



Revision sobre algoritmos evolutivos propuestos 7

1.3 Revision sobre algoritmos evolutivos propuestos

1.3.1 Algoritmos evolutivos desarrollados en mineria de datos

Seleccion de Caracteristicas (FS) es el nombre comin utilizado para todos los métodos
que seleccionan o reducen el conjunto de variables o caracteristicas para describir alguna
situacion o actividad en un conjunto de datos. Algunos autores distinguen wvariables de
caracteristicas, sin embargo, variables, caracteristicas y descriptores serdn tratados sin
distinciones en esta disertacion.

Los métodos de FS pueden ser aplicados de dos formas principales, en base a si las vari-
ables son evaluadas en forma individual o global. De acuerdo a la primera, se trabaja
categorizando cada variable de forma aislada, por ejemplo, de acuerdo a su poder descrip-
tivo individual. Sin embargo, una variable que es poco 1util por si sola, podria ser mejor
si se la considerara en conjunto con otras [GE03|. Por esta razon, se logran modelos de
aprendizaje mas poderosos cuando el modelo de FS selecciona conjuntos de variables que
conjuntamente tienen buena capacidad descriptiva.

Si aplicamos una division mas sutil a estos tltimos tipos de métodos de F'S, podremos ver
que suelen distinguirse entre filtros, wrappers y métodos integrados. Cuando las variables
se seleccionan de acuerdo a caracteristicas de los datos (p. ej. baja varianza o variables
correlacionadas) se trata de un método de FS tipo filtro. Los wrappers utilizan una técnica
de aprendizaje automatizado como caja negra, como paso de preprocesamiento para notar
conjuntos de variables en términos de su habilidad predictiva. Finalmente, los métodos
embebidos llevan a cabo el proceso de FS en la etapa de entrenamiento de un método de
aprendizaje automatizado y usualmente se los adapta al método de aprendizaje aplicado
|GE03, DGWCO07|. Los algoritmos desarrollados a lo largo de esta investigacion caen en
la segunda categoria.

Un método de FS basado en wrappers, en general, consiste de dos partes principales: la
de evaluacion del subconjunto de caracteristicas, la cual a su vez puede ser un método de
aprendizaje (ya sea para regresion o para clasificacion) y la de busqueda de subconjuntos de
caracteristicas, la cual selecciona las variables a ser evaluadas por la funcion de evaluacion.
A su vez, los resultados del método de evaluacion de subconjuntos de caracteristicas se
utilizan para guiar el proceso de biisqueda de subconjuntos. En consecuencia, el proceso
de seleccidon esta estrechamente vinculado con el algoritmo de aprendizaje utilizado para
la evaluacion, tanto con respecto a la calidad de las selecciones que se obtienen como

con respecto al tiempo de ejecucion invertido. Por ejemplo se pueden obtener diferentes
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combinaciones de calidad y tiempo de ejecucion si usamos modelos de regresion lineales
que si usamos modelos de regresion no lineales [DGWCO07].

Existen algunos trabajos en los que se han utilizado algoritmos genéticos para eval-
uar distintas funciones de regresion o evaluaciéon de subconjuntos de descriptores
[LWDPO01, DGWC07, LLYWO03|. Algunos trabajos, han usado redes neuronales como
funcion de evaluacion logrando exitosos resultados [DGWCO07, SK96, FTCCO05|. Sin em-
bargo, si alguna de estas técnicas se utiliza para desarrollar el método completo de FS,
tienen la desventaja de consumir una importante cantidad de tiempo [GOCS06]. En par-
ticular, si la cantidad de posibles combinaciones es muy grande, el tiempo de ejecucion
sera prohibitivo. Por un lado, los algoritmos evolutivos son una técnica iterativa, la cual,
para este problema particular, exigird un gran niimero de generaciones para alcanzar una
buena precision, y a su vez, en cada generacion se deberd utilizar un método de regresion
para la evaluacion de cada subconjunto seleccionado. Por otro lado, las redes neuronales
consumiran mucho tiempo en el entrenamiento cuando se encuentren frente a un gran con-
junto de descriptores. Debido a esto, nuestra propuesta consiste en un esquema hibrido
de dos etapas, de tal forma que para la bisqueda gruesa se aprovecha la velocidad de
los algoritmos evolutivos en la busqueda y optimizacion, combinada con funciones de re-
gresion conocidas para guiar la bisqueda, en tanto que para la segunda etapa, una vez
disminuido el nimero de descriptores, se utilizan redes neuronales para alcanzar un pro-
ceso de refinado més sutil.

Durante esta investigacion los algoritmos evolutivos se desarrollaron de forma gradual en
complejidad. Como un paso inicial, el primer esquema evolutivo asume como conocido
el niimero aproximado de descriptores necesarios para construir el modelo y sélo intenta
optimizar el error de prediccién obtenido por los subconjuntos de descriptores selecciona-
dos. Para la evaluacién del error de prediccion, la funciéon objetivo implementada utiliza
cuatro tipos de métodos de prediccion. El primero basado en arboles de decisiéon, el
segundo en el esquema de los k vecinos més cercanos, el tercero en regresion lineal y el
cuarto en regresion no lineal. Finalmente, se abord6 un esquema evolutivo multi-Objetivo
que incorpor6 la minimizaciéon del niimero de descriptores seleccionados como un segundo
objetivo. Dentro de este enfoque se estudiaron distintos esquemas basados en técnicas
Pareto de conocida eficacia y eficiencia, y se propuso un enfoque agregativo que logrd
resultados igualmente exitosos.

Los algoritmos implementados se incorporaron como primera fase de una arquitectura

que implementa ambas fases. Para la evaluacion del comportamiento de la arquitectura



Revision sobre algoritmos evolutivos propuestos 9

se tomo el problema de andlisis de las relaciones cuantitativas estructura-propiedad y
estructura-actividad en compuestos quimicos. En la industria farmacéutica, estos tipos
de analisis son sumamente importantes para el disenio de medicamentos. Una compania
farmacéutica puede tener hasta 100 investigadores trabajando en el proyecto de diseno de
una droga, el cual puede tomar de 2 a 10 anos para llegar al punto de pruebas clinicas y
sobre animales. Aun con todos los recursos disponibles, las companias farmacéuticas mas
exitosas logran llevar al mercado uno de cada diez proyectos de los que inician. Algunas
de estas bajas se deben a que el esfuerzo del desarrollo podria nunca cubrirse con las
ventas. En otros casos, dejando de lado el mercadeo, los compuestos activos terminan
resultando toéxicos, no disponibles o extremadamente costosos de fabricar. Los sistemas
biolégicos son probablemente los sistemas bajo estudio mas complejos del planeta. Las
drogas generalmente no estan compuestas por moléculas simples, la mayoria estan consti-
tuidos por ciclos cerrados compuestos de diferentes tipos de dtomos (son heterociclicos),
de peso molecular moderado y contienen miltiples grupos funcionales. Por esta razon,
los desafios de la sintesis organica son tan grandes como los desafios para hallar los com-
puestos que deben ser sintetizados.

Las estimaciones acerca del costo de lograr que una droga salga al mercado han reportado
un rango que va desde los U$D 300 millones a los U$D 1.7 billones. Dentro de este gasto,
los ensayos por computadora (o in silico) son los menos costosos, abarcando una minima
parte del costo total. KEstas técnicas proveen otras opciones para el entendimiento de
los sistemas quimicos, conduciendo a los expertos a informacion que es dificil e incluso
imposible de obtener por medio de andlisis en laboratorio.

En este proceso de experimentacion in silico, no existe una mejor técnica computacional.
Se usan diferentes técnicas en diferentes etapas. Al principio del proyecto, se emplean
métodos quemioinformaticos para la seleccion de compuestos de fuentes disponibles para
ser analizados. A medida que se van identificando grandes colecciones de compuestos, los
quimicos se valen de distintas técnicas cada vez mas especificas para realizar el analisis
requerido. Entre los ejemplos més contundentes e importantes, se encuentran los métodos
empleados para realizar el analisis de relaciones cuantitativas estructura-propiedad y el
de relaciones cuantitativas estructura-actividad, denominados comtinmente como QSPR y
QSAR, por sus siglas en inglés de Quantitative Structure-Property Relationships y Quan-
titative Structure-Activity Relationships. Por medio de este tipo de analisis se pueden
correlacionar parametros de estructura quimica (conocidos como descriptores) con deter-

minadas propiedades o actividades biologicas (p. ej. hidrofobicidad). Este tipo de analisis
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constituye un problema combinatorial duro que requiere la evaluacion de relaciones com-
plejas y, por lo tanto, el uso de modelos complejos, para lograr determinar la relevancia de
los subconjuntos seleccionados. Los algoritmos desarrollados durante la tesis se probaron

con varias bases de datos reales concernientes a esta aplicacion bioinformatica.

1.3.2 Algoritmos evolutivos desarrollados en mineria de texto

La reformulacion y extension de consultas ha sido reconocida como una tarea impor-
tante en los sistemas de recuperacion de informacion. En particular los usuarios presentan
cierta dificultad para articular sus necesidades de informacion. Por un lado, esto se debe
a que las mejores palabras para caracterizar cierto tema no son obvias. Por otro lado,
también se debe a la tendencia natural de las personas a ofrecer pocas palabras en su
descripcion de busqueda [LBO08]. Ademaés, si esta tarea logra realizarse de una manera
totalmente automatica muchas aplicaciones de recuperaciéon de informacion y sistemas de
conocimiento pueden favorecerse recuperando material relevante para si mismos.

La reformulacién o extension de consultas se logra mediante técnicas de recuperacion de
informacion que utilizan documentos a partir de los cuales pueden obtenerse nuevos tér-
minos. La tarea de agregar términos a una consulta puede hacerse de manera manual,
automética o asistida por el usuario. Si es manual, el usuario agrega términos a la con-
sulta inicial. Mientras que es automaética, por ejemplo, cuando un algoritmo calcula los
pesos de todos los términos en los resultados més relevantes obtenidos y agrega a la con-
sulta inicial aquellas palabras que obtuvieron mayor puntaje. Por tltimo, se trata de una
extension asistida por el usuario cuando este selecciona cuéles términos seran usados para
la expansion. Esta seleccion se realiza sobre una lista que el sistema previamente calcula
y le presenta. Existen algunos sistemas que soportan refinamiento de consultas y mu-
chos estudios han demostrado los beneficios de este tipo de mecanismos de reformulacion
[K1i01, Chu02, RKC*07]. Sin embargo, la mayoria de estos sistemas proveen una interfaz
de navegacion que requiere la intervencion explicita de los usuarios. Existen situaciones en
las que se puede contar con informacion 1til para guiar la reformulacién. Los algoritmos
evolutivos para recuperacion tematica desarrollados en esta tesis, estin pensados para
aprovechar tal informaciéon a fin de producir consultas que, al ser presentadas a motores
de btisqueda o indices, obtengan resultados relevantes para el topico de interés. Teniendo
en cuenta que un contexto tematico puede contener una enorme cantidad de términos
v que los motores de bisqueda convencionales suelen limitar la longitud de consulta, es

sumamente importante realizar una seleccion ttil de los términos.
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Si pensamos en cada consulta como un vector en el cual cada palabra representa una
dimension particular, podemos notar que estamos tratando con un espacio altamente
dimensional. Esto se ve agravado por el hecho de que dichas consultas tendrdn como
objetivo la exploracion de grandes corpus de documentos. Es decir, cada conjunto de
palabras que se genere serd presentado a una interfaz de biisqueda, la cual retornara los
documentos recuperados por dicha consulta, y es en base a este conjunto de documentos
que sera calificada. Por otro lado, se sabe que en recuperacion de informacion resultados
que no sean precisamente los optimos, pueden ser altamente calificados e importantes. En
este sentido, también cabe destacar que pueden existir numerosos conjuntos de resultados
relevantes (documentos relevantes), es decir varias consultas pueden permitirnos arribar a
distintos conjuntos de documentos pero similarmente relevantes. Por tltimo, debe tenerse
en cuenta que para poder encontrar buenas combinaciones de términos, serd necesario
explorar el corpus en distintas direcciones y ezplotar las regiones prometedoras. Todas
estas caracteristicas indican que los algoritmos evolutivos constituyen una herramienta
sumamente adecuada para la solucién del problema.

El problema de encontrar un conjunto de términos de forma automética, de tal forma
que por medio de ellos podamos recuperar material relevante con respecto a un tema
de interés, puede pensarse como un problema de optimizacion. En todo problema de
optimizacion debemos definir:

e El espacio bisqueda, el cual en este caso estard constituido por todas las posibles
combinaciones de palabras incluyendo posiblemente palabras repetidas, ya que las
palabras repetidas podrian indicar un mayor nivel de importancia para dichos tér-
minos.

e El espacio objetivo, el cual dependera de lo que estamos intentando obtener y estara
definido por la funcion objetivo.

e La funcion objetivo, la cual nos permitird mapear cada elemento del espacio de
bisqueda en un vector del espacio de decision. Por ejemplo, en este problema
podemos querer recuperar documentos similares al topico en cuanto a frecuencia
de palabras, o conjuntos de documentos que abarquen el méximo nimero posible
de documentos relevantes y simultineamente minima cantidad de documentos no
relevantes. La funcion objetivo serd un reflejo de estas aspiraciones y nos permitira

determinar que tan bueno es un subconjunto de palabras para alcanzarlas.

Esta tesis propone el uso de una infraestructura evolutiva compuesta por una repre-

sentacion interna del topico de interés, un mecanismo de generacion de consultas iniciales,
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un ciclo evolutivo (conformado por una poblacion de consultas, los operadores genéticos,
el proceso de seleccion y el modulo para evaluacion del fitness), un reservorio de vocab-
ulario nuevo, la herramienta para extraccion de términos de dicho reservorio y un motor
de bisqueda como medio de comunicacion entre el sistema y la coleccion de documentos.
Esta infraestructura y los algoritmos evolutivos desarrollados se explican en detalle en el
capitulo 6.

De forma similar a los algoritmos evolutivos desarrollados en esta tesis para mineria de
datos, hemos desarrollado los algoritmos evolutivos para mineria de texto en forma grad-
ual, comenzando por una versiéon mono-objetivo destinada a la evaluacion del compor-
tamiento de los algoritmos evolutivos para este problema de recuperacion en especial. En
particular se investigb como podemos evolucionar consultas cuando intentamos recuperar
material similar al topico de interés, se propuso una metodologia para evaluar dichas
consultas con el fin de poder ordenarlas de acuerdo a un orden de importancia, se anal-
iz6 si los resultados obtenidos por medio del algoritmo evolutivo fueron estadisticamente
mejores que los iniciales y se estudio como afectan diferentes tasas de mutacion (mutacion
nula, mutaciéon normal e hipermutacion) y la aplicacion de elitismo al comportamiento del
sistema. Ademés, dentro de esta implementacion se propuso una nueva métrica basada
en similitud por coseno, denominada similitud novedosa destinada a promover la obten-
cion de documentos con términos novedosos relacionados con el topico de interés. Las
distintas implementaciones de la version mono-objetivo, fueron utilizadas sobre la web
para distintos topicos, alcanzando resultados exitosos que demuestran la efectividad de la
propuesta.

A partir de la primera version del nucleo evolutivo de la arquitectura propuesta, en base al
buen comportamiento logrado y como parte de la evolucién natural de dicha infraestruc-
tura, la segunda instancia esta orientada a cumplir el objetivo general de recuperar ma-
terial teméaticamente relacionado con un tépico de interés procurando recuperar la mayor
cantidad posible de material relacionado y la menor cantidad posible de material no
relacionado. Cuando nos basamos so6lo en la métrica de similitud para determinar la efec-
tividad de una consulta, no evaluamos cuantos de los documentos relevantes existentes
estamos recuperando ni tampoco cuantos documentos no relevantes recuperamos. Para
evaluar estos aspectos utilizamos las conocidas métricas de precisidn (precision) y cober-
tura (recall) [BYRNO99|, intentando maximizar ambas medidas. Las definiciones de las
métricas precision y cobertura exigen el conocimiento total del corpus de documentos,

por lo tanto, a diferencia del esquema evolutivo cuyo tnico objetivo es similitud, un es-
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quema que considere estas dos métricas no puede ser directamente utilizado sobre la web.
Por esta razon, la metodologia propuesta consiste en el entrenamiento del algoritmo sobre
un corpus de documentos y el testeo de los resultados en un corpus diferente, asegurando
de esta manera, la generalidad de las consultas evolucionadas. Durante la implementacion

de esta segunda version se estudiaron los siguientes aspectos principales:

e las posibles formas de evolucionar y establecer un rango a las consultas cuando se

persiguen miiltiples objetivos,

e las diferencias entre observar varios objetivos simultanea e independientemente uno
de otro en un esquema Pareto y mirarlos conjuntamente dentro de un esquema
agregativo,

e la adaptacion de métricas conocidas de recuperacion de informacion (IR) para ser

contempladas dentro de los objetivos,

e la mejora de los resultados obtenidos luego de la evoluciéon con respecto a los re-
sultados alcanzados por las consultas iniciales y con respecto a métodos similares

usados en IR, finalmente,

e la utilidad de las consultas generadas en la etapa de entrenamiento cuando se las
aplica mas alla de dicha etapa. Es decir, se analizé si las mejores consultas obtenidas
por el algoritmo evolutivo son efectivas cuando se las testea para el mismo topico

pero dentro de un nuevo corpus de documentos.

Para la evaluacion de la arquitectura con los distintos algoritmos evolutivos multi-objetivo,
recolectamos mas de 400 topicos del directorio DMOZ (Open Directory Proyect - ODP),
alcanzando mas de 350.000 paginas, las cuales fueron separadas adecuadamente para

poder llevar a cabo el entrenamiento del algoritmo y el posterior testeo de los resultados.

1.4 Estructura de la tesis

El capitulo 1 permite comprender la ubicaciéon de los algoritmos e infraestructuras
desarrollados en esta tesis dentro del area de mineria de datos y texto. Ofrece una
revision de los objetivos propuestos y estudiados dentro de cada una de las dos ramas, asi
como los alcances de los problemas abordados. Finalmente, presenta un resumen general
de los algoritmos evolutivos propuestos y desarrollados.

El capitulo 2 presenta una breve revision de los conceptos de optimizaciéon mono- y

multi-objetivo basicos utilizados durante la investigacion.
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En los capitulos 3 y 4 se realiza una revision de las definiciones y fundamentos béasicos
sobre algoritmos evolutivos, y se resumen las técnicas evolutivas multi-objetivo mas
utilizadas dando un muestreo de su complejidad, tanto en tiempo de ejecucién como
en implementacion, a partir del cual se fundamenta el uso de las mismas dentro de las
arquitecturas desarrolladas.

En el capitulo 5, se explican en detalle los algoritmos evolutivos propuestos e imple-
mentados para mineria de datos dentro del problema de seleccion de caracteristicas, la
arquitectura de dos fases propuesta para su resolucion, los casos de estudio abordados
en el problema de andlisis de relaciones cuantitativas estructura-propiedad y relaciones
cuantitativas estructura-actividad (QSPR y QSAR), y los resultados obtenidos por la
metodologia.

En el capitulo 6 se presentan detalladamente la arquitectura propuesta e implementada
para biisqueda tematica en mineria de texto y los distintos algoritmos evolutivos mono y
multi-objetivo contemplados. A medida que se explican las distintas versiones evolutivas,
se presentan las métricas de evaluacion propuestas y los resultados obtenidos.
Finalmente, el capitulo 7 expone las conclusiones alcanzadas mediante esta investigacion

y se perfilan posibles lineamientos de trabajo futuro.



CAPITULO 2

CONCEPTOS BASICOS DE OPTIMIZACION

Los métodos desarrollados para mineria en esta tesis estan fuertemente orientados hacia un
problema tradicional més general, el de la optimizacién combinatoria. El concepto de op-
timizacion refiere a encontrar una o méas soluciones factibles respecto de valores extremos
correspondientes a uno o mas objetivos. Una parte importante de la investigacion en este
area contempla problemas donde la calidad de las soluciones se evaltia en términos de un
tinico objetivo. Sin embargo, la mayoria de los problemas de optimizacion del mundo real
involucran, en general, varios objetivos. Esta tltima instancia conlleva a lo que se conoce
como Optimizacion Multi-Objetivo. Ademas de la complejidad asociada a la optimizacion
en si, es natural que estos miltiples objetivos estén en conflicto entre si, lo cual hace de la
optimizaciéon multi-objetivo un desafio sumamente interesante y complejo. Durante esta
investigacion se afrontaron ambos niveles de complejidad dentro de las dreas de investi-
gacion especificas de seleccion de caracteristicas y recuperacion temdtica. En este sentido,
los aportes principales de la tesis conciernen al planteo y resolucién de ambos problemas
por medio del diseno de herramientas inteligentes basadas en computacion evolutiva. Los
enfoques mono-objetivo contemplados, apuntaron principalmente a la evaluaciéon del fun-
cionamiento de la metodologia planteada cuando se la aplicaba a versiones mas simples
de cada problema. Por otra parte, los enfoques multi-objetivo desarrollados, tuvieron
como finalidad el anélisis de las metodologias sobre los problemas multi-objetivo que se
abordaron en esta investigacion, los cuales caen dentro del grupo de problemas reales en
los cuales hay miiltiples objetivos contrapuestos. Por ejemplo, en el caso de seleccion de
caracteristicas, tener menor cantidad de descriptores seleccionados puede aumentar las
posibilidades de que la capacidad descriptiva del subconjunto sea mas pobre. En el caso
de recuperacion temdtica, una mejor cobertura puede conducir a peor precision y vicev-

ersa. Cuando estamos tratando con este tipo de problemas, suele no haber una tnica

15
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solucion que pueda llamarse “Optima” de acuerdo a los multiples objetivos contrapuestos
contemplados, por lo que la optimizacién multi-objetivo puede conducirnos a wvarias solu-
ciones “Optimas”’ que sufren una suerte de negociacion entre los objetivos involucrados.
En este capitulo veremos brevemente los conceptos y definiciones fundamentales sobre
optimizacion mono y multi-objetivo, que serdn empleados como base de los algoritmos

evolutivos desarrollados durante esta tesis.

2.1 Optimizacién mono y multi-objetivo

Cuando un problema involucra un tinico objetivo, la tarea de encontrar una o mas
soluciones 6ptimas se denomina optimizacidn mono-objetivo (mono-O). Mientras que,
cuando el problema comprende mas de un objetivo, la tarea de encontrar una o més
soluciones 6ptimas se denomina optimizacion multi-objetivo (multi-O). La mayoria de los
problemas de optimizacion y bisqueda reales implica multiples objetivos. En este caso,
el clasico principio de quedarnos con la solucion extrema (en el sentido de “lo mejor”),
utilizado para resolver los problemas mono-objetivo, no puede ser aplicado a uno de
los multiples objetivos, debido a que el resto de los objetivos son también importantes.
Generalmente, una solucién que es mejor con respecto a uno de los objetivos implicard un
compromiso en otros. Existen muchos algoritmos destinados a optimizaciéon mono y multi-
objetivo. Dado que los primeros parecen ser un caso particular de los segundos, algunas
estrategias consisten en transformar los multiples objetivos requeridos por el problema
multi-objetivo en una funciéon que los agregue de manera adecuada, en tanto que otras
técnicas optimizan los multiples objetivos en forma simultianea pero independiente unos
de otros. Durante esta investigacion se emplearon los dos tipos de enfoques. Sin embargo,
cuando los multiples objetivos fueron agregados dentro de una tinica funcién, el anélisis
final se hizo sobre los objetivos originales en forma separada.

En problemas multi-O, siempre que los objetivos sean contrapuestos, usualmente no habra
una solucién que sea mejor que todas en todos los objetivos. Sin informacién extra, no
podemos decidir cuél solucion es la mejor. Por otra parte, suministrar tal informaciéon no
es una tarea trivial en la mayoria de los problemas de optimizacion. En los problemas
multi-O se nos presentan un conjunto de soluciones 6ptimas, muchas de las cuales son
importantes. En tanto que en problemas mono-O hay una tnica solucion 6ptima. En

ambas instancias de optimizacion tendremos presentes los siguientes conceptos generales:
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Variables de decisiéon. Las variables de decision son cantidades numéricas cuyos val-
ores deben ser elegidos en un problema de optimizacién. Estas cantidades se denotan como
zj, 3 = 1,2,...,n. El vector x de n variables de decisién se representa de la siguiente

manera: X = [ £y, T2, -+, Ip ]T (21)

Vemos que este vector pertenece al espacio euclidiano n-dimensional, ya que cada una de

las variables de decision conforma un eje coordenado.

Restricciones. En la mayoria de los problemas de optimizaciéon, las caracteristicas
particulares del entorno o los recursos disponibles (por ejemplo tiempo, espacio, etc.),
imponen ciertas restricciones. Para que una solucién sea considerada valida o aceptable
debe cumplir con dichas restricciones. Las restricciones describen dependencias entre las
variables de decision y los parametros especificos del problema y se escriben en forma de

desigualdades matematicas como:

gi(x) <0 i=1,....m (2.2)

hij(x)=0 j=1,...,p (2.3)

donde p < n ya que de otro modo el problema no tendria grados de libertad.
Estas restricciones se presentaran en forma explicita, es decir dispondremos de una féormula
para realizar el cilculo o se presentaran en forma implicita, en cuyo caso se contara con

un algoritmo que nos facilite dichos calculos.

Funcién objetivo. Las funciones objetivo se expresan como: fi(z), fa(2),..., fe(2),
donde £ es el numero de funciones objetivo que se desea resolver dentro del problema.
Claramente, el conjunto de funciones objetivo forman un vector k-dimensional como el
siguiente:

fx) =[ fi(x), fo(x), -0 fulx) ] (2.4)

Para completar los conceptos de optimizacion mono y multi-objetivo definiremos las bases

de los problemas que se resuelven mediante cada uno de los enfoques.
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2.2 Problema de optimizacién mono-objetivo

Este es el tipo de problema de optimizacion clasico ampliamente estudiado en la lit-

eratura y una de las definiciones que podemos encontrar es la siguiente:

Definicién 1 (Problema de optimizacién mono-objetivo (mono-OOP) [CLV07]).

Un problema de optimizacion mono-objetivo se define como minimizar (o mazimizar)

f(x), x € Q, sujeto a: g(x)<0 i=1,....,m (2.5)

hi(x)=0 j=1....p (2.6)

En este caso, una solucion minimiza (o mazximiza) el escalar f(x) donde x es un vector

n-dimensional de variables de decision, x = (x1, 2, ..., x,) de algin universo €.

Es decir, g;(x) <0y h;(x) = 0 representan restricciones que deben lograrse al mismo
tiempo que se optimiza f(x). Por otro lado, Q contendra todos los posibles x que puedan
ser utilizados para satisfacer una evaluacion de f(x) y las correspondientes restricciones.
El método para encontrar el 6ptimo global de una funciéon se denomina Optimizaciéon
Global. Sin pérdida de generalidad, podemos decir que esta optimizacion serd una min-

imizacién y su correspondiente definicion suele ser la siguiente:

Definicién 2 (Optimizacién mono-objetivo de minimo global [Bic96|). Dada una
funcion f:Q CR* = R, Q #0, para x € Q, el valor f* £ f(x*) > —co0 es un minimo
global si y sdlo si

V xeQ: f(x*) < f(x) (2.7)

donde x* es, por definicion, una solucion minima global, f es la funcion objetivo, y el
congunto S es la region factible para x. La tarea de determinar la solucion(es) minima(s)
global(es) se denomina problema de optimizacion global, y en este caso serd para un

problema mono-objetivo. ]

2.3 Problema de optimizaciéon multi-objetivo

El problema de optimizacion multi-objetivo (multi-OOP) puede pensarse informal-

mente como el problema de encontrar un vector de variables de decision que satisfaga
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las restricciones y optimice una funcion vectorial cuyos elementos representan a las fun-
ciones objetivo. Estas funciones forman una descripciéon matematica de distintos criterios
de performance que, usualmente, estaran en conflicto unos con otros. Por lo tanto, el
término optimizar significa encontrar una soluciéon tal que daria valores aceptables para
el tomador de decisiones (DM por Decision Maker) para todas las funciones objetivos
[Osy85].

Los problemas multi-objetivo son aquellos donde la meta es optimizar k funciones objetivo
en forma simultanea. Esto implica minimizar las k funciones, mazimizar las k funciones
0 minimizar algunas al mismo tiempo que se maximizan las deméas. Una definicion for-
mal general para problemas de optimizaciéon multi-objetivo es la que ofrecen Coello y
Veldhuizen:

Definicion 3 (Problema de optimizaciéon multi-objetivo general (multi-OOP)
[Vel99, CLVO7]). Un problema de optimizacion multi-objetivo general se define como la

tarea de minimizar (o mazimizar):

F(x) = (fi(x), f2(x), ..., fr(x)) (2.8)
x € §) sujeto a: G(x)<0  i=1,....m (2.9)
Y hi(x)=0 j=1,....p (2.10)

Una solucion para el multi-OOP minimiza (o mazimiza) los componentes del vector F(x),
donde x es un vector n-dimensional de variables de decision, x = (x1, 2, ...,x,) de algin
universo §). Observemos que g;(x) < 0 y h;j(x) = 0 representan restricciones que deben
ser cometidas en forma simultinea con la minimizacion (mazimizacion) de F(x) y €

contiene todos los posibles x que pueden ser usados para satisfacer F(x).

Segtin Deb |Deb04| puede existir una tercer restriccion, en base a la cual, para cada
(v)

variable de decision 7 existe un limite establecido por el problema tal que xEL) <z <ux
Estos limites conforman lo que se denomina espacio de las variables de decision, D, o
simplemente espacio de decision. Se incorporan aqui los conceptos de solucion factible y
solucion no factible, ya que una solucion x que no cumple con las (m + p) restricciones
funcionales (correspondientes a g’s y h’s), ni con las 2n restricciones de limite, se denomina
solucion no factible. Mientras que, si x es una soluciéon que si cumple dichas restricciones,
entonces es una solucion factible. A partir de esto se puede deducir que el conjunto de

todas soluciones factibles dentro del espacio de decision conformaré la region factible, o
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S. Teniendo en cuenta esto, si denominamos Z al espacio multidimensional constituido
por las funciones objetivo, para cada vector x en D existe un punto z en Z tal que:
f(x) =z = (z1,22,...,2;). Este mapeo tiene lugar de un espacio n-dimensional a un
espacio k-dimensional como se muestra en la figura 2.1.

Espacio de decision Espacio Objetivo

X.
A
o

Figura 2.1: Representacion del mapeo entre un espacio de decision 8-dimensional y un espacio
objetivo 2-dimensional llevado a cabo por F(x).

Multi-OOP lineal vs. multi-OOP no lineal. Si todas las funciones objetivo y
todas las funciones que establecen las restricciones son lineales, el problema se denomina
Problema Multi-Objetivo Lineal (MOLP). Este tipo de problemas tienen propiedades que
facilitan las pruebas de convergencia para las técnicas que intentan resolverlos. En cambio,
si alguna de las funciones es no lineal, estamos ante un Problema Multi-Objetivo No Lineal
(MONLP). Desafortunadamente, la mayoria de los problemas reales son MONLP, por lo
que las técnicas que intentan solucionarlos, en general no tienen pruebas de convergencia
[Deb04].

2.3.1 Concepto de dominancia

En el contexto de problemas mono-objetivo el concepto de dominacién se resume en
decir que la solucion x; ‘domina’ a o ‘es mejor que’ X, si f(x1) < f(x2), cuando se busca
minimizar f, o si f(x;) > f(x2) cuando se busca maximizar f. Es decir, podemos ver
facilmente cual de las dos soluciones es la mejor, mirando cual cumple mejor el objetivo.
En cambio, cuando se trata de problemas multi-objetivo no existe un “orden completo”.
La nocién de optimo cambia cuando hay varios objetivos que a su vez se contraponen.
Muchas nociones de optimalidad en multi-OOP fueron generalizadas por Vilfredo Pareto,
un controvertido socidlogo y economista italiano, que conformoé estas nociones dentro de

un conjunto de teorias socio-econoémicas conocidas como sistema Paretiano de equilibrio
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general. En éstas, Pareto afirmaba que la sociedad llegaba al limite de su bienestar cuando
no podian lograrse mejoras en algiin punto sin empeorarse simultdneamente otros [Par96].
De aqui surge el nombre dptimo de Pareto por el cual es conocida la nocion de “6ptimo”

cuya definicion formal veremos mas adelante en esta seccion.

Definicion 4 (Dominancia de Pareto [Coe02|). Se dice que un vector u =
(ur, ug,...,ux) domina a otro vector v.= (v1,vq,...,0;) y Se nota ‘u = v’ si y sdlo
siVi € {l,....k}, u; <w;, yademds i € {1,...,k} : u; < v, (lo cual equivale a decir

que u es parcialmente menor que v ).

A partir de esta definicién, es intuitivo pensar en el concepto de no dominacion, el

cual es sumamente utilizado por muchos de los algoritmos evolutivos basados en Pareto.

Definicion 5 (No dominancia de Pareto). Se dice que un vector u = (uy, us, . . ., ux)
€ Q es no dominado sobre la region Q, si no existe otro vector v = (v1,vq,...,0;) € Q

tal que v < u.

kS
e
______________»
=1
s

=
N

c

N

Figura 2.2: Ejemplo de dominancia: u Xwy v <w,perouAvyvAu

La figura 2.2 ilustra la definicién anterior. Podemos ver que u < w dado que: u; < w;
Vv us < ws. También v < w pues se verifica que: vy < wy y v9 < wy. Por otro lado, u ﬁ v
yva que la relacion “<” no se verifica para todas las componentes del vector u respecto de

las correspondientes componentes del vector v.

Propiedades de la relacién dominancia

A partir de la definiciéon 4 pueden discutirse algunas propiedades referentes a la
relacion binaria dominancia de Pareto.

Reflexiva. La relacion de dominancia no es reflexiva, ya que cualquier solucién no
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se puede dominar a si misma. Esto ocurre debido a que no se verifica que 3 7 €
{1,...,k} : u; < w;. Larelacion de dominancia es irreflexiva.

Simétrica. La relaciéon de dominancia no es simétrica ya que el hecho de que p domine
a ¢, no implica que ¢ domine a p. De hecho se verifica la siguiente propiedad.
Asimétrica. Partiendo de la definicion, podemos ver que la relacion de dominancia es
asimétrica, dado que si p = ¢ entonces ¢ ﬁ p.

Antisimétrica. Esta propiedad establece que si p < ¢ y ¢ = p entonces p = ¢. Pero
como vimos antes, si p = ¢ entonces q ﬁ p, es decir, no existe ningiin par de elementos
py qtal que p < gy q=p, por lo que podemos decir que la relaciéon de dominancia es
(vacuamente) antisimétrica.

Transitiva. La relaciéon de dominancia es transitiva ya que si p < ¢ y ¢ < r entonces

p=T.

Debido a las condiciones anteriores, la relacion de dominancia califica como una
relacion de orden, mas precisamente, de orden parcial estricto. Esto es porque es

irreflexiva, asimétrica y transitiva [GHK03].

2.3.2 Optimalidad de Pareto

Debido a que en la rama de optimizaciéon que ataca los problemas multi-objetivo nos
encontramos con conjuntos de soluciones mas que con soluciones tinicas, diversos autores

como Coello y Deb han desarrollado definiciones que abarcan conjuntos de elementos.

Definicién 6 (Optimalidad de Pareto [Coe02|). Se dice que una solucion x € §)

es 6ptimo de Pareto con respecto a ), si y solo si P x* € Q tal que v = F(x*) =

(f1(x*), ..., fk(x¥)) domine a u = F(x) = (f1(x),..., fr(x))-

Notemos que la frase dptimo de Pareto refiere al espacio de decision, ya que €2 es el
posible universo en el que conviven las soluciones x.
El concepto de 6ptimo de Pareto suele usarse en dos niveles de rigurosidad, en el nivel
menos estricto se encuentra el dptimo de Pareto Débil y en un nivel mas riguroso el optimo

de Pareto Estricto.

Definicién 7 (Optimo de Pareto Débil). Un punto x* € Q es éptimo de Pareto
Débil si f x € Q tal que fi(x) < fi(x*) parai=1,... k.
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Definicién 8 (Optimo de Pareto Estricto). Un punto x* € Q es 6ptimo de Pareto
Estricto si i x € Q, x #x*, tal que fi(x) < f;(x*) parai=1,... k.

Definicién 9 (Conjunto 6ptimo de Pareto [Coe02|). El Conjunto dptimo de

Pareto, P*, para un multi-OOP, cuya funcion es F(x) se define como:

Pr={xeQ : P xe€Q y Fx')=F(x)} (211)

En palabras, este conjunto de soluciones es el conjunto de todas las posibles soluciones
pertenecientes al espacio de decision cuya evaluacion para todas las funciones objetivo
(un vector en el espacio objetivo) resulta no ser dominada por la evaluacion de ninguna
otra posible solucién. Se trata de un conjunto que mira la dominancia a nivel global ya
que toma todos los x en ). El conjunto de vectores en el espacio objetivo conformado
por los vectores que resultan de evaluar cada solucion perteneciente al conjunto éptimo

de Pareto, se denomina Frente de Pareto y su definicion es la siguiente:

Definicion 10 (Frente de Pareto). El Frente de Pareto, PF"*, para un dado multi-

OOP, cuya funcion es F(x) y cuyo conjunto dptimo de Pareto es P*, se define como:

PF={u=F(x) : xeP*} (2.12)
Espacio de busqueda Espacio objetivo
koA
| K,

Funcion
Objetivo

Figura 2.3: Ejemplo de frente de Pareto y conjunto 6ptimo de Pareto. Los vectores en el espacio
de biisqueda cuya evaluacion de la funcion objetivo dan como resultado un vector en el frente de
Pareto constituyen el conjunto 6ptimo de Pareto. Ambos conjuntos se encuentran representados
por cruces en cada espacio.

En base a la definicion 10, los vectores no dominados del espacio objetivo se conocen

en forma colectiva como el frente de Pareto. Cabe notar que P* es un subconjunto que
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contiene algunas de las posibles soluciones del espacio de bisqueda, en tanto que sus vec-
tores objetivo (las evaluaciones sobre esas soluciones) forman PF*, un subconjunto del
espacio objetivo en el cual cada vector es no dominado con respecto a todos los demés
vectores producidos por las evaluaciones de cada solucién en €).

La figura 2.3 muestra un ejemplo de frente de Pareto, el cual esta formado por los re-
sultados de la evaluaciéon de la funcién objetivo sobre un subconjunto de soluciones y
se encuentra en el espacio objetivo (representado por cruces). Las cruces en el espacio
de busqueda conforman el conjunto dptimo de Pareto de este ejemplo. Dicho conjunto
esta formado por soluciones cuya evaluaciéon de la funcion objetivo conduce a un vector
perteneciente al frente de Pareto en el espacio objetivo, mientras que las demés soluciones
y sus correspondientes evaluaciones estan representadas por puntos negros y grises respec-
tivamente. Como ilustra la figura, la pertenencia o no al frente de Pareto no implica un

orden o distribucién para las correspondientes soluciones en el espacio de biisqueda.



CAPITULO 3

ALGORITMOS EVOLUTIVOS

Natural selection acts only by taking advantage of slight, successive variations.
She can never take a great and sudden leap, but must advance by short and
sure, though slow steps.!

Charles Darwin.

Algoritmos Evolutivos (EAs) es el término genérico empleado para referir al grupo de
técnicas que simulan computacionalmente el proceso evolutivo natural. Dicha simulacion
se utiliza para resolver determinado problema a través de un proceso que se basa en los
conceptos evolutivos de biologia. En este capitulo veremos algunos conceptos béasicos de
biologia, los cuales constituyen la base para la analogia que subyace bajo esta imitacion.
Ademas, resumiremos los conceptos y las técnicas principales que conciernen a los algo-

ritmos evolutivos.

3.1 Teoria evolutiva béasica (un poco de biologia)

La ewvolucion es un proceso de transformacion en el cual las especies sufren cambios
a lo largo de las generaciones. La teoria de la Evolucion de Darwin [Dar59] ofrece una
explicacion a la diversidad bioldgica y sus mecanismos subyacentes. Veremos algunos de
los conceptos fundamentales de forma absolutamente resumida para comprender mejor

como se aplican en computacion.

L La seleccion natural trabaja beneficidndose solamente de variaciones sucesivas leves. Ella no puede
dar un salto enorme y repentino, sino que debe avanzar sobre pasos cortos y sequros, aunque sean lentos.

25
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3.1.1 Supervivencia del mas apto

La teoria de Darwin abarca dos aspectos principales. Por un lado, resume las eviden-
cias en favor de que todos los organismos descendieron de un ancestro comiin encontradas
por el cientifico. Por otro lado, defiende a la seleccidon natural como un mecanismo para
la evolucion. Dado un entorno determinado de supervivencia y un conjunto de individuos
o poblacion, la seleccion natural favorece a los individuos que compiten de forma mas
efectiva por los recursos disponibles. Es decir, resultan favorecidos aquellos individuos
que se adaptan o se ajustan mejor a las condiciones del entorno. Pero ;qué significa que
un individuo es favorecido? Significa que tendrd mayores probabilidades de sobrevivir
y reproducirse. Este fenomeno se conoce como supervivencia del mds apto. Es natural
a partir de lo anterior, pensar en el individuo como la unidad de seleccion. Los rasgos
fenotipicos son caracteristicas fisicas y de comportamiento del individuo que afectan en
forma directa la respuesta del individuo al entorno (el cual incluye a los demas individuos)
y, por lo tanto, determinan su capacidad de adaptacion o fitness. Cada individuo repre-
senta una tnica combinacién de rasgos fenotipicos que el entorno somete a evaluacion. Si
la evaluacion resulta favorable, entonces esta combinacion serd propagada por medio de
los descendientes del individuo. En caso contrario, desaparecerd al morir el individuo sin
descendientes.

La selecciéon bajo condiciones de competencia es uno de los puntos claves del proceso evo-
lutivo. Otro de los aspectos fundamentales surge a partir de las variaciones fenotipicas
entre miembros de la poblacién. Darwin descubri6é que, durante el proceso de reproduc-
cién de generacion en generacion, ocurren pequenas variaciones en los rasgos fenotipicos
de los individuos, un fenémeno conocido como mutacion. Estas ocasionales mutaciones
permiten la aparicion de nuevos individuos en la competencia. Asi, a medida que el tiempo
transcurre, se producen cambios constitutivos en la poblaciéon y el proceso de evolucién
progresa. Por lo tanto, podemos ver a la poblacion como la unidad de evolucion.

La incorporacién de nuevos conocimientos en genética poblacional, biologia, paleontologia
y secuenciamiento de ADN en los estudios sobre la evoluciéon, han conducido a la teoria
Neo-Darwiniana que reconoce la importancia de los operadores de mutacién y recombi-
nacion. Esta segunda etapa de la teoria evolutiva involucra varias premisas principales.
Por un lado, que la evoluciéon es el cambio en la frecuencia de los genes en el conjunto
de genes comprendido por una poblacién a lo largo de muchas generaciones. Por otro

lado, que las especies (y sus conjuntos de genes) se encuentran aisladas entre si. En tercer
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lugar, que un individuo cuenta solamente con una porcion del conjunto total de genes, la
cual proviene de dos padres diferentes, y que dicha porcién es diferente en cada individuo.
Ademas, los genes recibidos por un individuo estén sujetos a posibles mutaciones y recom-
binaciones. Finalmente, que la seleccién natural favorecerd a algunos individuos, cuyos
genes contribuiran en mayor proporcion al conjunto de genes de la siguiente generacion.
Por lo tanto, si bien la selecciéon natural es uno de los principales mecanismos evolutivos,

la mutacion y la recombinacion son también importantes.

3.1.2 Evolucién

Una de las fundamentales observaciones dentro de la disciplina de genética molecular
es que cada individuo en la naturaleza es una entidad dual, debido a que sus propiedades
fenotipicas (las que vemos por fuera) son representadas a un menor nivel genotipico (en
forma interna). Es decir, el genotipo del individuo codifica a su fenotipo. A su vez,
dentro del genotipo las unidades funcionales de herencia encargadas de tal codificacion,
son las que conocemos como genes. Todos estos conceptos han sido y siguen siendo
ampliamente estudiados. Asi, hoy sabemos que todos los organismos vivientes en la tierra
se apoyan en la base del ADN (Acido Desoxirribonucléico), la famosa doble hélice que
codifica a los organismos y en la cual podemos encontrar tripletas llamadas codones. Los
genes son grandes estructuras dentro de esta doble hélice conteniendo muchos codones,
que transportan el codigo de las proteinas. Segun define el National Human Genome
Research Institute cada una de las variantes para un gen en una posicion determinada
dentro del cromosoma (locus) se denomina alelo. Diferentes alelos producen variacion en
las caracteristicas heredadas tales como color del cabello o grupo sanguineo. Los cambios
en el material genético de una poblacion sélo pueden aparecer por variaciones en los genes
y por el proceso de seleccién natural y no por el aprendizaje del individuo a lo largo de
su vida. Es decir, todas las variaciones (mutaciones y recombinaciones) ocurren a nivel
genotipico. Sin embargo, el proceso de seleccion se basa en el desempeno del individuo

en un entorno determinado, lo cual ocurre a nivel fenotipico.

L Qué es entonces evolucion? Una de las definiciones breves aceptadas por el ambito

de las ciencias biologicas es la siguiente:

Definicién 11 (Evolucién [Ash06|). La evolucidn es la variacion en la frecuencia de los

alelos dentro de la poblacion, a través del tiempo de generacion en generacion.
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En esta definicién, el significado de frecuencia es el mismo que se utiliza en estadistica.
Es decir, cuando un individuo abandona la poblacién, la frecuencia global de cada tipo de
alelo en la poblacion sufre una modificacion y lo mismo ocurre cuando un individuo nace.

Estas ideas son las que han sido aplicadas para el desarrollo de los algoritmos evolutivos.

3.2 Algoritmos evolutivos

Historicamente el desarrollo de herramientas (algoritmos) que permitan resolver prob-
lemas ha sido y es uno de los temas centrales en ciencias de la computacion. El campo de
investigacion en algoritmos evolutivos (EAs, por sus siglas en Inglés) tiene un gran nimero
de colaboradores e impulsores. Se pueden encontrar revisiones concisas y extendidas sobre
la historia de los EAs en la literatura [B&c96, BHS97, Fog98, Whi01, ES03, Ash06].

3.2.1 Analogia entre el concepto natural y el artificial

Los algoritmos evolutivos pueden verse como una metafora respecto de los conceptos
reales de evolucion natural, en la cual, cada concepto de un EA intenta simular a uno
biologico asociado a él. La figura 3.1 muestra algunas de las asociaciones mas comunes.
El concepto de evolucion intenta ser imitado por la bisqueda de la solucién 6ptima, dado
que se intenta encontrar una resolucion cada vez mejor (mas evolucionada) para el prob-

lema. Cada solucion candidata representa a un individuo de la poblacion. La nocion de

BuUsqueda de una o mis

Evolucion. —» soluclones aLprobLema planteadlo

Repmsmtacléw de una

mdividuy ————» » ;
soluclon candidata

Adoptacidn (aptitud) —— Calidad (fitness, funcion objetl\/o)

Desanpaio’w del probtema

Entorny ———p .y .
(carncteristicns, vestricelones)

Figura 3.1: Algunas analogias entre el concepto natural de evolucion y el esquema artificial en
el que se basan los EAs.

adaptacion biologica se asocia con la calidad de la solucién. En tanto que el entorno en

el cual se desarrollan los organismos biologicos esta ligado a la descripciéon del problema
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bajo estudio. Dentro de esta descripcion se contemplan las caracteristicas particulares del
problema, tales como las entidades que participan en él y lo que se espera de ellas, es decir,
los puntos de partida y las metas que desean alcanzarse. A su vez, esta descripciéon puede
definir caracteristicas adicionales que constituyen lo que conocemos como restricciones.
La idea de resolver un determinado problema a partir de esta técnica es casi magica y
simple. Sin embargo, llevar a cabo la traduccién no es tan sencillo. Esto se debe a que es
necesario abstraerse en todos los aspectos que describen al problema, dejando de lado las
cuestiones que no aportan nada a la solucion. Cuando estamos comenzando a desarrollar
la metafora evolutiva para determinado problema, no siempre es trivial separar claramente
los aspectos que afectan de los que no. Por eso, el desarrollo de un algoritmo evolutivo
suele ser una tarea iterativa en la cual el paso inicial es un modelo simple. Luego, este
modelo se va mejorando simultdneamente con nuestra familiaridad tanto con el problema
como con las soluciones que van siendo encontradas. Si bien podemos ver cierta depen-
dencia con el problema que estamos intentando resolver, hay pasos bésicos que debemos
dar para lograr una abstracciéon del problema y reflejarla en un enfoque evolutivo.

Existen muchas variantes de algoritmos evolutivos, pero la idea que gobierna a todas es
la misma: dada una poblacion de individuos, las condiciones de entorno provocan una
seleccion natural (supervivencia del més apto), lo cual a su vez se traduce en una mejora
global en el fitness de la poblacién. Dada una funcién de calidad a ser optimizada (ya
sea un méximo o un minimo), podemos comenzar creando una poblacion de individuos
de forma aleatoria a partir de elementos que pertenezcan al dominio de la misma. Luego,
basandonos en la funcion de calidad, algunos de los mejores candidatos se eligen para
obtener la proxima generacion a través de operadores de recombinacion y/o mutacion.
El proceso de evaluacion, seleccion, recombinacion y/o mutacion y establecimiento de la
nueva poblacion puede repetirse hasta que se alcanza determinada condicién de termi-
nacion (p. ej.: uno o mas individuos logran suficiente calidad, se superd el limite de
recursos computacionales destinados, etc). A partir de este proceso podemos identificar

varias fuerzas fundamentales que forman la base del sistema evolutivo:
e El método de seleccion (que determina el curso en la supervivencia del méas apto).
e Los operadores de variacion (recombinacion y mutacion).

e La funcion de calidad (encargada de medir el fitness de cada individuo).
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3.2.2 Principales ejemplos de algoritmos evolutivos

Existen miultiples instancias de algoritmos evolutivos que surgen a partir de diferentes
variaciones. Algunas de las méas conocidas son los Algoritmos Genéticos (AGs), las Es-

trategias Evolutivas (EEs), la Programacion Evolutiva (EP) y la Programacion Genética

(PG).

e Los algoritmos genéticos fueron descritos originalmente por Holland [Hol62, Hol73].
Se caracterizan por resaltar la recombinacion (crossover) como el operador mas im-
portante aplicando mutacion con una probabilidad sumamente baja, lo cual lo deja
como un operador de segundo plano. Ademés, emplea un operador de seleccién
probabilistico (seleccidn proporcional) y cominmente utiliza una representacion bi-
naria para los individuos.

e Las estrategias evolutivas (ESs) surgieron en forma contemporanea a los GAs. Sus
primeros creadores y contribuyentes fueron Rechenberg y Schwefel [Rec73, Sch65].
A diferencia de los AGs, las ESs tienden a enfatizar el operador de mutacién por
encima del operador de recombinacion. Ademas, las ESs en general se caracterizan
por utilizar poblaciones de menor tamano y para la representacion suelen emplear
vectores valuados reales. Los dos tipos basicos de ESs se conocen como la (u, A)-ES
y la (1 4+ A)-ES. En las cuales p es el tamano de la poblacion de padres y A es
el tamano de la poblacion de descendientes antes de que se aplique el operador de
seleccion. En la (u, A)-ES, los descendientes reemplazan a los padres. En cambio
en la (u + A)-ES, la nueva generacion se forma seleccionando individuos padres e
individuos hijos.

e Las primeras menciones al término Programacion Evolutiva (EP) son contem-
poraneas a los comienzos de los AGs y las ESs, ya que fueron introducidas por Larry
Fogel en los afios 60’s [FOWG66]. El concepto clasico de EP contempla la evolucion de
automatas finitos (méaquinas de estados finitos). Sin embargo, en anos posteriores,
David Fogel (hijo del primero) desarrollo variantes para la optimizacion de vectores
valuados reales [Fog92, Fog95|. Estas tltimas se han vuelto mas populares y se han
convertido en la EP estandar. La EP estandar es considerada similar a las ESs, ya
que utiliza vectores valuados reales para la representacién y una mutacion dirigida
por introduccién de ruido del mismo estilo que la empleada en ESs. Por otro lado,
la EP se destaca por no poseer operador de recombinaciéon. Luego de comparar re-
sultados entre algoritmos con y sin recombinacion, Fogel y Atmar concluyeron que

se obtiene mejor performance en la version sin recombinacion [FA90].
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e La Programacion Genética (GP) es una forma de algoritmo evolutivo que se dis-
tingue por su representacion arborea. Fntre las caracteristicas principales de la GP,
Koza destaca que las estructuras que se manejan en GP son programas de com-
putadora, por lo cual la evaluacion del fitness consiste en ejecutar dichos programas
[Koz92|. Existen varios operadores genéticos que han sido aplicados en GP. Los
operadores de primer grado son el de reproduccion, el cual opera sobre un tinico
padre, y el de recombinacion, que a partir de dos padres produce dos nuevos hijos.
Mientras que entre los operadores de segundo grado se encuentran la mutacion, la
cual introduce cambios dentro de los nodos de la estructura, y la permutacion, la
cual en vez de modificar el contenido de un nodo, modifica la ubicaciéon de dicho

nodo dentro del arbol.
3.2.3 Definicién formal de algoritmo evolutivo basico

Muchos de los componentes de este proceso son claramente estocasticos. Por ejemplo,
durante la seleccion los mejores individuos tienen méas probabilidades para ser selecciona-
dos; sin embargo, también pueden ser elegidos algunos de los individuos menos aptos.
La suerte de ser recombinados también es un evento al azar y lo mismo ocurre con la

mutacion. El esquema general de un algoritmo evolutivo es el siguiente:

Definicion 12 (Algoritmo Evolutivo |BFM97|). Sea el espacio arbitrario de individuos
I, I # 0y una funcion de aptitud para los individuos valuada real F : I — R. Sean u y
A los tamanos de las poblaciones de padres y descendientes respectivamente. Sea P(t) =
(ai(t),...,a,(t)) € I* la poblacion en la generacion t. Consideremos los operadores de
crossover, mutacion y seleccion denotados como c: I* — IF, m : IF — I y s I* — I*.
Sean O., O,, y O, los conjuntos de pardmetros tipicos para los respectivos operadores
de crossover, mutacion y seleccion. Por iltimo, sea O, el conjunto de pardmetros para
el criterio de terminacion. Un algoritmo evolutivo bdsico se reduce al siguiente ciclo de

recombinacion-mutacion-seleccion:
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Entrada: p,\,60,0.,0,,, 0,
Salida: a*, el mejor individuo encontrado durante la corrida o
P*, la mejor poblacion encontrada durante la corrida
Comienzo
1 t<+0
2 P(t) < inicializar(p)
3 F(t) < evaluar(P(t), p)
mientras no (terminacion(P(t),©;)) hacer
4 P'(t) < recombinar(P(t), ©,)
5 P"(t) < mutar(P'(t), ©On)
6 F(t) < evaluar(P"(t), \)
7 P(t + 1) < seleccionar(P"(t), F(t), u, Os)
8
9

t< t+1
P P(t+1)
10 a* < mejorIndividuo( P*)
Fin

Describir los operadores a nivel de poblacién permite alcanzar una perspectiva de
alto nivel suficientemente general como para cubrir diferentes instancias de algoritmos
evolutivos clasicos. Si bien la definicién anterior abarca a los algoritmos evolutivos clasicos,

puede ser util para definir algoritmos evolutivos multi-objetivo.

3.2.4 Una definicién formal de algoritmo evolutivo multi-objetivo

En la literatura existen pseudocodigos que representan a grandes rasgos los pasos a
seguir por un MOEA |CLV07|, los cuales pueden ser tomados como una definicion. A
continuacién se presentard una nueva definicion que hace explicito el concepto de multi-

objetivo partiendo de la Definicion 12.

Definicién 13 (Algoritmo Evolutivo Multi-Objetivo). Sea el espacio arbitrario de
individuos I, I # 0 y una funcién de aptitud para los individuos F : I — R"™. Sean p y
A los tamanos de las poblaciones de padres y descendientes respectivamente. Sea P(t) =
(a1(t),...,a,(t)) € I" la poblacion en la generacion t. Consideremos los operadores de

crossover, mutacion y seleccion denotados como ¢ : I* — IF, m : IF — I y s : [N — I,



Algoritmos evolutivos 33

Sean ©,, O,,, O, y O los conjuntos de pardametros tipicos para los respectivos operadores
de crossover, mutacion, seleccion de padres y seleccion de sobrevivientes. Por iltimo, sea
O, el conjunto de pardmetros para el criterio de terminacion. Un algoritmo evolutivo

multi-objetivo se reduce al siguiente ciclo de recombinacion-mutacion-seleccion:

Entrada: p,\,0;,0.,0,,,0;,, 6O
Salida: frente*, el mejor frente encontrado durante la corrida
P*, la wltima poblacion de la corrida
Comienzo
1 t<+0
2 P(t) + inicializar(p)
3 ObjectiveValues(t) < evaluar(P(t), F, i)
mientras no (terminacion(P(t),0;)) hacer
P'(t) < seleccionar Padres(P(t), ObjectiveV alues(t), j1, Op)
P"(t) < recombinar(P'(t),O,)
P"(t) <= mutar(P"(t),0,,)
ObjectiveV alues(t) < evaluar(P"(t), F, \)
P®(t) + jerarquizar(P"(t) U P(t), u, \)
P(t + 1) + seleccionar Sobrevivientes(P™ (t), ObjectiveV alues(t), i, O )
10 t< t+1
11 P*+ P(t)
12 frente* <— mejorFrente(P(t))

© S N DY v A~

Fin

Dentro de los pasos basicos mencionados en la Definicion 13 cabe destacar la presencia
de dos procesos de seleccion diferentes (lineas /4 y 9 del algoritmo). El primero esté des-
tinado a la seleccion de los individuos que seran sometidos a los operadores de variacion.
En cambio el segundo, esta destinado a completar la poblacion P(t + 1). En el caso de
los algoritmos elitistas, es en el segundo paso de seleccion donde se aplica el elitismo. En
tanto que el primer proceso de seleccion, si bien favorece a los mejores individuos, puede
o no ser elitista. Otro paso destacable es el 8 (jerarquizar), en el cual se establece una
jerarquia u orden parcial sobre la poblacion global. Dicha poblacion estd compuesta por
la union de los individuos de la poblacion antes de la aplicacion de los operadores ( P(t))

y los descendientes que surgieron luego de aplicar a dicha poblacion los operadores de
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seleccion, cruzamiento y mutacion (P”(t)). Contemplar simultdneamente ambas pobla-
ciones en cada generacion (es decir, la original y la que surge a partir de modificaciones
genéticas realizadas sobre la primera) permite realizar de forma mas directa un proceso
elitista. Para llevar a cabo el orden parcial, los algoritmos basados en Pareto usan el
concepto de dominancia de Pareto. Sin embargo, esta definicion no esta acotada sélo a
este tipo de MOEAs.

Existe también un MOEA General denominado Algoritmo Evolutivo Multi-Objetivo Gen-
eral (GENMOP por sus siglas en Inglés), el cual fue disenado en el US Air Force Institute
of Technology |[GHGL99, KGLHO03|. A diferencia de la Definicion 13, este diseno permite
incluir una variedad de operadores evolutivos y posterga hasta el momento de la ejecucion
la eleccién de cudles de estos operadores va a utilizar. A medida que avanza el proceso de
busqueda, el algoritmo prefiere a los operadores que han producido mejores individuos.
Sin embargo, en el contexto de esta tesis, se utilizd la Definicion 13 para el desarrollo de

los distintos modulos.



CAPITULO 4

ALGORITMOS EVOLUTIVOS
MULTI-OBJETIVO

Los algoritmos evolutivos multi-objetivo (MOEAs) son una extension natural de los al-
goritmos evolutivos mono-objetivo. Esta extension consiste en el uso de algoritmos evo-
lutivos para la resolucion de problemas de optimizacion en el cual intervienen varios
objetivos. En este capitulo veremos una sintesis sobre clasificacion de técnicas generales
para resolver problemas multi-objetivo. Luego, se mostraran dos de las posibles clasifica-
ciones para algoritmos evolutivos multi-objetivo y dentro de cada categoria, se presentara

una revision de los algoritmos y conceptos asociados mas conocidos.

4.1 Clasificacién de técnicas para resolver problemas multi-

objetivo

Existe una amplia variedad de métodos destinados a optimizacién y bisqueda. Mu-
chos de estos algoritmos comienzan el proceso con una solucion al azar y luego, a partir de
ciertas reglas deterministicas, el algoritmo sugiere una direccién de biisqueda. En base a
esta direccion se realiza una busqueda con el fin de encontrar una mejor solucion, la cual
se convierte en un nuevo punto de biisqueda a partir del cual el proceso se vuelve a repe-
tir. Estos métodos son denominados deterministicos. En la literatura puede encontrarse
una variedad de ejemplos de dichos esquemas [BB88, AH84, Pea84]. Cada método se
desenvuelve mejor bajo ciertas circunstancias y muchos han sido exitosamente empleados
para resolver una amplia variedad de problemas [BB88, Gol89|. Sin embargo, muchos
problemas de optimizacion multi-objetivo (MOPs) se caracterizan por tener muchas di-

mensiones, ser discontinuos o ser NP-Completos. Se sabe que los métodos deterministicos

35
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suelen ser poco efectivos a la hora de resolver este tipo de problemas. Este hecho se debe
a que se encuentran limitados al momento de aplicar una heurfstica para poder dirigir
la busqueda [MF04, Gol89, Fog99, TAV99|. Ademas, algunas de las técnicas determinis-
ticas (como los métodos directos o los basadas en gradiente) tienen algunas dificultades
conocidas, por ejemplo, la convergencia a una solucién 6ptima puede presentar una de-
pendencia de la solucion inicial seleccionada, o un algoritmo eficiente para cierto problema
de optimizacion puede no serlo para un problema de optimizacion diferente, o pueden ser
ineficientes al manejar espacios de busqueda discretos.

Muchos problemas reales presentan las cualidades mencionadas antes; en consecuencia, se
han desarrollado esquemas o aproximaciones alternativas a los deterministicos con el fin de
abordar estos problemas mas efectivamente. Algunos ejemplos son los métodos de Monte
Carlo [Fis96] y los algoritmos evolutivos [Mic94, Gol89]. Estos esquemas pertenecen a
un grupo de algoritmos de optimizacion y buisqueda denominados estocéasticos, los cuales
requieren algin método para determinar la aptitud (fitness) de las soluciones que se van
encontrando. Si bien existen varios esquemas de clasificacion para las técnicas destinadas
a resolver problemas de optimizacién multi-objetivo, uno de los més conocidos es el uti-
lizado por Hwang y Masud [HM79], quienes clasifican los métodos de acuerdo a la forma
en que participa el responsable de la toma la decisiones (Decision Maker) en el proceso

de solucién. En base a esto se pueden distinguir cuatro clases:
1. Métodos en los que no se usa informaciéon de preferencia o métodos sin preferencias.
2. Métodos donde previamente se utiliza cierta informacion de preferencia o métodos
a priori.
3. Métodos en los cuales se utiliza cierta informacion de preferencia en forma posterior

o métodos a posteriori.

4. Métodos que usan informacién de manera progresiva o métodos interactivos.

En los métodos sin preferencias, donde no se toma en cuenta la opinién del Decision
Maker (DM), el problema de optimizacion multi-objetivo se resuelve usando algin método
relativamente simple y se presenta al Decision Maker la solucion obtenida. A partir de
ahi, él podra aceptarla o rechazarla.

En los métodos a priori, el Decision Maker especifica sus preferencias, esperanzas y
opiniones antes de que comience el proceso. La dificultad principal de estos enfoques
radica en que no siempre se conocen estos datos de forma anticipada.

En los métodos a posteriori, se genera un conjunto de soluciones que forma un conjunto
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optimo de Pareto para el problema en cuestion, este conjunto se presenta al DM quien
selecciona la alternativa més adecuada. Las dificultades de estos esquemas radican en el
costo computacional y la complejidad del proceso de generacion.

Por ultimo, los métodos interactivos son aquellos en los que el DM trabaja junto con
un analista o con un programa de computacion interactivo. El analista (o el programa)
intentard determinar la estructura de preferencia de manera interactiva. Luego de cada
iteracion, se le entregara alguna informacion al DM y se evaluara su reaccion para modi-
ficar las preferencias de los objetivos de manera acorde. Luego de cierto nimero (finito)
de iteraciones el método debe producir una solucién aceptable para el decision maker o
al menos mostrar que no hay mejora posible.

En el mundo de la implementaciéon de técnicas para resolver MOP lo mas general es una
division en tres clases: las que optimizan los objetivos segiin un orden de importancia,
las que combinan todos los objetivos dentro de una tnica féormula y las que procuran

encontrar el frente de Pareto 6ptimo.

4.2 Uso de algoritmos evolutivos

Segiin Coello y sus colegas [CLV07| el uso de algoritmos evolutivos para resolver prob-
lemas de optimizaciéon multi-objetivo data de los 60s. Aunque destaca que la primera
implementacion fue propuesta por David Schaffer en su tesis doctoral [Sch84] a mediados
de los 80s. Schaffer propuso el Vector Evaluation Genetic Algorithm (VEGA), el cual
estuvo dirigido principalmente a resolver problemas de machine learning [Sch85|. El al-
goritmo trabajaba eficientemente por algunas generaciones pero en ocasiones sufria cierta
tendencia a encontrar super individuos (se polarizaba). Si bien el objetivo de llevar a
cabo una optimizacion multi-objetivo se realizaba con éxito, no se lograba mantener del
todo una buena dispersion entre los individuos de la poblaciéon. Aunque durante la sigu-
iente década no se vieron grandes cantidades de aportes en esta area, en investigaciones
posteriores han surgido varias generaciones de algoritmos evolutivos multi-objetivo.

Una de las diferencias entre la mayoria de los métodos de busqueda y optimizacién clasicos
y los algoritmos evolutivos es que, estos tltimos, procesan un conjunto de posibles solu-
ciones en cada iteracion en lugar de una sola. Esto le otorga a los EAs una gran ventaja al
momento de intentar resolver multi-OOPs, ya que la bisqueda tiene més probabilidades
de encontrar ¢éptimos globales. Ademés, gracias a que un EA trabaja con una poblacién

de soluciones, en teoria, podriamos intentar capturar varias soluciones pertenecientes al
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frente 6ptimo de Pareto de nuestro problema.

Las técnicas utilizadas para representar las soluciones y llevar a cabo la variacion genética
de los individuos en algoritmos evolutivos mono-objetivo pueden ser utilizados para in-
tentar resolver problemas de optimizacion multi-objetivo. En general, no existen consid-
eraciones especiales para elegir la codificacién o disenar los operadores de recombinacién
y mutaciéon. Las diferencias méas radicales al momento de realizar optimizacion multi-
objetivo se encuentran en la funcion objetivo, ya que las diferencias en éstas afectan el
diseno de la funcion de fitness y del operador de seleccion. Cabe aclarar que los esquemas
basados en Pareto (algunos de los cuales se explican en las siguientes secciones), ademas
de las consideraciones especiales en el diseno de la funcién de fitness, suelen presentar

consideraciones especiales en el proceso de seleccién.

4.3 Enfoques evolutivos

Existe una gran cantidad de algoritmos evolutivos para optimizaciéon multi-objetivo
y no hay una tnica manera de clasificarlos. Por un lado, tal como las otras técnicas de
optimizacion multi-objetivo, los esquemas evolutivos pueden ser métodos a priori (los
que llevan a cabo las decisiones antes de llevar a cabo la biisqueda), a posteriori (realizan
primero la busqueda y luego la toma de decisiones) o interactivos (los que realizan un
proceso que alterna entre ambas cosas). Por otro lado, desde el punto de vista de las
técnicas evolutivas, una de las posibles clasificaciones, divide a los algoritmos evolutivos

multi-objetivo en dos grandes grupos:

e Esquemas no-Pareto: entre los cuales se contemplan los esquemas agregativos (en
donde los objetivos se combinan numéricamente en una tnica funcién objetivo a ser
optimizada) y los esquemas basados en la poblacion (donde los diferentes objetivos
afectan la seleccion o des-seleccion de diferentes partes de la poblacion).

e [Lsquemas basados en Pareto: en los cuales la poblacién se clasifica de acuerdo con

la definiciéon de dominancia de Pareto.

4.4 MOFEAs no-Pareto: resena histérica

En el libro Handbook of Evolutionary Computation |BFM97| Horn destaca dos enfoques
agregativos principales dentro de los esquemas a priori: el Agregativo-Escalar y el Orden-

Agregativo. Este énfasis coincide también con autores como Coello [CLV07|.
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4.4.1 Esquemas agregativo-escalares

Los esquemas agregativo-escalares combinan los distintos objetivos en una tnica fun-
cion T'(a) valuada-escalar, tal que T : R* — R refleja las preferencias particulares de un
DM. En este esquema se puede utilizar una composicion de funciones To0F como funcién
de fitness para el MOEA. En particular, ciertos métodos de seleccién como los propor-
cionales al fitness (por ej. ruleta), requieren una funcion de fitness escalar, en tanto que
otros requieren so6lo un orden completo o aun menos, un orden parcial.

El ejemplo mas simple de funcion agregativa escalar son las Funciones Agregativas Lin-

eales, que son sumas con pesos (weighted sums) de la forma:

k
T(a) = wWoap + wi1a1 + ... + Wg_1ap—1 = E w;a; (41)
i=1
k
donde los w; son coeficientes constantes o pesos, cuya suma usualmente verifica »_ w; = 1.

i=1
La ecuacién anterior suele usarse para computar el fitness de cada individuo x, tomando

a; = fi(x), es decir, a; es el valor del objetivo i para x. Una desventaja de este esquema

es que sirve solo para relaciones lineales entre objetivos. La figura 4.1 muestra lineas

UL S S S S TSl
123456789101112 &

Figura 4.1: Esquema agregativo w f1 + ws fo para un problema con dos objetivos

paralelas que pasan por algunos de los puntos pertenecientes al frente éptimo de Pareto,
las lineas responden a una funcién pesada del tipo wya; +wsas. El punto u representa un
valor minimo para la funcién y pertenece al frente 6ptimo; sin embargo, el punto v, que
también pertenece al frente Optimo, serd descartado debido a que la funcién agregativa
con esos pesos encontré un valor menor en el punto u. Observemos ademas que diferentes
pesos otorgaran una pendiente diferente a las rectas y éstas interceptaran al frente 6ptimo

de Pareto en diferentes puntos. Este ejemplo nos permite ver que una funcién agregativa



40 Capitulo 4. Algoritmos evolutivos multi-objetivo

lineal no siempre encontrard a todos los puntos del frente. Estos puntos suelen definirse
como puntos no soportados. Sin embargo, pueden intentar optimizarse varias funciones
distintas agregadas linealmente para armar un conjunto final de soluciones con los 6ptimos
encontrados en cada optimizacion.

Otro esquema agregativo escalar muy conocido son las funciones agregativas no lineales.
Los ejemplos mas comunes de este esquema son las que trabajan con restricciones y las
que miden distancia a un objetivo (target). En las primeras, las restricciones modelan
ciertas particularidades no lineales del problema, como las que aparecen cuando un DM se
maneja por medio de umbrales (cotas maximas o minimas). Una forma de resolver estas
restricciones es imponer una gran penalizacion a la solucién cuando sobrepasa alguno de
los umbrales. En la literatura pueden encontrarse diversos articulos referentes al manejo
de restricciones. Uno de estos esquemas, sugerido por Richardson et al. [RPLHS89],
consiste en medir la distancia Euclidea entre una solucion x y la region factible, es decir,
una suma lineal de las distancias en las que la solucion sobrepasé cada umbral (o la
suma de las distancias elevadas a cierto exponente). En los esquemas de distancia a un
objetivo, también conocidos como target-vector o distance-to-target se elige un vector T
como solucion ideal. Luego las soluciones que se van encontrando se evalian midiendo su
distancia al objetivo. Tanto el vector objetivo como la forma de medir la distancia seran
determinados de antemano por el DM. Se pueden emplear distintas métricas y hay varias

implementaciones en la literatura.

4.4.2 Esquemas orden-agregativos

Los MOEAs basados en orden-agregativo son agregaciones que no entregan como re-
sultado un valor escalar. Por ejemplo, el esquema de orden lexicogrdfico realiza un or-
denamiento total de todas las soluciones. Ksto implica que el DM realice previamente
un orden de importancia de las funciones objetivo. Luego, las soluciones se ordenan en
base a la prioridad de cada objetivo. A partir de esto se obtiene la solucién 6ptima
minimizando las funciones objetivo en forma secuencial, empezando con la primera en el
orden de importancia y continuando con ese orden hasta la ultima funcion objetivo, es
decir, de forma similar al orden de los items en un diccionario. Una clara dificultad del
esquema es que no siempre es posible conocer a priori la importancia de cada objetivo.
Sin embargo, si no se conoce la prioridad, es posible seleccionar los objetivos a optimizar
al azar |Fou85]. Coello marca como principal debilidad de este esquema que cuando el

problema presenta muchos objetivos, tiende a favorecer més a algunos de ellos debido a la
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aleatoriedad involucrada en el problema. Por otro lado, sus fortalezas son la simplicidad
y la eficiencia computacional. Las técnicas lexicogréaficas parecen ser més ttiles cuando
se conoce claramente la prioridad de cada objetivo.

Dentro de los enfoques no-Pareto cabe mencionar al Vector Fvaluated Genetic Algorithm
(VEGA) [Sch85]. Este algoritmo es considerado por muchos autores como el primer es-
quema evolutivo implementado para resolver multi-OOPs [BFM97, CLVO07, Vel99|. Para
un problema con k objetivos, el VEGA genera k sub-poblaciones de tamafio n/k. Donde
n es el tamano total de la poblacion. Cada sub-poblaciéon utiliza una sola de las k fun-
ciones objetivo para asignar fitness. La figura 4.2 muestra los pasos bésicos del VEGA.

En el primer paso los individuos de la poblacién se someten a una seleccion proporcional

Generacion (t) Generacion (t+1)
Individuo 1 Subpoblacion 1 Individuo 1 Individuo 1
Individuo 2 Subpoblacion 2 Individuo 2 Individuo 2
Individuo 3 Subpoblacion 3 Individuo 3 Aplicar Individuo 3

Crear | Mezclar f————————————— operadores
. subpoblaciones . subpoblaciones . genéticos .
_— _— _—
Individuo m Subpoblacion k Individuo m Individuo m
Poblacion inicial Se crean k Los individuos Comienza el ciclo
de tamafio m subpoblaciones estan mezclados nuevamente

Figura 4.2: Pasos basicos del mecanismo de seleccion del Vector Evaluated Genetic Algo-
rithm (VEGA)

por separado para cada uno de los k objetivos, dando origen de esta manera a las k sub-
poblaciones. El segundo paso es unir (mezclar) dichas sub-poblaciones para formar una
poblacion de posibles padres. En el tercer paso se aplican los operadores genéticos a los
individuos de la poblacién de padres y se genera la generacion ¢+ 1. Schaffer noté que las
soluciones generadas eran no dominadas localmente, ya que la no dominancia se acotaba
a la poblaciéon actual. Si bien un individuo dominado localmente es dominado global-
mente, un individuo no dominado localmente puede ser dominado globalmente. Ademaés,
descubrié que debido a que la técnica selecciona individuos muy buenos respecto de los
demas en cierta dimension (para uno de los objetivos), pero no necesariamente en las
otras dimensiones, se puede producir un efecto no deseado denominado especiacion. Este

efecto consiste basicamente en la formacion de especies que intentan evolucionar en dis-
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tintas direcciones. Con este esquema de seleccion no sobreviviran individuos que sean
relativamente buenos en todas las direcciones en forma simultanea, los cuales pueden ser
muy buenos para soluciones de compromiso como las que buscamos. Otro de los proble-
mas con esta técnica es que, cuando el frente 6ptimo de Pareto sea concavo, el algoritmo
fallard en encontrar algunos de sus puntos, lo cual se debe a que la forma de trabajar
del VEGA es equivalente a una combinacion lineal de los objetivos |[BEM97, RPLHS&9|.
Tanto los métodos agregativos como el VEGA suelen ser considerados parte de la primera

generacion de algoritmos evolutivos pero que no incorporan dominancia de Pareto.

4.5 MOFEAs basados en Pareto: resena histérica

Como era de esperar los algoritmos evolutivos también han experimentado una suerte
de evoluciéon. Una primera generacion se caracterizo por el uso del concepto de dominancia
de Pareto. En tanto que la segunda generaciéon incorpord el uso de elitismo. La idea
de utilizar dominancia de Pareto para asignar el valor de fitness a cada individuo fue
introducida por David Goldberg [Gol89| quien analiz6 el comportamiento del VEGA y

propuso un esquema de selecciéon basado en optimalidad de Pareto.

4.5.1 Fitness Sharing Clasico - Concepto

En la segunda Conferencia Internacional sobre algoritmos genéticos Goldberg y
Richardson propusieron el uso de una funciéon de aptitud cuyo concepto se conoce como
Fitness Sharing [GR87|. El objetivo de dicha funcion es distribuir a la poblacion, P,
entre los diferentes vértices del espacio de busqueda, de tal forma que cada vértice reciba
una porcion de la poblacién. Para lograr esto, la funcion de sharing degrada el fitness
objetivo f; de cada individuo en base a un valor de nicho m; calculado para el individuo.
La degradacion se obtiene definiendo una nueva funcion de fitness f/, como el cociente
entre ambos valores, es decir f/ = f;/m;. Mientras que el valor de nicho m; se calcula

COImo:

m; =Y _ Sh(dy) (4.2)

JEP
El valor d;; es la distancia entre el individuo ¢ y el individuo j y Sh(d) es la siguiente

sharing function:

I- < . )aa s1 dgashare
Sh/(d) — Oshare

07 st d> Oshare

(4.3)
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El parametro o4 s el radio del nicho fijado por el usuario para estimar un valor minimo
de separacion entre nichos. Los individuos que se encuentran dentro de una distancia o4pqe

se degradan mutuamente por pertenecer al mismo nicho.

4.5.2 Primera Generacion

Existen muchos algoritmos evolutivos que clasifican en este grupo. En esta seccion

veremos algunos de los principales.

e Multi Objective Genetic Algorithm: MOGA. Este algoritmo fue propuesto
por Fonseca y Fleming en el afo 1993 [FF93|. Su importancia radica en que los au-
tores lograron aplicar el concepto de individuos no-dominados y en forma simultanea
atacaron el problema de la diversidad entre dichos individuos. Para entender su fun-
cionamiento veamos en forma resumida los pasos que sigue el algoritmo:

Paso 1: Calcular la puntuacion para el i-ésimo individuo como r; = 1+¢;, donde g;
es el coeficiente de dominancia equivalente a la cantidad de individuos que dominan
a ¢ en la generacion actual. Incrementar en 1 el contador de puntuaciones, ¢, en la
posicion 1y, ¢(r;) = c(r;) + 1.

Paso 2: Ordenar a la poblacion de acuerdo con su puntuacién de menor a mayor.
Cabe notar que los individuos de igual puntuacién quedan consecutivos.

Paso 3: Asignar un valor de fitness, por ejemplo, interpolando los nimeros de n
a 1, de forma correspondiente con los individuos mejor (r; = 1) a peor (r; = max).
Es decir, f = n para el primer individuo en el orden, f = n — 1 para el segundo
y asi sucesivamente. Promediar los valores de fitness para aquellos individuos que
pertenecen al mismo nivel de puntuacion.

Paso J: Para cada solucién con puntuaciéon r calcular su valor de nicho.

El ultimo paso es el que marca la diferencia principal entre las técnicas anteriores y
el MOGA de Fonseca y Fleming, ya que ellos propusieron utilizar el parametro de
particién o en el espacio objetivo en lugar de utilizarlo en el dominio de las variables
de decision.

Desventajas: El parametro de particion puede provocar que la presion selectiva no
se aplique de forma adecuada. Esto se debe a que si en un determinado momento ex-
isten muchas buenas soluciones dentro del mismo nicho, todas resultaran afectadas
y su fitness compartido serda bajo. Con lo cual una solucién peor que ellas pero que

se encuentre aislada resultara favorecida. Su rendimiento depende fuertemente de
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una correcta eleccion del parametro o.
Ventajas: Simplicidad y eficiencia [Coe96].

Observacion: El tiempo de ejecucion es de O(kn?).

Niched Pareto Genetic Algorithm: NPGA. Este algoritmo, propuesto por
Horn et al. [HNGY94], trabaja con un esquema de seleccion basado en dominancia
de Pareto. Dados dos individuos u;, u; y una poblacion P, la seleccion se lleva a
cabo de la siguiente forma:

Paso 1: Elegir una subpoblacion Tj; de tamano #goy,.

Paso 2: Calcular o; como el nimero de soluciones en 7;; que dominan a w;. Cal-
cular o; como el niimero de soluciones en 7T;; que dominan a ;.

Paso 3: Sia; =0y a; > 0 entonces u; gana. Si a; =0y «; > 0 entonces u; gana.
Paso 4: Si hay un empate se aplica sharing function como se explicé en la seccion
4.5.1.

Desventajas: Requiere una cuidadosa eleccion de dos parametros importantes:
Oshare ¥ tdom, ya que el rendimiento se ve afectado por ambos.

Ventajas: Si el valor 4, se mantiene tan grande como para obtener valores de
comparacion significativos pero bastante mas pequeno que el tamano de P, la com-
plejidad del algoritmo puede no depender fuertemente de la cardinalidad del con-
junto de funciones objetivo. Con lo cual puede lograrse eficiencia computacional.
Observacion: El tiempo de ejecucion es de O(mn?) si gy es del orden de n, donde
m es la cantidad de objetivos. Sin embargo se puede lograr O(n2) Si tgom €s mucho

menor que n.

Non-dominated Sorting Genetic Algorithm: NSGA. Es una variante del
MOGA propuesta por Srinivas y Deb en 1994 [SD94|. Este algoritmo realiza una
clasificacion agrupando individuos no dominados en base a su nivel de “no domi-
nacion”. Una vez que todos los individuos fueron clasificados, los que pertenecen a
niveles mas bajos (los menos dominados) tienen méas probabilidades de ser elegidos
en el proceso de seleccion. Mientras tanto, una funcion de Sharing ayuda a man-
tener cierto grado de diversidad en la poblacion. El NSGA varia de un algoritmo
genético simple en los pasos previos al proceso de seleccién. Durante dichos pasos
la poblacion se clasifica de a cuerdo a su nivel de “no dominacién” de la siguiente
forma:

Paso 1: Se identifican los individuos no dominados de la poblacién actual, los
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cuales pasan a formar parte del primer frente no dominado en la poblacién y a los
cuales se les asigna un valor de fitness ficticio. Este valor es el mismo para todos los
individuos del frente a fin de mantener la misma posibilidad de reproduccién entre
ellos.
Paso 2: Para lograr diversidad se emplea una funcién de sharing similar a la vista
en la seccion 4.5.1. El valor de sharing entre dos individuos del frente actual se
calcula con la siguiente ecuacion:

dij

2
V() s <o
¥ share
Sh(dl ) — Oshare
J
0, en caso contrario

(4.4)

En la ecuacion anterior, el parametro d;; es la distancia fenotipica entre el individuo
7y el j en el frente actual. El pardmetro og,q.. €s la maxima distancia fenotipica
permitida entre dos individuos cualesquiera del frente para que puedan formar parte
del mismo nicho.

Paso 3: Se calcula la cuenta de nicho como la sumatoria de los valores obtenidos
en la funcion de sharing para todos los individuos del frente.

Paso 4: Para cada individuo se obtiene un fitness final calculado como el fitness
ficticio del individuo dividido por el valor de nicho del individuo.

Paso 5: Una vez que el sharing y el fitness final fueron calculados para el frente ac-
tual, estos individuos se ignoran temporalmente y se procesa el resto de la poblacion
de forma similar repitiendo los pasos 1 a 4. Es decir en un segundo ciclo se identifi-
carfan los individuos pertenecientes al sequndo frente no dominado y se les asignaria
un valor de fitness ficticio. Cabe aclarar que en cada ciclo el valor de fitness ficticio
asignado es menor que el minimo fitness final obtenido para el frente anterior.
Cuando se termina de calcular el fitness de todos los individuos de la poblacién
se realiza el proceso de seleccion y el resto de los pasos clasicos de un algoritmo
evolutivo. Cabe destacar que el método de sharing funciona con los operadores pro-
porcionales al fitness, en particular el NSGA utiliza el operador Muestreo Universal
Estocdstico conocido en Inglés como Stochastic Universal Sampling o Stochastic Re-
mainder roulette-wheel.

Desventajas: El esquema obliga a especificar el parametro o,p,4... Ademaés, algunos
investigadores han reportado que es méas sensible a este parametro que el MOGA.

Ventajas: La principal ventaja es asignar el fitness en base a conjuntos de individ-
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uos no dominados junto con que el proceso de sharing dentro del espacio de decision
permite diversidad fenotipica. En un trabajo comparativo, Zitzler [ZT98] reporto
que el NSGA trabaja bien en términos de cobertura del frente de Pareto, es decir,
la poblacién se distribuye de manera razonablemente uniforme sobre el frente.

Observacion: El tiempo de ejecucion es de O(mn?) para m funciones objetivo.

4.5.3 Segunda generacion

La segunda generacion de algoritmos evolutivos se caracteriza por el uso de elitismo.
Esta nocién significa que los individuos ‘elite’ no pueden ser expulsados de la poblacién
activa a cambio de individuos peores. En el caso de algoritmos evolutivos mono objetivo,
el elitismo implica llevar el rastro del mejor individuo obtenido durante toda la ejecucion.
Dicha solucion puede verse como la mejor aproximacion a la solucion 6ptima. El andlogo
multi-objetivo es almacenar todas las soluciones no dominadas por ninguna otra solucién
durante toda la ejecucién. En este caso, dicho conjunto de soluciones representa la mejor
aproximacion al frente 6ptimo de Pareto.

Existen varias cuestiones a tener en cuenta al momento de implementar elitismo. Por
ejemplo, podemos usar una poblacién elitista secundaria o podemos implementar elitismo
implicito a través de un método de seleccion elitista ( ‘plus’ selection). En el caso de que se
implemente el elitismo a través de una poblacién secundaria ; Coémo serd actualizada dicha
poblacién? jCuando se llevan a cabo el acopio y la reinserciéon de dichos individuos? Estas
y otras decisiones deben ser tomadas al momento de implementar un MOEA elitista. En

los algoritmos de esta seccion podremos ver como fueron abordadas algunas alternativas.

e Strength Pareto Evolutionary Algorithm: SPEA. Este enfoque propuesto por
Zitzler y Thiele en 1999 [ZT99] combina varias caracteristicas de enfoques evolutivos
anteriores. Por ejemplo, almacena las soluciones no dominadas en una poblacion
externa que es constantemente actualizada. El fitness de un individuo depende
de cuantos individuos de la poblacion externa lo dominan. Intenta preservar la
diversidad en la poblacion utilizando la relaciéon de dominancia. Una de las par-
ticularidades de este algoritmo es el esquema de clustering que utiliza para que la
poblacion externa no se desborde mas alla de cierto limite.

El algoritmo comienza con una poblacion inicial Py cuyo tamano es n y con una
poblacién externa vacia Py cuya capacidad maxima es 7. En toda generacion t,

las soluciones no dominadas de P; se copian a la poblacion externa P,;. Luego de
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esta copia se determinan cudles son los individuos no dominados de la poblacion
externa (mirando solo los individuos en P;). Todos los individuos no dominados
se mantienen y los demads se eliminan. De esta forma los individuos no domina-
dos pueden sobrevivir de generaciéon en generacién. Por otro lado, el tamano de la
poblacién externa se limita a m para evitar que crezca de manera excesiva. Esto
significa que no pueden mantenerse en la poblacion externa todos los individuos
no dominados encontrados cuando se sobrepasa este umbral. Para resolver esta
situacion los autores implementaron un método de clustering que procura mantener
a los individuos de las clases menos pobladas. Una vez seleccionadas las clases (o
élites), el algoritmo usa los operadores genéticos para hallar una nueva poblacion.
En forma resumida los pasos que ejecuta el SPEA son los siguientes:

Paso 1: Generar una poblacién inicial P, y crear la poblacién externa vacia P,
para t = 0.

Paso 2: Hallar el conjunto de individuos no dominados de Py, Fi(P;). Copiar esas
soluciones a la poblacion externa P; (P; = P, U Fi(P;)).

Paso 3: Hallar el conjunto de individuos no dominados de P,, Fi (ft). Eliminar

las soluciones dominadas de P;.

de clustering para reducir la poblaciéon de P, a tamafio 7:

1. Inicialmente cada solucién pertenece a un cluster o clase diferente, es decir
Cr = {k}. Por lo tanto, si tenemos 7’ individuos en P; el conjunto de todos
los cluster sera C = {Cy,Cs,...,Ci}

2. Si |C| <=, ir al punto 5. Si no, ir al punto 3.

3. Para cada par de clusters Cy y C, calcular su distancia-cluster de la siguiente

manera:

1 o
Dy = m Z d(, j) (4.5)
ksl iee, jec,
4. Encontrar el par (Cp,,C,) que haya obtenido menor distancia-cluster. Unir C,
con C, y formar un solo cluster entre ambos. Esto reduce el nimero de clusters

en uno. Regresar al punto 2.

5. Elegir una solucion de cada cluster para mantener y eliminar a las demés. La
solucion que tiene menor distancia a las demas soluciones del cluster puede ser

elegida como representante del cluster.
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Dado que en este tltimo punto eliminamos a todas menos una solucion por cada
cluster la poblacion externa tendra a lo sumo 7 individuos. La poblacion resultante
de este paso pasa a ser Py .

Paso 5: Asignar un valor de fitness a cada solucién i de la poblacion externa P,

utilizando la ecuacion:
n;

:n+1

(4.6)

i

donde n; es el nimero de individuos j € P; que son dominados por i.

Asignar un valor de fitness, S;, a cada individuo j de P; con la siguiente ecuacién:

Fi=1+ ) S (4.7)

i€EP NI

Al sumar 1 en este calculo de fitness estamos asegurando que cualquier individuo de
P; posea un valor de F mayor que los valores S; de sus correspondientes dominadores
en P,. Notese que menores valores de Fj corresponden a mejores individuos; por
lo tanto, el valor de fitness debe ser utilizado de tal forma que menores valores
correspondan a mayores probabilidades de reproduccion.

Paso 6: Aplicar sobre la poblacion P, U P;, de tamafio @ + n, un operador de
seleccion, un operador de cruzamiento y un operador de mutacién para generar la
nueva poblacion P,y de tamano n. El operador de seleccion aplicado serd “torneo
binario” en base a los valores de fitness asignados en el paso 5. La principal diferencia
con respecto al concepto de fitness sharing cldsico es que, al usar el mecanismo de
asignacion de fitness propuesto en el paso 5, los nichos estan definidos en términos
de dominancia de Pareto y no en términos de distancia.

Desventajas: El algoritmo exige especificar un parametro extra, m. Si es muy
grande comparado con n se perderd la diferencia entre tratar con dos poblaciones
(la normal y la externa) y tratar con una. Por otro lado, si es muy chico, se
perdera el efecto de elitismo (ya que muchas soluciones buenas pueden tener que ser
eliminadas para lograr el pequeno cupo) ademés muchas soluciones de la poblacion
normal no seran dominadas por ninguna solucién de la poblacién externa. Los
investigadores han usado una tasa de 1 a 4 entre la poblacion externa y la normal (4
veces mas grande la normal que la externa). Finalmente, los individuos dominados
por el mismo numero de miembros de la poblacion externa tienen el mismo fitness.

En particular si la poblacién externa tiene un solo individuo, todos los miembros
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de la poblacion tienen la misma categoria independientemente de si uno domina a
otro o no dentro de la poblaciéon interna. Como consecuencia de esto el proceso
de selecciéon se comporta como un algoritmo de biisqueda aleatorio. Si hay muchos
individuos que no son dominados por otros dentro de la poblacion interna (esto es un
gran frente conteniendo muchos individuos) se deberia usar informacion de densidad
para decidir con cuales quedarnos, lo cual se utiliza en la poblacién externa a través
del clustering pero no en la interna.

Ventajas: Podemos notar que si se encuentra una solucion perteneciente al frente
optimo de Pareto, quedarda guardada en la poblacion externa a menos que otra
solucion perteneciente al frente 6ptimo conduzca a una mejor distribuciéon dentro
de las soluciones dominantes. El algoritmo de clustering permite lograr una buena
distribucion entre las soluciones no dominadas y no requiere pardmetros. Para que
el esquema encuentre un conjunto de soluciones méas diverso se puede fijar cada
solucién extrema para que permanezcan en un cluster independiente.

Observacion: El tiempo de ejecucion de la parte de clustering puede llegar a ser
O(mm’®) si se programa con sumo cuidado y si @ = n la complejidad de ejecucion

total puede ser O(mn?).

e Strength Pareto Evolutionary Algorithm 2: SPEA2. Este algoritmo es una
mejora propuesta por Zitzler et al. para el SPEA |[ZLT01|. A diferencia de la
primera version, el SPEA2 utiliza una estrategia de asignacion de fitness mas refi-
nada que incorpora informaciéon sobre la densidad. Ademas, en SPEA2 el tamano
de la poblaciéon externa no varia como en SPEA, si no que cuando la cantidad de
individuos no dominados no es suficiente para llenar la poblacién externa, se la
completa con individuos dominados. Otra diferencia es que el método de cluster-
ing, utilizado en SPEA cuando la poblacion de individuos no dominados excede el
nimero méximo de individuos permitidos en la poblacién externa, se reemplazé por
un método de reducciéon similar pero que no pierde puntos extremos. Finalmente,
en el proceso de seleccion para reproducciéon de este esquema solamente participan
miembros de la poblacion externa. Los pasos basicos que realiza el algoritmo son
los siguientes:

Paso 1: Generar una poblacion inicial P, y crear la poblacién externa vacia P,
para t = 0.

Paso 2: Calcular el fitness de cada individuo. Para lo cual para cada individuo j
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en P, y P, se calcula:
S(j) =Halg e PPUP A j < g} (4.8)

En palabras S(j) es la cantidad de individuos ¢ pertenecientes a P, U P, que son

dominados por j. En base a este valor para cada individuo 7 se calcula:

R@) =Y. S (4.9)

JEPUPt,j<i

Podemos ver que R(i) es una medida que aumenta con los individuos que dominan
a ¢y con la cantidad de individuos dominados por los individuos que dominan a
1. Para evitar el problema que presenta la primera version del SPEA cuando la
mayorfa de los individuos de P, U P, no dominan a otro compaiiero, el algoritmo
SPEA2 incorpora en el fitness una medida de densidad con la siguiente adaptacion

del método de k-ésimos vecinos méas cercanos:

1. Para cada individuo ¢ en P,UP; calcular y ordenar crecientemente las distancias

a todos los individuos j en P, U P;.

2. El k-ésimo elemento de la lista para el individuo ¢ es una estimacion de densidad
para i, la cual se nota o (k generalmente se usa igual a la raiz cuadrada del
tamano de la muestra, en este caso v/n + n).

1

3. Con el valor o¥ calcular la densidad como: D(i) = —r5- En base a esta medida,

cuanto mas cerca esté el k-ésimo vecino de ¢ més densa seré la zona que rodea
k

a 1, ya que si D(7) es mas cercano a 1/2 entonces o es mas chico.

El fitness de cada individuo seré:
F(i) = R(i) + D(1) (4.10)

Paso 3: Copiar los individuos no dominados en P, U P; a Pyy.

Si |Piy1]| < 7, se copian a P;i; los mejores ‘W — [Py 1] individuos dominados en
P:UP;. Estos individuos se pueden obtener ordenando P; UP; en base al valor F(i)
de los individuos y tomando los primeros ‘7 — [P;,1| con valor F(i) > 1.

Si [Pyy1] > M, se elige para eliminar al individuo i tal que i <, j para todo j € Py

con
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i<¢j:ie VO<k<[Py|:o0f=0F v
F0<k <|Pua|: [(VO<I<k:ol=0l)na} <0}

oF es la distancia de i al k-ésimo vecino méas cercano en Pir1. En resumen esta
definiciéon significa que se elige al individuo que tiene la menor distancia a otro
vecino. Si hay varios individuos con igual distancia minima, se desempata teniendo
en cuenta la segunda menor distancia. El proceso de seleccién para eliminacion se
repite hasta que |P;y| = 7.
Paso 4: Realizar los testeos de convergencia.
Paso 5:  Aplicar el operador de seleccion por torneo sobre los individuos de
Pii1. Aplicar recombinacion y mutacion a los individuos seleccionados y asignar la
poblacion resultante a P, 1. Aumentamos ¢t en 1 y repetimos desde Paso 2.
Desventajas: Al igual que en la primera version tenemos el parametro extra 7.

Ventajas: Este algoritmo ha presentado mejor comportamiento ante problemas
altamente dimensionales comparado con otros algoritmos tales como su antecesor
SPEA, PESA e incluso en algunos problemas de prueba clasicos ha funcionado mejor
que el NSGA-II. Las mejoras méas rescatables tienen que ver con la distribuciéon del
iltimo frente de Pareto y con la convergencia hacia mejores soluciones. Asegura la
supervivencia de las mejores soluciones al mismo tiempo que mantiene una buena
diversidad por medio del algoritmo de reducciéon de la poblacion externa, el cual
no requiere parametros adicionales. No se presenta el problema de comportamiento
simil-random cuando hay pocos individuos no dominados.
Observacion: La complejidad del tiempo de ejecucion puede llegar a ser del O(m?),
para m = n +n y estard dado por el método de reduccion de la poblacion externa.
Sin embargo, los autores aseguran que el tiempo promedio sera del O(m?log(m)) ya
que los individuos difieren de los demés con respecto al segundo o tercer vecino mas

cercano.

e Non-dominated Sorting Genetic Algorithm II: NSGA-II. El NSGA-II fue
sugerido por Deb et al. en el ano 2000 [DAPMO00| como una mejora del NSGA. Ellos
destacan que si bien no existe demasiada similitud entre las dos versiones decidieron
mantener el nombre. En el NSGA-II se crea una poblacion de descendientes ( Q;) a
partir de la poblacion de padres (P;) y luego ambas poblaciones se unen y forman
una poblacién de tamano 2n (R;). Los individuos de R; se ordenan en base a los

frentes de no-dominacion. Una vez terminado el orden de R, por frentes, se comienza
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a armar la nueva poblacion (P, 1) completandola con individuos de R; comenzando
por el primer frente, siguiendo con el segundo y asi hasta alcanzar su tamano de
n individuos. Ya que el tamano de R; es 2n no encontraremos lugar para todos
esos individuos en Py cuyo tamano es n. Mas precisamente, el dltimo frente que
intente incorporarse antes de que ya no haya mas espacio en P,,; probablemente
tenga una cantidad de individuos mayor a la cantidad de lugares libres atin en Py .
Esta situacion implica que debemos elegir qué individuos de dicho frente debemos
incorporar y cudles debemos descartar. A diferencia de la estrategia de sharing
utilizada en el algoritmo NSGA la cual requiere especificar el parametro o, el NSGA-
IT utiliza una técnica de distancia que mide el agolpamiento de los individuos de ese
frente (denominada por los autores crowding distance). Otra diferencia del NSGA-II
con la primera version es que el método de seleccion empleado es un operador de
seleccion por torneo modificado para que tenga en cuenta el atributo de crowding
distance. Los pasos que sigue el algoritmo son los siguientes:

Paso 1: Crear una poblacion inicial P; de tamano n. Identificar los frentes o niveles
de no-dominaciéon. Asignar a cada individuo un fitness igual a su niimero de frente
donde el namero 1 es el frente de no dominados de toda la poblacion.

Paso 2: Generar la poblacion de hijos Q; utilizando torneo binario. Seleccionar dos
individuos, 7 y j, si ¢ tiene un namero de frente de no-dominacién menor, entonces
gana ¢. Si ambos pertenecen al mismo frente de no-dominacién, gana la solucién
con mayor crowding distance. La crowding distance de un frente F se calcula en

estos dos pasos:

1. Para cada i € F setear d; = 0. Para cada funcion objetivo fi (k=1,2,...,m)
ordenar a los individuos de mejor a peor (para que sea mas eficiente es conve-
niente llevar, para cada objetivo, un orden de los indices de los individuos y no

un orden de individuos).

2. Para cada objetivo asignar una distancia infinita a las soluciones de los ex-

tremos de la lista correspondiente.

Paso 3: Crear una poblacion, R;, combinando P; con Q,, es decir R; = P; U Q.
Paso 4: Ordenar R; de acuerdo al orden de no-dominaciéon. Las soluciones del
mejor frente, Fi, seran las mejores soluciones de P, U Q;. Notemos que teniendo
en cuenta tanto la poblaciéon de padres como la de hijos, estamos asegurando el

elitismo.
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Paso 5: Siel tamano del frente F; es menor que n, todos los miembros de F; pasan
a formar parte de la nueva poblacion, Py 1. El resto de los miembros de Py se
eligen consecutivamente de los frentes de no-dominados siguientes, es decir, primero
todos los individuos del frente F5, luego los de F3 y asi hasta que ya no entren
mas frentes. Sin embargo, si F; es el tiltimo frente del cual estamos considerando
los individuos y no entra completamente en los huecos disponibles, debemos decidir
cuales de sus individuos seran elegidos para formar parte de la nueva poblacion.
Para tomar esta decision, se usa un criterio basado en el operador de comparacion
de crowding distance, por medio del cual se favorece a las regiones menos densamente
pobladas. Luego de finalizar este paso, se aumenta ¢ en 1 y se repite a partir del
Paso 2.

Desventajas: Si bien es elitista, cuando el tamafio del primer frente se torna
mayor que el tamano de la poblacion, perdemos algunas buenas soluciones. No es
tan facil de implementar como otros algoritmos evolutivos.

Ventajas: La ventaja principal es que la medida de densidad utilizada entre los
vecinos de un mismo frente no requiere el seteo de ningiin parametro extra (que si
hace falta en otros como NSGA, MOGA o NPGA). Otra ventaja es que se preservan
las mejores soluciones.

Observacion: El tiempo de ejecucion es del O(mn?) para efectuar el orden de R;
en el primer paso. Y gracias a que los demés pasos pueden implementarse con un

tiempo menor, este es el orden que gobierna al algoritmo.

no-Pareto (Agregativos)

. Basados en orden Lexicogréfico
Priori  t--------—-----= oo
Escalares Lineales
No lineales
Pareto
MOGA
Primera generacion NPGA
Posteriori NSGA
77777777777777 SPEA
Segunda generacion SPEA2
NSGA-II

Tabla 4.1: Resumen de técnicas vistas en el presente capitulo y su ubicaciéon dentro de
las distintas clasificaciones. Los algoritmos cuyos nombres se encuentran en negrita son

los que se utilizaron dentro de las arquitecturas implementadas en la presente tesis.



54 Capitulo 4. Algoritmos evolutivos multi-objetivo

Existen otras aproximaciones de esta segunda generacién de algoritmos evolutivos. Por
ejemplo, otros algoritmos evolutivos conocidos son el Pareto Archived Evolution Strat-
egy (PAES) [KC99| y el Indicated-Based Evolutionary Algorithm (IBEA) [ZK04]|. Sin
embargo, en este capitulo nos limitamos a ver las técnicas que se consideraron béasicas
para entender las infraestructuras implementadas durante la presente tesis. La tabla 4.1
muestra un resumen de los algoritmos mencionados, su ubicacién dentro de las clases de
técnicas destinadas a resolver problemas de optimizacion y su clasificacion segun Pareto
o no-Pareto. Los algoritmos resaltados en negrita son los que se utilizaron dentro de las

infraestructuras desarrolladas durante esta tesis.



CAPITULO 5

ALGORITMOS EVOLUTIVOS
DESARROLLADOS
PARA MINERIA DE DATOS

Durante el presente capitulo se presentan los algoritmos evolutivos desarrollados en el
area de mineria de datos estructurados. Mas especificamente, se explican las propuestas
disenadas durante la tesis para abordar el problema de seleccion de caracteristicas (FS
por sus siglas en Inglés de Feature Selection), el cual es uno de los importantes desafios
en el area de mineria de datos. Dado que los algoritmos evolutivos se distinguen por ser
buscadores eficientes y poderosos, se propone el uso de los mismos en la primera etapa
de una infraestructura més compleja, la cual consiste en un proceso de dos grandes eta-
pas. La primera de ellas esta destinada a realizar una tarea de busqueda preliminar que
permite disminuir el enorme espacio de biisqueda que suelen presentar este tipo de prob-
lemas. Para realizar dicha busqueda, esta etapa utiliza un método de wrapper en el cual
se consideran distintos algoritmos de busqueda y distintos criterios para la evaluacion
de la capacidad descriptiva, mientras que la segunda etapa, esta destinada a mejorar los
resultados encontrados por la etapa previa. La incorporacion de los algoritmos evolu-
tivos a la primera etapa se realiza de forma gradual, considerando como primera instancia
una version simplificada del problema original en la cual se emplean algoritmos evolu-
tivos mono-objetivo. En esta primera version, se pretende encontrar subconjuntos de
descriptores de tamano fijo que posean un error de prediccion suficientemente cercano al
O6ptimo. Posteriormente se aborda una version mas compleja en la cudl, ademas del error
de prediccion, se intenta optimizar el numero de descriptores a seleccionar. A partir de

esto, el primer objetivo de este capitulo es el diseno, desarrollo y evaluacion de algoritmos
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evolutivos para colaborar con la primera etapa de la infraestructura, incorporando dichos
algoritmos como parte del método de wrapper. La evaluaciéon de los distintos algoritmos
evolutivos implementados se realiza desde el punto de vista del desempeno de los mismos
al alcanzar la etapa final de la infraestructura. Es decir, los algoritmos no se evaltan,
por ejemplo, con respecto a diversidad genética, sino que se evaliian con respecto a la
calidad que logra el proceso completo de dos fases al utilizar los resultados que ellos gen-
eran en la primera etapa. Por otra parte, el objetivo practico final de esta etapa de la
tesis es ayudar a descubrir cuales son los descriptores mas relevantes para modelar una
determinada propiedad y, simultaneamente, determinar cudl es el nimero aproximado de
descriptores que se necesitan para lograr un modelo aceptable en un problema de gran
interés, el de analisis de relaciones cuantitativas estructura-propiedad y el de anélisis de
relaciones cuantitativas estructura-actividad (QSPR y QSAR respectivamente por sus si-
glas en Inglés). Este es uno de los problemas mas representativos de las dificultades que

puede involucrar la tarea de selecciéon de caracteristicas.

5.1 Seleccién de caracteristicas (Feature Selection)

Tipicamente, los cientificos desean estudiar los efectos de determinados factores con
respecto a una variable objetivo e incluso predecir el valor que tendra dicha variable en
base a los factores observados. Para esto, generalmente, se utiliza una representacion en
forma matricial para los datos experimentales, donde las columnas significan caracteristi-
cas observadas y las filas representan los valores obtenidos para dichas caracteristicas en
las muestras o entidades observadas. Como ejemplo simple, la figura 5.1 muestra una rep-
resentacion grafica simplificada de un conjunto de muestras (filas) y los respectivos valores
para las caracteristicas consideradas (columnas). La tarea de seleccion de caracteristicas
se puede ver como un proceso por medio del cual se puede reducir el nimero de carac-
teristicas o variables presentes en un conjunto de datos. En esencia el objetivo es remover
aquellas caracteristicas que resultan irrelevantes o aquellas que resultan redundantes para
modelar determinado comportamiento. El nimero de caracteristicas que participan es
crucial al modelar una actividad, dado que influye en la complejidad del modelo. Dicho
modelo nos permitird predecir el comportamiento de nuevos valores experimentales sin
necesidad de poseer el valor real de la propiedad o comportamiento estudiado. Reducir
el nimero de caracteristicas presentes en el modelo nos permite disminuir la cantidad

de tiempo computacional requerido al usar el modelo, construir un modelo més general
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Caracteristicas Caracteristicas
Muestras MW AMW nAT nBT ... ... nS .. .. nRi1 nRi12 logP Muestras AMW nBT nS logP
000000-00-5  X;; X @ Xiz Xjg e oo Xpioeer e Xy | Xy Y, 000000-00-5 X, X4 X Y,

000000-01-6 | X5, X5 | Xp3 Xpy Xpi eor | oo Xomi| Xom Y, 000000-01-6  X,, | Xpy Xy Y,

=

000376-49-4 | X,y Xpuz | Xors Xors oo oo Xotq oor | oo Xptmt Xt Y, 000376-49-4 X1, Xpi4 Xous Y.,
000376-92-3  Xop  Xnz Xz Xog oo Xogee e Xama | Xam Yo 000376-92-3  X,»  Xo4 Xy Y,

Figura 5.1: Ejemplo simple de un proceso de seleccion de caracteristicas sobre una base de
datos.

y generar modelos mas simples de comprender, permitiendo que los especialistas iden-
tifiquen con menos dificultad las relaciones entre dichas caracteristicas y la actividad o
situacion bajo estudio.

Tipicamente, en un método de seleccion de caracteristicas se pueden identificar cuatro

pasos béasicos:
1. el procedimiento de generacion de los subconjuntos de caracteristicas,
2. la funcion de evaluacion que determina el desempemno de cada subconjunto bajo
analisis,
3. el criterio de detencion que decide cuando detener la biisqueda, y

4. un procedimiento de validacion que estudia la validez del modelo final.

La figura 5.2 muestra estos cuatro pasos. El procedimiento de generacién es un proceso
de biisqueda que, basicamente, genera subconjuntos de caracteristicas los cuales seran
ponderados por la funcién de evaluacién. Este primer paso puede comenzar con: un con-
junto vacio, el conjunto total de caracteristicas o un conjunto de caracteristicas aleatorio
que sea subconjunto del conjunto completo. En los primeros dos casos, la generacion de
subconjuntos se realiza agregando o quitando respectivamente caracteristicas en forma
iterativa y determinista, mientras que en el tercer caso pueden tanto agregarse como
quitarse caracteristicas y las mismas se pueden seleccionar de manera aleatoria. La fun-
cion de evaluacion determina la calidad de un subconjunto de caracteristicas que devuelve

el proceso de generacion. Este valor de calidad permite realizar la comparacion de dicho
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Conjunto de caracteristicas Generacioén Subconjuntos )
> ; —_—
. de subconjuntos Evaluacion
original
\\
\ Calidad de los
N\ subconjuntos
\
|
No Criterio de

detencion

Si
Validacion

Figura 5.2: Pasos basicos identificados en la tarea de seleccion de caracteristicas. El trazo
discontinuo representa la posible incidencia del proceso de generacién de subconjuntos en el
criterio de detencion.

subconjunto de caracteristicas con otros subconjuntos a fin de determinar cuél de ellos
es preferible. Dado este proceso iterativo de generacion, evaluacién y comparacion, se re-
quiere un criterio de detencion que permita identificar la culminacion del ciclo. El proceso
de generaciéon y la funcién de evaluacion pueden tener gran influencia sobre este criterio.
Un criterio de detenciéon basado en el procedimiento de generacion puede contemplar,
por ejemplo, si se alcanzé un nimero de caracteristicas seleccionadas predefinido o si se
alcanz6 cierto niimero de generaciones. Por otra parte, un criterio de detencién basado
en la funcién de evaluacion puede contemplar, por ejemplo, si luego de cierto nimero
de iteraciones no se logr6 una mejora en la calidad de los subsecuentes subconjuntos de
caracteristicas o si se alcanz6 algiin subconjunto que sea 6éptimo de acuerdo con alguna de
las funciones de evaluacion. Una vez que el criterio de detencion se cumple, el proceso en-
trega como resultado uno o varios subconjuntos candidatos. Finalmente, el procedimiento
de validacion no es parte del proceso de seleccion de caracteristicas en si mismo sino que
es un paso posterior que permite la validacion del método. En este tltimo paso se real-
izan distintos analisis, pruebas y comparaciones con resultados previos o con resultados
obtenidos por otros métodos de FS.

En base a lo anterior, la seleccion de caracteristicas puede verse como el proceso por
medio del cual se selecciona un subconjunto del conjunto original de variables tal que

sirva para construir un buen predictor. Algunas de las cuestiones importantes dentro de
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este Proceso son:

e Ll dmbito en el cual se aplica el proceso (supervisado o no supervisado). En un
ambiente supervisado se utilizan datos de entrenamiento para inferir un modelo y
luego se aplica el modelo obtenido sobre datos de prueba con el fin de determinar
su desempeno, mientras que en un ambiente no supervisado, no se cuenta con datos
de entrenamiento para inferir el modelo por lo cual debe ser construido en base a
otros criterios. En la presente investigacion el trabajo se desarrollé6 en un ambiente
supervisado.

e Fl tipo de método de seleccion de caracteristicas utilizado. Los métodos de F'S suelen
dividirse en filtros, wrappers y métodos integrados. Los filtros realizan el proceso de
seleccion de acuerdo a caracteristicas de los datos (p. ej. baja varianza o variables
correlacionadas). Los wrappers utilizan una técnica de aprendizaje automatizado
como caja negra, como paso de preprocesamiento para notar conjuntos de variables
en términos de su habilidad predictiva. Estos tipos de métodos pueden dividirse in-
ternamente en: (1) busqueda de caracteristicas y (2) evaluacion del subconjunto de
caracteristicas. El primer componente es responsable de realizar la busqueda com-
binatoria entre los posibles subconjuntos de caracteristicas, mientras que el segundo
componente evalia la eficacia del subconjunto seleccionado y en base a esto guia la
bisqueda de caracteristicas. Finalmente, los métodos integrados llevan a cabo el pro-
ceso de FS en la etapa de entrenamiento de un método de aprendizaje automatizado
y, usualmente, son especificos para dicho método de aprendizaje |GE03, DGWCO07|.
Como se dijo en el primer péarrafo del presente capitulo, los métodos de seleccion
de caracteristicas utilizados en esta tesis caen dentro de los métodos de wrapper.
En particular, se utilizan distintos algoritmos evolutivos para realizar la bisqueda
y distintos métodos para evaluar la capacidad predictiva de cada subconjunto que

resulta seleccionado.

e La estrategia de busqueda utilizada. La tarea de seleccion de caracteristicas puede
verse como un problema de btsqueda en el cual el espacio de busqueda estara
conformado por todos los posibles subconjuntos de caracteristicas. Por ejemplo
para un conjunto de tres variables {a;, as, az}, tenemos las siguientes posibilidades:
{} {ar}, {ao}, {as}, {a1, a2}, {a1,a3}, {as, a3}, {a1,as,a3}, es decir, 8 = 23 o0 2V
(con N = 3) posibilidades. Este problema es relativamente trivial si el espacio de
bisqueda es pequeno, ya que podemos analizar todos los subconjuntos en cualquier

orden por medio de una biisqueda exhaustiva en poco tiempo. Sin embargo, es
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comin que el nimero de caracteristicas involucradas sea mayor, en los casos de
estudio abordados durante esta tesis el ntimero de caracteristicas es N = 73 y
N = 1502. Si bien el nimero de posibles subconjuntos a ser evaluados es finito,
de todas formas es una cantidad sumamente grande como para realizar un analisis
iterativo a través de todos los casos. Debido a esto, la estrategia de biisqueda es
muy importante. En general, el proceso de busqueda exhaustiva se deja de lado
y se utiliza en su lugar un proceso heuristico que utilice cierta inteligencia para
la seleccién de los subconjuntos. Los métodos de biisqueda secuencial, en general,
usan técnicas greedy. Dadas las caracteristicas de este problema, en esta tesis se

utilizaron como herramienta de biisqueda distintos algoritmos evolutivos.

La medida de calidad utilizada para ponderar cada subconjunto de caracteristicas
seleccionado. La evaluacion de cada subconjunto usualmente se lleva a cabo por
medio de un método predictor. En los algoritmos desarrollados en esta tesis, se
utilizaron varios de los métodos predictores més populares, tales como: arboles de
decision, k-vecinos més cercanos y cuadrados minimos lineales y no lineales. La
combinacién del método predictor con el algoritmo evolutivo debe ser tal que no
comprometa el costo computacional, que de por si es elevado; por esta razon, los
métodos predictores utilizados para evaluar cada subconjunto durante la evolucion
del algoritmo de buisqueda fueron métodos relativamente eficientes y no necesaria-
mente muy exigentes con respecto a la capacidad predictiva de cada subconjunto, en
parte para no agregar costo computacional y en parte para no caer en un problema
de sobreajuste.

FEvaluacion del desempeno del predictor. Finalmente, una vez encontrado un modelo
para el conjunto de datos, se utiliza un criterio de evaluacion para determinar la
validez del mismo y para compararlo con otros modelos existentes. Es importante
notar, que para la evaluacion final del predictor, se debe considerar un conjunto
de testeo independiente. Por este motivo, para la evaluacion de los algoritmos
presentados en esta tesis, se realizaron experimentos de validacién externa para los
modelos obtenidos en los cuales se utilizo un conjunto de datos no superpuesto con

el conjunto de entrenamiento.
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5.2 Antecedentes en seleccién de caracteristicas

Existen muchos trabajos que demuestran la importancia y la variedad de investiga-
ciones realizadas en torno al problema de seleccion de caracteristicas. Dos de los algorit-
mos mas conocidos y simples para llevar a cabo FS son, seleccion secuencial progresiva
(SFS por sus siglas en Inglés de Secuential Forward Selection) y seleccion secuencial
inversa (SBS por sus siglas en inglés de Secuential Backward Selection). En el SFS, intro-
ducido por Whitney [Whi71|, se comienza con un subconjunto vacio de caracteristicas al
cual se van agregando caracteristicas de a una por vez (agregando la que méas contribuye),
si el subconjunto resultante al incorporar una caracteristica es mejor que el subconjunto
previo, entonces se reemplaza el peor por el nuevo. En el caso del SBS el proceso es
inverso, es decir, se comienza con el conjunto de caracteristicas completo y se van elim-
inando caracteristicas de a una por vez (eliminando la que menos contribuye). Estos
algoritmos son simples y eficientes con respecto al costo computacional; sin embargo, son
pobres a la hora de detectar interacciones entre caracteristicas. Estos métodos suelen
ser conocidos como métodos de regresion paso a paso (o stepwise regression - SWR). En
algunos esquemas primero se determina si alguna de las variables que ha sido seleccionada
en los pasos previos puede eliminarse del modelo. Luego, si ninguna de esas variables se
puede descartar, se evaltia la posibilidad de agregar una de las variables no incluidas. De
esta forma, una variable que fue agregada en un paso puede ser eliminada posteriormente.
Uno de los esquemas mas conocidos que abordan interaccién entre caracteristicas es Re-
lief, propuesto por Kira y Rendell en 1992 [KR92|. Relief es un algoritmo basado en
pesos inspirado en aprendizaje basado en ejemplos. Calcula un valor de peso para cada
una de las N caracteristicas disponibles usando una muestra al azar de un conjunto total
de muestras (X). Relief selecciona una muestra de entrenamiento al azar (x;) y, usando
distancia Euclideana, encuentra la muestra de igual clase més proxima (x;) y la muestra

de diferente clase mas proxima (x;

;). Estas muestras se usan para actualizar el valor de

peso de cada caracteristica usando la diferencia entre x;, x; y x;. El procedimiento se
repite un nimero predefinido de veces, luego de lo cual, se consideran como relevantes
aquellas caracteristicas con un peso mayor a cierto umbral. Este algoritmo es eficiente
computacionalmente, simple y tolerante a ruido en los datos. Una debilidad reportada
por los autores es que Relief no contribuye a eliminar redundancia en los datos. ReliefF
|Kon94| extiende el algoritmo original para poder contemplar problemas de méas de dos

clases.
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Otro tipo de algoritmo que se ha usado en FS es Simulated Annealing (SA) |[KGV83,
MZ06]. Esta técnica se inspira en las técnicas de metaltrgica de calentamiento y paulatino
enfriamiento de metales. Este procedimiento estd destinado a aprovechar la excitacion
y desorganizacion inicial de los 4&tomos en el material caliente para encontrar configura-
ciones fuertes y estables durante un enfriamiento lento. En esta técnica se definen tres

elementos principales:

e ¢l esquema de enfriamiento (la temperatura inicial, la temperatura final y una con-

stante de enfriamiento),
e la funcién de evaluacion de los posibles subconjuntos de caracteristicas, y

e una funcion vecino que, dada una temperatura y la solucion actual, devuelve una
nueva solucién “cercana”. La funcién trabaja de tal forma que a mayor temperatura
el vecindario de cercania es mas amplio que a menor temperatura. Si la nueva

solucién es mejor, entonces reemplaza a la anterior.

Los métodos de FS basados en SA caen dentro de la clase de procedimientos de generacion
aleatorios. Dentro de esta categoria también se encuentran los métodos que utilizan al-
goritmos genéticos. En este caso, se suele codificar cada posible elemento del espacio de
basqueda (cada subconjunto de descriptores) como un string binario, donde los unos de
la cadena representan al subconjunto de caracteristicas seleccionadas. Ademas, se debe
establecer una funcion de aptitud a fin de evaluar la calidad de cada uno de dichos sub-
conjuntos. Esta funcion puede utilizar otras técnicas de aprendizaje automatizado como
arboles de decision, algoritmos de regresion, redes neuronales y muchos otros, implicando
posiblemente fases de entrenamiento y testeo dentro de la evaluacion de cada individuo.
Finalmente, es necesario definir los operadores genéticos que seran utilizados para realizar
el intercambio de informacion entre los individuos de una generaciéon. El primer paso de
la evolucion consiste en generar de forma aleatoria una poblacion inicial de subconjuntos
de descriptores. Posteriormente, se aplican los operadores genéticos definidos y se genera
una nueva poblacion. Los nuevos subconjuntos de descriptores se evalian con la funcion
de aptitud predefinida y los més aptos son seleccionados heuristicamente para poblar la
préoxima generacion. Este ciclo de creacion, evaluacion y seleccion de nuevos individuos se
repite hasta que se alcanza el criterio de finalizacién. En la secciéon 5.4 se reportan algunos
de los trabajos que han usado algoritmos evolutivos en seleccion de caracteristicas.

Se pueden encontrar revisiones mas detalladas sobre distintas estrategias propuestas para
el problema de FS en [DL97, LM07, SILO7]|.
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5.3 Escenarios de alcance

Como es de esperar, los problemas en los que es necesario aplicar F'S involucran gran
cantidad de caracteristicas y poseen un patron de comportamiento complejo desconocido.
A continuacién se mencionan algunos de los escenarios importantes donde se suele aplicar
seleccion de caracteristicas para encontrar un modelo simplificado del conjunto de datos

original.

Analisis de niveles de expresion en datos gendmicos

Los microarrays (micro matrices) son chips de silicio que contienen medidas de los nive-
les de expresion de ARNm (4cido ribonucleico mensajero) asociado a decenas de miles de
genes simultaneamente. Usualmente, se miden los niveles de expresion del conjunto de
genes bajo estudio tomando diferentes muestras y bajo diferentes condiciones. En un
microarray tipico cada columna representa un gen y cada fila representa una muestra.
En base a esto, cada valor m,; es la medida del nivel de expresion del j-ésimo gen para
la i-ésima muestra. Los rasgos distintivos tipicos de estas matrices de datos incluyen:
una gran cantidad de columnas debido al nimero de genes bajo estudio, pocas filas de-
bido al bajo niimero de muestras existentes (en el rango de las decenas o pocos cientos)
y mucha redundancia entre genes. Dichas particularidades agregan desafios extras a la
tarea de analisis de niveles de expresion de genes. Esta tarea consiste en el estudio de
la informacién gendémica con el fin de determinar relaciones entre genes o conjuntos de
genes y determinada situacion o enfermedad biologica. Una matriz correspondiente a
muchos genes y a pocas muestras, en general, conducird a muchas hipotesis estadistica-
mente relevantes que seran igualmente vélidas al interpretar el conjunto de datos. Por lo
tanto, la seleccién de un subconjunto pequeno de genes, tipicamente, ayudara a identi-
ficar genes relevantes para el fendmeno bajo estudio y a simplificar la tarea de los biologos
relacionadas al seguimiento de los genes seleccionados. Las técnicas de F'S son claramente
aplicables a este problema de gran interés y existen trabajos en la literatura que muestran
resultados exitosos [MMO04, GHGL99, HKO05.

Clasificaciéon de documentos

La clasificacion de documentos es la tarea de ordenar documentos de acuerdo a un
conjunto de categorias. La seleccidon de caracteristicas puede usarse como paso previo a

la tarea de clasificaciéon, usando las palabras como posibles caracteristicas e identificando
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las que mejor resumen a cada conjunto de documentos [BEYT 103, LM07]. En un ambi-
ente supervisado, un algoritmo de aprendizaje automatizado podria aprender las palabras
mas representativas de cada subconjunto de documentos etiquetados (en el conjunto de
documentos de entrenamiento) y luego utilizar dichas caracteristicas para clasificar doc-
umentos no etiquetados. Por otro lado, en un ambiente no supervisado, un algoritmo
de seleccidon de caracteristicas podria aplicar medidas de frecuencia de aparicion de las
palabras u otras métricas usadas en recuperacion de informacion para identificar palabras
que resuman y agrupen documentos. Algunas de las aplicaciones més interesantes de la
clasificacion automatica es la tarea de identificacion de spam, el estudio de mercadeo y la

tarea de categorizacion de documentos para facilitar su bisqueda y navegacion.

Reconocimiento de caras

Debido a la disponibilidad de nuevas tecnologias en la tltima década y a intereses
comerciales, la tarea de reconocimiento de rostros ha cobrado importancia dentro del area
de analisis de imagenes, un hecho que se ve reflejado en las conferencias que abordan
este aspecto como tema de interés y en la aparicion de técnicas destinadas a resolver este
problema, el cual puede resumirse como una tarea de identificacion de rostros dentro de
un grupo de imagenes. Ademas de la imagen, los sistemas cuentan con informacion extra
como edad, raza, género, color de piel o expresion facial. De esta manera, el conjunto
inicial de caracteristicas puede contemplar todas las propiedades y pixels de las imagenes.
Una imagen pequena de 85x60 involucraria inicialmente 5100 pixels, cada uno de los
cuales puede ser considerado como una caracteristica. Debido a la presencia de tantas
caracteristicas, la tarea de F'S se vuelve tan necesaria como en otros problemas altamente
dimensionales [GBNT04, SSM02].

Analisis de relaciones cualitativas y cuantitativas de estructura-propiedad y
estructura-actividad (QSPR/QSAR) para disenio de drogas

En general, el proceso que sigue una industria farmacéutica al fabricar una nueva
droga consiste en una serie de pasos que involucran: testear los compuestos para deter-
minar su efectividad y analizar la forma en que la droga afecta al cuerpo. El segundo
paso implica estudiar las capacidades de absorcion, distribuciéon, metabolismo, excrecion
y toxicidad del compuesto en el cuerpo (conocidas como propiedades ADMET o ADME-

Tox). Muchos de los compuestos candidatos fallan en las tltimas etapas a causa de las



Uso de algoritmos evolutivos en FS 65

propiedades ADMET, las cuales estan relacionadas con la forma en que la droga interac-
tda con una gran cantidad de macromoléculas y son la principal causa de falla en el diseno
de un medicamento. El principal problema reside en la dificultad de conocer la leyes que
gobiernan el comportamiento de las propiedades ADMET en el cuerpo humano. Debido
a esto, desde fines de los 90s se ha visto un incremento importante en el desarrollo de
modelos de prediccion para propiedades ADMET que se conocen como modelos in-silico
(desarrollados por medio de computadoras). Si bien estos métodos no tienen como fin
reemplazar a los experimentos in wvitro, se sabe que son menos costosos, mas veloces y
que algunas técnicas computacionales han demostrado tan buena precision como ensayos
experimentales consolidados.

Dada la importancia del analisis de propiedades ADMET, ha aumentado el interés de la co-
munidad cientifica y farmacéutica en el anélisis de las relaciones cuantitativas estructura-
actividad (QSAR) y estructura-propiedad (QSPR). Ambos esquemas comprenden los
métodos por medio de los cuales se correlacionan cuantitativamente parametros de estruc-
tura (descriptores) con determinado proceso o actividad biologica bajo estudio (la variable
dependiente). Existen muchos trabajos relacionados directamente con QSAR/QSPR que
demuestran la gran importancia e interés del problema [SBT02, Tsy08, GPC08, BW09].

5.4 Uso de algoritmos evolutivos en FS

Los algoritmos evolutivos han sido aplicados de distinta forma en el problema de selec-
cion de caracteristicas. Por ejemplo, Leardi et al. mostraron en varios trabajos la utilidad
de la aplicacion de AGs en FS y lograron obtener buenos subconjuntos de descriptores
usando cuadrados minimos parciales (PLS) como método de regresion. Los autores apli-
caron el método en cinco conjuntos de datos en los cuales se utilizaron entre 35 y 175
variables al comienzo del AG [LG98|.

El algoritmo SET-Gen, propuesto por Cherkauer y Shavlik [CS96], utiliza una funcion de
aptitud que contempla la exactitud y la comprensibilidad del modelo. Para evaluar la
capacidad predictiva de los individuos, el SET-Gen utiliza un algoritmo de entrenamiento
basado en arboles de decisién y para evaluar la comprensibilidad del modelo utiliza una
formula que combina la dimensiéon del arbol subyacente y el nimero de caracteristicas
seleccionadas.

Inza et. al proponen una algoritmo evolutivo denominado FSS-EBNA (Feature Selection

by Estimation of Bayesian Network Algorithm) en el cual se evita el uso de los operadores
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de recombinacion y mutacion clasicos y en su lugar utiliza un esquema més complejo
basado en redes Bayesianas [ILES00].

En [LTC*01] los autores proponen un método para clasificacion de muestras basadas en
datos de niveles de expresion gendémica. El esquema combina un algoritmo genético con el
método de los k vecinos méas cercanos para identificar genes que conjuntamente permiten
discriminar entre dos tipos de muestras (normales vs. tumorales). Como primer paso se
obtienen varios conjuntos de genes por medio del algoritmo genético, a partir de estos
subconjuntos se deduce la importancia relativa de cada gen en base a su frecuencia de
seleccion y se arma un modelo con los descriptores mas seleccionados globalmente.

En el ambito més especifico de FS para QSAR/QSPR varias propuestas basadas en la
combinacion de algoritmos evolutivos y otras técnicas de aprendizaje automatizado han
demostrado su buen desempeno. So y Karplus proponen el uso de un método hibrido
basado en redes neuronales y algoritmos evolutivos. El algoritmo evolutivo selecciona un
subconjunto de caracteristicas que se entrega a la red neuronal y por medio de la red se re-
aliza un modelo multivariado para el conjunto de datos bajo estudio [SK96]. En [KSMO03]
los autores proponen el uso de un algoritmo evolutivo de seleccion local dentro de una ar-
quitectura que utiliza el EA para la busqueda y redes neuronales para la evaluacion de los
subconjuntos que el EA sugiere en cada generacion. En este tipo de esquema, la desven-
taja principal es el tiempo de computo requerido por la red neuronal y por ende la baja
escalabilidad de la infraestructura subyacente. Bayram et. ol [BSH'04] y Lavine et. al
[LDMO02] aplicaron esquemas similares, donde los métodos acoplados al algoritmo genético
fueron mapas auto-organizados supervisados (sSOM) y andlisis de componentes princi-
pales (PCA) respectivamente. En [DGWCO07| los autores utilizan un esquema basado en
AGs, para la seleccion de un subconjunto de descriptores simultdneamente 6ptimo para
miultiples tipos de modelos, es decir, el esquema procura identificar un dinico subconjunto
que trata de minimizar la degradacion en la capacidad predictiva de diferentes tipos de
modelos, comparados con modelos construidos usando subconjuntos de descriptores se-
leccionados por medio de técnicas tradicionales de F'S. Ademaés, el esquema evolutivo es
usado tanto para regresion como para clasificacion. En [WZ03| Wegner y Zell usan una
algoritmo genético modificado, el cual utiliza una técnica denominada grupos de entropia
de Shannon (SEC) para generar la poblacion inicial. Esta técnica acelera el proceso
de optimizacién evolutiva. Sin embargo, en cada generacion el conjunto de descriptores

seleccionado es evaluado como modelo de regresion utilizando una red neuronal.
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5.5 Infraestructura de dos fases propuesta para seleccién de car-

acteristicas

De acuerdo con las particularidades del problema de seleccion de caracteristicas y en
base a los trabajos relacionados, podemos sustentar que el uso de algoritmos evolutivos
es adecuado para colaborar en el proceso de biisqueda dentro de la tarea de seleccion
de caracteristicas. Ademaés, gracias a que los algoritmos evolutivos constituyen una her-
ramienta facilmente combinable con otras herramientas de aprendizaje automatizado, es
posible considerar un sistema hibrido que se ajuste a la complejidad y necesidades de las

etapas involucradas en el proceso de seleccion de caracteristicas.

5.5.1 Objetivos generales de investigaciéon

Como hemos visto hasta aqui, en la tarea de desarrollo de modelos de prediccion
cada modelo se basa en un subconjunto de descriptores donde la relevancia de cada de-
scriptor depende generalmente de los otros, es decir, un descriptor que es inttil por si
solo puede resultar muy bueno cuando se lo considera conjuntamente con otros. La in-
fraestructura propuesta tiene por finalidad realizar de manera automatica la seleccion de
las caracteristicas méas relevantes en conjuntos de datos en los que participa un nimero
importante de variables (desde varias decenas hasta miles). En particular, se pretende que
la metodologia sea ttil cuando se estdn considerando muchos descriptores sin importar
la complejidad lineal o no-lineal que expresen los datos. En este sentido, es importante
notar que el método empleado para la evaluacién de los subconjuntos generados no sélo
debe ser capaz de identificar tal tipo de relaciones, sino que también debe implicar bajo
costo computacional para lograr una rapida evaluacion de los subconjuntos de carac-
teristicas seleccionadas. El trabajo desarrollado en esta tesis comienza con una primera
implementacién que considera tnicamente el objetivo de maximizacion de la capacidad
predictiva y luego, en su segunda implementacion, contempla también la minimizacién
de la complejidad del modelo de prediccion. Como objetivos pragmaticos, se persigue
el estudio de distintas combinaciones entre algoritmos evolutivos y distintos métodos de
prediccion, el andalisis del grado de dependencia entre conjuntos de datos de distinta com-
plejidad y dichas combinaciones y el uso de la infraestructura propuesta en el problema
de FS para QSAR/QSPR.
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5.5.2 Arquitectura propuesta

Para llevar a cabo la tarea de seleccién de caracteristicas se propone el uso de una
metodologia de dos fases. La figura 5.3 muestra los componentes principales de la in-
fraestructura de dos fases propuesta. La primera fase esta constituida por un método de
wrapper en el cual la bisqueda esta a cargo de un algoritmo evolutivo y la evaluacion
de los subconjuntos esta a cargo de un algoritmo de regresién o una funciéon estadistica.

La segunda fase utiliza los subconjuntos de caracteristicas seleccionadas generados en la

1° Fase 2° Fase ——=
Método Wrapper Método de Validacion
(interno)
Proceso de Busqueda
. I [ X‘ = FU Fz 7 y
Algoritmo evolutivo ( ) Metodg de x, = (F,, F,)
x, = (F,, F;) apren(’:ll'zaje X, = (F,, F,)
—_— ="
: numerico .
Evaluacm_n o) * ANNE %= (F) )
de los subconjuntos R ——
* Método de regresion para
= medir la capacidad predictiva N—— N——
Datos crudos Seleccion Seleccion
preliminar fnal
de subconjuntos de subconjuntos

Figura 5.3: Infraestructura de dos fases propuesta.

primera fase y determina cuéles son los mas relevantes para prediccion. Esta etapa puede
considerarse como un proceso de wvalidacion interno para el método. El algoritmo evo-
lutivo desarrolla su rol dentro de la primera de las dos fases, realizando el barrido del
espacio de busqueda de forma independiente de la funciéon de evaluaciéon de la capacidad
predictiva. Esta separacion en dos fases permite que la primera fase sea responsable de
realizar una bisqueda rapida preliminar y de amplio espectro, logrando abarcar la inmen-
sidad del espacio de biisqueda quimico factible. Luego, para lograr una evaluaciéon més
estricta de los subconjuntos de caracteristicas, la salida generada por el wrapper es usada
por el método de validacion interno, un método de prediccion mas fuerte y preciso (y tal
vez mas costoso computacionalmente) que los utilizados dentro del wrapper. Dado que
en la segunda fase el espacio de bisqueda es notablemente menor, tenemos la libertad
de utilizar un método computacionalmente mas riguroso para la evaluacién final de los

subconjuntos sugeridos por el método de dos fases.
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5.5.3 Alcances de esta tesis dentro de la infraestructura propuesta

Dada la complejidad de la arquitectura propuesta, el objetivo especifico de esta tesis
es el diseno, implementaciéon y andlisis de desempeno de los algoritmos evolutivos dentro
de la primera fase de la arquitectura. Para llevar a cabo dicha tarea, se realizaron estudios
comparativos entre distintos esquemas evolutivos y entre diferentes métodos de evaluacion
de subconjuntos de caracteristicas. En este sentido, es importante notar que dado que
la segunda fase es la encargada de reportar los subconjuntos finales de caracteristicas,
las comparaciones y el andlisis de desempeno debe ser evaluado como un todo y no para
cada fase de forma independiente. Por lo tanto, dichos estudios se efectiian en base a los
resultados alcanzados por la arquitectura completa y no s6lo en base a los alcanzados por
la primera fase. Una descripcion més detallada de la segunda fase de esta metodologia
puede ser consultada en [SCVP09].

5.5.4 Estructura interna del wrapper

La figura 5.4 muestra un esquema de la estructura interna del wrapper. Como se
puede ver, la primera fase estd gobernada internamente por el ciclo del algoritmo evo-
lutivo integrado al proceso de busqueda del wrapper. Durante este ciclo, el algoritmo
evolutivo interactiia permanentemente con el componente de evaluacion del wrapper.
Este componente permite determinar el valor de aptitud de cada subconjunto a partir
del cual tienen lugar los operadores de seleccidon, recombinacién y mutacion. Durante es-
tas investigaciones se consideraron dos esquemas evolutivos diferentes; el primero de ellos
contempla la capacidad predictiva como tinico objetivo para la evaluaciéon de los subcon-
juntos, mientras que en el segundo esquema se contempla tanto la capacidad predictiva
como la cantidad de caracteristicas seleccionadas. A continuacion se detallan aspectos
compartidos por ambas versiones del wrapper y mas adelante se detallan los componentes

que poseen caracteristicas particulares para cada version.

Representacion de cromosomas y generacion de la poblacion de subconjuntos

Para representar a cada subconjunto de descriptores seleccionados se utiliza una ca-
dena de bits de longitud m, donde m es la cantidad de descriptores considerados a la
entrada de la infraestructura. Un valor distinto de cero en la posicion i significa que el
1-ésimo descriptor ha sido seleccionado dentro de ese subconjunto, mientras que un cero

significa que dicha caracteristica no pertenece al subconjunto seleccionado. La figura 5.5
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Figura 5.4: Estructura interna de la primera fase de la metodologia.

muestra el individuo que representa la seleccion correspondiente a la figura 5.1.

Para una poblacion de tamano ¢, en el primer paso del algoritmo se generan ¢ individuos
de manera aleatoria. Cada individuo se construye bit a bit seteando posiciones elegidas
al azar y manteniendo las restantes en cero. De esta manera cada individuo es la rep-
resentacion de un subconjunto de descriptores, por lo que en cada generacién tendremos
q subconjuntos de descriptores seleccionados. Dependiendo del conjunto de datos y de
la cantidad de objetivos propuestos, se tuvieron en cuenta situaciones especiales para la
generacion de cada individuo (p. ej. los descriptores intrinsecamente necesarios fueron
seleccionados de forma previa y se restringié el nimero maximo de caracteristicas a se-

leccionar).

Figura 5.5: Individuo que representa la seleccion de descriptores de la figura 5.1.

Evaluaciéon de la aptitud de los subconjuntos

Dado que el objetivo principal de todo método de generacion de modelos para F'S es op-
timizar la capacidad predictiva, este objetivo fue considerado en ambas implementaciones.

Sin embargo, no existe un tnico método para llevar a cabo tal evaluacion. Paralelamente,
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para la primera etapa de la arquitectura se busca un método que sea efectivo para deter-
minar la capacidad predictiva y simultdneamente poco costoso a nivel computacional. En
base a estas caracteristicas y con el objetivo de estudiar diferentes métodos de evaluacion,
se utilizaron cuatro diferentes técnicas de prediccion durante la investigacion: arboles
de decision (DT), regresion lineal miltiple (MLR), regresion no lineal (NLR) y regresion
k-vecinos mas cercanos (KNN). Por medio de una de estas técnicas de regresion, el com-
ponente de evaluacion del wrapper determina el nivel de aptitud de cada subconjunto y

en base a este nivel se lleva a cabo la seleccién de padres dentro del algoritmo evolutivo.

Criterios de terminaciéon

El ciclo evolutivo termina cuando se alcanzé el nimero méximo de generaciones, g,
o cuando el nivel de aptitud mas alto en la poblacién no mejora durante una ventana
de tiempo de v generaciones, o cuando el nivel de aptitud de la poblacion en promedio

alcanza cierto umbral.

5.6 Primera implementacién: versién mono-objetivo

En la primera version, el algoritmo evolutivo contempla la optimizaciéon de la capacidad
predictiva de subconjuntos de p descriptores. Es decir, pretende encontrar subconjuntos
que contengan a las p caracteristicas méas relevantes. Para determinar la capacidad pre-
dictiva de cada subconjunto se calcula el error cuadrado medio de prediccién cuando se
utiliza un método de prediccién dado. De esta manera, el wrapper de la primera etapa
de la arquitectura esta constituido por el mecanismo de busqueda del algoritmo evolutivo

v el mecanismo de evaluacion de la capacidad predictiva.

5.6.1 Cuestiones de investigacion

e Cuestion 1: ;Coémo disenar la primera fase para lograr la evolucion apropiada de
los subconjuntos de descriptores? ;Qué consideraciones especiales se deben tener

en cuenta? (p.e. cantidad de descriptores a ser seleccionados)

e Cuestion 2: ;Coémo llevar a cabo la evaluacion de la capacidad predictiva de cada
subconjunto?

e Cuestion 3: ;Cuadl es la mejor opcidn entre las funciones de aptitud propuestas para

este objetivo si se analizan los resultados obtenidos luego de la segunda fase?
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5.6.2 Generacién de la poblaciéon inicial

La generacion de los individuos de la poblacion inicial se realiza construyendo cadenas
binarias de longitud m. Para poder generar modelos de prediccion de p descriptores
durante la creacion de cada individuo se asegura que haya exactamente p bits en 1 (p bits

activos).

5.6.3 Operadores genéticos

e Seleccion. La seleccion de padres se realiza por medio del operador de seleccion
por torneo por medio del cual, k subconjuntos son seleccionados al azar y de ellos
se mantiene a los b mejores. En particular, se utilizé la parametrizacion tradicional
para este operador que consiste en kK =2y b = 1. Ademaés, como criterio elitista, se
mantuvo en todo momento al mejor individuo de la generacion.

e Recombinaciéon. Como primer paso de este proceso, se utiliza el operador de
recombinacion de un punto de la misma forma que en AGs clésicos, es decir, un
padre contribuye con los n primeros bits y el otro con los restantes. Posteriormente,
dado que los individuos generados de esta forma pueden resultar con més o menos
de p bits activos, se realiza una correcciéon en esos individuos cambiando de 0 a 1
o de 1 a 0 tantos bits como sean necesarios para lograr que cada individuo tenga
p bits activos. Durante este proceso, los bits modificados se seleccionan de forma
aleatoria.

e Mutacién. Debido a que el esquema de recombinacion incorpora inherentemente
un proceso de mutaciéon resultante del mecanismo de correccion de individuos, en
esta primera version del algoritmo evolutivo nos abstuvimos de aplicar otro proceso

de mutacion para no incorporar una diversidad excesiva a la poblacion.

5.6.4 Funciéon de aptitud

Teniendo en cuenta que el objetivo del algoritmo es determinar los subconjuntos con
los p descriptores mas relevantes para predecir la variable dependiente con cierto método
de prediccion, la funcion de evaluacion deberia estimar la precision que logra dicho método
de prediccion cuando éste contempla solo esos p descriptores. Para realizar esta evaluacion
se utiliza la formula presentada en la ecuacion 5.1. Esta formula calcula el error cuadrado
medio de prediccion, MSEP, obtenido para la selecciéon correspondiente al j—ésimo in-

dividuo, sj, al aplicar el método de prediccion Pz cuando se utiliza una porcion del
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conjunto de datos, Z,. Cabe aclarar que este método fue entrenado con otra porcién, Zi,

del conjunto total de datos Z.

FMSEP(Sj;PZ{a Z}) =

L — P, (%))? 5.1
e | 2O P 6.1)
Donde:

e 7 es una matriz que representa al conjunto total de datos a partir del cual se desea
realizar la seleccion. La ultima columna de Z almacena la variable dependiente que
se quiere modelar. Para el caso de QSAR/QSPR, Z representa los datos de los
compuestos donde cada fila corresponde a un compuesto y cada columna, excepto
la dltima, corresponde a una caracteristica. La tltima columna corresponde a la
actividad /propiedad fisicoquimica que se quiere modelar y es denotada como y.

e 71 (my xn)y Zy (my x n) son los conjuntos de datos de los compuestos usados
para entrenamiento y validacion (interna) respectivamente. Ademés, 73 N Zy = &
y Z1UZy = Z.

e Pz es un método de prediccidon entrenado con el conjunto de datos 7.

e El superindice j, como el presente en Z{, denota el conjunto de datos 7 filtrado
de acuerdo al conjunto de caracteristicas seleccionadas codificado en el j-ésimo in-
dividuo. Es decir, Z{ contiene solamente las variables de Z; cuyo correspondiente
bit en el cromosoma del individuo j es un “1”.

e X; es un vector que contiene los valores de los descriptores para el i-ésimo compuesto
del conjunto de datos dado. De esta forma, el valor PZ{ (X;) es el valor de predic-
cion de X; usando P entrenado sobre el conjunto de datos Z; considerando soélo los
descriptores seleccionados por el individuo j.

e y; es el valor que se quiere obtener para el i-ésimo compuesto del conjunto de datos
dado.

Predictores

La ecuacion 5.1 es la responsable de guiar la busqueda del algoritmo evolutivo. Debido
a que en cada generacion una poblacion de ¢ individuos es evaluada por dicha ecuacion,
el método contemplado en P debe ser un método de regresion lo suficientemente veloz
para no constituir un esfuerzo computacional excesivo. Dado que no existe un método de

regresion ideal para evaluar la capacidad predictiva de un subconjunto de descriptores que
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cumpla con estas condiciones se utilizaron tres métodos diferentes. El primero de ellos
utiliza arboles de decision (DT), el segundo método se basa en regresion lineal multiple

(MLR) y el tercero se basa en regresion no lineal (NLR).

DT. Los arboles de decisién se usan como arboles de regresion [BFOS84| sin utilizar
ningtn tipo de poda. En este tipo de arboles, cada variable es separada en intervalos de
acuerdo a los valores de la variable a predecir y se construye un arbol de tal forma que
cada nodo es capaz de responder si o no e indicar cudl es la direcciéon a seguir dentro
del arbol. En general, el modelo se construye con una porcién del conjunto de datos X
e y, digamos X’ e y’, para el entrenamiento y, posteriormente, se suele obtener el error
asociado a una muestra cuando se aplica el modelo en otra porcion del conjunto de datos,
X" e y”. Utilizando los valores de la muestra en X” e y” cada nodo del arbol permite

avanzar a través de otros nodos y calcular el error de prediccion asociado.

MLR y NLR. Los métodos basados en regresion lineal y no lineal utilizan las ecua-

ciones 5.2 y 5.3 respectivamente.

Y =G+ ZﬂiXi (5.2)

i=1

VoY (z ﬁm&’“) 53

i=1 \k=1
Donde:
e p es la cantidad de descriptores activos,
e X, corresponde a la i—ésima variable del conjunto de variables resultante de realizar
el filtro de acuerdo con el j—ésimo individuo,
e ¢l coeficiente f3; se encuentra asociado con el término lineal correspondiente a la
variable ¢ y representa la pendiente de la relacion lineal entre X; e Y.
e ¢l coeficiente f3;;, corresponde al coeficiente asociado a la variable 7 para el término
de grado k,

e ambos tipos de coeficientes, 8; v Bik, se ajustan con cuadrados minimos no lineales
por medio del método de Gauss-Newton [MNTO04].
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5.6.5 Evaluacién del algoritmo

Los experimentos realizados en esta primera instancia tienen dos objetivos practicos:
evaluar el desempeno del algoritmo evolutivo en funcion del desempeno de la infraestruc-
tura de dos fases y analizar cuédl de los métodos de prediccién utilizados en el wrapper

resulta més prometedor.

Caso de estudio LogP La hidrofobicidad es una de las propiedades fisico-quimicas
mas extensamente modeladas debido a la dificultad de determinar su valor de forma
experimental y también por estar directamente relacionada con las propiedades ADMET
[TY03, HLT00]. Tradicionalmente, la hidrofobicidad se expresa en términos del logaritmo
del coeficiente de particién octanol-agua, conocido como LogP. Como se dijo en la seccién
5.5.1, uno de los objetivos practicos finales de la arquitectura es su uso en el problema
de seleccion de caracteristicas para QSAR/QSPR. Mas especificamente, la propuesta de
estos primeros estudios es encontrar los diez descriptores mas relevantes para prediccion
de LogP de la familia de descriptores constitucionales. Para realizar los experimentos se
trabajo con un conjunto de 1200 compuestos (filas) de la Physical Properties Database
(PHYSPROP) |Phi| y 47 descriptores constitucionales (columnas).

<—— 1°Fase 2° Fase ——

Método de
aprendizaje
numérico

* ANNE

Entrenamiento
del método

Proceso de Busqueda
* Algoritmo evolutivo
Proceso de evaluacion EC
Evaluacion de
subconjuntos

Entrenamiento
del método

\
\ \

0 50% Entrenamiento
B 16% Validacion
0 34% Prueba

Figura 5.6: El 50% de los datos se reservo para entrenamiento, el 16% se utilizo para la evalu-
acion de los subconjuntos y el 34% restante se dividié en dos conjuntos de testeo (S1 y Sa).

Division del conjuntos de datos. El conjunto de datos se dividio en varios conjuntos
no solapados a fin de llevar a cabo el entrenamiento y el testing de las distintas partes de

la arquitectura. En esta division, el 50% de los datos se reservo para entrenar los métodos
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de prediccion utilizados en el wrapper (Z7), el 16% de los datos se utiliz6 para realizar
la evaluacion interna del wrapper (Z3) (es decir, para otorgar un valor de aptitud a cada
individuo generado por el algoritmo evolutivo durante la evolucion) y el 34% restante se
dividi6 en dos conjuntos de testeo (S; y S2) que se utilizaron para evaluar el desempeno
de los subconjuntos en la segunda etapa de la arquitectura. De esta forma, los resultados
obtenidos por el algoritmo evolutivo fueron entregados a un conjunto de redes neuronales
(NNE) en la segunda etapa de la arquitectura para ser evaluados méas rigurosamente y
posteriormente fueron evaluados sobre S; y Ss. Esta red fue especialmente disenada para
prediccion de LogP y fue entrenada con el 66% (50% +16%, es decir, Z; + Z5) de los datos
utilizados. La figura 5.6 muestra la divisiéon de los datos y la forma en que se utilizaron

en cada parte de la arquitectura.

Parametros del algoritmo evolutivo. Se realizaron 15 réplicas del algoritmo evo-
lutivo sobre el conjunto de datos descripto para cada uno de los métodos de predicciéon
considerados para el wrapper (DT, MLR y NLR). Cada corrida evolucion6 una poblacion
de 44 individuos durante 45 generaciones, con una probabilidad de recombinacion de 0.8
y un tamano de torneo de 3 individuos. Como criterio de finalizacion se utilizo el limite
de generaciones y un criterio fenotipico que consiste en dar por terminada la evolucion
si durante un ntimero de generaciones t—10 no se observan mejoras en el maximo fitness
alcanzado. La longitud de cada individuo, m, debe ser igual a la cantidad de descrip-
tores presentes en el conjunto de datos, por lo que m—=47 para este caso de estudio. De
acuerdo con experimentos realizados previamente, el niimero de caracteristicas a mantener
en cada subconjunto de descriptores fue establecido en p,, = 10 (en estos experimentos se
analizaron tres tamanos diferentes, lo cual si bien aumento el tiempo de computo en los

estudios preliminares, no constituy6 una busqueda exhaustiva).

Experimentos y andlisis de resultados

Ademas de las 15 réplicas del EA para cada método, se consideraron los resultados
obtenidos por 15 selecciones aleatorias de subconjuntos de p = 10 descriptores y se consid-
er6 al subconjunto formado por todas las caracteristicas. Para cada una de las 15 réplicas
del EA se seleccion6 al mejor individuo (el cual representa un modelo con un subconjunto
de p = 10 caracteristicas) para ser entregado a la segunda etapa de la arquitectura. En la

esta etapa se realizaron 7 corridas de la red para tener suficientes réplicas y se determind
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el error de prediccion promedio. Estas 7 corridas se realizaron sobre cada uno de los

conjuntos: Zs, Sy Ss.

Analisis de resultados promedios.  Con los resultados obtenidos durante las réplicas
se pudo establecer un error de predicciéon promedio tomando el mejor resultado de cada
corrida del EA (15 subconjuntos) y haciendo las 7 réplicas sobre la red, es decir que
en total tenemos 15 x 7 = 105 muestras, cuyos promedios para cada método se pueden
ver en las columnas “Prom.” de la tabla 5.1. Por otra parte, también se calculdé para
cada método el promedio de los 7 resultados obtenidos sobre la red para el mejor de los
mejores 15 subconjuntos. Estos promedios pueden verse en las columnas “Mejor” de la

tabla 5.1. Como puede observarse, los resultados obtenidos con los métodos DT y NLR

Todos Aleatorio DT MLR NLR

- Mejor  Prom. | Mejor Prom. | Mejor Prom. | Mejor Prom.
Zo | 1.4430 | 1.3617 1.5166 | 1.2118 1.3791 | 1.3855 1.4066 | 1.1557 1.2884
S1 | 1.3037 | 1.2860 1.4318 | 1.1249 1.3398 | 1.2851 1.3599 | 1.2849 1.3213
Sy | 1.0414 | 1.0787 1.1571 | 1.0603 1.1227 | 1.0331 1.109 1.0255 1.1256

Tabla 5.1: Resultados obtenidos para 15 réplicas del EA y 7 réplicas de la segunda fase de la
arquitectura para cada método y para cada porciéon de los datos. Las columnas Mejor muestran
el resultado promedio sobre las 7 réplicas de la red ejecutadas para el mejor de los mejores
subconjuntos obtenidos en las 15 réplicas del EA. Las columnas Prom. muestran el resultado
promedio obtenido en las 105 = 15 x 7 réplicas de la segunda fase de la arquitectura (7 réplicas
de la red para el mejor subconjunto obtenido en cada una de las 15 réplicas del EA).

son mejores que los resultados obtenidos para los conjuntos generados aleatoriamente e
incluso en dos de los conjuntos de datos superan a los resultados obtenidos para el conjunto
que contempla todos los descriptores. Sin embargo, es necesario realizar otras pruebas
estadisticas para determinar si existe una diferencia significativa y si estas diferencias no
son producto de la varianza introducida por los métodos. Para esta tarea se suele utilizar
el test de ANOVA, el cual permite realizar la comparacion de resultados obtenidos por
distintos grupos e identificar si las diferencias en los resultados provienen de variaciones

intrinsecas de cada grupo o si provienen de variaciones entre los grupos.

Comparacion de los métodos en base al mejor de todos los subconjuntos
obtenidos por el EA. El test de ANOVA separa los datos en dos fuentes de varianza
(S. of v.): la varianza entre (M.S.cnire) v la varianza dentro (M.S.gentro). La varianza

entre se calcula sumando los cuadrados de las diferencias entre la media de cada grupo
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y la media global, S.S.c.re, vy dividiendo dicha suma por los grados de libertad entre
grupos (cantidad de grupos menos 1), mientras que la varianza dentro de los grupos se
calcula dividiendo la sumatoria de los cuadrados de la desviacion estandar de cada grupo,
S.S.dentro, PO los grados de libertad globales (la cantidad de casos en total menos el
nimero de grupos). Por medio de la relacion entre ambas medidas (M. S.cnire/M.S.dentro)
se calcula una F estadistica. Basandonos en la F' estadistica y en los grados de libertad
se puede calcular el valor probabilistico, p—value, para determinar si existe una diferencia
significativa entre los promedios reportados por cada grupo.

Para determinar si existen diferencias significativas se realizaron dos tests ANOVA, uno

EA: 15 Réplicas Red: 7 Réplicas
R1 Rz R3 s R14 R15 Calidad R1 Rg Rg e 7R§7 _R7
All W (mejor) All|-~ )
Aleatorio 512 Aleatorio \
5 DK D D> \H DT 3
LR T LR 1
NLR 5115 peor NLR i

Mejor seleccion de la iiltima

poblacion de la réplica 3 del EA
Datos de entrada para

15 la prueba ANOVA

Figura 5.7: Se realizaron 15 réplicas del EA con cada método. Para la mejor seleccion de
obtenida con respecto a todas las réplicas se hicieron 7 réplicas de la red. Al test de ANOVA se
ingresaron los valores de las 7 réplicas para cada método (7 x 5).

sobre los datos del conjunto S; y otro sobre los datos del conjunto Sy (dejamos de lado
el conjunto Z, porque fue el que se utilizo durante las réplicas de los EAs). La figura
5.7 muestra un esquema del avance de los datos (desde las 15 réplicas realizadas con el
wrapper hasta la tabla de entrada para el test ANOVA). Para realizar el test se utilizo
el mejor subconjunto de todos los subconjuntos obtenidos en las 15 réplicas del wrapper
para cada método. Con este mejor subconjunto se llevaron a cabo 7 réplicas de la segunda
fase y se armo la matriz de entrada para el ANOVA. El valor F' de la prueba de ANOVA
se obtiene de la tabla de la distribucion F y depende de la cantidad de grupos (k), el
tamano de cada grupo (n) y los grados de libertad (d.f.). En este caso estos valores son:

e k=15 ya que estamos comparando Todos, Aleatorio, DT, MLR y NLR,

e n = 7 son las 7 réplicas realizadas con la red,

e dfeptre=k—1=5—-1=4y

o d.fogeniro=nk—k=T7%x5—5=230
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Los valores tabulares de la distribucion (para d.f.cpre/d. f-dentro = v1/v2) son 2.69 y 2.142
para niveles de significacion de 5% y 1% respectivamente. Las tablas 5.2 y 5.3 muestran
los resultados obtenidos por el test ANOVA para los conjuntos S; y Sy respectivamente.
Dado que el p—value es menor que 0.05 (el valor para a con el que se calculd F'), podemos
decir que existe diferencia entre los métodos wrapper para el conjunto S; pero no podemos

decir lo mismo sobre el conjunto Ss.

Tabla 5.2: Resultados de ANOVA para la mejor seleccion de cada método sobre el conjunto de

S. de varianzas S.S d.f. M.S. F p—value
entre 0,154148444 | 4 | 0,038537111 | 35,9410 | 0,0001
interna 0,032166989 | 30 | 0,001072233
Total 0,186315433 | 34

datos 51
S. de varianzas S.S d.f. M.S. F p—value
entre 0,013058371 | 4 | 0,003264593 | 1,3541 | 0,2732
interna 0,072325361 | 30 | 0,002410845
Total 0,085383732 | 34

Tabla 5.3: Resultados de ANOVA para la mejor seleccién de cada método sobre el conjunto de
datos So

Dado que se pudo establecer que existe cierta diferencia entre las medias reportadas, el
siguiente paso es intentar determinar donde se encuentran dichas diferencias. Para esto se
realizo el test de Dunnett utilizando DT como método de referencia. Este test, permite
comparar globalmente resultados obtenidos por diferentes grupos (métodos) con respecto
a un grupo de referencia y determinar si existen diferencias entre todos los demas grupos
y el grupo de control elegido. Para esto, se calcula un valor estadistico t,pservado Para cada
par (grupo de referencia, grupo 7). Luego este valor se compara con el valor critico, tsritico,
obtenido de la tabla de Dunnett, el cual depende del tamano del grupo (N), el nimero
de grupos comparados con respecto al grupo de referencia (p) y el nivel de significacion
elegido (o). Para este caso particular, dichos valores son:

e N = 7 ya que se hicieron 7 réplicas con la red para cada grupo,

e p = 4 dado que se consideraron NLR, MLR, Random y All para ser comparados

con DT y

e o =5%y 1% son los errores globales asociados para los cuales se calculd el t.,iico @

partir de las tablas de Dunnett correspondientes.
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Ademaés, es necesario calcular los grados de libertad involucrados: d.f. = (p + 1)(N—1)
= (4+1)(7—1) = 30. Con 30 grados de libertad y 4 grupos a contrastar, la tabla de
Dunnett de un sentido da un .0 de 2,25y 2,97 para o = 5% y o = 1% respectivamente.
Si el valor £ pservado Para el método ¢ es mayor que el t..i100, €l método ¢ difiere del método
de referencia. La tabla 5.4 muestra los valores fgpservado Obtenidos para cada método
para el conjunto S;. Como puede apreciarse, todos los valores observados son mayores
que ambos valores criticos obtenidos. Esto nos permite concluir que para este conjunto
de datos DT se desenvuelve mejor que los demés métodos de regresion (indicado en la
tabla con xx), teniendo el menor error promedio para el mejor de los subconjuntos de
caracteristicas y mostrando diferencias estadisticamente significativas con respecto a los
demas métodos. Sin embargo, para el conjunto de datos S; no ocurre lo mismo. La tabla

5.5 muestra el t,pservado Obtenido para cada método. Como puede apreciarse, todos los

significativas globalmente entre los métodos sobre el conjunto Sy (ns).

Métodos DT | NLR MLR | Aleatorio | Todos
Estadisticas - 19,1373 | 9,1476 9,1988 10,2126
Resultados - *ok *ok ok ok

Tabla 5.4: Resultados de la prueba de Dunnett para las 7 réplicas de la red sobre el conjunto
de datos 57 con la mejor selecciéon de cada método.

Meétodos NLR | MLR | Todos | DT | Aleatorio
Estadisticas || 1.9865 | 1.5505 | 1.0759 - 1.0550
Resultados ns ns ns - ns

Tabla 5.5: Resultados de la prueba de Dunnett para las 7 réplicas de la red sobre el conjunto
de datos So con la mejor selecciéon de cada método.

Comparacion de los métodos en base al mejor subconjunto obtenido para
cada réplica del EA. Durante el analisis estadistico previo se tuvieron en cuenta los
factores de varianza debidos a los métodos considerando varias réplicas en la segunda
fase de la arquitectura. Sin embargo, no se tuvo en cuenta la varianza debida a las
distintas réplicas efectuadas con el EA para cada método (en este caso 15). Para poder
tener en cuenta esta segunda fuente de varianza realizamos una prueba ANOVA anidada
considerando el método como factor principal y las réplicas del EA para cada método

como factor anidado. Para poder realizar la prueba se consideré al mejor subconjunto
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de caracteristicas seleccionado para cada réplica del EA (15 subconjuntos: uno por cada
réplica). Para cada uno de los 15 subconjuntos se tuvieron en cuenta 7 réplicas de la
segunda fase de la arquitectura y se armo la matriz de entrada para la prueba de ANOVA
anidada. En esta ocasion debemos utilizar: el nimero de grupos considerados en el factor
principal (k,), el nimero de grupos considerados en el factor anidado (k;), el tamano
de cada grupo anidado (n) y los grados de libertad (d.f.principats d-f-anidado Y d-finterno),

cuyos valores son:

e k, = 4 ya que sOlo se consideran los grupos para los cuales se cuenta con distintas
réplicas, es decir, DT, MLR, NLR y Aleatorio (se descarta Todos debido a que su

resultado es tinico y por lo tanto no introduce varianza a este nivel),
e k, =15 es el nimero de selecciones consideradas (la mejor de cada réplica del EA),
e 1. = 7 son las réplicas realizadas con la red,
® d.foprincipal = ke —1=4—-1=3,
o d.f.anidado = ka(ky — 1) = 4% 14 = 56 y finalmente
o d.f.nterno = koky(n —1) = 4% 15 % 6 = 360

S. de varianzas S.S d.f. M.S. F p—value
factor principal | 0,737076291 | 3 | 0,245692097 | 5,8253 0,0015
factor anidado | 2,361903692 | 56 | 0,042176851 | 30,65412 | 0,0001
interna 0,495322256 | 360 | 0,001375895
Total 3,594302239 | 419

Tabla 5.6: Resultados de la prueba ANOVA anidada sobre el conjunto de datos S7 para las 7
réplicas de la red para la mejor seleccion de cada réplica del EA para cada método.

Los valores tabulares para la distribucion F' para el factor principal (Fy,—1)koky(n—1) =
F3 360) son 2,63 y 3,38 para o = 5% y o = 1% respectivamente, mientras que para el factor
anidado ((F, (k,—1) kaky(n—1) = F56.360)) son 1,367 y 1,552 para o = 5% y a = 1% respec-
tivamente. La tabla 5.6 muestra los resultados obtenidos para dicha prueba de ANOVA
anidada sobre el conjunto de datos S;. El andlisis muestra que existen diferencias entre

las varianzas (Fy = 30,65412 > 1,552 y Fj = 5.835 > 3, 38).

anidado principal
La tabla 5.7 muestra los resultados obtenidos sobre el conjunto de datos S;. Para este
conjunto de datos no parecen observarse diferencias entre los métodos, es decir, el fac-

tor principal no muestra diferencias entre las varianzas (Fy = 2,3485 < 2,63 y

principal
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S. de wvarianzas S.8 d.f. M.S. F p—value
factor principal | 0,16849875 | 3 | 0,05616625 | 2,3485 | 0,0823
factor anidado | 1,33926114 | 56 | 0,023915377 | 18,38 | 0,0001

0,468360687 | 360
1,976120577 | 419

interna 0,001301001

Total

Tabla 5.7: Resultados de la prueba ANOVA anidada sobre el conjunto de datos Sy para las 7
réplicas de la red para la mejor seleccion de cada réplica del EA para cada método.

p = 10,0823 > 0.05). Sin embargo, el p—value para el factor principal (p = 0, 0823) es sufi-
cientemente pequeno como para pensar que pueden haber diferencias a un nivel a menos
estricto. Por ejemplo, si se considera o = 10% el valor tabular para el factor principal

(Flha—1) kaky(n—1) = F3,360) €s 2,099 con lo cual se cumple que Fy = 2,3485 > 2,099.

principal

S. de varianzas S.S d.f. M.S. F p—value
entre 0,105296613 | 3 | 0,035098871 | 5,8253 | 0,0015
interna 0,337414806 | 56 | 0,006025264
Total 0,442711419 | 59

Tabla 5.8: Resultados de ANOVA para el promedio de las selecciones de cada método sobre el
conjunto de datos Sy

S. de varianzas S.S d.f. M.S. F p—value
entre 0,024071245 | 3 | 0,008023748 | 2,3485 | 0,0823
interna 0,19132302 | 56 | 0,003416482
Total 0,215394264 | 59

Tabla 5.9: Resultados de ANOVA para el promedio de las selecciones de cada método sobre el
conjunto de datos Sy

Se puede calcular una ultima prueba de ANOVA simple basada en los promedios de todas
las réplicas anidadas; las tablas 5.8 y 5.9 muestran estos resultados para los conjuntos
S1y Sy respectivamente. A partir de los resultados obtenidos se calculé una prueba de
Dunnett de comparacion multiple para determinar déonde se encuentran las diferencias y
cuan significativas son, las tablas 5.10 y 5.11 muestran estos resultados estadisticos.

En esta ocasion para el conjunto de datos S; no se encontraron diferencias significativas a
nivel global entre los métodos utilizados por el EA, pero se encontraron diferencias glob-

almente significativas entre el método de seleccion aleatorio y drboles de decision (DT).
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Métodos NLR | DT | MLR | Aleatorio
Estadisticas || 0,6530 | - 0,7074 3,2455
Resultados ns - ns *ok

Tabla 5.10: Resultados de la prueba de Dunnett para las 7 réplicas de la red sobre el conjunto
de datos S; considerando la mejor seleccién de cada réplica de cada método.

Métodos NLR | DT | MLR | Aleatorio
Estadisticas || 0,7688 - 0,1028 1,2127
Resultados ns - ns ns

Tabla 5.11: Resultados de la prueba de Dunnett para las 7 réplicas de la red sobre el conjunto
de datos S considerando la mejor seleccion de cada réplica de cada método.

Discusiéon. Los resultados previos nos permiten avalar la hipotesis de que es posible
alcanzar una mejora en las predicciones teniendo en cuenta solo los subconjuntos de car-
acteristicas que el EA considera importantes. Las comparaciones se dividieron en dos
grupos: la mejor selecciéon de cada método sobre todas las réplicas y el promedio de las
15 diferentes mejores selecciones de cada réplica para cada método. Ademads, se consid-
eraron los resultados de la prediccion cuando se seleccionan conjuntos de caracteristicas
de forma aleatoria y también cuando el grupo total de caracteristicas es tomado como
una seleccion. En este punto es importante resaltar que cuando todos los descriptores se
encuentran seleccionados solo existe una selecciéon y por lo tanto no se cuenta con estadis-
ticas promedio.

Los resultados obtenidos para los conjuntos de prueba S; y Sy son contradictorios, ya que
para el conjunto S; las mejores selecciones alcanzadas por el EA (con los tres métodos
en evaluacion: DT, NLR y MLR) siempre superan al método aleatorio y al grupo con
todas las caracteristicas, mientras que sobre el conjunto S; no se encuentran diferencias
significativas. Esta discordancia es sumamente interesante dado que es un escenario real
posible en el problema de predicciéon de logP. Es posible que la falta de mejora se deba a
que la familia de descriptores constitucionales resulta insuficiente para describir el compor-
tamiento de logP. Sin embargo, es bueno ver que el uso del EA para una seleccion previa

no perjudique la capacidad predictiva resultante en ausencia de descriptores influyentes.

5.7 Segunda implementacién: versiéon multi-objetivo

En la primera version de la arquitectura de dos fases, se supuso que se conocia de forma

aproximada el nimero de caracteristicas suficientes para modelar determinado compor-
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tamiento. Sin embargo, en algunos problemas de seleccion de caracteristicas reales esta
suposicion no es posible. Por ejemplo, en el caso de QSAR/QSPR, no hay un acuerdo
acerca de cudles y cuantos descriptores son relevantes e influyen sobre el comportamiento
de algunas propiedades. Esta es una cuestion importante dado que si se utilizan mas
caracteristicas de las necesarias se puede producir un sobreajuste con respecto a los datos
de entrenamiento, obteniendo buenos resultados en dichos datos pero malos o pobres re-
sultados en otro grupo de datos. Por otro lado, si se utilizan muy pocas caracteristicas los
modelos obtenidos seran pobres debido a que estaran utilizando menos descriptores de los
necesarias. Por lo tanto, en esta segunda versién queremos contemplar simultadneamente
dos objetivos: maximizar la capacidad predictiva del subconjunto de caracteristicas (es
decir, minimizar el error de prediccion) y minimizar la complejidad del modelo obtenido
a través de dicho subconjunto, (es decir, minimizar la cantidad de descriptores selecciona-
dos). Tener en cuenta ambos aspectos en forma conjunta implica ocuparse de un problema
de optimizacion multi-objetivo. Durante la presente seccion se explican los detalles de la
implementaciéon de una version més evolucionada de la primera fase de la arquitectura

que incorpora de forma automaética la seleccién de un nimero adecuado de caracteristicas.

5.7.1 Cuestiones de investigacion

e Cuestion 1: ;Coémo se puede lograr la evolucion de subconjuntos y como instaurar
un rango a dichos subconjuntos cuando se persiguen miiltiples objetivos, tales como
lograr valores elevados en la capacidad predictiva y un niimero minimo o reducido
de caracteristicas? ;Qué consideraciones se deben tener en cuenta en la estructura
interna del wrapper para lograr ambos objetivos?

e Cuestion 2: {Resulta mejor observar ambos objetivos pero independientemente uno
de otro en un esquema Pareto, que mirarlos conjuntamente dentro de un esquema
agregativo? ;Existe una combinacion “método evolutivo multi-objetivo/método de
evaluacion de subconjuntos” que se desempene mejor?

e Cuestion 3: jLos subconjuntos generados en la etapa de entrenamiento son efectivos
cuando se los prueba sobre un nuevo conjunto de datos correspondiente al mismo
comportamiento que se quiere modelar?

e Cuestion 4: ;Los resultados obtenidos son comparables con los reportados en la

literatura?
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e Cuestion 5: | Existe dependencia entre la linealidad o no linealidad de los datos y el
desempeno de los métodos de prediccion utilizados en la evaluacion o los esquemas

evolutivos empleados?

5.7.2 Algoritmos evolutivos multi-objetivo utilizados

Para evolucionar los dos objetivos considerados es necesario emplear una estrategia
evolutiva capaz de considerar miltiples objetivos en forma simultdnea. En base a la
revision desarrollada en el Capitulo 4 se sabe que existen dos esquemas evolutivos multi-
objetivo principales: los basados en Pareto y los no-Pareto. Dentro de la primera categoria
el NSGA-II y el SPEA2 han reportado muy buenos resultados para la cantidad de
objetivos que se quieren considerar en este problema de FS. Por lo tanto, se decidi
utilizar estos dos enfoques Pareto y un enfoque agregativo que contempla los objetivos
dentro de una tunica férmula agregada. De la misma forma que se hizo para el caso
mono-objetivo, los esquemas se compararon con respecto al rendimiento alcanzado en las
pruebas sobre los resultados reportados por la segunda fase de la arquitectura. En las
siguientes secciones se detallan los aspectos particulares para la implementacion de la

version multi-objetivo del wrapper.

5.7.3 Generacion de la poblacién inicial

Utilizando la representacion propuesta inicialmente (cadenas de bits donde un 1 en la
posicion i significa que el descriptor ¢ esté seleccionado y un 0 significa que no), se genera
una poblacién inicial de individuos cada uno con una cantidad entre 0 y p,, bits en 1,
donde p,, es un valor considerado méximo para la cantidad de caracteristicas necesarias
en el modelo. A diferencia de la version anterior, en la que todos los individuos tienen la
misma cantidad de caracteristicas seleccionadas, en esta segunda version los individuos

pueden tener una cantidad variable.

5.7.4 Operadores genéticos

e Seleccion. El esquema de seleccion utilizado depende del algoritmo evolutivo.
Para la estrategia agregativa se utiliz6 el método de seleccién por torneo descripto
anteriormente. Mientras que en los esquemas basados en Pareto, los operadores de
seleccion son los correspondientes los algoritmos NSGA-IT y SPEA2 respectivamente,

los cuéales fueron explicados en el Capitulo 4. Es importante aclarar que los tres
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algoritmos evolutivos desarrollados incluyen elitismo, lo cual protege a los individuos
méas aptos en cada generacion.

e Recombinaciéon. Para crear nuevos individuos se utiliz6 una modificaciéon del
operador de recombinaciéon de un punto. Al igual que en el mecanismo de un
punto tradicional, se generan dos nuevos individuos copiando los valores de los
primeros n bits de uno de los padres y los restantes valores se toman del otro
padre. Sin embargo, aprovechando el conocimiento acerca del conjunto de datos que
se estd estudiando se puede imponer un nimero maximo a la cardinalidad de los
subconjuntos, a la cual denominamos p,,. Por lo tanto, los individuos que superan
dicho niimero son modificados mediante un mecanismo de correccion que selecciona
posiciones de manera aleatoria y disminuye la cardinalidad del subconjunto hasta
quedar dentro del limite establecido. Cabe destacar, que a diferencia de la version
anterior, este mecanismo de correccion no resulta aplicado tantas veces como para

constituir un mecanismo de mutaciéon inherente.

e Mutacion. Este operador introduce cambios en cada individuo con una probabili-
dad m. Si un individuo es seleccionado para mutar, cada bit de su cadena tiene una

probabilidad m,;, de ser modificado de 0 a 1 o de 1 a 0.

5.7.5 Evaluaciéon de los subconjuntos

Durante la evaluacion de cada subconjunto se tienen en cuenta la capacidad predictiva
y la complejidad del modelo asociado. La capacidad predictiva de cada subconjunto es
evaluada mediante la ecuaciéon 5.1, mientras la complejidad del modelo se mide por la
cardinalidad del subconjunto Fo. Como se explicd en el Capitulo 4, para evaluar ambos
aspectos en forma simultanea, los algoritmos evolutivos basados en Pareto utilizan una
representacion vectorial e imponen un orden parcial sobre la poblacion. En este problema
particular los vectores corresponden a un espacio vectorial R x (NU {0}). E1 NSGA-IT y
el SPEA2 establecen un orden parcial sobre conjuntos de vectores pertenecientes a dicho
espacio utilizando los conceptos de dominacion de Pareto vistos en el Capitulo 2. Por otro
lado, el esquema agregativo intenta optimizar ambos objetivos por medio de la funcién

Fa44 de la siguiente manera:

F
Fagg = aFuysep + (1 — OZ)FMSEPpi (5.4)

m

Donde o € (0,1) es un parametro que permite pesar cada objetivo y p,, es el limite
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superior para la cardinalidad de cada subconjunto. El primer término de [F44, representa
el error de prediccidén obtenido utilizando un método de prediccién dado, P, mientras que
el segundo término refleja la relacion entre la cardinalidad del subconjunto y la canti-
dad maxima de descriptores permitidos, escalada por Fy;spp. Mediante esta estrategia
agregativa se busca un balance entre la complejidad del modelo y la capacidad predictiva,

por lo que « nos permite manejar este balance.

Predictores

Se utilizaron cuatro métodos de prediccion diferentes: arboles de decision (DT), re-
gresion lineal multiple (MLR), regresion no lineal (NLR), los cuales fueron introducidos

en la version mono-objetivo, y regresion basada en los k-vecinos mas cercanos, (EINN).

ENN. Kl algoritmo de los k-vecinos més cercanos suele ser utilizado para clasificacion
de objetos en base a los ejemplos de entrenamiento mas cercanos en el espacio de carac-
teristicas dado. Para llevar a cabo esta tarea, el objeto es comparado con las muestras de
entrenamiento y se lo asigna a la clase mas comiin entre los k-vecinos mas cercanos. Esto
también puede aplicarse en problemas de regresion asignandole a la variable imagen del

nuevo vector el valor promedio que poseen en dicha variable los k-vecinos mas cercanos.

5.7.6 Ubicacién de las nuevas consideraciones

La figura 5.8 muestra la ubicacion de las nuevas consideraciones en la primera fase de

la infraestructura. Por un lado, el mecanismo de bisqueda debe ser un esquema capaz de

1° Fase 2° Fase ———=
Método Wrapper Método de Validacién
(interno)

Proceso de Busqueda

. A ti
« Algoritmo evolutivo RN .ifi Método de X, = (F,, F’,)
multi-objetivo o NEER] et =
. SPEA2 X, = (F,, F,) aprendizaje %= (Fr, F')
= —— nume ri co =
[ — R q :
Evaluacion de los subconjuntos o ARG :
» Complejidad del modelo — Cardinalidad X, = (F;, F,) .X'::(F“;E)
= ———
DT
N * Capacidad predictiva ge]gNNL N N
atos crudos Reg. L eleccion eleccion
D, d 2 S ll' . Sele
preliminar gmal
de subconjuntos de subconjuntos

Figura 5.8: Modificaciones en la primera fase de la infraestructura de dos fases.

considerar miltiples objetivos tal como el esquema agregativo propuesto o los algoritmos
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NSGA-II y SPEA2. Por otro lado, el mecanismo de evaluacion del wrapper debe pon-
derar la capacidad del modelo, por ejemplo: analizando la cardinalidad del subconjunto
de descriptores.

Se puede observar que en la primera fase es posible construir varias combinaciones “ método
de bisqueda /| método de evaluacion”, cada una de las cudles nos permite obtener un wrap-
per diferente. Al terminar cada réplica del EA luego de cualquier combinacion, se arma un
frente de individuos no-dominados. Dicho frente puede armarse independientemente de
si el método de busqueda fue o no basado en Pareto, ya que se toma la ultima poblacién
y se analiza cada individuo con respecto a ambos objetivos para determinar si es o no
dominado por los deméas. De esta manera, los individuos no dominados son considerados
como los individuos méas importantes para esa réplica del wrapper. Luego, cada uno de
los subconjuntos de dicho frente es evaluado por el método de validacion (interno). Esto
es levemente diferente con respecto a la versiéon mono-objetivo, ya que gracias a que en
dicha version era posible establecer un orden total sobre la poblacién, durante los exper-
imentos, la segunda fase solo consider6 a un unico individuo para cada réplica (el mejor
de la poblacion). En la version multi-objetivo, se aplico un mecanismo de evaluacion
més riguroso, en el cual cada subconjunto es evaluado mediante muchas réplicas de una
validaciéon cruzada f-fold, donde en cada réplica cada fold es obtenido aleatoriamente.
Ademas, debemos notar que por razones de costo computacional no es posible realizar
una estrategia de repeticion similar dentro del wrapper, por lo que la segunda fase nos da
el escenario adecuado para esta tarea. Para obtener mayores detalles sobre los parametros
y construccion de la fase dos, el lector puede remitirse a [SCVP09|. Finalmente, tal como
se hizo en la version mono-objetivo, se puede aplicar un método de validacién externo que
evalte los subconjuntos obtenidos por medio del trabajo conjunto de ambas fases sobre

un conjunto de datos totalmente independiente que no haya sido utilizado previamente.

5.7.7 Evaluacién del algoritmo

A fin de evaluar el desempeno de la arquitectura bajo este nuevo esquema se recolec-

taron tres conjuntos de datos diferentes relevantes en QSAR/QSPR:

e Conjunto de datos logBBB. La variable objetivo en este conjunto de datos (la
propiedad a modelar) es logBBB, la cual es una medida de penetracion de la barrera
hematoencefalica (BBB por sus siglas en inglés de Blood Brain Barrier). Esta bar-

rera separa al sistema nervioso central restringiendo el paso de muchas sustancias
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y permitiendo el paso de otras como el oxigeno y nutrientes. Esta barrera es la que
protege al cerebro de muchas posibles infecciones. Sin embargo, superar la dificul-
tad de distribuir agentes farmacéuticos a regiones especificas del cerebro constituye
uno de los desafios mas importantes para el tratamiento de enfermedades. Muchos
medicamentos pueden no resultar satisfactorios si no logran cruzar la BBB. La me-
dida logBBB es un indice que mide la permeabilidad de esta barrera del cuerpo
humano. El conjunto de datos de logBBB, que fue extraido de [KLVHCO8], esta
constituido por 289 compuestos (filas) y 1501 descriptores (columnas) més el de-
scriptor Iv el cudl distingue si el indice logBBB ha sido calculado a partir de un

ensayo in vivo o in vitro.

e Conjunto de datos logHIA. Los compuestos y descriptores de este conjunto de datos
también fueron extraidos de [KLVHCO08|, donde logHIA es la variable objetivo. HIA
son las siglas de Human Intestinal Absortion (absorcion intestinal humana), logHIA
es otra de las importantes propiedades ADMET, encargada de expresar el grado de
absorcion intestinal de un medicamento. LogHIA es una transformacion no lineal
de la absorcion intestinal expresada como fraccion absorbida (% HIA), es decir, el
porcentaje que llega al torrente sanguineo. Este segundo conjunto de datos contiene

127 compuestos y 1499 descriptores.

e Conjunto de datos logP. Este conjunto de datos corresponde a la misma propiedad
utilizada en el caso de estudio de la versibn mono-objetivo. Para recopilar este
conjunto de datos se utilizaron 12 descriptores reportados en [YCE T02] y se completo
la base de datos con otros 61 descriptores calculados con Dragon [TCMPO05]. La
base de datos quedd conformada por 442 compuestos pertenecientes a diferentes

clases quimicas y 73 descriptores.

Antes de la utilizacién de los conjuntos de datos se aplico un método de variables lin-
ealmente correlacionadas con el fin de descartar redundancias lineales del conjunto de

descriptores y facilitar la tarea del wrapper.

Parametros de los algoritmos evolutivos

Los valores de los pardmetros se mantuvieron igual para los tres algoritmos evolutivos
multi-objetivo utilizados. Ademas, aquellos parametros que no dependen de los datos se
mantuvieron iguales para los tres conjuntos de datos. Se utilizo un tamano de poblacion de

145 individuos, los cuales evolucionaron durante a lo sumo 200 generaciones. La longitud
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de cada individuo depende de la cantidad de caracteristicas de cada conjunto de datos
y se estableci6 un limite maximo para la cantidad de descriptores seleccionado p,, = 20
para los conjuntos logBBB y logHIA, mientras que para logP el limite fue p,, = 50.
Ademas, se utilizo una probabilidad de recombinacion de (.75, una probabilidad de que un
individuo sea seleccionado para mutacion de 0.1 y una probabilidad de cambio para cada
bit de 2/n. El algoritmo termina cuando se alcanza el nimero de generaciones méaximo
o cuando la mejora del fitness promedio poblacional es menor a un nivel de tolerancia
¢ = 107%6. Esta tltima caracteristica se analiza durante una ventana de tiempo que en
este caso corresponde a t = 15. Como caracteristica particular, para el esquema agregativo

se utiliz6 un tamano de torneo de 4 individuos.

Experimentos y anilisis de resultados

La propuesta completa comprende 12 diferentes métodos wrapper multi-objetivo, los
cuales se obtienen de la combinacion de los diferentes métodos evolutivos de busqueda
(Agregativo, NSGA-1I, SPEA2) con los distintos métodos de evaluacion de la capacidad
predictiva de los subconjuntos (DT, MLR, NLR, kNN). Para cada una de las 12 combi-
naciones se realizaron 10 ejecuciones del algoritmo evolutivo y para cada una de estas solo
se mantuvieron las soluciones pertenecientes al frente de subconjuntos no dominados for-
mado a partir de la ultima poblacién. Finalmente, se realizaron 50 validaciones cruzadas
f-folds de la segunda fase para cada subconjunto.

Los experimentos se agruparon para analizar cuatro aspectos diferentes:

1. evaluar el desempeno de los mejores subconjuntos de caracteristicas obtenidos por el
EA con respecto a ambos objetivos y compararlos con los reportados en los trabajos
de Konovalov, [KLVHCO08| Yaffe [YCE 02| y Figuereido [Fig03],

2. analizar y comparar los resultados entre los diferentes wrappers multi-objetivo,
3. analizar los subconjuntos de descriptores obtenidos, y

4. evaluar la metodologia usando validacion externa.

Estos cuatro aspectos se desarrollan en las siguientes subsecciones para cada uno de los

conjuntos de datos recopilados.

Divisiéon de los datos. Con el fin de llevar a cabo los experimentos, nuevamente

fue necesario llevar a cabo una divisiéon adecuada de los datos. Para poder comparar de
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forma justa con el trabajo de Konovalov |Kon94|, los conjuntos logBBB y logHIA se
dividieron en dos grupos, un 50% de los datos se utilizaron para entrenar los métodos de
prediccion de cada wrapper (Z;) y el 50% restante se reservo para que dichos métodos
realicen la evaluacion de la capacidad predictiva de cada subconjunto ( Zs). Ademaés, para
estos dos conjuntos de datos se establecié un niimero de folds f = 2 para la segunda etapa
(50% de los datos para entrenamiento y 50% para evaluacion). Como consideracion espe-
cial, el descriptor Iv correspondiente a ensayo in vivo/in vitro (0/1) permanecio siempre
seleccionado.

Por otro lado, el conjunto de datos logP, cuyos resultados se cotejaron con el trabajo
de Yaffe [YCET02], se dividi6 dejando el 80% para entrenar los métodos de prediccion
de cada wrapper (Z1) y el 20% restante se reservd para la evaluacion de la capacidad
predictiva (Z;). Para la red se establecio un nimero de folds f = 5 (80% de los datos
para entrenamiento y 20% para evaluacion). Esta division es la utilizada durante los
primeros experimentos. Sin embargo, para poder realizar un proceso de validacién ex-
terna es necesario reservar una porcion no solapada de los datos para ser utilizada por el
método externo (S7) (de la misma forma en que se hizo con la version mono-objetivo).
Por lo tanto, para los estudios del punto 4 la division de datos es diferente y sera detalla

en la subseccion Andlisis de la metodologia utilizando validacion externa .

Andlisis de los mejores subconjuntos de descriptores

Las tablas 5.12, 5.13 y 5.14 resumen la informacién de los mejores subconjuntos de
descriptores seleccionados, los métodos asociados, la cardinalidad y los errores obtenidos
en la validaciéon interna para cada subconjunto. En cada tabla se puede ver el mejor sub-
conjunto reportado por los trabajos de Konovalov [Kon94| y Yaffe [YCE *02] (primera fila
de tablas 5.12, 5.13 y 5.14), el mejor subconjunto obtenido con el método de Figuereido
|[Fig03] (segunda fila), los mejores subconjuntos obtenidos con la infraestructura de dos
fases, dos selecciones realizadas por el método agregativo (filas 3 y 4) y dos selecciones real-
izadas por los EAs basados en Pareto (filas 5 y 6). Las columnas MSEP y R? corresponden
al error de prediccién cuadrado medio y al coeficiente de determinaciéon respectivamente.
El coeficiente de determinacion es una forma de medir cuan bien puede llegar a resultar
la prediccion de un modelo. Una de las formas de computar el R? es:

> (Y- fi)?

R?=1-— Z(Y—W (5.5)

7
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En la ecuaciéon anterior Y; es el valor observado para la muestra i, f; es el valor predicho
por el modelo y Y es el promedio de los valores observados. Como puede observarse,
a medida que el error en la prediccion es menor (numerador) el segundo término en R?
serd mas proximo a 0. De esta manera, cuanto mas proximo a 1 sea R?, mejor serd la

prediccion del modelo.

Método de validacion

Método de  Funcién de Numero de ANNE MLR

ID buasqueda  regresion descriptores  MSEP R? MSEP R?

I MCVS MLR 6 0.1265 0.645 0.1225 0.6752
IT  Figuereido MLR 20 0.1302 0.6528 0.121  0.6757
T Agra—o3 MLR 6 0.1205 0.6816 0.1281 0.6525
IV Agro—or7 MLR 15 0.1103 0.7198 0.1113 0.703
V. NSGA-II MLR 8 0.1140 0.6993 0.1178 0.6727
VI NSGA-IT MLR 11 0.1052 0.7352 0.1124 0.6821

Tabla 5.12: Comparacion de resultados para logBBB. Las columnas MSEP y R? corresponden
al error cuadrado promedio y al coeficiente de determinacion obtenidos sobre el conjunto de val-
idacion. El subconjunto I corresponde al mejor subconjunto reportado en [KLVHCO08], mientras
que el subconjunto IT se obtuvo mediante el método de Figuereido [Fig03].

Para el conjunto de datos logBBB (tabla 5.12) el subconjunto de descriptores I1I logro
mejor capacidad descriptiva (menor MSEP) que el conjunto reportado por Konovalov et
al. usando el mismo numero de descriptores (el minimo nimero reportado para este con-

junto de datos).

0.135
Figuergido
0.13 r's il
JMCVS (Yaffe)
0.125
0.2 JNSGA-TI
[a)
0
= 0.115 WNSGA-II
0.11 ‘Agrazo,7
0.105 ‘Agroc:o,9
0.1 ; ; ;
5 10 15 20

# caracteristicas

Figura 5.9: Relacion Nimero de descriptores vs. MSEP para el conjunto de datos logBBB.

Con respecto a MLR, el mejor subconjunto fue el que se obtuvo por medio del método
de Figuereido, el subconjunto II, que logr6 una capacidad descriptiva levemente mejor

pero utiliza muchos mas descriptores. Finalmente, utilizando una cantidad intermedia
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de descriptores (entre 8 y 15) se encontrd que los conjuntos IV, V y VI alcanzan una
mejor capacidad descriptiva cualquiera sea el método de validacién de la segunda fase.
Ademas, estos subconjuntos también alcanzan los més altos coeficientes de determinacion.
La figura 5.9 muestra graficamente la relacion entre el nimero de descriptores selecciona-
dos y el error cuadrado medio de prediccion para los subconjuntos reportados en la tabla
5.12.

Método de validacion
Método de Funcién de Numero de ANNE MLR
1D bisqueda  regresién descriptores MSEP R? MSEP R?
VII MCVS'! MLR 0.1191 0.6813  0.09 0.7532
VIIT Figuereido MLR 0.1715 0.5733 0.138  0.6404
X Agra—o.1 MLR 0.0984 0.7421 0.1282  0.65
X Agro—o.3 DT 0.1055 0.7092 0.1512  0.57
XI NSGA-II MLR 0.0915 0.6459 0.1112 0.6623
XII  NSGA-II kNN 0.1013 0.6174 0.1374 0.6186

N~ W W s

Tabla 5.13: Comparacion de resultados para logHIA. Las columnas MSEP y R? corresponden
al error cuadrado promedio y al coeficiente de determinacién obtenidos sobre el conjunto de
validacion. El subconjunto VII corresponde al mejor subconjunto reportado en [KLVHCO08],
mientras que el subconjunto VIII se obtuvo mediante el método de Figuereido [Fig03].

La tabla 5.13 muestra los resultados obtenidos sobre el conjunto de datos logHIA y en
la figura 5.10 se observar el niimero de caracteristicas seleccionadas con respecto al error

cuadrado medio de predicciéon respectivo para cada subconjunto.

0.18 F%guereido
0.16
0.14
[a1)
m
w0
2 MCVS
0.12 (Yaffe)®
NSGA-T 169 60,1
0.1
AIT, 0.3 NSGA-TI
0.08
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# caracteristicas

Figura 5.10: Relacion Nimero de descriptores vs. MSEP para el conjunto de datos logHIA.

Para este conjunto de datos se puede ver que, aunque no se encontraron subconjuntos

mejores en cuanto a capacidad predictiva que los reportados por Konovalov (subconjunto

IMonte Carlo Variable Selection.
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VII), se encontraron subconjuntos muy interesantes. Los subconjuntos IX, X y XII alcan-
zan una capacidad predictiva levemente peor, pero contienen considerablemente menos
descriptores. El subconjunto XI logra una capacidad descriptiva comparable y usa un de-
scriptor menos que el subconjunto VII. Ademaés, cabe aclarar que distinto a la metodologia
de Konovalov, durante estas investigaciones no se pre-selecciond ningiin otro descriptor (a
excepcion de Iv en logBBB). Por otro lado, se puede notar que el subconjunto obtenido
mediante el método de Figuereido fue superado por todos los demas subconjuntos. Fi-
nalmente, la mayoria de los subconjuntos tuvieron un poco menos de éxito cuando se usé
MLR para el calculo de la capacidad predictiva.

El conjunto de datos logP resulta un desafio aiin més interesante que los anteriores de-
bido a que la complejidad para modelar la propiedad hidrofobicidad es mayor. En este
conjunto de datos, es importante aclarar que las comparaciones con el trabajo de Yaffe
son algo complicadas de establecer, ya que se utilizaron diferentes técnicas de prediccion
y validacion. Ademas, en los experimentos de esta tesis se tuvieron en cuenta otros de-
scriptores que no fueron involucrados en el trabajo de Yaffe [YCET02]. Sin embargo,
con el fin de evaluar los subconjuntos encontrados en los experimentos de esta tesis, se
utilizaron los descriptores propuestos por Yaffe (subconjunto XIIT) y sus colegas, y se les
aplico el mismo criterio de validacién y el mismo método de prediccion que se les aplicd

a los encontrados por los wrappers propuestos aqui.

Método de validaciéon

Método de Funcién de  Numero de ANNE MLR
ID busqueda  regresion descriptores MSEP R? MSEP R?
XIII  GA -2 12 0.247  0.884 - -
X1 7 § ” 0.293 - - -
XIV Figuereido MLR 16 0.2052 0.9097 0.2724 0.8804
XV Agro—o.9 MLR 24 0.154 0.9297 0.286  0.8795
XVI Agro—o1 MLR 13 0.164 0.9317 0.2617 0.8698
XVII SPEA2 MLR 15 0.1778 0.9135 0.299 0.8649
XVIII NSGA-II MLR 20 0.1696 0.924 0.3426 0.8496

Tabla 5.14: Comparacion de resultados para logP. Las columnas MSEP y R? corresponden
al error cuadrado promedio y al coeficiente de determinacion obtenidos sobre el conjunto de
validacion. El subconjunto XIII corresponde al mejor subconjunto reportado en [YCET02],
mientras que el subconjunto XIV se obtuvo mediante el método de Figuereido [Fig03].

2Funcion de regresion no reportada en el trabajo original.
3Resultado reportado en el trabajo original usando un conjunto de validacién fijo (sin validacién
cruzada).
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Figura 5.11: Relacion Niumero de descriptores vs. MSEP para el conjunto de datos logP.

La tabla 5.14 muestra los resultados correspondientes a los mejores subconjuntos repor-
tados para cada método para el conjunto de datos logP. Se puede observar que todos
los subconjuntos de descriptores sugeridos por el método de dos fases (subconjuntos XV,
XVI, XVII y XVIIT) mejoran la capacidad descriptiva del subconjunto XIII. Aunque
dichos subconjuntos aumentaron el nimero de descriptores la diferencia obtenida en el
MSEP es considerable. Por otra parte, la capacidad predictiva del subconjunto obtenido
con el método de Figuereido es mejor que la del subconjunto XIII, aunque es peor que los
subconjuntos propuestos aqui. Este andlisis se puede observar graficamente en la figura
5.11. Finalmente, se puede observar que para este conjunto de datos los MSEP obtenidos
usando MLR en la segunda fase son notablemente peores que los obtenidos usando ANNE.
Esto evidencia que la relaciéon entre los descriptores y la propiedad logP es altamente no

lineal.

Andlisis y comparacion entre los diferentes wrappers

Durante estas pruebas se considero el percentil 50 de los datos con el fin de eliminar los
efectos de los subconjuntos de muy baja capacidad predictiva. La tabla 5.15 resume los
valores promedio para la capacidad predictiva, es decir, el MSEP promedio del percentil
50 para cada wrapper y para cada conjunto de datos (logBBB, logHIA y logP). Se
puede observar que para logBBB el mejor resultado se obtuvo cuando se combinaron
el esquema agregativo (con o« = 0.7) y MLR. Ademas, MLR parece lograr los mejores
resultados sin importar el método de busqueda. Para el conjunto logHIA los mejores
resultados se logran al combinar SPEA2 y MLR. En ninguno de estos dos conjuntos de

datos se observa un esquema de bisqueda que tenga éxito sin importar cual método de



Capitulo 5. Algoritmos evolutivos desarrollados
96 para mineria de datos

prediccion se utilice. Por ultimo, para logP el menor MSEP promedio se logra al com-
binar el esquema agregativo (con a = 0.9) con MLR, ademés se puede apreciar que el
esquema agregativo supera a ambos esquemas basados en Pareto, sin importar cual sea

el método de prediccion utilizado.

Conjunto Método de busqueda DT ENN NLR MLR

logBBB  Agregativo * 0.1504 0.1486 0.1462 0.1261
NSGA-II 0.1437 0.1382 0.1454 0.1277
SPEA2 0.1385 0.1361 0.1368 0.1269

logHIA  Agregativo 9 0.1211 0.1285 0.1212 0.1161
NSGA-II 0.1049 0.1052 0.105  0.101
SPEA2 0.1018 0.1104 0.1064 0.0982

logP Agregativo © 0.1881 0.1855 0.1877 0.1787
NSGA-II 0.2645 0.2592 0.3080 0.2222
SPEA2 0.2120  0.2067 0.2073 0.1963

Tabla 5.15: Rendimiento promedio de las funciones de regresion: MSEP promedio para el
percentil 50 de cada combinacién.

Para realizar un anélisis estadistico mas preciso, el primer paso es realizar una prueba
de ANOVA con el fin de evaluar si existen diferencias significativas entre las varianzas de
los resultados obtenidos por cada wrapper. Teniendo en mente dos factores de interés,
el método de prediccion y el algoritmo de bisqueda, se realizo una prueba de ANOVA de
dos direcciones para cada conjunto de datos considerando el 10% de los datos (aproxi-
madamente de 20 a 26 subconjuntos) para cada wrapper y especificando el método de
prediccion como factor A y el algoritmo de bisqueda como factor B. Esta prueba permite
estudiar si existe diferencia entre las medias con respecto al factor A, si existe diferencia
entre las medias con respecto al factor B y si existe interaccion entre el factor A y el
B. Los cuatro grados de libertad (d.f.a, d.f.p, d.f-ap ¥ d.f.Ermor) s€ calculan en base al
nimero de grupos considerados en el factor A (k,), el nimero de grupos considerados en

el factor B (k) y la cantidad de observaciones de cada grupo (n) de la siguiente forma:
o d.fa=k,—1,
e df.p=FK —1,

d.f.ap = (kg — 1)(ky — 1) y finalmente

d.f.grror = kakp(n —1).

4Usando o = 0.7.
5Usando o = 0.3.
6Usando o = 0.9.
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Resultados: conjunto de datos logBBB. Para los experimentos con el conjunto
logBBB los valores k, y los grados de libertad son: k, = 4 (DT, kNN, MLR y NLR),
ky, = 3 (Agregativo, NSGA-II y SPEA2), n = 26 (10% superior de los subconjuntos re-
sultantes), d.f.a = 3, d.f.p = 2, d.foap = (kg — 1)(ky — 1) = 3 %2 = 6 y finalmente
d.f.grror = kakp(n — 1) = 4% 3 %25 = 300. La tabla 5.16 muestra los resultados de la

S. de varianzas S.S d.f. M.S. F p—value
Método de regresion 0,082038033 3 0,027346011 | 279,2476708 0
Algoritmo de busqueda 7,26E-05 2 3,63E-05 0,370648788 | 0,690601994
Interaccion 0,006339951 | 6 | 0,001056659 | 10,79021865 717E-11
Error 0,029378234 | 300 9,79E-05
Total 0,117828811 | 311

Tabla 5.16: Resultados de la prueba ANOVA de dos direcciones para logBBB.

prueba para el conjunto de datos logBBB. El valor tabular de F para o = 5% para el
factor A (Flr,—1)kaky(n—1) = F3300) es 2,6347, para el factor B (F(x,—1) kuky(n—1) = F2,300)
es 3,0258 y para el factor de interacciéon AB (F(ka_l)(kb_l)’kakb(n_l) = Fy300) €s 2,1288. En
base a los valores tabulares se puede deducir que es posible rechazar la hipdtesis nula de
que no hay diferencias entre las medias con respecto al factor A (el método de regresion)
con un nivel de significacion o = 5%, es decir, existe una diferencia significativa sobre
los métodos de regresion. Ademads, también se puede notar que existe interaccion entre
ambos factores (Fiieraccion = 10, 79021865 > 2, 1288).

Una segunda prueba de dos direcciones ANOVA muestra que no se encuentran diferencias
significativas entre las medias del factor B (algoritmos de bisqueda) cuando se consid-
eran solo los algoritmos basados en Pareto (s6lo NSGA-IT y SPEA2) y tampoco pueden
hallarse efectos de interaccion significativos entre los dos factores. Sin embargo, se apre-
cian diferencias significativas segin qué método de regresion se aplica. Los resultados de
esta prueba se encuentran en la tabla 5.17. En este caso los valores tabulares de F' para
a = 5% son: Fsa00 = 2,649752 (factor método de regresion), Fy a0 = 3,888375 (factor
algoritmo de bisqueda) y F3200 = 2,649752 (interaccion).

Dado que ambas pruebas muestran que existen diferencias significativas con respecto al
método de regresion utilizado y que en la segunda prueba no se pudo encontrar difer-
encia significativa entre NSGA-IT y SPEA2. Se realizaron dos pruebas de comparacioén
multiple de Tukey-Kramer para determinar cémo es la diferencia que se detecta entre
los métodos de regresion, una considerando los subconjuntos resultantes de la bisqueda

de los algoritmos basados en Pareto y otra considerando los subconjuntos encontrados



98

Capitulo 5. Algoritmos evolutivos desarrollados
para minerfa de datos

S. de varianzas S.8 d.f. M.S. F p—value
Método de regresion | 0,068233635 | 3 | 0,022744545 | 215,8800971 0
Algoritmo de busqueda 6,30E-06 1 6,30E-06 0,059771489 | 0,807108114
Interaccion 0,000559012 | 3 | 0,000186337 | 1,768621963 | 0,154397011
Error 0,021071461 | 200 | 0,000105357
Total 0,089870404 | 207

Tabla 5.17: Resultados de la prueba ANOVA de dos direcciones para logBBB considerando
so6lo los algoritmos de busqueda NSGA-II y SPEA2.

por el esquema agregativo (con a = 0,7, es decir el correspondiente a logBBB en tabla
5.15). Mediante la prueba de Tukey-Kramer es posible determinar qué pares de grupos
muestran diferencias estadisticas entre si. En esta prueba se calculan las medias de cada
grupo y se arman todas las posibles combinaciones de grupos de a dos. De esta manera,
si hay k grupos a contrastar habra k(k — 1)/2 pares a comparar. En este caso se quieren
hacer comparaciones entre los resultados de los cuatro métodos de prediccion utilizados

en el wrapper (k = 4) por lo que se realizan 6 comparaciones. La figura 5.12 muestra los

DT o
kNN —
NLR o
MLR —
01 011 012 013 014 015 016

medias e intervalos de confianza

Figura 5.12: Prueba de comparacion entre los métodos de regresion para las estrategias basadas
en Pareto usando la prueba de Tukey-Kramer para o = 5% para el conjunto logBBB.

resultados de la prueba de Tukey-Kramer sobre los cuatro métodos de regresion para los
subconjuntos obtenidos con los algoritmos basados en Pareto para un nivel de confianza
a = 5%. Los circulos marcan la media de cada grupo y alrededor de la misma se puede
apreciar el intervalo de confianza correspondiente. Se puede apreciar que se forman tres
grupos que difieren significativamente entre si dado que sus intervalos de confianza no se
solapan: “MLR”, “kNN”y “DT, NLR”. En particular, se puede deducir que los mejores
valores se obtienen utilizando el método MLR. La misma prueba se aplicd sobre los sub-
conjuntos obtenidos con el esquema agregativo. La figura 5.13 muestra estos resultados.
Nuevamente se puede ver que el grupo MLR es significativamente diferente de los demas

grupos y que logra las mejores predicciones. Luego de los resultados estadisticos obtenidos
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Figura 5.13: Prueba de comparacion entre los métodos de regresion para la estrategia agrega-
tiva (o« = 0.7) usando la prueba de Tukey-Kramer para un nivel de confianza de 5% para el
conjunto logBBB.

con la prueba de Tukey-Kramer se puede llegar a la conclusion general de que el método
de regresion que logra mejor rendimiento sin importar el algoritmo de biisqueda es MLR.
Finalmente, se realizo un andlisis especifico con respecto a los algoritmos de busqueda
utilizando s6lo los subconjuntos obtenidos con MLR. Para esto se realizd una prueba de
ANOVA de un sentido (tabla 5.18) para las tres estrategias de busqueda con respecto
a MLR para saber si existen diferencias significativas entre las distintas estrategias de
biisqueda cuando se usa MLR como método de prediccion. FEl valor tabular de F' es

Fy75 = 3,119 para a = 5%, por lo que segin la prueba podemos rechazar la hipotesis

S. de varianzas S.S d.f. M.S. F p—value
Algoritmo de busqueda | 0,000527384 | 2 | 0,000263692 | 5,08297517 | 0,008507902
Error 0,003890815 | 75 5,19E-05
Total 0,004418199 | 77

Tabla 5.18: Resultados de la prueba ANOVA de un sentido para logBBB considerando los tres
algoritmos de bisqueda con respecto a MLR como método de regresion.

Agregativo |
(a=0,7)

NSGA - —_—

SPEA s —

0.108 011 0112 0114 0.116 0118  0.12
medias e intervalos de confianza

Figura 5.14: Comparaciéon entre los tres algoritmos de busqueda con respecto a MLR usando
la prueba de Tukey-Kramer para un nivel de confianza de 5% para el conjunto logBBB.
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nula de que las medias de los distintos grupos son iguales con un 95% de confianza y
concluir que los grupos expresan diferencias significativas. En base a esto se efectud
una ultima prueba de Tukey-Kramer para detectar como se producen tales diferencias,
cuyos resultados se muestran en la figura 5.14. Con esta prueba se pudo identificar una
diferencia significativa entre la estrategia agregativa y los algoritmos basados en Pareto,
resultando estas tltimas en un mejor desempeno con respecto a la capacidad predictiva
v no significativamente diferentes entre si.

Resultados: conjunto de datos logHIA. Sobre este conjunto de datos se realizaron
anélisis similares a los realizados sobre el conjunto de datos anterior y los resultados fueron
muy similares. Para efectuar la prueba de ANOVA de dos direcciones, los valores de los
parametros y los tabulares de F' fueron los mismos que para logBBB (Fj 300 = 2,6347
para el factor A, F,300 = 3,0258 para el factor B y Fg300 = 2,1288 para el factor de

interaccion AB).

S. de varianzas S.5 d.f. M.S. F p—value
Método de regresion | 0,027669711 | 3 | 0,009223237 | 71,76517744 0
Algoritmo de busqueda | 0,01248564 2 0,00624282 | 48,57482001 0
Interaccion 0,005038979 | 6 0,00083983 | 6,534639875 | 1,69E-06
Error 0,038555901 | 300 | 0,00012852
Total 0,083750231 | 311

Tabla 5.19: Resultados de la prueba ANOVA de dos direcciones para logHIA.

La tabla 5.19 muestra los resultados obtenidos para a = 5%. Como se puede ver, en esta
ocasion las tres hipotesis nulas pueden ser rechazadas con un 95% de confianza, es decir,
las medias difieren significativamente con respecto a los métodos de regresion, las medias
difieren significativamente con respecto a los algoritmos de busqueda y existe interaccion

entre ambos factores. Una segunda prueba de ANOVA considerando los subconjuntos

Tabla 5.20: Resultados de la prueba ANOVA de dos direcciones para logHIA considerando solo

los algoritmos de bisqueda NSGA-IT y SPEA2.

de las estrategias basadas en Pareto demuestra que ademas, hay interacciéon entre ambos

S. de varianzas S.S d.f. M.S. F p—value
Método de regresion 0,02339705 3 | 0,007799017 | 68,53985761 0
Algoritmo de busqueda 2,75E-05 1 2,75E-05 0,24187026 | 0,623397904
Interaccion 0,000897808 | 3 | 0,000299269 | 2,630059735 | 0,051292533
Error 0,02275761 | 200 | 0,000113788
Total 0,04707999 | 311
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esquemas Pareto (tabla 5.20). Por lo tanto, se realizo una prueba de Tukey-Kramer para
cada una de las estrategias de busqueda por separado para determinar en forma mas

precisa como se produce la diferencia entre los métodos de predicciéon usados.

DT e 1

kNN — b

NLR —— J

MLR | — b

0.095 041 0105 0.11 0.115 0.12 0.125 0.13 0.135 0.14
medias e intervalos de confianza

Figura 5.15: Prueba de comparacion entre los métodos de regresion con respecto a la estrategia

agregativa usando la prueba de Tukey-Kramer para un nivel de confianza de 5% para el conjunto
logHIA.
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Figura 5.16: Prueba de comparacion entre los métodos de regresion con respecto al algoritmo

NSGA-II usando la prueba de Tukey-Kramer para un nivel de confianza de 5% para el conjunto
logHIA.
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Figura 5.17: Prueba de comparacion entre los métodos de regresion con respecto al algoritmo

SPEA2 usando la prueba de Tukey-Kramer para un nivel de confianza de 5% para el conjunto
logHIA.

Las figuras 5.15, 5.16 y 5.17 muestran las medias y los intervalos de confianza para los
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cuatro grupos correspondientes a los distintos métodos de regresion cuando se utiliza
el algoritmo evolutivo agregativo, el NSGA-II y el SPEA2 respectivamente. En todos
los casos se puede notar que DT, kNN y NLR difieren notablemente de MLR, el cual
demuestra tener el mejor desempeno para las tres estrategias de busqueda. FEn particular
para el algoritmo NSGA-II el método de regresion kNN logra resultados significativamente
diferentes y mejores a los de DT y NLR. Como se puede observar, el método de regresion
MLR demuestra ser el mas prometedor para todas las estrategias de busqueda. Para
determinar si existen diferencias significativas entre las distintas estrategias de biisqueda
cuando se utiliza MLR como método de regresion se llevo a cabo una nueva prueba
de ANOVA de un sentido sobre estos resultados (tabla 5.21). El valor tabular de F
es Ih75 = 3,119 para o = 5%, mientras que el valor de F' obtenido por la prueba
estadistica es 45,27973793, lo cual confirma la existencia de valores significativamente
diferentes entre las medias de cada grupo. Para saber como se producen tales diferencias
se efectu6 una prueba Tukey-Kramer considerando todas las estrategias de busqueda con
respecto al método de regresion MLR. Esta prueba demostré que, estadisticamente, las
estrategias basadas en Pareto superan significativamente al algoritmo agregativo y que
no hay diferencias significativas entre NSGA-IT y SPEA2 (figura 5.18), al igual que lo

ocurrido con el conjunto de datos logBBB.

S. de varianzas S.5 d.f. M.S. F p—value
Algoritmo de biisqueda | 0,0055552 2 10,0027776 | 45,27973793 | 1,27E-13
Error 0,004600733 | 75 | 6,13E-05
Total 0,010155933 | 77

Tabla 5.21: Resultados de la prueba ANOVA de un sentido para logHIA considerando los tres
algoritmos de busqueda con respecto a MLR como método de regresion.

Agregativo
(a=0,1)

NSGA —

SPEA | — o

0.08 0.085 0.09  0.095 0.1 0.105 0.1
medias e intervalos de confianza

Figura 5.18: Comparacion entre los tres algoritmos de busqueda con respecto a MLR usando
la prueba de Tukey-Kramer para un nivel de confianza de 5% para el conjunto logHIA.
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Resultados: conjunto de datos logP. Se aplico una prueba de ANOVA de dos di-
recciones considerando todas las posibles combinaciones para el wrapper. Los valores de
los parametros son: k, = 4 (DT, kNN, MLR y NLR), k, = 3 (Agregativo, NSGA-II y
SPEA2), n = 20 (10% superior de los subconjuntos resultantes), d.f.4 = 3, d.f.p = 2,
d.foap = (ko —1)(ky—1) = 3%2 = 6 y finalmente d.f.g.ror = kokp(n—1) = 4%3%19 = 228
y los tabulares de F' fueron: Fj98 = 2,644194 para el factor A (métodos de regresion),
F 908 = 3,035441 para el factor B (algoritmos de bisqueda) y Fga0s = 2,138491 para el

factor de interaccion AB.

S. de varianzas S.S d.f. M.S. F p—value
Meétodo de regresion 0,081995587 | 3 0,027331862 | 109,2832503 0
Algoritmo de busqueda | 0,080584588 | 2 | 0,040292294 | 161,1040167 0
Interaccion 0,030189168 | 6 | 0,005031528 | 20,11797525 0
Error 0,057023054 | 228 | 0,000250101
Total 0,249792396 | 239

Tabla 5.22: Resultados de la prueba ANOVA de dos direcciones para logP.

La tabla 5.22 muestra los resultados obtenidos para o = 5%. A partir de esta prueba se
puede concluir que las medias difieren significativamente con respecto a los métodos de
regresion v con respecto a los algoritmos de bisqueda. Ademdas, observamos que existe
interaccion entre ambos factores. En base a estos resultados se realizo6 una prueba de
Tukey-Kramer para cada estrategia de busqueda buscando cémo se producen las diferen-

cias entre los métodos de regresion.

DT < 1

kNN

NLR

I —

MLR |

0.16 0.165 0.17 0.175 0.18 0.185 0.19

medias e intervalos de confianza

Figura 5.19: Prueba de comparacion entre los métodos de regresion con respecto a la estrategia
agregativa usando la prueba de Tukey-Kramer para un nivel de confianza de 5% para el conjunto
logP.

Las figuras 5.19, 5.20 y 5.21 muestran las medias y los intervalos de confianza de los cua-
tro grupos (DT, kNN, NLR y MLR) con respecto a cada estrategia de busqueda. Como

se puede observar, MLR es el mejor método de regresion para la estrategia agregativa
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DT —e—
kNN —e—
NLR - ——
MLR —o—
0.16  0.18 0.2 0.22 024 0.26 0.28 0.3

medias e intervalos de confianza

Figura 5.20: Prueba de comparacion entre los métodos de regresién con respecto al algoritmo
NSGA-II usando la prueba de Tukey-Kramer para un nivel de confianza de 5% para el conjunto
logP.

DT

kNN

NLR

MLRf —=—

018 019 0.2 0.21 022 0.23 024 025 026 027

medias e intervalos de confianza

Figura 5.21: Prueba de comparacion entre los métodos de regresién con respecto al algoritmo
SPEA2 usando la prueba de Tukey-Kramer para un nivel de confianza de 5% para el conjunto
logP.

y para NSGA-II, mientras que para SPEA2 hay dos mejores esquemas, MLR y kNN,
que expresan diferencias estadisticamente significativas con los otros pero no entre si (los
intervalos de MLR y kNN se superponen entre si pero no con DT ni con NLR). También
se puede apreciar que el promedio de MLR es ligeramente mejor con respecto al error de
prediccion que el de kKNN. A partir de estos resultados se hicieron dos pruebas de ANOVA
de una direccién para determinar si existen diferencias significativas entre las estrategias
de busqueda, una considerando solo el método de regresion MLR y la otra considerando

solo kNN (tablas 5.23 y 5.24). En ambos casos la prueba muestra que hay diferencias

Tabla 5.23: Resultados de la prueba ANOVA de un sentido para logP considerando los tres

algoritmos de biisqueda con respecto a MLR como método de regresion.

S. de varianzas S.5 d.f. M.S. F p—value
Algoritmo de busqueda | 0,006430173 | 2 | 0,003215087 | 33,79667684 | 2,09E-10
Error 0,005422425 | 57 9,51E-05
Total 0,011852598 | 59
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S. de wvarianzas S.8 d.f. M.S. F p—value
Algoritmo de busqueda | 0,014317085 | 2 | 0,007158543 | 41,44143045 | 7,73E-12
Error 0,009846111 | 57 | 0,000172739
Total 0,024163196 | 59

Tabla 5.24: Resultados de la prueba ANOVA de un sentido para logP considerando los tres
algoritmos de busqueda con respecto a kNN como método de regresion.

significativas entre las medias de cada estrategia de bisqueda, por lo que se realizaron
dos pruebas de Tukey-Kramer para determinar como se producen tales diferencias. Las
figuras 5.22 y 5.23 muestran las medias y los intervalos de confianza de las tres estrategias
de busqueda obtenidos con la prueba de Tukey-Kramer con un nivel confianza de 95%
con respecto a MLR y a kNN respectivamente. A diferencia de lo ocurrido con logBBB
y con logHIA en esta ocasion, la estrategia agregativa con a = 0.9 parece obtener los

mejores resultados, lo cual se manifiesta tanto para MLR como para kNN.

Agregativo |
(a=0,9)

NSGA

I

SPEA -

0.16 0.165 0.17 0.175 0.18 0.185 0.19 0.195 0.2 0.205
medias e intervalos de confianza

Figura 5.22: Comparacion entre los tres algoritmos de busqueda con respecto a MLR usando
la prueba de Tukey-Kramer para un nivel de confianza de 5% para el conjunto logP.

Agregativo
(@=09) |
NSGA —
SPEA —_—

0.17 0.18 0.19 0.2 0.21 0.22

medias e intervalos de confianza

0.23

Figura 5.23: Comparacion entre los tres algoritmos de bisqueda con respecto a kNN usando la
prueba de Tukey-Kramer para un nivel de confianza de 5% para el conjunto logP.

Luego de los resultados estadisticos alcanzados, podemos concluir que la mejor opciéon
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entre los distintos wrappers para este tercer conjunto de datos es la estrategia agregativa

combinada con MLR o kNN como método de regresion.

Discusion. Se ha demostrado que en los dos primeros conjuntos de datos (logBBB 'y
logHIA) las estrategias de busqueda basadas en Pareto combinadas con el método de
regresion MLR, superan al esquema agregativo. Por otro lado, en el tltimo conjunto de
datos, la estrategia agregativa con a = 0,9 en combinaciéon con los métodos de prediccion
MLR o kNN supera a los algoritmos basados en Pareto. Es muy probable que estos resul-
tados se deban a que en logBBB y logHIA se requieren menos cantidad de descriptores
que en logP para modelar el comportamiento de la propiedad de interés. Las estrategias
basadas en Pareto buscan minimizar cualquiera de los objetivos en forma independiente
del valor del otro objetivo. En otras palabras, un subconjunto que tiene menos descrip-
tores que los deméas individuos de la poblacion sera parte del frente de individuos no
dominados, atin si la capacidad descriptiva es muy baja. Esta caracteristica hace que
estos métodos tengan cierta tendencia a encontrar subconjuntos con baja cardinalidad.
Como ejemplo de este hecho, se descubrié que la cardinalidad promedio de todos los sub-
conjuntos usando NSGA-II para el conjunto logP es de 12,71, mientras que usando un
esquema agregativo con o = 0,1 la cardinalidad promedio es 19,98 (~ 20) descriptores.
Bajo estas condiciones, cuando el nimero tedrico dptimo de descriptores necesarios para
modelar determinado comportamiento es alto, los esquemas basados en Pareto experi-
mentan cierta dificultad con respecto al esquema agregativo al cual se le puede especificar
facilmente la importancia de cada objetivo por medio del parametro «.

Otro aspecto a mencionar es el buen comportamiento del método MLR en logBBB y
logHIA, donde se sabe que la relacién entre los descriptores y la propiedad de interés es
bastante lineal. Para el conjunto de datos logP, el buen desempeno de MLR es intere-
sante dado que muestra que puede ser un muy buen método de prediccion atn cuando la
relacion entre los descriptores y la propiedad de interés es no lineal [Gha08].

En conclusion, teniendo en cuenta la diferencia entre las varianzas, se confirmé que el
método de prediccion aplicado afecta fuertemente la capacidad predictiva de los subcon-
juntos seleccionados. Por otro lado, la estrategia de bisqueda también tiene un fuerte
impacto, un hecho reflejado en el anélisis estadistico realizado y en las diferencias encon-
tradas entre los primeros dos conjuntos y el tercero.

Finalmente, se pudo establecer que los resultados obtenidos son altamente competentes

con los reportados en la literatura y que la mejor combinacién entre métodos de regresion



Segunda implementaciéon: version multi-objetivo 107

y algoritmos de busqueda para el wrapper multi-objetivo depende del conjunto de datos

bajo estudio.

Andlisis de los subconjuntos de descriptores obtenidos

Como puede suponerse, de acuerdo con la naturaleza paralela y estocastica de la prop-
uesta, los subconjuntos de descriptores obtenidos al final de la segunda fase pueden ser
diferentes entre si en una misma corrida y no necesariamente los mismos a través de dis-
tintas ejecuciones. Si bien puede pensarse que una caracteristica de robustez podria exigir
que el método sugiera un tinico subconjunto de descriptores como el mejor subconjunto, la
sugerencia simultanea de varios subconjuntos puede verse como una ventaja con respecto
a muchos de los esquemas existentes para FS. Segin Horvath este aspecto estocastico
puede representar la posibilidad de ofrecer mas de un subconjunto de descriptores rele-
vantes [HBSe*07]. Durante los experimentos realizados en estas investigaciones, si bien
los subconjuntos seleccionados no han sido exactamente los mismos, es notable que varios
descriptores que han resultado seleccionados en repetidas ocasiones, han sido reportados
como relevantes en otros trabajos de seleccion de caracteristicas o se sabe en forma teérica
que son relevantes.

Como andlisis breve de los descriptores seleccionados en los mejores subconjuntos, los
cuales se reportan en la tabla 5.25, el descriptor TPSA(NO) (area de la superficie topolog-
ica usando nitrogeno y contribuciones de oxigeno polares), el cual tiene mucha importancia
en la prediccion de la penetracion de la barrera hematoencefélica [Ert08], se encuentra
presente en la mayoria de los subconjuntos para el conjunto de datos logBBB. En gen-
eral, los compuestos lipofilicos tienen probabilidades de cruzar la barrera, por lo que es
aceptable que se encuentren con frecuencia descriptores hidrofobicos (como ALOGP - co-
eficiente de Ghose-Crippen de particion octanol-agua) y descriptores de grupos de acido
carboxilico (como nRCOOH o Ic).

En el caso de logHIA se encuentran presentes frecuentemente descriptores relacionados
con la solubilidad en agua, como ALOGP o MLOGP (coeficiente de Moriguchi de parti-
cion octanol-agua). En el caso del conjunto de datos logP, se pueden ver frecuentemente
seleccionados algunos descriptores conocidos por su relacion con la prediccion de dicha
propiedad, por ejemplo: MW (peso molecular), descriptores relacionados con el carbono
(nC - namero de atomos de carbono; nCar - suma de todos los dtomos de carbono

pertenecientes a cualquier estructura aromatica y heteroaromatica; nCs - nimero total
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de atomos de carbono secundarios) y descriptores relacionados con momentos dipolares

(D_H - dipolo total, hibridacion; o D_ S - dipolo total, hibridacion + punto de carga).

Conjunto 1D

Descriptores *

logBBB 1 [Iv], [TPSA(NO)], [Ic], SRW09, BELv4, HATS7v / HATSS8e
11 [Iv], TPSA(NO), MLOGP2, SRW09, nROH, EEig05d, C-034, nRCOOH,
0-057, nArNR2, nArCOOH, H-051, Psychotic-80, nRCOOR, HATS8u,
nN(CO)2, Infective-50, HATS7u, nArCOOR, Deppresant-50
111 [Iv], TPSA(NO), ALOGP, Mor21v, EEigl2r, Ic
v [Iv], TPSA(NO), SRW07, 0-057, MATS2p, nOHp, R3u, RDF020p,
T(N..I), nArOH, Psychotic-80, RDF050m, HATS8u, C1-087, G3u
A% [Iv], TPSA(NO), ALOGP, Morl6v, ISIZ, nN(CO)2, BELm4, Ic
VI [Iv], TPSA(NO), ALOGP, R7u+, ARR, H4p, Mor20v, TE2, BELe3
logHIA  VII [ALOGP], LAI, Neoplastic-80, RDF045m, R5v+, DDI, N-074, IDE
VIII Hy, GVWAI-80, Infective-80, nP(O)O2R
X MLOGP, TPSA(NO), RDF130m
X ALOGP, C-011, nPyridines
XI ALOGP, Mor13e, RDF045p, Vs, nArCONHR, R5up, PW5
XII ALOGP, Rlv+
XIII MW,D P, D H, D S, E2 EX, ELC, IP, PO, VMC1, VMC2, VMC4
logP X1V D _H, TP, PO, Mv, nH, nN, nCL, nR06, nCp, nCaR, nOHp, nOHs,
nROR, nRSR, nHDon, PSA
XV D S, E2, IP, Sv, Se, nAT, nBM, nDB, nAB, nH, nC, nO, nF, nCL, nl,
nR03, nR06, nR11, nCp, nCs, nOHp, nOHs, nOHt, ARR
XVI D _H, IP, PO, nBT, nBM, nAB, nO, nF, nX, nR06, nCaR, nHAcc, Ui
XVII MW, E2, AMW, Mv, Mp, nBT, SCBO, nAB, nC, nBR, nCp, nCaR,
nOHs, nHDon, ARR
XVIIT MW, E2, PO, VMC2, AMW, Mv, nBM, SCBO, nDB, nH, nC, nBR,

nR03, nR06, nCp, nCaR, nOHp, nOHs, nHDon, ARR

Tabla 5.25: Descriptores moleculares seleccionados por los diferentes subconjuntos reportados
en las tablas 5.12, 5.13 y 5.14

Andlisis de la metodologia utilizando validacion externa

Todos los resultados reportados hasta aqui han sido obtenidos a partir de los errores

de prediccion reportados por la red neuronal de la segunda fase. El principal objetivo

de esta fase es el de proporcionar un método de regresion més poderoso para evaluar

la capacidad descriptiva de los subconjuntos seleccionados por la primera, pero no pre-

tende constituir una metodologia de validacion que estime la capacidad predictiva real
de los modelos QSAR/QSPR obtenidos a partir de dichos subconjuntos de descriptores.

"Los corchetes denotan descriptores que fueron previamente seleccionados.
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Se puede observar que la segunda fase valida internamente utilizando datos que han sido
previamente utilizados para la seleccion de caracteristicas en la etapa previa. Por este
motivo esta segunda fase no pretende ser una validacion estricta, sino una validacion in-
terna cuyos resultados sean altamente confiables.

El altimo anélisis de desempeno consistié en realizar un procedimiento de validacién ex-
terna. Esto significa que una porciéon de los datos se reservd para ser utilizada solo por
un método de evaluacion aplicado después de la segunda fase. Ademaés, dichos datos no
se superponen con ninguno de los grupos de datos usados durante la infraestructura de
dos fases. Por medio de esta validacion se cuantifico cuan diferentes son los errores de
prediccion con respecto a los reportados por la segunda fase.

Para llevar a cabo la validacion externa se selecciondé de manera aleatoria un 20% de
los datos antes de la primera fase (S7). Se aplico el procedimiento convencional con la
primera y segunda fase sobre el restante 80% de los datos. Por medio de la infraestructura
se obtuvieron los 20 subconjuntos de descriptores mas prometedores, evaluando la capaci-
dad predictiva de estos subconjuntos por medio de la segunda fase como en los anélisis
previos. Posteriormente, se evalu6 la capacidad predictiva de dichos subconjuntos sobre
el conjunto de prueba Sy, utilizando la misma red de la segunda fase.

Para los 20 mejores subconjuntos de descriptores se analizé si los errores promedio
obtenidos en S7 no son significativamente peores que los obtenidos por la validacion
interna. El procedimiento estandar para comparar las medias de ambos métodos de
validacion se realizo utilizando la prueba de comparacion t-student para muestras cor-
relacionadas, evaluando la capacidad predictiva de cada subconjunto por medio de ambas
validaciones, calculando las diferencias entre ambas evaluaciones para cada subconjunto
y finalmente obteniendo la diferencia promedio como se muestra en la tabla esquemaética.
Cuando el 0 estéa fuera del intervalo de confianza podemos afirmar (con una probabilidad
de error a) que hay una diferencia entre las medias de ambas observaciones. De esta
forma, se establecio el intervalo de confianza para los promedios de las diferencias entre
los errores promedios de ambos métodos de validacién.

Una vez realizado este procedimiento pueden ocurrir tres situaciones diferentes:

1. los errores de validacion externa son significativamente menores que los errores de

validacion interna,

2. no hay evidencia estadistica de que los errores de validacién externa son mayores

que los errores de validacion interna, o

3. algo diferente de las situaciones 1 o 2.
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validaciéon interna | validacién externa diferencia

Subconjunto 1 Error Iy Error E; D=1 — FE;
Subconjunto 20 Error Iy Error Eoyg Doy = Iy — Eyg

- 20
Promedio 0=9>D;

i=1

Desvio estandar o(6)
Nivel de confianza «
Grados de libertad f=(20-1)
Valor critico de t-student ta,f
Estimacion del intervalo de confianza 10 —ta.r0(0),0 +to ro(0)]

Tabla 5.26: Procedimiento de comparacion t-student entre dos métodos con respecto al mismo
conjunto de datos muestrales.

La situacion 1 puede ser identificable (con o < 0,05 0 a < 0,01) y decimos que los er-
rores de validacion externa son menores si el intervalo solo contiene valores positivos. Sin
embargo, no es posible cuantificar probabilisticamente la segunda situacién. El proced-
imiento usual seria aceptar la hipotesis de que la validacién externa no es mayor cuando
no se la puede rechazar con una probabilidad a < 0,025 o cuando el error de validacion
interna promedio es mayor que el error de validacién externa y el 0 esta contenido en el
intervalo. En cualquier otro caso se deberia asumir que el error de validacion externa es

mayor que el de validacién interna.

Int.Val. > Ext.Val. (1) | Int.Val. = Ext.Val. | Int.Val. < Ext.Val.
a<0.05]0.05<a<0.1 (2) (3)
logBBB | 40% 10% 40% 10%
logHIA 10% 20% 70% 0%
logP 20% 10% 50% 20%

Tabla 5.27: Analisis de la prueba de comparacién t-student para los tres conjuntos de datos
para 10 replicas: (1) el error de validacion externa es significativamente menor que el error de val-
idacion interna, (2) no hay diferencia estadisticamente significativa entre ambos procedimientos
de validacion y (3) algo distinto de (1) y (2).

Para cada conjunto de datos, se realizaron 10 réplicas del mismo experimento aplicando
este procedimiento sobre el conjunto de prueba Si, realizando diferentes separaciones
de los datos cada vez. En cada ocasion se utilizé la combinacion algoritmo de bisqueda
agregativo/MRL para la primera fase. La tabla 5.27 resume los resultados obtenidos clasi-
ficados segtn el tipo de situacién. En 11 de las 30 réplicas se produjo la situaciéon 1, en 16

se produjo la situacion 2 y en las restantes 3 se produjo la situacion 3. Estos resultados
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evidencian que la validacion de la segunda fase es un buen estimador de la capacidad
predictiva de los subconjuntos, lo cual sustenta el uso de una metodologia menos rigurosa
en la primera fase de la infraestructura que sea capaz de tener en cuenta la cardinalidad

y la capacidad predictiva de los subconjuntos.

Complejidad computacional de la metodologia

En un anélisis de la complejidad computacional de esta metodologia, el primer aspecto
a tener en cuenta es que esté limitada por la complejidad computacional del método wrap-
per MO, dado que es el encargado de realizar el trabajo mas costoso. Particularmente, los
algoritmos basados en Pareto son méas costosos computacionalmente que los agregativos
debido al manejo de los frentes de no dominacion.
Se sabe que, para k funciones objetivo a optimizar y /N individuos en la poblacion, la com-
plejidad computacional del NSGA-IT es de O(kN?), en este caso k = 2y N = 145. Por
otro lado, en el peor caso el, tiempo computacional del SPEA2 es O((N + N)?), donde N
es el tamano de la poblacién externa (también 145). Sin embargo, si existe una diversidad
adecuada, la complejidad computacional promedio sera menor (O(log(N + N)(N + N)?))
[ZLT01]. Estos ordenes de ejecucion estan calculados con respecto a cada generacion y
asumiendo que no hay un costo computacional asociado al célculo de las funciones de
aptitud.
Considerar el tiempo computacional de las funciones se reduce a considerar el tiempo de
evaluacion de la capacidad predictiva de los subconjuntos de descriptores. A partir de
observaciones empiricas, el método de prediccion NLR es el mas intensivo computacional-
mente, teniendo un orden O(c?), donde ¢ es el ntimero de coeficientes a ser ajustados
(en nuestro caso, 4p + 1, donde p es el namero de descriptores en el subconjunto a ser
evaluado).
Para establecer la complejidad computacional en el peor caso, para cualquier combi-
nacion de método de busqueda y método de prediccion posible, definimos O(bisqueda)
como el orden de ejecuciéon de una generacion para una estrategia de buisqueda. Sim-
ilarmente, definimos como O(F3) al orden del tiempo de ejecucion de una funcion de
evaluacion de la capacidad predictiva. Debido a que la funcién de evaluacion se calcula
para cada individuo en cada generacion, la complejidad computacional de una generacion
es O(max(N - O(Fy),0(busqueda))). Finalmente, la complejidad computacional de una
ejecucién completa del wrapper MO en el peor caso serd del orden del tiempo de una

generacion multiplicado por el nimero de generaciones (siendo menor en los casos en
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los que se verifique la condicion de corte del algoritmo que no depende del maximo de

generaciones).



CAPITULO 6

ALGORITMOS EVOLUTIVOS
DESARROLLADOS
PARA MINERIA DE TEXTO

En este capitulo se describen los algoritmos evolutivos mono y multi-objetivo desarrolla-
dos para soporte en el drea de mineria de texto. Mas precisamente, se aborda el problema
de recuperacion de informacion temdtica, el cual constituye una de las principales tareas
requeridas en recuperacion de informacion (IR). La metodologia de trabajo comienza pro-
poniendo una arquitectura evolutiva para recuperacion teméatica. Como primera aproxi-
macién se propone una version evolutiva que pretende alcanzar mucha similitud entre los
documentos recuperados y un tema de interés. Luego evoluciona hacia una versién mas
compleja que contempla dos objetivos que suelen competir entre si: precision y cobertura.
Los objetivos pragmaéticos del trabajo son el diseno, implementacion y evaluaciéon de al-
goritmos evolutivos para lograr recuperacion de material tanto relevante como novedoso,
incorporando informacion de forma automatica a medida que las generaciones avanzan,

valiéndose para esta tarea de la generacion inteligente de consultas.

6.1 Recuperaciéon de informacién tematica

La busqueda basada en topico es el proceso de recuperacion de informacion basado
en un contexto tematico o tema de interés. Dicho tema de interés puede ser, por ejem-
plo, el entorno actual de un usuario utilizando una computadora, un documento inicial
a partir del cual queremos obtener mas informacion o una descripcién conformada por

un conjunto de términos sueltos. Este proceso puede llevarse a cabo mediante dos pasos
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bésicos. Primero, formulando consultas relevantes con respecto a dicho contexto temético.
Segundo, presentando dichas consultas a un motor de bisqueda. A partir de estos dos pa-
sos, es razonable que la calidad del material recuperado sea altamente dependiente de las
consultas que se presentan. HKste aspecto hace que la generacion inteligente de consultas
sea un problema de investigacién importante para el area de recuperacion de informacion.
El crecimiento veloz y las cantidades enormes de informacion en forma electronica han
aumentado la importancia y complejidad de la recuperacién de informacion. El recurso
principal que un usuario posee para recuperar informacion son los motores de biisqueda.
Sin embargo, los proveedores del servicio son los que determinan los mecanismos de clasi-
ficacion o ranking utilizados por el servicio de bisqueda que ofrecen. Comunmente el
criterio de clasificacién cambia de un servicio de biisqueda a otro. La variedad en criterios
puede ser muy heterogénea, pudiendo guiarse por ejemplo por la relevancia del contenido
recuperado o por la popularidad del documento encontrado (entre muchos otros ejemp-
los). Ademas, lo usual es que el criterio empleado sea opaco a la vista de quienes estan
utilizando la interfaz del motor de bisqueda, dejando la formulacion de consultas como
tnico punto de acceso a la informacion relevante.

Siempre que un usuario presenta una consulta a un motor de bisqueda, el motor devuelve
una lista de resultados ordenados bajo alguna pauta. Esta lista de resultados, es lo que
el algoritmo de clasificacion interno del motor de bisqueda considera como los resultados
més relevantes, siendo el primer resultado el més relevante y los demas siguiendo en orden.
Dado que los criterios de clasificacion de cada motor son diferentes y cada motor puede
indexar distintos documentos, se sabe que una misma consulta presentada a distintos
motores de biisqueda rara vez genera el mismo resultado.

A medida que el nimero de documentos se incrementa la tarea de retornar resultados se
vuelve mas compleja. Si bien se ha avanzado mucho en el desarrollo de mecanismos de
clasificacion que permitan obtener mas resultados relevantes para el usuario, los usuarios
no han modificado demasiado su habilidad. Por ejemplo, en general e historicamente
los usuarios suelen mirar no mas que los diez primeros resultados. Por otra parte, los
usuarios tienden a formular consultas de pocas y especificas palabras o términos. Lo cual
dificulta la tarea de recuperacion, sobre todo cuando la palabra tiene muchos significados
diferentes. En general, la expansion de consultas suele ayudar a enfocar la biisqueda en
material mas relevante.

La tarea de agregar términos a una consulta puede hacerse de manera manual, automéatica

o asistida por el usuario. La efectividad de las consultas depende de lo que el usuario esta
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intentando obtener y de lo que el usuario quiere ver. Por ejemplo, si el objetivo es lograr
una amplia cobertura, una consulta extensa serd mas efectiva que una especifica. En
este caso, el usuario intentara recuperar la mayor cantidad de informacion relevante, aun
cuando dicha informacion se vea acompanada de resultados irrelevantes. Por otro lado,
si la intencion es lograr una buena precision, son preferibles las consultas especificas.

El problema de la btisqueda basada en tépico puede verse como un problema de opti-
mizacion si contamos con un criterio que nos permita medir el desempeno de las consul-
tas. En este contexto, la funcién objetivo a ser optimizada (minimizada o maximizada)
nos indicarda cuan buena es una consulta de tal forma que pueda ser comparada con las
demas. En las siguientes secciones veremos los diferentes esquemas desarrollados en esta

tesis, cada uno de los cuales fue destinado a contestar a distintas cuestiones.

6.1.1 Antecedentes en biisqueda tematica basada en contexto

Existen numerosos sistemas que demuestran la efectividad e importancia de la
biisqueda tematica. Algunos han sido desarrollados con propoésitos de aplicacion especifica
y otros con propo6sitos mas generales.

e Letizia [Lie95] y el WebWatcher [AFJM95| son dos ejemplos de asistentes que co-
laboran con el usuario al navegar en la World Wide Web. A medida que el usuario
trabaja con un navegador convencional, estos agentes llevan un registro del compor-
tamiento del usuario e intentan anticipar que documentos le resultaran interesantes.
Para ello exploran de manera concurrente y auténoma los links que el usuario va
visitando. La estrategia de navegacién se basa en lo que consideran mas impor-
tante para el usuario, usando la forma en que el mismo ha manipulado los distintos
enlaces para aprender. Usan un conjunto de heuristicas simples para modelar el

posible comportamiento del usuario navegando en la web.

e El Remembrance Agent (RA) [RS96| es un programa que colabora con la memoria
humana mostrando una lista de documentos que son relevantes con respecto al
contexto actual del usuario. La aplicacién se ejecuta sin necesitar la intervencion
humana de tal forma que si la persona retoma una tarea distinta el sistema también
retoma las sugerencias correspondientes. La interfaz del RA trabaja dentro del
editor de texto Emacs, el cual sirve ademas como cliente de email y navegador.
La interfaz muestra las sugerencias junto con un puntaje que indica el grado de

relevancia de cada una. Por otra parte, un programa de soporte en el RA es el
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encargado de resolver las consultas, sugiriendo los documentos similares encontrados
dentro de un pool previamente indexado. Posteriormente Rhodes cre6 una version
portable (en el sentido de portar en el cuerpo, vestir) del RA, el cual trabaja como
un asistente electronico que el usuario puede llevar a cualquier lado sin necesidad
de una computadora [Rho97|.

HyPursuit [WVS96] es un sistema que combina la informacion brindada tanto por
los links como por el contenido de los documentos, con el fin de dar una estructura
definida al espacio de informacion. Organiza hypertexto en clusters dentro de una
o mas jerarquias, basandose en diferentes técnicas de agrupacion de documentos.
Un esquema denominado Analisis de Similitud Generalizado (GSA por Generalized
Similarity Analysis), presentado por Chen [Che97|, combina los enlaces, la similitud
de contenido y el uso de patrones para definir relaciones de proximidad.

El SenseMaker [BW97] es una interfaz centrada en el usuario que facilita la nave-
gacion de espacios de informacion dentro de librerias de informacién digital het-
erogéneas. Unifica citas y articulos de distintas fuentes y los presenta en un esquema
que permite una rapida comparacion de sus propiedades. El sistema permite que los
usuarios examinen su contexto actual, se muevan hacia nuevos contextos o vuelvan
a contextos previos. Presenta los documentos sugeridos en forma agrupada o en
bundles (el término que ellos utilizan para denominar clusters), los cuales pueden
ser progresivamente expandidos, facilitando una forma guiada por el usuario para
busqueda incremental. Actualmente este sistema se ha convertido en una serie de
herramientas que agrupa, entre otros, un recolector de informaciéon, un navegador,
una aplicacion para representacion de modelos y un clasificador.

El PAW (Personal Adaptative Web) [KC98] es otro agente que trabaja de forma
similar, empleando en su arquitectura varios conceptos de Machine Learning como
fuzzy logic y redes neuronales.

Miguel Andrade y su colega Alfonso Valencia presentaron un esquema para extraer
informacion relevante referente a familias de proteinas contenida en abstracts de
la base de datos MEDLINE [AV98|. En este esquema cada familia de proteinas
constituye un contexto teméatico de interés para los autores.

Modha y Spangler [MS00| utilizan una combinacion de atributos extraidos del con-

tenido textual de los documentos, los links entrantes y los links salientes, para definir
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similitud entre documentos en un algoritmo de clustering denominado toric k-means
basado en el algoritmo de k-medias.

e SUITOR (Simple User Interest Tracker) [MBCS00| es una arquitectura pensada
como un sistema de informacion atento. Es una coleccion de “agentes atentos” que
acumulan informacion de los usuarios. Estos agentes, monitorean el comportamiento
del usuario y su entorno; por ejemplo, pueden determinar que estd leyendo el usuario
observando su mirada. También analizan las entradas por teclado, los movimientos
del mouse, los URLs visitados y las aplicaciones en foco. Esta informacion se utiliza
para recuperar material relevante con respecto al contexto, tanto desde la web como
desde las bases de datos. De esta forma el usuario interactia con la computadora
de la forma usual y el sistema infiere sus intereses.

e El sistema Watson [Bud03, BHB01| busca dindmicamente, en la web y en la com-
putadora local, informacion relacionada con la tarea actual del usuario. Para lograr
esto, el sistema puede guiarse por un correo electrénico que el usuario estd escri-
biendo, en cuyo caso es capaz de mostrar automaticamente una lista de emails
relevantes, o puede guiarse por un documento que el usuario esta redactando, en
cuyo caso sabe proveer al usuario con resultados relacionados con la redaccion.

e Existen Web crawlers tematicos que llevan a cabo el proceso de recuperacion guian-
dose no soélo siguiendo los links existentes, sino también considerando el contenido
encontrado para concentrarse en las paginas relevantes con respecto a cierto tema
de interés [CvdBD99, MPS04].

e Elsistema EXTENDER [MLRO05, Mag04, MLRMO04| aplica una técnica incremental
para construir descripciones de topico. Su tarea, es generar descripciones breves de
nuevos tépicos relevantes con respecto a un modelo de conocimiento en construc-
cion. Partiendo de un mapa conceptual, este sistema extrae términos que sirven
como descriptores (términos que tienen capacidades para describir cierto topico) y
discriminadores (términos que solo aparecen en determinados topicos). Dichos tér-
minos son utilizados para guiar la bisqueda de términos correspondientes a topicos
nuevos pero relacionados con el contexto inicial. Una vez identificados los nuevos
términos, el sistema los sugiere como candidatos a ser incluidos dentro del modelo
de conocimiento.

e Jorg Hakerberg et. al [HPR™08| propusieron un método basado en busqueda con-
textual, para normalizaciéon de nomenclaturas de genes y extraccién de interaccion

proteina—proteina utilizando dos tipos de modelos contextuales.
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6.1.2 Adaptabilidad de consultas y biisqueda tematica

La reformulacion o extension de consultas con el fin de que se adapten a las necesidades
del entorno, son técnicas de recuperaciéon de informacion basadas en el uso de un conjunto
de documentos a partir de los cuales se pueden obtener nuevos términos [AF77|. Muchos
estudios han demostrado los beneficios de contar con herramientas que brinden ayuda en
la formulacion, reformulacion y refinamiento de consultas [Gre98, K1i01, Chu02, RKC *07].
Relevance feedback es un mecanismo de adaptacion de consultas utilizado para modificar
consultas en base a la importancia de los resultados obtenidos mediante la consulta. Un
escenario tipico de relevance feedback involucraria 5 pasos basicos: (1) se formula una
consulta, (2) el sistema devuelve un conjunto de resultados iniciales, (3) se realiza un
analisis de importancia de los resultados obtenidos (relevance feedback), (4) el sistema
utiliza esta evaluacién para construir una representaciéon mejor de las necesidades de
informacion subyacentes y formular una nueva consulta y (5) el sistema devuelve un
conjunto mejorado de resultados. Dependiendo del nivel de automatizacion del paso (3),
se pueden distinguir tres formas de feedback:

e Supervisado: requiere realimentacion explicita, lo cual usualmente se obtiene de
parte de los usuarios, quienes indican la relevancia de cada documento recuperado
por el sistema (|Roc71]).

e No supervisado: aplica un tipo de evaluacién de relevancia ciega, tipicamente
se asumen como relevantes los k primeros documentos recuperados por el sistema

(|BSM93)).

e Semi-supervisado: el sistema infiere la importancia de los documentos. Una forma
comun de realizar esta tarea es monitoreando el comportamiento de los usuarios (p.
ej. ver qué documentos resultan seleccionados o cuanto tiempo invierte el usuario en
cada documento). Si se sabe que la busqueda de informacién se basa en determinado
contexto tematico, otra forma automatica de inferir la importancia de un documento
es calculando la similitud de los documentos con respecto al contexto actual del
usuario ([JW04]).

Existen sistemas que han sido disenados para soportar refinamiento de consultas
[CD90, VWSG97, AT99, OKI*01, THO04, JZS07| y otros que facilitan la exploracion
tematica agrupando los resultados en grupos tematicos coherentes [CPKT92, HP96, AV97,
KLK98, ZE99, CD00, ZHC*04]. La mayoria de estos sistemas proveen una interfaz de

navegacion que requiere intervencion explicita del usuario.
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La sobrecarga debida a la necesidad de formular las consultas de forma explicita, se puede
aliviar si las mismas se formulan de manera automatica. Existen situaciones en las que se
puede contar con informacion ttil para guiar la reformulacién. Los algoritmos desarrolla-
dos en este capitulo, son capaces de aprovechar tal informacién para producir consultas
que al ser presentadas a motores de biisqueda o indices obtengan resultados relevantes
para el topico de interés. Teniendo en cuenta que un contexto tematico puede contener
una enorme cantidad de términos y que los motores de busqueda convencionales suelen
limitar la longitud de consulta, es sumamente importante realizar una seleccion ttil de
los términos.

Si bien se sabe que no siempre toda la informacién contenida en el contexto puede ser
resumida en una consulta, se pueden implementar mecanismos capaces de extraer con-
juntos de términos que sean representativos y construir consultas a partir de ellos. Los
resultados obtenidos luego de presentar dichas consultas, pueden compararse con el con-
texto original para filtrar los que son irrelevantes. Por otra parte, los resultados relevantes
pueden ser aprovechados para agregar conocimiento al mecanismo de generacion de con-
sultas. En este contexto, la propuesta de esta tesis es usar algoritmos evolutivos para
implementar mecanismos capaces de aprender cuales son los mejores términos. Partiendo
del contexto de interés y aumentando el conocimiento a medida que se obtiene nuevo

material relevante.

6.1.3 Escenarios de alcance

El desarrollo de métodos que permitan obtener consultas de alta calidad para recolectar
recursos relevantes con respecto a determinado topico puede tener un impacto significativo
en el drea de IR. Estos son algunos de los escenarios en los que dichos métodos pueden

ser utiles:

Busqueda basada en la tarea del usuario

Los sistemas basados en la tarea del usuario son un caso particular de sistemas de
biisqueda basados en toépico, en los cuales se aprovecha la interaccién del usuario con
aplicaciones informaticas, para determinar su tarea actual y formar un contexto temético
que refleje las necesidades del usuario [BHB01, LBMWO00]. Si nos conformamos armando
las consultas simplemente a partir del contexto inicial, es altamente probable que dis-

minuyan las posibilidades de recuperar material relevante. Sin embargo, reformulando



Capitulo 6. Algoritmos evolutivos desarrollados
120 para mineria de texto

las consultas a través de nuevos términos formando consultas de alta calidad, un sis-
tema de busqueda basado en la tarea del usuario puede generar sugerencias automaticas

sumamente relacionadas con los intereses del usuario.

Sistemas de recuperaciéon para portales web

Un portal web tiene el proposito de recopilar recursos correspondientes a determinados
topicos. Los documentos recolectados se usan para suministrar biisqueda especializada
y directorios de sitios. Ademas de poseer las caracteristicas de un motor de busqueda
estandar, un portal ofrece otros servicios tales como correo electronico, noticias, informa-
cion y entretenimiento. Algunos de los portales web mas conocidos son MSN, Yahoo! y
AOL. Tipicamente, los buscadores focalizados (focused crawlers) son los encargados de
explorar la web para recopilar contenido relevante a cierto tépico y poblar los indices de
los portales web [CvdBD99, Cha02, MPS04]. Como alternativa a los focused crawlers, el
proceso de recuperacion de recursos puede ser soportado formulando consultas enfocadas
en el topico de interés y presentando dichas consultas a un motor de bisqueda. Una
vez recuperados los resultados que genera la consulta, se pueden seleccionar aquellos que

estén relacionados con el topico de interés.

Acceso a la web oculta

Una importante cantidad de informacion de la web se encuentra en paginas generadas
en forma dindmica y constituye lo que se conoce como Web Invisible |[KSS97|. Estos tipos
de paginas, no existen hasta que se crean como resultado de una consulta especifica pre-
sentada a formularios de biisqueda disponibles en determinados sitios (por ejemplo: las
péaginas que exigen loggin por medio de nombre y password, paginas comerciales como
amazon.com y mercadolibre.com.ar o bases de datos teméticas como librerias cientificas
y librerias multimedia). Se estima que el tamano de la Web Invisible alcanza miles de
TB de informacion, superando en varios érdenes de magnitud a la web superficial [Ber(01].
Los motores de buisqueda estandar no son capaces de alcanzar este tipo de informacion.
En el ano 2001, Sriram Raghavan y Hector Garcia Molina presentaron un modelo para
explorar la Web Invisible [RGMO01]|. Este modelo, utiliza términos provistos por usuarios
u obtenidos de una base de datos para realizar consultas a los formularios web, obte-
niendo de este modo informacion que se encuentra en bases de datos ocultas. Alexandros

Ntoulas et al., propusieron una arquitectura destinada a la recuperaciéon de informaciéon de
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la Web Invisible por medio de politicas de generacién automatica de consultas [NZCO05|.
Los algoritmos propuestos en este capitulo, son una alternativa para el problema de gen-
eracion automatica de consultas efectivas y pueden ayudar a automatizar el proceso de

recuperacion de recursos provenientes de la Web Invisible.

Recopilacién de informacién persistente

Muchos usuarios estan interesados en obtener determinada informacion en forma con-
stante, lo que se conoce como necesidades de informacion persistente [SH04|. Por ejemplo,
muchos ejecutivos necesitan estar al tanto de las noticias referidas a las industrias y condi-
ciones de stock de determinados mercados para no perder oportunidades de inversion, los
coleccionistas quieren saber lo ltimo sobre sus piezas de coleccién, los cientificos quieren
estar actualizados y poder tener acceso a las tiltimas publicaciones en su area de inves-
tigacion. Este tipo de informaciéon, con respecto a un topico determinado, puede ser
recopilada por medio de herramientas que observen la web, busquen en forma automaética
documentos referidos al topico y sean capaces de presentarlos al usuario en la forma en
que éste lo requiera. WebTOPIC es una herramienta semi-automatica que interacttia con
el usuario en un proceso de dos fases [EJ05]. En la primera etapa, el usuario define el
topico de interés y especifica determinadas caracteristicas. En la segunda etapa, el usuario
analiza los resultados que han sido recuperados por el sistema. De forma similar, una vez
que se ha definido el perfil del usuario identificando sus intereses, dicho perfil puede ser
usado para generar consultas referidas al tépico de forma automatica. Con este esquema,
un sistema inteligente podria recopilar material relevante disponible en forma periodica,
con el objetivo de brindar un servicio para las necesidades de informacion persistente del

usuario.

Soporte en gestion del conocimiento

El manejo efectivo del conocimiento puede requerir ir méas alld de la captura
de conocimiento inicial, para permitir extender el modelo de conocimiento original
[LMR*03, MLRO5|. La web provee una fuente importante de informacion potencial para
agregar a un modelo de conocimiento. Este material, puede ser recuperado presentando
consultas contextuales a los motores de biisqueda convencionales. En este sentido, el con-
texto o tema de bisqueda se crea en base al modelo de conocimiento en construccion. Si

bien es cierto, que una consulta probablemente no puede contener toda la informacion
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contenida en el modelo, se pueden usar estrategias inteligentes que extraigan términos rep-
resentativos y construyan una consulta efectiva. Usando la web como un gran repositorio
de memoria colectiva y comenzando desde un modelo de conocimiento en progreso, las
técnicas discutidas en este capitulo pueden facilitar el proceso de captura de conocimiento
para lograr una extension del modelo. Los resultados recuperados por medio de las con-
sultas formuladas pueden filtrarse, utilizando como punto de comparacién el modelo de

conocimiento inicial para descartar el material irrelavante.

6.2 Uso de algoritmos evolutivos en recuperaciéon de informacion

Los primeros intentos de utilizar EAs en recuperacion de informacion datan de fines
de los 80’s. El objetivo principal de estos enfoques fue el uso de algoritmos evolutivos
(en particular algoritmos genéticos) para la evolucion de descripciones de conjuntos
de documentos, con el fin colaborar en tareas de indexado o clustering de documentos.
Michael Gordon utiliza EAs para construir un método de indexado [Gor88|. En este es-
quema, cada documento se asocia con una lista de términos que lo representa. El usuario
debe proveer una lista inicial de palabras, luego, se usa el EA para encontrar mejores de-
scripciones de documentos, algo similar a lo llevado a cabo por Vijay Raghavan y Brijesh
Agarwal en 1987 [RA87]. En un trabajo posterior Gordon completé el ciclo de clustering
de documentos por medio de EAs [Gor91], demostrando que la evolucion de descripciones
de documentos permite aumentar la exactitud en el clustering de documentos relaciona-
dos. Otro trabajo que utiliza EAs, relacionado con clustering de documentos, propone un
método basado en el andlisis del contexto de los documentos en vez de en el contenido
[LLO1]. Para determinar el contexto, se examinan las estructuras de hipertexto y se siguen
los URLs presentes en el documento. En esta propuesta, los EAs se utilizan para analizar
dicho contexto y crear un contexto para clustering difuso (fuzzy clustering). A diferencia
del clustering estricto (hard clustering), el cual asocia cada documento con un grupo o
cluster, el fuzzy clustering permite que un documento pertenezca a mas de un grupo.
En optimizacion de consultas, se han utilizado EAs para aprendizaje por refuerzo del
peso asociado a cada término [FS91, YK93, PBPK93|. En este sentido, cabe aclarar que
a diferencia de nuestra propuesta, estos métodos evolucionan (seleccionan, recombinan y
mutan) los pesos asociados a los términos y no los términos en si mismos. Nick y Themis
propusieron un sistema de agentes inteligentes que trabaja en forma similar [ZP01], el

Webnaut. Este sistema utiliza EAs para recolectar y recomendar paginas web en uno de
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sus agentes. El agente emplea dos EAs, los cuales crean respectivamente dos poblaciones.
El primer EA, utiliza individuos compuestos por un conjunto de palabras. Estas palabras
son extraidas de un diccionario creado en base a documentos sugeridos inicialmente por
el usuario. El segundo EA, emplea individuos compuestos por un conjunto de operadores
logicos, tales como AND, OR o NOT. Ambas poblaciones se combinan para formar con-
sultas. Los valores de fitness para los individuos correspondientes a ambas poblaciones se
calculan en base a la similitud entre los resultados recuperados y el diccionario. Ademés,
el sistema maneja cierto grado de realimentacién por parte del usuario. Esto le permite
incorporar nuevos documentos no tenidos en cuenta inicialmente y dar menos importancia
a documentos en los que el usuario estd menos interesado, para lo cual se modifican los
pesos (frecuencias) de cada palabra dentro del diccionario.

Otros esquemas han sido mas orientados hacia la recuperacion temdtica. En [CFP04]
Caramia et al. proponen un método para mejorar los resultados al realizar biisquedas
tematicas, en el cual el material presentado al usuario final se organiza en conjuntos de
documentos relevantes de baja cardinalidad. Dichas paginas representan de la mejor man-
era posible toda la informacion presente en un conjunto mayor de paginas. El método
utiliza un contexto/perfil del usuario para obtener paginas relevantes. Para cada una
de estas paginas, se construye una vectorizacion vinculada de alguna manera con el con-
texto/perfil. Las paginas vectorizadas se analizan por medio de un algoritmo de clustering
que las agrupa en subconjuntos de paginas similares. Cada subconjunto tiene la propiedad
de reunir paginas altamente relevantes pero distintas entre si. El rol del EA dentro del
método es evolucionar una poblacién de subconjuntos de paginas. Cada individuo es un
pequeno subconjunto de paginas extraido de los clusters, comenzando con las paginas de
mayor puntaje. La funcion de fitness combina tres métricas. La primera, tiene en cuenta
la importancia de cada pagina dentro de su cluster. La segunda, procura disminuir la
cantidad de paginas dentro del individuo, de manera que un individuos con pocas bue-
nas paginas no supere a un individuo con muchas malas paginas. Finalmente la tercera,
considera una medida de similitud de tal forma que las paginas dentro del subconjunto
de péaginas de cada individuo sean lo més distintas posible. Una vez que al EA termina,
el mejor individuo es el subconjunto de paginas que se presenta al usuario. En otro tra-
bajo relacionado con la buisqueda tematica, Leroy, Lally y Chen propusieron un método
para mejorar el conjunto inicial de resultados recuperados, utilizando las consultas del
usuario modificadas en base al interés que demuestra el usuario sobre los documentos

que se van recuperando |[LLCO03|. Para analizar el interés del usuario el sistema moni-
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torea los vinculos seguidos por el usuario (considerados como relevantes) y los vinculos
ignorados por el usuario (considerados como no relevantes). En este sistema el EA se
encarga de evolucionar individuos compuestos de conjuntos de términos. Para armar di-
chos conjuntos se tienen en cuenta los términos propuestos por el usuario, los términos
obtenidos de los items que el usuario considerd relevantes y los términos extraidos del
material que el usuario considerdé no relevante. Por otro lado, para evaluar a cada indi-
viduo el algoritmo utiliza los primeros diez resultados recuperados para cada individuo y
construye tres grupos de términos: el de palabras relevantes asociadas a palabras exis-
tentes en los vinculos seguidos por el usuario que no son stop word (Sg:), el de palabras
no relevantes asociadas a los vinculos ignorados por el usuario (Sy,), y un conjunto adi-
cional que contiene stop words (Ss). Basandose en estos tres conjuntos de palabras, el
algoritmo construye tres contextos que se actualizan en cada busqueda realizada por el
usuario y se usan para evaluar y modificar la siguiente biisqueda. El primer contexto,
Cre, contiene todas las palabras del conjunto relevante que no estan en el conjunto no
relevante ni en el de stop words. El segundo contexto, Cy,, es el de términos no relevantes
(construido de forma anéloga a Cg, pero con el conjunto no relevante). Finalmente el
tercer contexto, C'4,, es el conjunto de términos que aparecen en el conjunto relevante y
en el no relevante pero no aparecen en el de stop words. En base a los dos primeros se
calcula la funcion de fitness, la cual emplea conceptos de similitud para evaluar los resul-
tados obtenidos por cada individuo al ser presentado al motor de busqueda, favoreciendo
a aquellos que obtienen resultados més parecidos al contexto relevante y menos parecidos
al contexto no relevante. Otra area de investigacion relacionada es la evolucion de agentes
que navegan la web realizando bisqueda temética, es decir, la evolucidn de focus crawlers
[MB00, MPS04, MBVL99, HYMRY98|. Menczer y Belew [MB00| mostraron que en por-
ciones bien organizadas de la web, los agentes pueden evolucionar y aprender estrategias
efectivas por medio del uso de redes neuronales y algoritmos evolutivos. En [MPS04]| los
autores analizan la adaptacion de focus crawlers, usando un algoritmo (tipo multi-agente)
en el cual los individuos pueden aprender a estimar links mediante aprendizaje por re-
fuerzo, logrando que la poblacion evolucione favoreciendo el proceso de exploracion hacia
areas de la web que parezcan prometedoras. El objetivo final de un focus crawler es similar
al de los métodos propuestos en este capitulo, es decir, recuperar recursos relevantes con
respecto a determinado topico. Sin embargo, las técnicas usadas por crawlers tematicos
son diferentes a las presentadas aqui. En las alternativas presentadas en las proéximas

secciones, se asume que existe un indice subyacente que puede accederse a través de una
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interfaz de busqueda. Por su parte, los crawlers tematicos construyen sus propios indices

recorriendo las paginas que van encontrando en el grafo de la Web.

6.3 Generaciéon de consultas tematicas como problema de opti-
mizacion

La generaciéon de consultas teméticas de alta calidad se puede pensar de forma nat-
ural como un problema de optimizacion. Dependiendo de los objetivos a optimizar sera
posible formalizar dicho problema bajo la definicion 1 ( Problema de Optimizacion Mono-
Objetivo), presentada en la seccion 2.2 o bajo la definicion 3 ( Problema de Optimizacion
Multi-Objetivo), presentada en la seccion 2.3. En ambos casos, el espacio de busqueda,
también conocido como espacio de decision o espacio genotipico en el contexto de EAs,
puede definirse como el conjunto de posibles consultas que pueden presentarse a un motor
de bisqueda. Cada consulta formulada se presenta a cierto motor de biisqueda para re-
cuperar informaciéon. La funcion objetivo a optimizar debe tener en cuenta la efectividad
de la consulta para recuperar material relevante. Dependiendo de los objetivos del sis-
tema, la efectividad de una consulta puede definirse usando nociones tradicionales de IR
tales como precision, cobertura, similitud, u otras métricas de evaluacion de desempeno

personalizadas.

6.3.1 Precision y cobertura

La recuperacion efectiva de informacion depende, tanto de la capacidad para recuperar
material relevante con respecto a las necesidades del usuario, como de filtrar la informacién
que le sea irrelevante. Para evaluar la habilidad que posee un sistema de recuperar items
relevantes y al mismo tiempo filtrar los items irrelevantes, la comunidad de recuperacion de
informacion suele utilizar las medidas de precision (precision) y cobertura (recall). Dada
una solicitud de informacion y su correspondiente conjunto de documentos relevantes, R,
si la estrategia de recuperacion genera un conjunto de resultados A, la precision y recall

se definen de la siguiente manera:

Definicion 14 (Precision |BYRN99|). FEs la fraccion de documentos recuperados (la

fraccion de T ) que es efectivamente relevante, es decir,

IRN A
Al

Precision = (6.1)
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Definicion 15 (Recall [BYRN99|). Es la fraccion de documentos relevantes (la fraccion

de R) que ha sido recuperada, es decir,

RNA
Recall = 7| 7| | (6.2)
Recuperados
que son
Relevantes
RNA

Coleccion de
documentos

Recuperados

Relevantes
R

Figura 6.1: Precision y Cobertura.

La figura 6.1 muestra el conjunto total de documentos disponibles (coleccion de docu-
mentos) en color gris, el conjunto de documentos recuperados, A, en color azul, el conjunto
de documentos relevantes, R, en color rosa y la interseccion de los mismos RN A. Pode-
mos apreciar que la cobertura es la relacion entre documentos recuperados relevantes y
documentos relevantes (interseccion vs. conjunto rosa), mientras que la precision es la
relacion entre documentos recuperados relevantes y documentos recuperados (interseccion

vs. conjunto azul).

6.3.2 Modelo de ponderaciéon TF-IDF

El modelo de ponderacion TF-IDF (por sus siglas en inglés de term frequency-inverse
document frequency) es una medida estadistica simple usada para medir la importancia
de una palabra para un documento dentro de una coleccién o corpus. Esta importancia
aumenta en forma proporcional a la frecuencia de apariciones de la palabra en el docu-
mento y disminuye con la frecuencia de apariciones de la palabra en el corpus. De acuerdo

con este modelo la relevancia estd determinada por dos componentes:
e Frecuencia del término (TF). Dado un documento d y un término ¢; la frecuencia

del término es, n(d,t;), el nimero de veces que el término ¢; ocurre en el documento
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d. En general esta cantidad se normaliza para evitar la tendencia a beneficiar a los
documentos de mayor longitud. Por ejemplo, se lo puede dividir por la cantidad de
términos en el documento en cuyo caso resulta:

TF(d,t;) = m (6.3)
k

e Frecuencia Inversa (IDF). Si pensamos que cada palabra es una dimension de
un espacio vectorial, no todos los ejes de este espacio tendran el mismo grado de
importancia. Dado que existen palabras sumamente comunes que no aportan tanta
informacion ya que pertenecen simultdneamente a muchos documentos aunque no
haya una relacion tematica entre ellos, IDF pretende darle menos importancia a
este tipo de términos. Sea t; un término y D un corpus de documentos. Sea Dy el
conjunto de los documentos que contienen al término ¢;, una forma comin de definir

IDF [SY73] es:
1+ |D|

IDF(t) = log D

(6.4)

El factor TF ayuda a lograr una buena cobertura. Sin embargo, la frecuencia de los
términos por si sola no es capaz de asegurar una precision aceptable ya que puede haber
términos con alta frecuencia en documentos irrelevantes. De esta forma el término IDF
cumple la funcién de penalizar a aquellos términos que tienen poco poder discriminador.
Por esta razéon, TF e IDF se combinan para formar la métrica TF-IDF de la siguiente

manera:

TF-IDF(d,t) = TF(d,t) « IDF(t) (6.5)

En principio, se busca que un sistema logre tanto buena cobertura como buena pre-
cision. Para lograr esto, los esquemas convencionales de IR usan factores combinados
de ponderacion de términos que contemplan precision y recall simultdneamente. Sin em-
bargo, se presentan diversas cuestiones cuando se intenta aplicar esquemas convencionales
de IR para medir la importancia de los términos en presencia de corpus no convencionales
[KT00, Bel00]. En particular, las medidas de precision y recall seran utiles siempre y
cuando tengamos acceso a |R|, el nimero de documentos relevantes. Sin embargo, existen
corpus de documentos en los cuales esta medida es imposible de determinar, el ejemplo
méas comun de ellos es la web. Para sobrellevar este inconveniente, distintos autores han

definido otras aproximaciones para estas métricas (p. ej. Saracevic, 1995, Chu and Rosen-
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thal, 1996, Wishard, 1998, Srinivasan et al., 2005.).

En el marco de esta tesis, este capitulo presenta distintas formas para abordar el prob-
lema de ponderacion de términos en presencia de dos componentes principales. Primero,
buscamos la forma de identificar buenos términos que nos permitan guiar la busqueda
temética en la web. Segundo, el hecho de que cuando se formulan consultas de forma au-

tomatica para buisqueda web no tenemos acceso a la coleccion completa de documentos.

6.3.3 Similitud

Una forma popular de medir la efectividad de un sistema al recuperar documentos,
es empleando medidas de similitud. Esta estrategia es especialmente util si existe un
parametro con el cual podemos comparar los documentos recuperados por el sistema para
una determinada consulta, como suele suceder en el caso de btisquedas teméticas. Una
métrica sumamente conocida que se utiliza para medir similitud es la similitud por coseno,
la cual expresa la cercania entre dos documentos.

Un documento d puede tener un vector de términos asociado de la forma:

-

d: (tl,t27...,tp) (66)

donde t; expresa de alguna forma la importancia que el término ¢ posee para el documento
d. Por ejemplo, t; podria ser la cantidad de apariciones del término ¢ en el documento
d (para i = 1,...,p), es decir, t; = n(i,d), donde n(i,d) es simplemente el niimero de
veces que ¢ aparece en d. Una alternativa es que t; sea la frecuencia de aparicion del
término ¢ en el documento d, es decir, t; = n(d,i)/ > n(d, k) e incluso puede usarse la
medida TF-IDF. Cualquiera de estas representacionesk nos permite ubicar al documento
dentro del espacio vectorial. Una vez obtenida la representaciéon para un documento,
dicho documento puede compararse con la representacion vectorial de otros documentos
utilizando el coseno del angulo que los separa como se ve en la figura 6.2, utilizando la

definicién 16.

Definiciéon 16 (Similitud por coseno). Sean d; y d; dos vectores en un espacio n-

dimensional. La similitud por coseno entre d; y d; se define como:

o
O'di,dj = ’ J 6.7
et I3l 115 o
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y es el coseno del dngulo 0 entre d; y d;.

Figura 6.2: Similitud por coseno.

6.4 ;Por qué usar algoritmos evolutivos para generacion de con-

sultas de alta calidad?

Existen varias razones por las cuales los Algoritmos Evolutivos resultan apropiados

para afrontar o intentar resolver la bisqueda temaética:

e Espacio altamente multi-dimensional. El espacio de consultas es un espacio
altamente multi-dimensional, donde cada posible término concierne a una nueva
dimension. Ademas, la cantidad de posibles consultas es enorme, dado que existen
muchisimas posibles combinaciones de palabras (cualquiera sea el lenguaje). Este
tipo de problemas no puede ser resuelto de forma efectiva usando métodos analiticos
convencionales y constituyen un ambito apropiado para EAs.

e Grandes cantidades de informaciéon. Dado que el propoésito de cada consulta
es recuperar determinado conjunto de documentos o material relevante, el conjunto
total de documentos también es un espacio de btisqueda en este problema. Uno de
los aspectos que caracteriza a los repositorios de informacion mas importantes es su
gran dimension. Por ejemplo, las bases de datos médicas pueden contener enormes
cantidades de items de informacion. La web contiene millones de documentos. Los
EAs son algoritmos de busqueda robustos especialmente disenados para este tipo de
problemas.

e Soluciones suboéptimas. La recuperacion exitosa de informacion requiere que se
formulen consultas de alta calidad y que se tengan en cuenta los resultados aunque

no sean los 6ptimos. Se sabe que si bien los algoritmos evolutivos no garantizan
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la identificacién de soluciones 6ptimas, si son bien implementados, son capaces de

encontrar soluciones cercanas a las dptimas.

Multiples soluciones. Cada uno de los miltiples conjuntos de documentos recu-
perados puede representar un buen resultado para una busqueda temética. Por lo
tanto, podemos estar interesados en varias de las consultas de alta calidad gener-
adas y no soélo en una de ellas. Los EAs constituyen una alternativa natural para
los problemas de optimizacién multimodal, siendo capaces de entregar miltiples

soluciones globales.

Exploraciéon y Explotaciéon. Encontrar buenas combinaciones de términos para
formular consultas, requiere la exploracion del espacio tematico en diferentes direc-
ciones. Esta exploracion debe ser independiente del conjunto inicial de consultas,
e incluso puede requerir ir més alla del conjunto de términos inicial incorporando
términos nuevos. Este aspecto puede ser efectivamente abordado aplicando los oper-
adores genéticos apropiados en la medida adecuada. Por otra parte, los mecanismos
de seleccién induciran de forma natural a la explotacién de las combinaciones de

términos mas alentadoras.

Entorno susceptible a cambios. Cuando se estd trabajando en busqueda
tematica, el entorno puede sufrir modificaciones en el tiempo. Se puede apreciar
un ejemplo comun de este tipo de comportamiento en los contextos de los usuarios,
yva que es de esperar que un usuario no se encuentre continuamente interesado en
el mismo topico. Los algoritmos evolutivos son ideales para este tipo de problemas,
dado que son sumamente flexibles a cambios en el entorno, pudiendo adaptarse por
medio del aprendizaje. Al evaluar las soluciones en el nuevo entorno, las que no
se desempenen de forma efectiva tendran menos probabilidades de sobrevivir, atn
si en generaciones pasadas fueron soluciones cercanas a las 6ptimas para entornos

anteriores.

Bisqueda tematica como problema de optimizacién. Dado que la bisqueda
tematica puede pensarse naturalmente como un problema de optimizacién, tanto
mono-objetivo, como multi-objetivo, y dada la complejidad que representa dicho
problema, los esquemas mono/multi-objetivo conocidos para EAs pueden ser desar-
rollados para resolverlo con la esperanza (para nada utopica) de lograr resultados
tan satisfactorios como en todos los demas problemas de optimizacién en los que se

han implementado soluciones bajo este paradigma.
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6.5 Infraestructura evolutiva propuesta para generacién de con-

sultas tematicas

Considerando que no es simple generar buenas consultas basandonos solamente en
un contexto tematico, pero que contamos con una forma de juzgar la efectividad de una
consulta a partir de los resultados que nos permite recuperar, podemos ver que un esquema
evolutivo que se sustente con métricas para evaluar el desempeno de las consultas parece

prometedor.

6.5.1 Cuestiones de investigacién generales

Un topico puede caracterizarse a partir de cierto conjunto de palabras. Desde un punto
de vista pragmatico, la seleccion de esas palabras deberia estar orientada a cumplir con
el objetivo de interés. Aun para un mismo topico, los términos tendran diferente grado
de importancia dependiendo de si se los necesita para generar consultas, para construir la
descripciéon de un topico o para construir un indice, entre otros posibles. Por ejemplo, un
término que sea buen descriptor puede tener pocas capacidades como discriminador. Este
buen descriptor por si s6lo no resultaria ttil para formar una consulta de alta calidad,
debido a la poca precision que consigue en los resultados. Sin embargo, si se lo combina
con otros términos que sean buenos discriminadores, dichos términos pueden distinguir
entre buenos y malos resultados, mejorando la calidad de la consulta.

El objetivo de la arquitectura propuesta es refinar automaticamente consultas, mejorando
su calidad, de tal forma que tengan la capacidad de recuperar material relevante con re-
specto a determinado tema de interés. La importancia de esta tarea, radica en que se
pueden facilitar muchos servicios en IR a partir de la generacién de consultas de alta
calidad. El material recuperado por estas consultas automéaticamente mejoradas, puede
ayudar en importantes tareas dentro de IR, por ejemplo, acercando informaciéon de in-
terés a los usuarios (sin exigir su participacion), brindando nuevo material a sistemas de
gestion del conocimiento, recolectando conjuntos de documentos relacionados para por-
tales teméticos o recuperando informacién de la Web Invisible.

En la siguiente seccion se explican los componentes principales de la arquitectura prop-

uesta.
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6.5.2 Arquitectura propuesta

La figura 6.3 muestra los componentes principales de la infraestructura evolutiva y
la conexion entre ellos, e incluye algunos de los diferentes servicios de informaciéon que
pueden utilizar este sistema para su beneficio. En el prototipo propuesto, el sistema
cuenta con:

e La representacion interna del topico de interés.

e El mecanismo de generacion de consultas iniciales.

e Una poblacién de consultas, la cual se va refinando de forma incremental a medida

que el sistema evoluciona.

e Un reservorio de vocabulario nuevo.

e Los operadores genéticos, el proceso de seleccion y el modulo para evaluacion del

fitness.
e La herramienta para extraccién de términos.

e El motor de bisqueda como medio de comunicacién entre el sistema y la coleccion

de documentos.

Poblacién de
consultas

| (EECTEES /SRR WS
Mutacién

Tema de
Formulacion de <— — interés
consultas iniciales
N

[rm— Crossover,
T | B srEs |

Search

topic [ ]
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Web Invisible
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busqueda

Pool de
mutacion
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., | B meEs |
Evaluacion del \—SQ'QCC'O" o
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términos

J

Recuperacion
de recursos para
\_ portales teméticc@
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gestion del
conocimiento

Resultados de la
busqueda

Figura 6.3: Arquitectura evolutiva propuesta para generacion automética de consultas teméti-
cas. En la esquina inferior izquierda se incluyen los dominios de aplicacion.

A continuacién se explican los mecanismos generales fundamentales que permiten que el

sistema evolucione consultas y recupere material relevante con respecto al tema de interés.
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Conformacién de la poblacién y representaciéon de cromosomas

El espacio de busqueda @) esta constituido por todas las posibles consultas que pueden
ser formuladas a una interfaz de biisqueda. Por lo tanto la poblacién de cromosomas sera
un subconjunto de tales consultas. Esta poblaciéon nos permitird recorrer el corpus de
documentos (ya sea en la web o en un indice local) con una tendencia orientada hacia
material cada vez mas relevante para el topico de interés.

En base a lo anterior, cada cromosoma, se representa como una lista de términos, donde
cada término corresponde a un gen a ser manipulado por los operadores genéticos. Te-

niendo en cuenta estas descripciones utilizaremos las siguientes definiciones:

Definicion 17 (Cromosoma Consulta). Sea T un conjunto de términos conformado por
uno o mds vocabularios. Un cromosoma consulta q estd definido como una sucesion de

términos {t1,ts, ..., tp}, tal quet; € T,V i=1,...,p.

Definicion 18 (Poblacion de Consultas). Una poblacidn de consultas P es un conjunto

de cromosomas consulta {qy,qs,...,q,}-

Podemos ver que la representacion utilizada es una version modificada de la repre-
sentacion de strings de bits utilizada para AGs clasicos. A diferencia de la representacion
clasica, cada gen es una palabra y la longitud de los individuos no necesariamente debe

ser igual.

Formulaciéon de consultas iniciales

Para generar los cromosomas consulta de la primera poblacion inicial, Py, el mecan-
ismo de formulacion selecciona términos de una descripcion disponible para el topico de
interés. Dicha descripcion se obtiene a partir de la representacion interna que el sistema
posee para dicho topico. Esta representacién puede estar conformada por ejemplo. en
base a las tareas que estd realizando un usuario, en base a una descripcion realizada
manualmente para tal topico (p. ej., extraida de una base de datos como DMOZ) o a
partir de un modelo de conocimiento determinado. En cualquier caso, la seleccion es
aleatoria. El numero de términos en cada cromosoma consulta q € Py es un ntmero
aleatorio entre 1 y una longitud inicial determinada. Sin embargo, esta longitud puede
ser superada en el proceso de evolucion por medio del operador de cruzamiento. Si bien
los motores de biisqueda suelen imponer un limite al tamafio de consulta (ignorando los

términos que estan mas alla de dicho limite), es interesante notar que el incremento mas
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alla de los limites en la longitud de la consulta captura, en cierto sentido, el fenémeno
de herencia recesiva. En este fendmeno, algunos genes que fueron ignorados en una gen-
eracion (porque estaban mas alla del limite de la consulta), pueden volver a ser tenidos en
cuenta en generaciones posteriores. Esto eventualmente sucede cuando, gracias al proceso
de recombinacion, vuelven a formar parte de un descendiente dentro de los limites de la

consulta.

Recombinacion

Durante este proceso algunas de las consultas de la nueva poblacion (formada con el
operador de seleccion) se trasladan sin modificacion a la proxima generacion, mientras que
otras, se recombinan para generar nuevas consultas. En cada recombinacion participan dos
consultas padres y se generan dos nuevos individuos. Durante dicho cruzamiento, se realiza
un proceso basico que consiste en copiar palabras de cada padre en los descendientes. El
operador de recombinaciéon utilizado en esta propuesta es el operador de recombinacion
de un punto, el cual resulta en nuevas consultas en las cuales un padre contribuye con los
n primeros términos y el otro padre con los términos restantes. El punto de cruce, n, se

selecciona en forma aleatoria.

Mutacion

Al aplicar este operador se producen pequenos cambios en los individuos de la nueva
poblaciéon. Dichos cambios consisten en el reemplazo de un término de la consulta selec-

cionado al azar, t,, por otro término, ¢,, obtenido del reservorio de mutacion.

Evaluacioén del fitness

El componente de evaluacion de fitness implementa los criterios definidos para evaluar
la calidad de cada consulta y, consecuentemente, para clasificarlas en algin orden de
importancia. Nuestra concepcion de consulta de alta calidad se basa en la habilidad
de la consulta para recuperar material relevante con respecto al tema de interés cuando
se la presenta a una interfaz de busqueda. Existen diferentes formas de cuantificar las
necesidades de informacion [Coo68|. Por ejemplo, un usuario puede estar interesado en
obtener un tnico documento relevante, un nimero n de documentos relevantes, todos
los documentos relevantes o una porcion de los documentos relevantes. Es normal que

el conjunto de documentos recuperados tenga una cardinalidad grande, por lo que por



Primera implementaciéon: version mono-objetivo 135

propositos practicos, en algunos de los esquemas presentados en esta tesis evaluamos los

diez primeros resultados obtenidos por cada consulta, adecuando las métricas a tal efecto.

Extraccion de términos

La herramienta de extraccion de términos utiliza los resultados recuperados a partir
de cada consulta para extraer nuevos términos. Solo las palabras que no son stopword son
consideradas, es decir, se descartan palabras como: a, an, in, the, etc. Los nuevos términos

se agregan al reservorio de términos que seran usados por el operador de mutacion.

Reservorio de mutacion

Este reservorio es un paquete de términos auxiliares considerados por el EA al aplicar
el operador de mutacion. Este conjunto de palabras se forma inicialmente a partir de
la descripcion disponible para el topico de interés. Luego, a medida que la poblacion
evoluciona, el reservorio se va enriqueciendo con nuevos términos extraidos de los docu-
mentos recuperados. La motivaciéon para mantener este conjunto auxiliar radica en que
la incorporacion de nuevas palabras favorece la exploracion del espacio de busqueda. Si-
multaneamente, esperamos que a través de la biisqueda surjan términos que sean cada

vez mejores para recuperar material relevante.

6.6 Primera implementacién: versién mono-objetivo

El sistema permite optar entre dos posibles esquemas, el primero de ellos permite
evaluar un objetivo en tanto que el segundo permite evaluar multiples objetivos. Como
primer paso para la implementacion de la infraestructura se consideré la evaluacion de un

tinico objetivo.

6.6.1 Cuestiones de investigacién
e Cuestion 1: ;Cémo podemos evolucionar consultas cuando intentamos recuperar
material similar al topico de interés?
e Cuestion 2: ;Como se pueden evaluar dichas consultas para poder ordenarlas de
acuerdo a un orden de importancia?
e Cuestion 3: ;Podemos obtener resultados satisfactorios por medio de EAs en este
problema particular? ;Los resultados obtenidos luego de la evolucién son sustan-

cialmente mejores que los iniciales, como para justificar su uso?
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e Cuestion 4: ;Coémo afectan diferentes tasas de mutacién al comportamiento del

sistema? ;Es el comportamiento esperado?

6.6.2 Seleccién

Por medio de este operador se genera una nueva poblacion seleccionando de forma
probabilistica las consultas de mayor calidad presentes en la poblacion actual. La proba-
bilidad de que una consulta resulte seleccionada serd proporcional a su nivel de aptitud
e inversamente proporcional al nivel de aptitud de las deméas consultas de la poblacion.

Este método se conoce como seleccion de la ruleta.

6.6.3 Funcion de aptitud basada en similitud por coseno

Para determinar la efectividad de cada consulta, asociamos una funcion de fitness, F',
al espacio de consultas @, tal que F': @@ — [0,1]. Dicha funcion nos permite evaluar en
forma numérica cada individuo (consulta). En esta implementacion, nuestra concepcion
de individuo de alta calidad se basa en la capacidad de dicho individuo, q, para recuperar
material similar al topico de interés, ¢, cuando se lo presenta a un motor de biisqueda. Al
realizar esta accion, es probable que el motor de biisqueda nos entregue varios documentos
y no sélo uno. Este conjunto puede presentar diferentes caracteristicas. Por ejemplo,
podriamos obtener los siguientes tipos de resultados:

e Conjunto con similitud promedio alta y similitud individual alta. La mayoria de
los documentos presentan una similitud elevada con respecto al tépico de interés
(conjunto A en la figura 6.4).

e Conjunto con similitud promedio media y similitud individual diversa. Algunos de
los documentos pueden ser muy similares al topico, mientras que los deméas presen-
tan una similitud muy baja (conjunto B en la figura 6.4).

e Conjunto con similitud promedio media y similitud individual media. La mayoria de
los documentos son algo similares al topico sin que ninguno se destaque en forma
particular (conjunto C en la figura 6.4).

e Conjunto con similitud promedio baja y similitud individual diversa. La mayoria
de estos documentos no son similares al topico de interés, mientras que unos pocos
presentan una similitud muy alta (conjunto D en la figura 6.4).

e Conjunto con similitud promedio baja y stmilitud individual baja. Todos los docu-

mentos son poco similares al topico de interés (conjunto E en la figura 6.4).
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[[]documentos con similitud alta
[]Jdocumentos con similitud media
[[Jdocumentos con similitud baja

ConjuntoA  Conjunto B Conjunto C  Conjunto D Conjunto E

@

Similitud Similitud Similitud Similitud Similitud
general general general general general
alta media media baja baja

Figura 6.4: Ejemplos de los posibles resultados que podemos obtener al presentar una consulta
a un motor de busqueda.

Supongamos que estamos en presencia de dos consultas, q; v qz, tal que q; recupera
muchos documentos parecidos al topico de interés sin que ninguno de ellos se destaque por
una similitud elevada, mientras que qo recupera pocos documentos pero muy similares al
topico de interés ; Cuél de estas consultas serd preferible seleccionar? Debemos definir un
criterio para decidir cudl de ellas preferimos que tenga més probabilidades de sobrevivir.
Dado que nuestro objetivo es recuperar documentos con maxima similitud, las consultas
que recuperan pocos documentos muy similares al topico de interés, son méas importantes
que las consultas que recuperan muchos documentos pero con similitud baja. Es decir, en
el ejemplo de la figura, serdn mejores los conjuntos A, B y D, dado que los documentos
finalmente seleccionados seran aquellos que mas se asemejen al topico de interés y no
todos los presentes en el conjunto de documentos recuperados. En base a lo anterior,

definimos la siguiente funcion de fitness:

Definicién 19 (Funcién de Fitness Basada en Similitud Méxima, Fitness). Sea una
consulta q y un topico de interés o conterto temdtico c¢ (el cual puede ser considerado
como un documento) y una métrica de similitud o : D x D — [0, 1] definida sobre un par
de documentos. Sea Ay el conjunto de documentos recuperados por un motor de bisqueda
cuando q se usa como consulta. La funcion de fitness basada en similitud mdxima, Fitness
:Q — [0,1] se define como:

Fitness(q) = max (o(c, d;)) (6.8)

d;€Aq

En base a esta definicion, podemos utilizar distintas métricas de similitud, tales como
la similitud por coseno estandar (transcripta en la Definicién 16), que mide la cercania

de documentos en base al dngulo de separacion entre los vectores que lo representan, o
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el coeficiente de similitud de Jaccard el cual permite medir la similitud de conjuntos de
muestras en base a la cardinalidad de los conjuntos interseccion y union [BYRN99]. Como
primer paso para la implementacion mono-objetivo, elegimos como métrica la similitud
por coseno. Sin embargo, dado que también estamos interesados en recuperar material
novedoso, en la Seccidon 6.6.5 presentamos una nueva métrica de similitud que favorece a
las consultas que recuperan material nuevo.

Una dificultad pragméatica en nuestra definicion de fitness en la ecuacion 6.8 es el uso del
conjunto de resultados completo Ay. Mirar el conjunto completo de paginas recuperadas
por el motor de busqueda es extremadamente costoso en la practica. Por lo tanto, para
determinar cuan buena es una consulta se tienen en cuenta dos consideraciones. Primero,
so6lo se miden en similitud los diez primeros resultados del conjunto recuperado por cada
consulta. Segundo, en lugar de analizar documentos completos (los cuales pueden ser
sumamente extensos) el algoritmo analiza una descripcion de cada documento. Estas
descripciones son un servicio comin que suelen ofrecer los motores de busqueda con el
proposito de brindar un pequenio resumen del documento, y normalmente se las conoce
como snippets. Por ejemplo, Google y Yahoo permiten que los usuarios visualicen un
pequeno snippet, en el cual entre otras caracteristicas se puede ver un fragmento del

documento.

6.6.4 Desempeno de la arquitectura

Criterios aplicados para la evaluaciéon del desempeno

Para evaluar el rendimiento de la recuperacion tematica lograda por el algoritmo,
primero debemos establecer un criterio de evaluacion 1til para esta tarea. Dado que el
corpus utilizado en esta implementaciéon es la web, como sucede en la mayoria de los
sistemas que acceden a la web para recuperar material relevante, nuestros mecanismos
de evaluacion deben tener en cuenta que no se puede identificar el conjunto completo
de documentos relevantes. Por lo tanto, para poder evaluar el rendimiento del EA a lo
largo de las generaciones se adopt6 un criterio de evaluaciéon basado en la calidad de las
consultas de toda la poblacion. Este criterio nos permite asignar un valor de rendimiento
a cada generacion. Un incremento (o decremento) en este valor de calidad durante dos
generaciones sucesivas significa una mejora (o deterioro) en el rendimiento para dichas
generaciones. En nuestra opinién, una aproximacion evolutiva para recuperaciéon de in-

formacion tematica es exitosa si la calidad de las consultas de la dltima generacion supera
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a la calidad de las consultas de la generacion inicial. Notemos que el rendimiento del
sistema para las consultas de la generacién inicial puede tomarse como una cota inferior,
va que dichas consultas son generadas utilizando términos seleccionados directamente del
topico de interés inicial, es decir, sin aplicar inteligencia alguna.

Para definir nuestro criterio de evaluaciéon del rendimiento se utilizo la siguiente definicién

de o basada en la definicién de similitud por coseno:

Definicion 20 (o). Sea un tdpico de interés o contexto temdtico ¢, una consulta q y
sea Aq = {ai1,...,as} el conjunto de recursos recuperados para q. Determinamos la
similitud, o, entre ¢ y uno de los resultados recuperados, a;, calculando la similitud por
coseno definida como:

7T

o(e,a;) = B2 (6.9)

T es la representacion vectorial del topico de interés obtenida a partir de los términos

de ¢, y @; es la representacion vectorial de a; basada en los términos de la descripcion

obtenida para a; por medio del motor de biisqueda.

Utilizando la definicién de o previa, definimos dos criterios para la evaluacion del
rendimiento:

e (Criterio basado en calidad mdzrima. La calidad de una consulta q esta dada por

el méaximo valor de similitud alcanzado por los documentos recuperados para esa

consulta.

Definicion 21 (Calidad Maxima). Dado un tdpico de interés o contexto temdtico

¢, una consulta q y el conjunto de documentos recuperados cuando q se presenta al

motor de bisqueda, Aq = {as,..., a2}, la calidad mdzima se define como:
Calidad Méaxima(q) = max (o(c,a;)). (6.10)
a; EAq

Notemos que la funcién Calidad Méxima coincide con la definicién de funcién de
fitness presentada en la Definicion 19. Es de esperar que a lo largo de las generaciones
este valor mejore, ya que es el que se utiliza para conducir las etapas del algoritmo
evolutivo.

e (riterio basado en calidad promedio. La calidad de una consulta q estd dada por
el valor promedio de similitud alcanzado por los documentos recuperados para esa

consulta.
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Definicion 22 (Calidad Media). Dado un tépico de interés o contexto temdtico c,

una consulta q y el conjunto de documentos recuperados cuando q se presenta al

motor de bisqueda, Ay = {ai,..., a2}, la calidad media se define como:
T (ofe.a)
CalidadMedia(q) = 2520 (6.11)
[Aql

La funcion Calidad Media es el promedio de los valores de similitud calculados
para todos los pares (c,a;). Al calcular el promedio para todos los pares estamos
evaluando la calidad global del conjunto recuperado y no s6lo al mejor de sus doc-

umentos.

Dependiendo de la meta propuesta, podemos preferir una métrica o la otra. Por
ejemplo, la Calidad Mdzima es mas apropiada si estamos analizando la capacidad del
sistema para recuperar un Gnico documento muy relevante. Alternativamente, la Calidad
Media combina la relevancia de un conjunto de resultados evaluandolos en grupo, por lo
que puede ser mas adecuada si estamos evaluando la capacidad del sistema para recuperar

varios resultados relevantes.

Resultados

Para poder testear el rendimiento del EA los criterios de evaluacion definidos en la
seccion anterior requieren que tengamos acceso a un topico de interés o contexto temético
c. Con este objetivo, obtuvimos seis descripciones de topicos seleccionando tres topicos
pertenecientes al directorio DMOZ (dmoz.org). Los topicos que resultaron seleccionados
para realizar los testeos son Business, Recreation vy Society. Para cada topico se realizaron
cinco corridas del EA. Cada corrida evolucion6 durante 20 generaciones, con una poblacién
de 60 consultas, una probabilidad de recombinacion de 0.7 (70%) y una probabilidad de
mutacion de 0.03 (3%). Como punto de partida para la poblacion inicial, se decidi6 optar
por palabras seleccionadas de la descripcion propia del topico bajo consideracion. Para el
caso del directorio DMOZ, esta descripcion es realizada manualmente para cada topico y
subtopico por editores de la ontologia, de manera que dicha descripcion brinda una idea
general del topico a los usuarios que estan recorriendo el directorio. A manera de ejemplo,
la figura 6.6.4 muestra la descripcion para el topico “Business/Business and Society”.

En base a lo anterior, la poblacién se inicializd generando 60 consultas, cuya longitud fue
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Business/Business and Society

“ The Business and Society category contains sites which pertain to
the interaction between businesses, organizations, and governmental
bodies. Most sites in this category will focus on the social, economic,
or environmental impact of businesses, while many will deal with
ethics and social responsibility as it pertains to business ”

Figura 6.5: Ejemplo de descripcion. Descripcion disponible en DMOZ para el topico “Busi-
ness/Business and Society”.

elegida al azar entre 1 y 32 palabras. Cada término fue seleccionado en forma aleatoria de
un conjunto inicial de palabras conformado por las palabras de la descripcion del topico,
sacando las palabras que son muy frecuentemente usadas (tales como a o the en inglés).
Para realizar un andlisis estadistico del algoritmo, se tuvieron en cuenta las cinco corridas
realizadas sobre cada topico. Los resultados obtenidos para estas cinco corridas fueron
agrupados de acuerdo al nimero de generacién. Para cada generacion se analizo la cali-
dad promedio de los resultados utilizando tanto la métrica de Calidad_Mdzima como la
meétrica de Calidad Media. Ademaés, se calcularon las barras de error utilizando un 95%
de intervalo de confianza de la media.

En el caso de Calidad_ Mdzima, los resultados se evaliian segtin la Definicion 21, es de-
cir, para cada individuo de cada generacion se toma el mdzimo valor obtenido por los
documentos recuperados por dicho individuo. Posteriormente se calcula un promedio
estadistico sobre varias corridas (cinco en este caso) para el mejor individuo de cada gen-
eracion. Mientras que en el caso de la Calidad Media, la evaluacion se hace segin la
Definiciéon 22, es decir, para cada individuo de cada generacion se toma el valor promedio

de los resultados obtenidos por los documentos recuperados por dicho individuo. Luego

Business - Caso 1 Business - Caso 2
Calidad de la mejor consulta de cada generacién Calidad de la mejor consulta de cada generacion

(promedio sobre 5 corridas) (promedio sobre 5 corridas)
0.7 0.7

06 06

05 05

Calidad

|

o1 01

0.0 0.0
1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18 19 20 12 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18 19 20
Generacién Generacion

‘ —— calidad basada en similitud méxima ‘ —+—calidad basada en similitud méxima ‘

—=— calidad basada en similitud promedio —=—calidad basada en similitud promedio

Figura 6.6: Dos testeos sobre el topico Business que muestran la calidad promedio de las
consultas sobre cinco corridas independientes.
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Recreation - Caso 1 Recreation - Caso 2
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Figura 6.7: Dos testeos sobre el topico Recreation que muestran la calidad promedio de las
consultas sobre cinco corridas independientes.

Society - Caso 1 Society - Caso 2
Calidad de la mejor consulta de cada generacion Calidad de la mejor consulta de cada generacién
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Figura 6.8: Dos testeos sobre el topico Society que muestran la calidad promedio de las consultas
sobre cinco corridas independientes.

se calcula un promedio estadistico sobre las cinco corridas para el mejor individuo de cada
generacion.

Las figuras 6.6 - 6.8 muestran el desempeno del algoritmo para los seis topicos selecciona-
dos. En todos los casos, la comparacion de la calidad de las consultas obtenidas a través
de un pequeno niimero de generaciones muestra que los resultados del algoritmo evolutivo
logran mejoras estadisticamente significativas sobre las generaciones iniciales (podemos
notar que en todos los casos las barras de error correspondientes a la primera generacion
no se solapan con las barras de error de la altima generacion). Esto significa que el EA
es capaz de evolucionar consultas con una calidad considerablemente superior a la de las

consultas generadas directamente a partir de la descripcion de topico.
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Efectos de aplicar diferentes tasas de mutacion

Una vez que el algoritmo evolutivo ha demostrado efectividad en esta primera aproxi-

macion, es interesante saber como afectan las diferentes tasas de mutacion al desempeno

del algoritmo y a la diversidad poblacional. Para evaluar este aspecto, se realizaron nuevas

corridas para los mismos topicos utilizando los mismos parametros pero variando la tasa

de mutacion.

Se utilizaron tres tasas de mutacion:
P,, = 0 (mutacion nula), P,, = 0,03
(mutacion clasica) y P,, = 0.3 (mu-
tacion alta). Luego de aplicar las
distintas probabilidades observamos
que la diversidad en los valores de
similitud se comportan en base a
lo esperado, es decir, que la diver-
sidad aumenta con la probabilidad
de mutacién. La figura 6.9 muestra
la evolucion de una poblaciéon de 60
consultas que evolucionaron durante
20 generaciones sobre el topico Busi-
ness para las tres tasas de mutacion.
Se puede observar que la nube de
puntos representando a las pobla-
ciones presenta mas variaciones en
el tercer caso. Ademaés, podemos
ver que el mejor comportamiento se
da para la mutacion normal (P, =
0.03) ya que puede observarse que
tanto los valores mas altos como los
més bajos tienen una tendencia a

mejorar.
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Figura 6.9: Diagramas de dispersién mostrando
la distribucién de los valores de similitud para
los mejores resultados asociados con los individ-
uos para cada generacion con P, = 0 (superior),
P,, = 0,03 (centro) y P, = 0.3 (inferior) para el
topico Business.

Por otra parte, se realiz6 un analisis comparativo del desempeno del algoritmo para los
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tres casos de mutacion mediante la definicion de Calidad Mdzima (definicion 21) de la
forma en que se explicé en la seccién anterior.

Por medio de este anéalisis pudimos observar que si la probabilidad de mutacién es muy
baja (o nula en este caso) el algoritmo presenta mayor dificultad para converger a valores
elevados de similitud. Mientras que, con valores muy altos de mutacién se presenta mayor
variacion e inestabilidad. La figura 6.10 muestra los resultados obtenidos para los topicos

Business, Recreation y Society respectivamente.

Business - Calidad promedio sobre 5 corridas Recreation - Calidad promedio sobre 5 corridas

_ ﬁ:&A—A—
-6,

Society - Calidad promedio sobre 5 corridas

Calidad
=
Calidad

5 10 15 20 0 5 10 15 20
Generacion Generacion

1
Generacion

Figura 6.10: Calidad promedio de las consultas calculada sobre cinco corridas independientes
para los topicos Business, Recreation y Society; sin usar mutacion (P, = 0), usando la probabili-
dad de mutacion clésica (P,, = 0.03) y usando una probabilidad de mutacion elevada (P, = 0.3).

Un analisis estadistico destinado a comparar la calidad obtenida en la primera generacion
con respecto a la calidad obtenida en la tltima generacion, muestra que se obtiene una
mejora sustancial al permitir que las consultas evolucionen durante 20 generaciones, y
en la mayoria de los casos esta mejora resulta estadisticamente significativa dado que los

intervalos de confianza obtenidos no se solapan entre si.

MEDIA 95% C.1. MEDIA 95% C.1 MEDIA 95% C.1.
g=1 0.343 (0.264,0.421) g=1 0.367 (0.305,0.429) g=1 0.443 (0.375,0511)
g—20 0.537 (0.500,0.574) g—20 0.547 (0.530,0.564) g—20 0.539 (0.404,0.673)
P =0 P,, = 0.03 Py = 0.3
Tabla 6.1: Comparacion entre la primera generacion y la ultima generacion. Intervalos de

confianza para calidad promedio de las consultas para el topico Business.

MEDIA 95% C.1. MEDIA 95% C.1. MEDIA 95% C.1.
=1 0.244 (0.225,0.264) || g=1 0337  (0.289,0.385) || g=1 0.260 (0.219,0.300)
g=20 0.378 (0.336,0.420) g=20 0.437 (0.395,0.479) g=20 0.421 (0.380,0.463)

Pm=0 Pm=0.03 Pm=0.3

Intervalos de

Tabla 6.2: Comparacion entre la primera generacion y la ultima generacion.
confianza para calidad promedio de las consultas para el topico Recreation.

Las tablas 6.1, 6.2 y 6.3 muestran los valores obtenidos con las tres probabilidades de
mutacion para los topicos Business, Recreation y Society respectivamente. Los intervalos

de confianza resaltados en negrita son los casos en los cuales no hay solapamiento alguno



Primera implementaciéon: version mono-objetivo 145

MEDIA 95% C.1. MEDTA 95% C.1. MEDTAS 95% C.1.
g=1 0.220 (0.202,0.237) g=1 0.284 (0.258,0.311) g=1 0.235 (0.204,0.267)
g=20 0.313 (0.243,0.383) g=20 0.341 (0.304,0.378) g=20 0.302 (0.222,0.381)

Pm=0 Pm=0.03 Pm=0.3

Tabla 6.3: Comparacion entre la primera generacion y la tltima generacion. Intervalos de
confianza para calidad promedio de las consultas para el topico Society.

entre los valores de calidad obtenidos por las consultas de la primera generacion y los

valores obtenidos en la generacion 20.

Efectos de no aplicar elitismo. Como una caracteristica comun a todos los topicos
analizados, podemos observar que se presentan altibajos en la calidad de los individuos, es
decir, que las curvas no son crecientes en todo su rango. Dado que los operadores genéticos
introducen cierto grado de diversidad en los individuos, es natural pensar que la calidad
promedio de la poblacién pueda decaer momenténeamente a lo largo de la evolucion. Sin
embargo, cuando el criterio de calidad analizado es el promedio de los valores obtenidos
para Calidad _Méxima (la cual coincide con la funcion de fitness utilizada en la evolucion),
podriamos esperar que la curva sea creciente o al menos que no disminuya, ya que una
disminucion significa que estamos perdiendo a los individuos que han obtenido el maximo
valor de Fitness. Esta pérdida se debe a que el esquema de seleccion utilizado no es
en absoluto elitista, dando lugar a posibles pérdidas de individuos altamente calificados.
Con el objetivo de no perder a los mejores individuos, las implementaciones siguientes
incluyen algtin nivel de elitismo. Algunos de estos resultados se reportan en las siguientes

secciones.

6.6.5 Incorporacién de elitismo y funcién de aptitud basada en similitud nove-

dosa

En esta seccion se proponen y estudian dos mejoras para el algoritmo inicial. Uno de
los aspectos abordados es la influencia del elitismo como mecanismo de preservacion de los
mejores individuos. En los resultados obtenidos hasta aqui, podemos observar que existen
altibajos en el valor promedio para la medida de Calidad Maxima, es decir, la calidad
promedio para varias corridas de la mejor de las consultas de cada generacion puede bajar
de una generacion a la siguiente. Esto se debe a que el proceso de seleccion no es elitista,
significando que si bien los individuos con mayor aptitud tienen grandes posibilidades de
sobrevivir y pasar a la siguiente generaciéon, no hay una certeza de que el mejor o los

mejores se preserven a lo largo de la evolucion. En esta seccion mostramos los resultados
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obtenidos por una version que adopta un esquema elitista simple que mantiene al mejor
de los individuos. Otra de las cuestiones abordadas es la forma de conseguir material
relacionado tematicamente a lo que se busca, pero que resulte novedoso con respecto a
lo que ya se tiene. En los resultados anteriores hemos asumido que mientras mayor es
la similitud entre el topico de interés y los documentos recuperados por una consulta,
mayor es la calidad de la consulta. Sin embargo, algunos esquemas en IR optan por una
postura diferente. En [BHBO1|, Budzik y sus colegas discuten la utilidad de analizar la
forma en la que los usuarios manipulan informacion, estudiando no sélo la similitud del
material recuperado sugerido sino también si dicho material le resulta 1til a los usuarios
con el fin de recomendar informacién adicional. El aspecto principal que plantean los
autores es que no siempre un documento similar al contexto del usuario le resultara
util al usuario. En [SMO01] Smyth y McClave argumentan que en algunas situaciones la
diversidad puede ser tan importante como la similitud y proponen algunas estrategias
para mejorar la diversidad manteniendo similitud. En |[MLRO5| postulan la necesidad
de obtener material que sea simultaneamente nuevo y esté relacionado con el tema de
interés. En ciertas circunstancias, lograr diversidad y novedad puede ser tan importante
como (0 mas importante que) obtener maxima similitud. Esto no es algo extrafio ya que,
si subimos a nivel de tépico veremos que los documentos que lo componen pueden ser
muy distintos entre si (hablando a nivel de similitud de los términos que los componen)
y, a pesar de esto, pertenecer al mismo topico.

Como alternativa a la nocién convencional de similitud proponemos el uso de una nueva

medida de similitud, definida de la siguiente manera:

Definicién 23 (V). Dado un tdpico de interés o contexto temdtico c, una consulta
q y el conjunto de items recuperados cuando q se presenta a un motor de biusqueda,
Ay ={ay,...,as}, la Similitud Novedosa, o™ : Q x D x D — [0,1], se define como:

——
c—q-a;,—4q
le—dll - llai — 4]

oV (q, ¢ a;) = (6.12)

- .. . . . .
Donde d — q es la representacion vectorial del documento d en el espacio de términos con
todos los valores correspondientes a las palabras de la consulta q forzados a cero (se aplica

el mismo significado a los casos en los que d = a; y d = c).

Esta nueva medida persigue dos objetivos:
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1. Asegurar que la mejora en la calidad de las consultas a través de las generaciones
no se debe solamente al hecho de que estemos tomando cada vez mas términos de
la descripcion del topico de interés. Notemos que si se usa la descripcion original
de similitud, incorporar muchos términos de la descripcion tematica para formular
consultas podria garantizar un valor alto de similitud entre el topico de interés y
los documentos recuperados. Sin embargo, descartando los términos de la consulta

N

cuando computamos ¢ evitamos introducir esta tendencia.

2. Promover la obtencion de documentos novedosos relacionados con el topico de interés

por medio de la introduccién de nuevos términos.

A partir de la Definicion 23 podemos definir una nueva funcién de fitness basada en

similitud novedosa, Fitness”, de la siguiente forma:

Definicién 24 (Funcion de aptitud basada en similitud novedosa, Fitness™). Consid-
eremos una consulta q, un tdpico de interés o contexto temdtico c¢ (el cual puede ser
considerado como un documento), la métrica de similitud, o : Q x D x D — [0,1],
definida sobre una consulta y un par de documentos. Sea Agq el conjunto de documen-
tos recuperados por un motor de busqueda cuando se usa q como consulta, la funcion

Fitness™: Q — [0, 1] basada en similitud novedosa se define como:

Fitness" (q) = max (6" (q, ¢, d;)) (6.13)

diEAq

Nuevamente es preciso formular criterios de evaluacién para determinar el desempeno
del algoritmo. Por lo tanto, en forma anéloga a como se hizo anteriormente, definimos las

siguientes dos medidas:

Definicién 25 (Calidad Maxima®). Dado un tépico de interés o contexto temdtico c,
una consulta q, el conjunto de documentos recuperados cuando q se presenta al motor de
bisqueda, Aq = {as,...,a2} y la medida de similitud novedosa o™, la calidad novedosa

mdzima se define como:

Calidad_ Mdzima®™ (q) = max (e™(q, ¢, a;)). (6.14)

a;€EAq
Notemos que la funcion Calidad Maxima® coincide con la definicion de funcion de
fitness definida en la Definicion 24. Es de esperar que a lo largo de las generaciones este

valor mejore, ya que es el que se utiliza para conducir las etapas del algoritmo evolutivo.
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Definicién 26 (Calidad Media®). Dado un tdpico de interés o contexto temdtico ¢, una
consulta q, el conjunto de documentos recuperados cuando q se presenta al motor de
bisqueda, Aq = {ay,...,as} y la medida de similitud novedosa o, la calidad novedosa
media se define como:

Z (ON (q7 G, al))

a;€Aq

Calidad_ Media™ (q) = (6.15)

[Aq]

Resultados

Luego de ejecutar el algoritmo cinco veces, cada una durante 20 generaciones, con los
mismos parametros que en los experimentos anteriores, pero aplicando un esquema de se-
leccion elitista pudimos comprobar que la nueva aproximacion responde en forma positiva
a los objetivos propuestos. La figura 6.11 muestra el desempeno del algoritmo aplicando

Business

Calidad de la mejor consulta
(promedios y barras de error para 5 corridas)
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—#— Calidad basada en similitud promedio
—4%— Calidad basada en similitud maxima

Figura 6.11: Calidad promedio de la mejor consulta calculada sobre cinco corridas independi-
entes para el topico Business, para los resultados obtenidos utilizando o¥.

Similitud novedosa para cinco corridas del algoritmo. Se puede apreciar tanto la calidad
promedio de la mejor consulta usando Calidad Maxima® y Calidad Media®, como las
barras de error (con un 95 de I.C.) para cinco corridas. Una vez més la comparacion entre
la calidad de las consultas de la primera y ultima generacion muestra que el algoritmo

evolutivo obtiene resultados con una mejora estadisticamente significativa. También se
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puede apreciar que, gracias al elitismo, el valor para calidad basada en méaximo no dis-
minuye de una generaciéon a la siguiente.

Un experimento similar utilizando los mismos parametros pero con 20 corridas, sobre los
topicos Business, Recreation y Society, alcanzo6 resultados similares. En las figuras 6.12 —
6.14 se muestran los promedios y los desvios estandar para las 20 corridas del algoritmo

para los topicos Business, Recreation y Society respectivamente.

Business
Calidad de la mejor consulta
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—#— Calidad basada en similitud promedio
—<— Calidad basada en similitud maxima
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Figura 6.12: Calidad promedio de la mejor consulta calculada sobre 20 corridas independientes
para el topico Business, para los resultados obtenidos utilizando oV

Recreation
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Figura 6.13: Calidad promedio de la mejor consulta calculada sobre 20 corridas independientes
para el topico Recreation, para los resultados obtenidos utilizando oV
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Society
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Figura 6.14: Calidad promedio de la mejor consulta calculada sobre 20 corridas independientes
para el topico Society, para los resultados obtenidos utilizando oV

Por altimo, buscamos nuevos términos introducidos por el proceso de busqueda y des-
cubrimos que muchos de ellos resultan ser buenos descriptores para el topico de interés,
atn cuando estos no formaran parte del contexto inicial. Por ejemplo, para el topico
del gréafico anterior la descripcion inicial esta relacionada con companias de mercadeo que
proveen soluciones para otras companias planificando ingresar al mercado Norte Ameri-
cano', el sistema descubri términos novedosos como: incremento, colaboracion, finan-
ciacion, CRM, AAA y AOL ? entre muchas otras. Uno de los mejores individuos encon-
trados por el algoritmo evolutivo en este experimento fue la consulta: q = “ABA3 Strategic
curricular Market educational defined vital Market improve Strategic Preparation project
ABA meese”, con Calidad_Maxima™ (q) = 0.27247.

6.7 Segunda implementacién: versiéon multi-objetivo

A partir de la primera version del nicleo evolutivo de la arquitectura propuesta y en
base al comportamiento 6ptimo logrado para nuestro primer problema, nuestro siguiente

paso consistié en la resolucién de un problema con un grado mas de complejidad, el cual

'Resumen en Inglés de la descripcion: marketing companies that provide solutions to other companies
planning to enter the North-American marketingplace

2 Algunas de las palabras en Inglés encontradas que no estaban en la descripcién inicial: grow, collabo-
ration, financing, CRM (customer relationship management), AAA (American Automobile Association),
AOL (America On Line).

3La Amecican Bar Association (ABA) es un grupo estadounidense de més de 400.000 abogados y
estudiantes de leyes asociados de forma voluntaria.
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abarcé dos objetivos contrapuestos de gran relevancia en IR. Como parte de la evoluciéon
natural de nuestra arquitectura, la segunda instancia estd orientada a cumplir el obje-
tivo general de recuperar material tematicamente relacionado con un tépico de interés
al mismo tiempo que se recupera la mayor cantidad posible de material relacionado y la
menor cantidad posible de material no relacionado.

Cuando nos basamos solo en la métrica de similitud para determinar la efectividad de
una consulta, no evaluamos cuantos de los documentos relevantes existentes estamos re-
cuperando ni tampoco cuantos documentos no relevantes recuperamos. Una consulta
podria recuperar una gran cantidad de documentos (relevantes y no relevantes), teniendo
grandes posibilidades de obtener un item de mucha similitud con respecto al topico de
interés pero a costa de recuperar muchos otros documentos de muy baja similitud. En
tanto que otra consulta que recupera menos cantidad de documentos (relevantes y no
relevantes), podria recuperar algiin documento no tan similar pero ser méas precisa en la
recuperacion obteniendo una mejor relacion entre documentos relevantes existentes, los
documentos relevantes recuperados y los documentos no relevantes recuperados. Para
evaluar estos aspectos utilizamos las bien conocidas métricas de precision y cobertura, in-

tentando maximizar ambas medidas por medio de algoritmos evolutivos multi-Objetivo.

6.7.1 Cuestiones de investigaciéon

e Cuestion 1: ;Cémo podemos evolucionar y establecer un rango a las consultas
cuando se persiguen miiltiples objetivos, tales como lograr valores elevados de pre-
cision y cobertura?

e Cuestion 2: ;Es mejor observar ambos objetivos pero independientemente uno de
otro en un esquema Pareto, que mirarlos conjuntamente dentro de un esquema
agregativo utilizando métricas conocidas de IR?

e Cuestion 3: ;Como son los resultados obtenidos luego de la evolucion con respecto
a los iniciales?

e Cuestion 4: ;Las consultas generadas en la etapa de entrenamiento por medio del
EA son utiles méas alld de dicha etapa?” En otras palabras, ;las mejores consultas
obtenidas por el EA son efectivas cuando se las testea para el mismo topico pero

dentro de un nuevo corpus de documentos?
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6.7.2 Esquema evolutivo multi-objetivo para evolucién de consultas tematicas

Con el objetivo general de formular consultas de manera automética para recuperar
material en base a un contexto de interés, la propuesta multi-objetivo asume que existe
un indice subyacente que puede ser accedido por medio de consultas realizadas a una
interfaz de busqueda. La infraestructura utiliza una ontologia para entrenar y probar
distintos algoritmos evolutivos. Los documentos clasificados en la ontologia se usan para
crear dos indices no superpuestos: un indice de entrenamiento y un indice de testeo.
La infraestructura utiliza el indice de entrenamiento para evolucionar una poblacion de
consultas tematicas. Por medio de las consultas realizadas a la interfaz de busqueda el
componente de evaluacion de aptitud puede conocer qué documentos se recuperan con
dicha consulta y cudles y cudntos pertenecen al topico de interés. Ksta informacion es
vital para el calculo de las métricas de calidad consideradas. Los algoritmos evolutivos
multi-objetivo implementados para realizar el ciclo evolutivo de la infraestructura fueron:
el algoritmo NSGA-IT y un algoritmo que agrega ambos objetivos en una tnica férmula.
Ademaés, para realizar un analisis comparativo también se hicieron experimentos con un
algoritmo evolutivo mono-objetivo que contempla sélo el objetivo precision y con otro que

contempla solo el objetivo cobertura.

6.7.3 Seleccion

En los casos en los que la efectividad de la consulta puede ser codificada como un
escalar (p. ej. en un esquema agregativo), se utiliza el operador de seleccion por torneo
binario. Para el esquema basado en Pareto se utiliza el esquema de seleccién basado en

densidad correspondiente al NSGA-II (crowded tournament selection).

6.7.4 Evaluacién de las consultas

Para determinar la efectividad de una consulta se utiliz6 una representacion vectorial
de la consulta conjuntamente con el modelo TFIDF. En este modelo, las consultas se
interpretan con una seméantica disyuntiva, esto significa que la coincidencia en una palabra
es suficiente para recuperar un documento. Este tipo de configuracién normalmente puede
conducir a un gran niimero de items ordenados por su similitud con el vector que representa
a la consulta actual. Por lo tanto, en lugar de utilizar la medida de precision original,

utilizamos precision a rango 10, Precision@10 [HCO1], definida como la fraccion de los



Segunda implementaciéon: version multi-objetivo 153

10 primeros documentos recuperados que corresponde a documentos relevantes. Para
definir esta funcién asociamos con el espacio de buisqueda de todas las posibles consultas
que pueden ser presentadas al motor de busqueda Q y los topicos 1" comprendidos en el

indice, una funcién basada en la ecuacion 14 definida de la siguiente manera:

Definicion 27 (Precision@10). Dada una consulta q y un topico de interés t, la funcion
Precision@10: Q x T — [0, 1] se define como:

DgioN D
Precision@10(q,t) = M
|Dq10|

(6.16)
donde Do es el conjunto de los diez primeros documentos recuperados por el motor de
biusqueda cuando se usa q como consulta y Dy es el conjunto que contiene a todos los

documentos del indice asociados al topico t.

Esta funcién permite evaluar a una consulta ¢ en términos de su precision a rango 10 con
respecto a un toépico t.
La funcion de cobertura sobre ) x T se define en base a la ecuacion 15 de la siguiente

manera:

Definicion 28 (Cobertura). Dada una consulta q y un tdpico de interés t, la funcion
Cobertura : Q x T'— [0, 1] se define como:

_ |Dq N Dt|

Cobertura(q,t) = D] (6.17)
¢

donde D, es el conjunto de documentos recuperados cuando se presenta q al motor de
biusqueda y Dy es el conjunto que contiene a todos los documentos del indice asociados con

el topico t.

En base a estas definiciones se construyeron dos algoritmos evolutivos mono-objetivo,
uno que intenta maximizar Precision@10 y otro que procura maximizar Cobertura, el
NSGA-II que procura maximizar ambos objetivos de forma independiente uno de otro con
un esquema Pareto, y un algoritmo evolutivo agregativo que intenta maximizar ambos

objetivos por medio de la funcion F*.
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Definicion 29 (F*). Dada una consulta q y un tdpico de interés t, la funcion F* :
Q x T — [0,1] se define como:

2 Precision@10(q,t) - Cobertura(q,t)

F*(q,t) = . 6.18
(:1) Precision@10(q, t) + Cobertura(q,t) (6.18)

Esta métrica es una adaptacion de la media armonica ponderada de precision y cobertura
Fy |Rij79).

6.7.5 Rendimiento del algoritmo

Construccion de los indices

Para construir los indices se recopilaron 448 topicos del Open Directory Proyect (ODP
- http://dmoz.org). Los topicos fueron seleccionados del tercer nivel de la jerarquia ODP
y, para asegurar la calidad del corpus, se tuvieron en cuenta las siguientes consideraciones:
para cada topico se recopilaron todos sus URLs asi como los de sus subtdpicos, solo se
consideraron toépicos con un minimo de 100 URLs y se restringio el lenguaje al idioma
Inglés. Teniendo en cuenta dichas consideraciones se recolectaron mas de 350000 paginas.
Cada uno de los 448 topicos se dividio para utilizar 2/3 de sus paginas con el fin de
construir el indice de entrenamiento y el 1/3 restante para el indice de testeo. Para
realizar ambos indices se utilizo la infraestructura Terrier [OLMPO7]|, empleando la lista
de palabras vacias (stopword list) provista por el sistema y realizando Porter Stemming
en todas las palabras (es decir, la reduccion de cada palabra a su raiz léxica eliminando
sufijos y afijos). El conjunto inicial de palabras de la infraestructura evolutiva para cada

topico se construy6 a partir de la descripcion del topico provista por ODP.

Parametros de los algoritmos evolutivos

Los pardmetros evolutivos se mantuvieron constantes para los cuatro algoritmos evo-
lutivos ejecutados durante la etapa de entrenamiento. Se configuré una poblacién de 250
consultas que evolucionaron durante un maximo de 300 generaciones, utilizando una tasa
de recombinacion clasica de 0,7 y, basandonos en los estudios previos, una probabilidad de
mutacion de 0,03. Las consultas de la poblacién inicial fueron formuladas con palabras de
la descripcion del topico analizado. El tamano de cada consulta fue un nimero de entre 1
v 32 seleccionado en forma aleatoria. Sin embargo, cabe aclarar que el operador de recom-

binaciéon puede hacer que posteriormente las consultas crezcan mas alla de dicho limite.
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Si bien los términos que sobrepasan el limite impuesto son ignorados al momento de hacer
la consulta a la interfaz de busqueda, pueden volver a ser considerados posteriormente

por nuevas consultas si luego de la recombinaciéon quedaran dentro del limite.

Organizacion de los experimentos

En cada experimento se seleccion6 un ntimero de topicos de manera aleatoria. Para
cada topico seleccionado se realizé una ejecucion de la infraestructura seleccionado el al-
goritmo evolutivo correspondiente al experimento, tomando como contexto teméatico para
la infraestructura la descripcion ODP correspondiente al topico. Cabe aclarar que en to-
dos los casos el indice utilizado contiene documentos correspondientes a todos los topicos
recolectados (es decir documentos pertenecientes a 448 topicos).

La evaluacion del algoritmo se desarrolld en dos etapas destinadas a responder las cues-
tiones de investigacion. Primero, se utilizo el conjunto de entrenamiento para evolucionar
consultas y controlar el rendimiento promedio poblacional en cada generacion. En base a
estos resultados, se evaluo6 si las consultas de las primeras poblaciones son superadas por
las consultas de las poblaciones subsecuentes. En este sentido, el rendimiento del sistema
durante la primera generacion puede ser tomado como un punto de comparaciéon basico ya
que estas consultas son las que se generan directamente con palabras de la descripciéon del
topico y atin no hubo intervenciéon del algoritmo evolutivo. Este analisis permite estudiar
cuéan efectivas son las consultas evolucionadas por el sistema con respecto a las consultas
generadas directamente de la descripcion.

En la siguiente etapa de la evaluacion, se utilizaron las consultas de la dltima generacion
sobre el indice de prueba con el fin de determinar si las consultas evolucionadas para un
topico particular (sobre el indice de entrenamiento) son efectivas cuando se las utiliza
sobre un nuevo corpus (el indice de prueba). En este punto es importante aclarar que el
indice de entrenamiento y el indice de prueba contienen los mismos topicos (y por lo tanto
corresponden las mismas descripciones) pero distintos documentos (son dos conjuntos de
documentos que no se superponen entre si). Ademés, también se evalud la efectividad de
las consultas generadas directamente de la descripcion y consultas generadas con las técni-
cas de refinamiento de consultas Bol y Bol*(descriptos a continuacion) sobre el conjunto

de prueba.

Métodos Bol y Bol*. Como se dijo anteriormente, relevance feedback es un mecan-

ismo de refinamiento de consultas utilizado para ajustar consultas en base a la relevancia
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de los resultados obtenidos mediante la consulta. El algoritmo para relevance feedback
maés conocido fue propuesto por Rocchio (JRoc71]). Dado un vector inicial representando

una consulta ¢, una consulta modificada g, se calcula de la siguiente manera:

— —
— —

dj €D, dj €Dy

donde D, y D, son los conjuntos de documentos relevantes y no relevantes respectiva-
mente, y a, 8y 7y son parametros de ajuste. Una de las estrategias consiste en asignarle
a ay a f un valor mayor a 0 mientras que a + se le asigna 0, lo cual hace que sélo se
contemple el conjunto de documentos relevantes. Cuando no se dispone de un grado de
relevancia por parte del usuario, se inicializa el conjunto D, con los k primeros documen-
tos y el conjunto D, se inicializa vacio. Esto conduce a aplicar un feedback ciego.

El mecanismo de divergencia de aleatoriedad con estadisticas de Bose-Einstein (Bol)
[Ama03| es una generalizacion exitosa del método de Rocchio. Para aplicar este modelo
primero se deben asignar pesos a los términos de acuerdo con su nivel de informacioén, esti-
mada por la divergencia entre la distribuciéon de los términos en los primeros documentos

y una distribucién aleatoria de la siguiente forma:

n

1+
w(t) =tfs.log +loga(1+ ) (6.20)

n

donde t £, es la frecuencia de los términos en los primeros documentos y P, es la proporcion
de documentos de la coleccion que contiene a t. Una vez calculada esta medida, se expande
la consulta mezclando los términos mas informativos con los términos de la consulta
original.

La efectividad del método de refinamiento Bol tiene relacion con la calidad de los primeros
documentos obtenidos en el primer paso de recuperacion. Si se cuenta con un mecanismo
de relevance feedback, es posible implementar una version surpervisada del método Bol,
al cual referiremos como Bol*. Este método es igual al Bol excepto que para realizar
la asignacion de pesos a los términos en lugar de considerar simplemente los primeros
documentos, se consideran los primeros documentos que se sabe que son relevantes. Una
vez que las consultas han sido refinadas aplicando el método Bol* sobre el conjunto de
entrenamiento, se las puede utilizar sobre un nuevo conjunto de documentos. Bajo estas
condiciones, el método Bol* puede ser considerado como una versién supervisada del

método Bol que, al igual que los algoritmos evolutivos propuestos aqui, utiliza informaciéon
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referida a la relevancia de los documentos.

Experimentos y andlisis de resultados: rendimiento sobre el conjunto de en-

trenamiento

Dado que la representacion de los individuos se mantuvo como una lista de términos,
el objetivo del primer experimento consistié en analizar si es mejor unir estos términos
por medio del operador logico OR (consultas OR) o por medio del operador 16gico AND
(consultas AND). Para esto se realizaron ejecuciones de los cuatro algoritmos evolutivos
analizados (mono-objetivo con Precision@10, mono-objetivo con Cobertura, NSGA-II y
MOEA agregativo) sobre 10 topicos seleccionados de forma aleatoria. El segundo analisis
consiste en un estudio mas riguroso evaluando los algoritmos mas prometedores sobre 110

topicos seleccionados de manera aleatoria.

Algoritmos evolutivos mono-objetivo. Como primer experimento, se ejecuté un
EA mono-objetivo con cada tipo de operador logico durante 300 generaciones, con el ob-
jetivo de maximizar Precision@1(. Para ello se utilizd el indice de entrenamiento de
2/3 del corpus.
(el objetivo siendo maximizado) y de Cobertura a la derecha para el topico BUSI-

NESS/BUSINESS SERVICES/CONSULTING (CONSULTING) de ODP.

La figura 6.15 muestra la evolucion de Precision@10 a la izquierda
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Figura 6.15: Evolucion de Precision@10 (izquierda) y Cobertura (derecha) para el topico (CON-
SULTING) cuando el objetivo maximizado es Precision@1(.

El grafico muestra el rendimiento promedio poblacional de las consultas para cada gen-
eracion. Como se puede observar en el grafico de la izquierda, al maximizar Precision@10,
luego de un pequeno ntimero de generaciones se pueden obtener ambos tipos de consultas
(unidas por AND y unidas por OR) con un valor de Precision@10 cercano al 6ptimo. Sin

embargo, esto se logra a costa de muy malos resultados en los valores de Cobertura. Los



Capitulo 6. Algoritmos evolutivos desarrollados

. .
158 para mineria de texto
1 1
A AND

Q0 o9 09 ©_OR
2 o
g 08 5 08
g £
5 o7 s 07
2 o g 06
@ 0.5 3 os i
5 £ N
b 5
= 04 Q 04
g Q
a 03 O o3

0.2 02

A RN T
01} 4 X s g:n 01:A
-~
0 50 100 150 200 50 100 150 200
Generacion Generacion

Figura 6.16: Evolucion de Precision@10 (izquierda) y Cobertura (derecha) para el topico (CON-
SULTING) cuando el objetivo maximizado es Cobertura.

cuales pueden observarse en el grafico de la derecha.

Como era de esperar, cuando el objetivo que se maximiza es Cobertura, se logran bajos
valores de Precision@10 (figura 6.16). Ademés, se puede notar que si bien se alcanzan muy
buenos valores de Cobertura para las consultas OR, no ocurre lo mismo con las consultas
AND. Si bien los resultados se muestran para un solo topico, el andlisis de los demas

tépicos ha mostrado un comportamiento similar.

NSGA-II. El siguiente experimento consistiéo en realizar la ejecucion del algoritmo
NSGA-IT implementado durante 300 generaciones, utilizando el conjunto de entrenamiento
de 2/3 del corpus, con el fin de lograr consultas que alcancen altos valores tanto en
Precision@10 como en Cobertura. Fn la figura 6.17 se ve el grafico del rendimiento prome-
dio alcanzado por ambos tipos de consultas (unidas por OR y unidas por AND) en cada
generacion para el topico CONSULTING, examinando Precision@10 (izquierda), Cobertura
(centro) y F* (derecha). Es interesante notar que, cuando se evolucionaron consultas
cuyos términos se unen con el operador logico OR, esta estrategia logro alcanzar muy
buenos niveles de Precision@1() sin comprometer los valores de Cobertura. Como resul-
tado, la medida F* refleja un muy buen rendimiento. Por otro lado en el caso de las
consultas AND, si bien los valores alcanzados en Precision@1(0 son buenos, los valores
de Cobertura permanecen bajos. La tendencia observada en el topico CONSULTING tam-
bién se observo en el resto de los topicos analizados. La tabla 6.4 muestra los promedios
obtenidos en Precision@10, Cobertura y F* por ambos tipos de consultas para los 10
topicos analizados, para la primera y la tltima generacion. Como se puede observar, el
algoritmo NSGA-II evolucionando consultas cuyos términos se encuentran unidos por el
operador logico OR alcanza muy buenos resultados en ambos objetivos. Ademas, la com-

paracion entre la primera y la tltima generacién muestra que luego de la evoluciéon hay



Segunda implementaciéon: version multi-objetivo 159

una mejora importante.
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Figura 6.17: Evolucion de Precision@10 (izquierda), Cobertura (centro) and F* (derecha) para
el topico CONSULTING al ejecutar el algoritmo NSGA-II.

NSGA-II: consultas AND

Precision@10 promedio Cobertura promedio F * promedio
Primera generacion 0.038 0.059 0.020
Ultima generacién 0.689 0.196 0.176
NSGA-II: consultas OR
Precisi6n @10 promedio Cobertura promedio F * promedio
Primera generacion 0.055 0.049 0.022
Ultima generacion 0.953 0.653 0.766

Tabla 6.4: Primera generacion vs. tltima generacion de consultas AND y OR evolucionadas
con NSGA-II: Precision@10 promedio, Cobertura promedio y F* promedio sobre 10 topicos.

Precision@10 promedio

N media 95% C.I. mejora
Primera generacion 110 0.0611 [0.0568,0.0654]
Ultima generacion 110 0.9204 [0.8992,0.9415] 1407%

Cobertura promedio

N media 95% C.I. mejora
Primera generaciéon 110 0.0459 [0.0429,0.0488]
Ultima generacion 110 0.5981  [0.5680,0.6283]  1204%

F* promedio

N media 95% C.1. mejora
Primera generacion 110 0.0219 [0.0205,0.0234]
Ultima generacion 110 0.7119 [0.6859,0.7378] 3144%

Tabla 6.5: Primera generacion vs. tultima generacion de consultas evolucionadas con NSGA-TI:
promedio, intervalo de confianza y mejora de la calidad de las consultas sobre 110 topicos.

Con el fin de realizar una evaluaciéon mas rigurosa de este mismo algoritmo, utilizando
OR como operador logico, se realizo la ejecucion sobre 110 de los 448 tépicos utilizando
el indice de prueba. La tabla 6.5 muestra las medias y los intervalos de confianza para
Precision@10, Cobertura y F* con respecto a los 110 topicos para la primera y ultima
generacion. Ademas, se reporta la mejora alcanzada por el NSGA-II cuando se comparan
las consultas evolucionadas con respecto a las de la primera generacion. Esta comparacion
muestra que a través de las sucesivas generaciones el NSGA-II fue capaz de obtener con-
sultas con una calidad considerablemente superior a las consultas generadas directamente

desde la descripcion del topico.
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MOEA agregativo.

namiento, se monitored el rendimiento del MOEA agregativo para ambos tipos de consul-

Para completar la evaluacion con respecto al conjunto de entre-

tas analizando los valores promedio de Precision@10, Cobertura y F* alcanzados durante

300 generaciones y utilizando el conjunto de entrenamiento de 2/3 del corpus.
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Figura 6.18: Evolucion de Precision@10 (izquierda), Cobertura (centro) and F* (derecha) para

el topico CONSULTING al ejecutar el algoritmo MOEA agregativo.

MOEA agregativo: consultas AND

Precision@10 promedio

Cobertura promedio

F * promedio

Primera generacion
Ultima generaci6on

0.042
0.570

0.060
0.358

0.022
0.372

MOEA agregativo: consultas OR

Precision@10 promedio

Cobertura promedio

F * promedio

0.054

0.049

0.022

Primera generacién

Ultima generacion 0.948 0.635 0.749

Tabla 6.6: Primera generacion vs. tltima generacién de consultas AND y OR evolucionadas
con el MOEA agregativo: Precision@1( promedio, Cobertura promedio y F* promedio sobre 10
topicos.

Precision@10 promedio

N media 95% C.I1. mejora
Primera generacion 110 0.0609 [0.0566,0.0652]
Ultima generaciéon 110 0.9099 [0.8833,0.9365] 1394%

Cobertura promedio

N media 95% C.I. mejora
Primera generacion 110 0.0459 [0.0429,0.0488]
Ultima generacion 110 0.5641 [0.5331,0.5951] 1130%

F * promedio

N media 95% C.1. mejora
Primera generacion 110 0.0219 [0.0205,0.0233]
Ultima generacién 110 0.6804  [0.6525,0.7084]  3005%

Tabla 6.7: Primera generacion vs. ultima generacion de consultas evolucionadas con el MOEA
agregativo: promedio, intervalo de confianza y mejora de la calidad de las consultas sobre 110
topicos.

Primeramente, se ejecuté el MOEA agregativo sobre los 10 topicos seleccionados previ-

amente, tanto para las consultas AND como para las consultas OR. Los gréficos de la
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figura 6.18 muestran el rendimiento promedio de ambos tipos de consultas (AND y OR)
para cada generacion para el topico CONSULTING y la tabla 6.6 muestra los promedios
obtenidos en Precision@10, Cobertura y F* sobre los 10 topicos. Analizando la figura 6.18
y la tabla 6.6 se puede observar que el rendimiento del algoritmo multi-objetivo agrega-
tivo es similar al del NSGA-II, alcanzando muy buenos resultados en ambos objetivos
en forma simultanea y logrando mejores resultados con las consultas cuyos términos es-
tan unidos por OR que en aquellas consultas en las que los términos estan unidos por
AND. Finalmente, se ejecutd el MOEA agregativo con consultas OR sobre los 110 topicos
mencionados previamente y se calculd el rendimiento promedio, el intervalo de confianza
y la mejora sobre las tres métricas analizadas, los cudles se muestran en la tabla 6.7.
Nuevamente el rendimiento es similar al obtenido por el NSGA-II, mostrando diferencias
estadisticamente significantes y una mejora sumamente importante.

Esto permite concluir preliminarmente que, para los objetivos planteados aqui
(Precision@10 y Cobertura altos), los resultados de usar un esquema agregativo para or-
denar las consultas en orden de importancia dentro de un ciclo evolutivo son comparables

con los resultados obtenidos por un esquema no agregativo mas costoso.

Experimentos y analisis de resultados: rendimiento sobre el conjunto de

prueba

En el siguiente experimento, las consultas obtenidas por ambos algoritmos evolutivos
multi-objetivo en cada topico se utilizaron sobre el conjunto de prueba. Esto nos permite
determinar si las consultas evolucionadas por medio de los MOEASs son efectivas cuando se
las utiliza sobre un conjunto de documentos diferente al usado durante el entrenamiento.
Para esto, como primera aproximacion, calculamos los valores promedio de Precision@10),
Cobertura y F* obtenidos sobre el conjunto de prueba de 1/3 por las consultas (AND
y OR) evolucionadas para los 10 topicos mencionados anteriormente (tabla 6.8). Esta
primera comparacion sobre el conjunto de prueba nos permite determinar, por un lado,
que se sigue manteniendo el comportamiento observado con respecto a las consultas AND
y las consultas OR, y por otro, que se sigue obteniendo una mejora significativa cuando se
comparan las consultas evolucionadas vs. las consultas generadas directamente a partir
del topico de interés (Baseline). El siguiente experimento sobre el conjunto de prueba es
el andlogo al realizado para los 110 tépicos analizados previamente sobre el conjunto de
entrenamiento. En esta ocasién, se utilizaron las consultas OR evolucionadas con ambos

esquemas multi-objetivo para recuperar documentos del indice de testeo. El objetivo de
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Consultas AND

TESTING Precisi6n@10 promedio Cobertura promedio F * promedio
Baseline 0.016 0.075 0.011
NSGA-II 0.409 0.193 0.156
MOEA agregativo 0.500 0.336 0.338

Consultas OR

TESTING Precision@10 promedio Cobertura promedio F* promedio
Baseline 0.015 0.056 0.009
NSGA-IIT 0.572 0.637 0.577
MOEA agregativo 0.543 0.643 0.538

Tabla 6.8: Rendimiento de las consultas AND y OR para Baseline, NSGA-IT y MOEA
agregativo: Precision@1(0 promedio, Cobertura promedio y F* promedio sobre 10 tépicos.

este punto es realizar un andlisis mas riguroso del desempenio de los algoritmos sobre el
conjunto de testeo de 1/3 y comparar las consultas evolucionadas con las generadas direc-
tamente a partir de la descripciéon y con consultas mejoradas por medio de los métodos
Bol y Bol*. Es importante notar que las consultas generadas a partir de la descripcion
del topico pueden ser consideradas como un buen punto de comparacion. Esto se debe a
que dicha descripcién es un instrumento confiable que consiste en un resumen realizado
manualmente por editores (personas) familiarizados con el topico. Por otro lado, Bol es
considerado uno de los sucesores mas exitosos del método de refinamiento de consultas
de Rocchio [ACRO04], mientras que Bol* es un desafio todavia mayor debido a que utiliza
informacién sobre la importancia de los resultados obtenidos por las consultas. Paralela-
mente, en estos experimentos se quiso analizar el efecto de utilizar distintos tamanos para
el conjunto de entrenamiento. Por esta razoén se realizaron ejecuciones de los algoritmos
sobre dos indices de entrenamiento de tamano diferente: 2/3 del tamano total del corpus
y 1/2 del tamano total del corpus (manteniendo el conjunto de prueba de 1/3 reservado

para los testeos).

@ NSGA-Il supera alos otros
* Agregativo supera a los otros
+ Bo1* supera a los otros

A Baseline supera a los otros

B
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Bo1* Baseline Bo1* Baseline

Figura 6.19: Comparacion de baseline, Bol* y NSGA-II (izquierda) y comparacion de baseline,
Bol* y MOEA agregativo (derecha) para 110 tépicos con respecto a Precision@10).
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Figura 6.20: Comparacion de baseline, Bol* y NSGA-II (izquierda) y comparacion de baseline,
Bol* y MOEA agregativo (derecha) para 110 topicos con respecto a Cobertura.
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Figura 6.21: Comparacion de baseline, Bol* y NSGA-II (izquierda) y comparacion de baseline,
Bol* y MOEA agregativo (derecha) para 110 topicos con respecto a F*.

Los graficos presentados en las figuras 6.19, 6.20 y 6.21 muestran el rendimiento promedio
obtenido en el conjunto de prueba por las consultas evolucionadas para cada topico. En
estas tres figuras, cada punto representa un topico y corresponde con una ejecucion del al-
goritmo multi-objetivo analizado. La coordenada vertical (z) corresponde al rendimiento
promedio del NSGA-IT en el grafico del lado izquierdo y al MOEA agregativo en el grafico
del lado derecho, mientras que los otros dos ejes de coordenadas (x e y) corresponden a
los valores obtenidos por las consultas generadas directamente a partir de la descripcion
(Baseline) y por las consultas refinadas con el método Bol* respectivamente. Notese que
se utilizaron diferentes marcadores para mostrar cual de los tres métodos supera a los
otros dos. Ademads, se pueden observar las proyecciones de cada punto en los planos x-y,
x-z e y-z. En el caso de Precision@10 (figura 6.19) se puede observar que el algoritmo
NSGA-IT supera a los métodos Baseline y Bol* para 100 de los 110 topicos analizados,

mientras que el esquema agregativo fue mejor en 105 de los tépicos. En el caso de la
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métrica Cobertura (figura 6.20) se puede observar que el algoritmo NSGA-II supera a los
métodos Baseline y Bol* en 96 de los topicos analizados, mientras que el esquema agrega-
tivo los supera en 91 de los topicos. Para verificar esto graficamente, se puede observar
que para los planos x-z e y-z la mayoria de los puntos aparecen por encima de la diagonal,
tanto para el algoritmo NSGA-IT como para el esquema agregativo. Esto significa que el
valor méas alto es el obtenido por el método presentado en eje vertical (z). Finalmente,
para la medida F* (figura 6.21), el algoritmo NSGA-II supera a los métodos Baseline y
Bol* en 101 topicos mientras que el esquema agregativo es superior en 105 de los 110
tépicos analizados.

Estos graficos muestran que, para la mayoria de los casos, las consultas evolucionadas
son mas efectivas que las correspondientes a los métodos Baseline y Bol*. Ademas, estos
resultados muestran que las consultas evolucionadas no tienden a sobreajustar los datos

de entrenamiento sino que también logran ser efectivas en un corpus totalmente diferente.

Precisi6n @10 promedio
TrS N media 1.C. 95% mejora,

Baseline — 110 0.0153 [0.0131,0.0174] —
Bol — 110 0.0157 [0.0134,0.0181] 3%
Bol* é 110  0.1149  [0.0983,0.1314]  651%
3 110 0.1379 [0.1171,0.1587] 802%
NSGA-II % 110 0.5530 [0.4970,0.6089] 3516%
3 110 0.5359 [0.4791,0.5928] 3405%
MOEA Agregativo I3 110 0.5307 0.4759,0.5855 3370%
3
3 110 0.4958 [0.4423,0.5493] 3142%
Cobertura promedio
TrS N media 1.C. 95% mejora
Baseline — 110 0.0512 [0.0480,0.0545] —
Bol — 110 0.1283__ [0.1203,0.1364] ___150%
Bol* T 110  0.4205  [0.4011,0.4579]  738%
3
3 110 0.4404 [0.4108,0.4700] 768%
NSGA-II 1 110 0.6007 0.5723,0.6292 1073%
3
3 110 0.5860 [0.5582,0.6138] 1044%
MOEA Agregativo % 110 0.5646 [0.5347,0.5945] 1002%
3 110 0.5587 [0.5296,0.5877] 990%
F * promedio
TrS N media 1.C. 95% mejora
Baseline 110 0.0076 0.0069,0.0085
Bol 110 0.0156 0.0134,0.0178 105%
Bol* % 110 0.1254 0.1079,0.1430 1549%
3 110 0.1410 [0.1208,0.1613] 1753%
NSGA-II é 110 0.5255 [0.4819,0.5690] 6805%
3 110 0.5037 [0.4603,0.5471] 6519%
MOEA Agregativo é 110 0.4978  [0.4553,0.5403]  6442%
3 110 0.4771 [0.4360,0.5183] 6170%

Tabla 6.9: Consultas Baseline vs. consultas ajustadas con el método Bol y Bol* vs. consultas
evolucionadas con NSGA-II y MOEA agregativo: media, intervalos de confianza y mejora obser-
vada en la calidad promedio de las consultas sobre 110 tépicos con respecto al método Baseline.
TrS refiere al tamano del indice de entrenamiento utilizado en cada caso.

La tabla 6.9 presenta el rendimiento de las consultas obtenidas con los método Baseline,

Bol y Bol* y las consultas evolucionadas con el NSGA-IT y el MOEA agregativo. Esta
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comparaciéon muestra que las consultas evolucionadas por el algoritmo NSGA-II y el algo-
ritmo MOEA agregativo superan a las generadas con el método Baseline y a las consultas
refinadas con las técnicas Bol y Bol*. Ademaés, las mejoras son estadisticamente signifi-
cantes. Por otro lado, se puede concluir que los algoritmos NSGA-IT y MOEA agregativo
tienen similar rendimiento sobre el conjunto de prueba.

Como se dijo anteriormente, se realizaron experimentos con dos indices de entrenamiento
de tamano diferente. Hemos observado que cambiar el tamano del indice de entrenamiento
de 2/3 a 1/2 del corpus no afecta de manera significativa el rendimiento global de las con-
sultas evolucionadas cuando se las utiliza sobre el conjunto de prueba. Este hecho puede
deberse a que mas alla de tener un tamano significativamente menor, cada topico preserva
suficiente cantidad de informacion como para poder guiar la busqueda de los MOEAs ha-
cia buenas soluciones.

Finalmente, como caracteristica particular de este problema de optimizacién, hemos no-
tado que la distribucion de los documentos parece tener cierta relacién con el nivel de
Precision@10 alcanzado. En nuestro corpus, los documentos no se encuentran distribui-
dos de manera uniforme entre los topicos. Hemos notado que, en general, los topicos
méas poblados permiten alcanzar mayor Precision@10 que los menos poblados. La in-
tensidad de una relacion lineal entre dos variables, por lo general, se mide mediante el
coeficiente de correlacion de Pearson (p), cuyos valores van desde —1, correspondiente
a una correlacién perfectamente negativa, hasta +1, correspondiente a una correlaciéon

perfectamente positiva y se calcula mediante la formula:

(X - X)(Y, - )
p=— _ (6.21)
\/;oa- — XR SV

donde X; e Y; son los valores observados para ambas variables para la i-ésima muestra
y X e Y son las medias de cada variable. El analisis de correlacion se muestra en la
tabla 6.10 y revela una correlacion positiva entre el tamano del topico y la Precision@10
alcanzada por las consultas evolucionadas para cada topico. Un anélisis similar en las otras
métricas utilizadas en estos experimentos no son informativas ya que, por definicion, el
tamano del topico (es decir la cantidad de documentos relevantes) afecta negativamente
a la cobertura. De todas maneras, es importante destacar que aunque los topicos mas

voluminosos tienden a conducir a altos valores de Precision@10, algunos topicos menos
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numerosos también permitieron un muy buen desempeno. Esto deja dilucidar que la
habilidad para aprender buenas consultas para un tépico depende de muchos factores,
los cuales no son solamente cuantitativos (p. ej. el tamano del topico) sino también

cualitativos (p. ej. el vocabulario del topico).

TrS correlacién p-value
0.3130 0.0009
0.3011 0.0014
0.3557 0.0001
0.2449 0.0099

NSGA-II

MOEA Agregativo

1001 DI | =000 | DO |

Tabla 6.10: Correlacion de Pearson entre topico, tamafno y Precision@10. TrS refiere al tamano
del indice de entrenamiento.

Discusiéon

Eficiencia. En un andlisis de eficiencia del método deberiamos tener en cuenta: (1)
el tiempo necesario para enviar una consulta y recuperar los resultados, (2) el tiempo
necesario para el computo de las funciones de aptitud asociadas a cada consulta y (3)
el tiempo necesario para comparar a los individuos y seleccionar a los mas promisorios.
Otros aspectos, como el tiempo necesario para realizar la recombinaciéon o la mutaciéon no
tienen impacto significante. El costo de tiempo de enviar una consulta y recuperar sus
resultados dependera de si la biisqueda se hace a un corpus local o remoto. Para el estudio
reportado en la versién multi-objetivo del algoritmo, se utilizaron conjuntos de documen-
tos indexados localmente y, por lo tanto, el tiempo de acceso fue considerablemente menor
que en la version mono-objetivo, la cual accede a la web. Bajo las nuevas condiciones (un
indice local) la arquitectura puede acceder a cada documento en una constante de tiempo
determinada.

Las funciones de aptitud implementadas pueden calcularse identificando la porcion de
los diez primeros documentos que corresponde a documentos relevantes (para precision a
diez) y la porcion de los documentos relevantes que han sido recuperados (para cobertura).
Para estos calculos es suficiente con tener acceso a informacion referida a la relevancia
de cada documento y de cada topico y no es necesario realizar el analisis del contenido
de cada documento. Otras funciones de aptitud, como las basadas en similitud pueden
resultar mas intensas computacionalmente.

Finalmente, la complejidad de la estrategia basada en Pareto para identificar a los mejores
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individuos en cada generacion es O(m *n?), donde m es el niimero de objetivos (en estos
estudios es m = 2) y n es el tamano de la poblacion [Deb01], un tiempo que puede ser
significativamente reducido (a O(m * n * log(n))) si se aplican algoritmos més eficientes
para el ordenamiento de los conjuntos de no-dominacion |Jen03|. Por otra parte, la com-
plejidad de la estrategia agregativa en cada generacion es O(n).

Si bien los EAs se ejecutaron durante 300 generaciones, se puede observar que, usualmente,
30 generaciones son tiempo suficiente para identificar individuos con buen rendimiento.
Cada generacion involucra la emision de tantas consultas como individuos hay en la
poblacion y esto se combina con el tiempo de recuperacion y el tiempo de analisis de
resultados. Como consecuencia, el costo computacional del proceso completo es alto
y, por lo tanto, es importante notar que el esquema propuesto no pretende brindar un

mecanismo de busqueda en tiempo real.

Favoreciendo la exploracion con el reservorio de mutacién. Un aspecto impor-
tante de la metodologia propuesta es el reservorio de mutaciéon que contiene nuevas posi-
bles palabras recolectadas a lo largo de las generaciones. KEste componente de la in-
fraestructura ha demostrado sus beneficios en la version mono-objetivo. En esta segunda
version, se analizaron nuevas palabras incorporadas por el proceso de bisqueda y se en-
contré que muchos de ellos son muy buenos descriptores para el tépico bajo estudio. Por
ejemplo, el topico SHOPPING/PETS/BIRDS contiene los siguientes términos en su de-
scripcion: “birds, canaries, considered, doves, finches, include, kept, parrot, pets, pigeons,
poultry, softbills, species, wild”. Uno de los mejores individuos evolucionados por el algo-
ritmo NSGA-II para este topico fue la consulta q="“administr, aviari, belli, birds, cabela,
canaries, chat, cleanest, cockatoo, harrison, hitag2, keepac, lamp, purpl, realtim, Tib,
tasti, toi, twinleath ”, con una Precision@10 = 1 y un Cobertura = 0.8968. Se puede
notar que excepto por birds y canaries los términos no se encuentran en la descripcion
inicial del topico. Ademaéas, una busqueda breve en la web revela que la mayoria de ellos
tienen una relacion directa con el topico (p. ej. cockatoo refiere a la especie de loro mas-
cota cacatua, una de las mas populares en este tipo de mascota). El hecho de encontrar
nuevas palabras no presentes en la descripciéon de tépico en una consulta de tan buena
calidad resalta la importancia de la exploracion de vocabulario nuevo por medio del uso

del reservorio de mutacion.
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Enfoque Agregativo vs. multi-objetivo. Hemos visto que el enfoque agregativo
es computacionalmente menos intenso que el no agregativo. Ademas, distinto a lo que
ocurre con los métodos de optimizacién basados en Pareto, las técnicas agregativas per-
miten definir de forma relativamente simple funciones de puntuacion que favorezcan a un
objetivo con respecto al otro. Por ejemplo, una generalizacion de la métrica Fj puede ser
definida como |Rij79|:

(1 + %) - (Precision - Cobertura)

6.22
(B2 - Precision + Cobertura) (6.22)

Fy=

Esta medida permite dar  veces més importancia tanto a la precisién como a la cobertura.
Por otro lado, se sabe que la mayoria de las técnicas agregativas no son capaces de generar
porciones concavas del frente de Pareto |[CLV07| y, por lo tanto, no serian aplicables en
ciertos escenarios de optimizaciéon, en cuyo caso las técnicas basadas en Pareto seran

preferidas.



CAPITULO 7

CONCLUSIONES

7.1 Revision

Debido al gran crecimiento de las bases de datos y al gran niimero de documentos de
texto dispersos alrededor del mundo, la tarea de recuperacion de informacién se ha vuelto
una de las més importantes cuestiones de investigaciéon en informética, dando origen a
campos bien consolidados como la mineria de datos y texto. La mineria en general, puede
verse (a grandes rasgos) como el proceso de establecer el problema y formular hipotesis,
recolectar datos o texrto, realizar el preprocesamiento necesario, llevar a cabo el proceso de
mineria propiamente dicho y analizar e interpretar el modelo obtenido previo a llegar a
la etapa de toma de decisiones. El objetivo general de esta tesis fue el estudio, desarrollo
y evaluacién de herramientas evolutivas durante la etapa de mineria, tanto para datos
como para texto. Mas especificamente, se plantearon distintos algoritmos evolutivos para
una de las ramas generales de investigacion dentro de mineria de datos, el problema de
seleccion de caracteristicas, y para una de las tareas principales necesarias en mineria de
texto, el problema de recuperacion temdtica.

Se ha demostrado que el problema de Seleccion de Descriptores (F'S por sus siglas en Inglés
de Feature Selection) es NP-completo [DR94|, por lo que, el mecanismo computacional
que se utilice debe seguir una alternativa heuristica para lograr encontrar un subconjunto
de variables razonablemente bueno en un periodo de tiempo aceptable. Nuestra propuesta
consistio en incorporar una etapa evolutiva como primera fase de refinamiento dentro de
una arquitectura méas compleja. Esta arquitectura posee una segunda etapa, basada en el
uso de redes neuronales, que mejora los resultados brindados por la primera. A través de
este proceso de dos etapas se logra alcanzar resultados de alta calidad con un algoritmo de

complejidad razonable. La tarea de seleccion de caracteristicas presenta miltiples instan-

169



170 Capitulo 7. Conclusiones

cias de aplicacion en problemas reales complejos como: andlisis de niveles de expresion de
genes (usando microarrays), extraccion de genes para diagndstico de cincer por medio de
eliminacion recursiva de caracteristicas (RFE por sus siglas en inglés de Recursive Feature
Elimination), andlisis de relacion cualitativa y cuantitativa de propiedades para diseno de
drogas, filtrado de texto o reconocimiento de caras.

Por otro lado, el proceso de recuperaciéon tematica puede llevarse a cabo mediante dos
pasos basicos. Primero, formulando consultas relevantes con respecto a un contexto
teméatico. Segundo, presentando dichas consultas a un motor de biisqueda para recu-
perar documentos relevantes. En base a estos dos pasos, podemos notar que la calidad
del material recuperado serd sumamente dependiente de las consultas que se presentan,
con lo cual, la generacion inteligente de conjuntos de palabras se ha convertido en un
problema de investigacién importante para el drea de mineria de texto. En esta tesis,
se propuso el uso de una arquitectura que incorpore un ciclo evolutivo que sea capaz de
generar consultas de manera inteligente, con el fin de lograr la recuperacion de documen-
tos relevantes con respecto a un topico de interés. La infraestructura estd compuesta por
una representacion interna del topico de interés, un mecanismo de generacion de consultas
iniciales, un ciclo evolutivo (conformado por una poblacion de consultas, los operadores
genéticos, el proceso de seleccion y el modulo para evaluacion del fitness), un reservorio
de vocabulario nuevo, la herramienta para extracciéon de términos de dicho reservorio, y
un motor de bisqueda como medio de comunicacién entre el sistema y la colecciéon de
documentos.

La versatilidad de la propuesta permite que sea ttil en importantes campos de aplicacion,
por ejemplo: bisqueda basada en la tarea del usuario, sistemas de recuperacion para por-
tales web, acceso a la web oculta, recopilacion de informacion persistente y soporte en

gestion del conocimiento.

7.2 Principales contribuciones

Algoritmos desarrollados en seleccién de caracteristicas. La seleccion de carac-
teristicas presenta dos objetivos basicos: el de determinar cudl es la menor cardinalidad
posible para el subconjunto de caracteristicas seleccionadas, y el de determinar cudles son

las caracteristicas méas relevantes para ilustrar cierta relacion.
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7.2.1 Aproximacién mono-objetivo para seleccién de caracteristicas

Como primer paso dentro de este problema, se desarrollé un algoritmo evolutivo que
asume como conocido el namero de caracteristicas y debe determinar cudles son las mas
relevantes. El algoritmo se incorpor6 a la arquitectura de dos fases, formando parte del
método de wrapper encargado de la bisqueda masiva de descriptores. Para evaluar a los
individuos se emplearon varias técnicas de prediccion: la primera basada en arboles de
decision, la segunda en regresion lineal miultiple y la tercera en regresion no lineal. La
combinacién de distintas técnicas de aprendizaje automatizado con frecuencia ha super-
ado al uso de técnicas en forma individual y este es un ejemplo claro. Por ejemplo, el uso
de arboles de decision permitié una evaluacion veloz de los individuos. Ademas, algunas
de las distintas técnicas de prediccion utilizadas permitieron capturar la no linealidad
presente en los datos, como ocurrié con el caso del conjunto de datos correspondiente a
hidrofobicidad. Dado que la arquitectura de dos fases propuesta realiza una busqueda
inicial veloz durante la primera etapa (reduciendo el nimero de descriptores), la segunda
etapa, que es la encargada de mejorar los resultados obtenidos por el algoritmo evolutivo
embebido en el wrapper, puede estar compuesta por un método més lento.

El algoritmo evolutivo incorporado al esquema de dos fases se evalud sobre el caso de es-
tudio de la propiedad hidrofobicidad, la cual es una de las propiedades fisicoquimicas méas
extensamente estudiadas, debido a la dificultad de determinar su valor experimentalmente
y también porque esta relacionada con la estimacion de propiedades ADMET (Absorcion,
Distribucion, Metabolismo, Excrecion y Toxicidad). En este caso de estudio complejo la
arquitectura logrd la obtencion de subconjuntos de descriptores de relevancia establecida
por la literatura. Por ejemplo, mediante un anélisis de la frecuencia de selecciéon para los
descriptores mas seleccionados en todas las corridas realizadas, se pudo ver que el nimero
de dtomos donantes o contribuyentes para los enlaces H (nHDon), el factor hidrdfilo (Hy)
y la suma punto de carga + hibridacion (D S), fueron los descriptores mas frecuente-
mente seleccionados y estan considerados como descriptores de razonable influencia para
la hidrofobicidad. Cabe notar, que para la evaluacién de la arquitectura se tuvieron que
realizar distintos experimentos con distintos tamanos de subconjuntos de descriptores se-
leccionados. Esta tarea fue necesaria para poder aproximar una cardinalidad razonable
para los subconjuntos. Este analisis no fue absolutamente prohibitivo en cuanto a tiempo;
sin embargo, no se prob6 de manera exhaustiva con todos los tamanos posibles e implico

que el nimero de experimentos se triplicara.
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7.2.2 Aproximacién multi-objetivo para seleccién de caracteristicas

El segundo paso de investigacion, fue el desarrollo de un esquema multi-objetivo a ser
incorporado dentro del wrapper. Este algoritmo, a diferencia del primero incorpora el
ntimero de descriptores seleccionados como un segundo objetivo a minimizar. El método
de evaluacion del error predictivo de los subconjuntos de descriptores contemplo varias téc-
nicas de forma similar a la que se plante6 para el EA mono-objetivo. Para llevar adelante
la optimizacién simultdnea del error y de la cardinalidad se utilizaron técnicas basadas
en Pareto de eficacia y eficiencia conocidas y se propuso una estrategia agregativa que
combina los dos objetivos. Se propusieron un total de 12 diferentes métodos de wrapper,
los cuales resultaron de la combinacion de tres técnicas de evoluciéon multi-objetivo con
cuatro métodos de evaluacion del error predictivo. Nuevamente los resultados obtenidos
por la primera fase, fueron utilizados por la segunda fase de la arquitectura para mejorar
su capacidad predictiva.

La arquitectura se evalud con tres conjuntos de datos reales distintos, dos que pueden ser
modelados por una relaciéon més bien lineal y con pocos descriptores, y el de hidrofobici-
dad que requiere un modelo mucho méas complejo y que implica ademéas una cardinalidad
mayor en los subconjuntos de descriptores seleccionados. Los resultados obtenidos para to-
dos los conjuntos de datos, fueron comparables y en algunos casos mejores a los reportados
en la literatura. Ademads, se realizd6 un andlisis comparativo entre las distintas estrate-
gias multi-objetivo desarrolladas. Cuando se analizaron los resultados con los primeros
dos conjuntos de datos, descubrimos que el método de evaluacion del error de prediccion
basado en regresion lineal fue el que obtuvo mejores resultados, en tanto que las estrate-
gias basadas en Pareto fueron mejores que la agregativa. Mientras que, para el conjunto
de datos de hidrofobicidad, la estrategia agregativa fue mejor, sin importar cuil método
de evaluacion de error de prediccion se utilice. Cuando el conjunto de datos no condujera
a una relacion sumamente compleja que no incorpore demasiados descriptores se observo
que los tres esquemas evolutivos multi-objetivo alcanzan resultados exitosos, aunque los
Pareto parecen realizar una mejor optimizaciéon de la cardinalidad. Por esta razon, en
estos casos, el impacto més fuerte vendra del método de evaluacion de prediccion uti-
lizado. Sin embargo, cuando la relacion fuera mas compleja y exigiera mayor cardinalidad
de los subconjuntos de descriptores seleccionados, la estrategia multi-objetivo evolutiva
empleada es mas influyente, siendo la estrategia agregativa la que obtuvo mejores resul-

tados.
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La arquitectura multi-objetivo propuesta para seleccion de caracteristicas, tiende a encon-
trar subconjuntos de descriptores seleccionados con cardinalidad minima y buena capaci-
dad predictiva. Esto favorece la interpretaciéon humana de los resultados y disminuye el
numero de hipotesis de aprendizaje asociadas a un subconjunto de descriptores. Dado que
la arquitectura fue capaz de obtener resultados exitosos con los tres conjuntos de datos, y
en particular con el de hidrofobicidad (cuya relacion entre la propiedad y los descriptores
se sabe que es no lineal) podemos concluir que constituye una metodologia prometedora
més alla de la linealidad o no presente en las relaciones entre los datos y la variable que
se intenta modelar, y que su uso es conveniente para realizar seleccion de caracteristicas
en problemas complejos que involucren un gran nimero de caracteristicas. Ademas puede
pensarse como un tipo de método de complejidad moderada, compuesto por un mecanismo
liviano de preseleccion de subconjuntos y seguido de un método mas fuerte para evaluar
la capacidad predictiva de los subconjuntos. Por tltimo, cabe destacar que la generalidad
de esta novedosa arquitectura va mas alla del problema de seleccién en QSAR y QSPR y
que puede ser pensado como un método general para seleccion de caracteristicas en la que
los EAs han demostrado su capacidad de soporte. Finalmente, el trabajo de investigacion
desarrollado brinda un marco de comparacién y constituye una guia de los pasos basicos
a seguir para evaluar cualquier proceso de seleccion de caracteristicas que opere de forma

similar.

Algoritmos desarrollados en bisqueda tematica. La recuperacion tematica puede
resolverse mediante dos pasos: la generacion de consultas de alta calidad y la presentacion
de dichas consultas a un motor de busqueda a fin de recuperar documentos relevantes.
Sin embargo, la generacién de consultas de alta calidad no es una tarea trivial. En esta
tesis se propuso, desarroll6 y evalu6é una arquitectura que incorpora, entre sus elementos
principales, un ciclo evolutivo destinado a la evolucién de consultas para la recuperacion
de material relevante. El material recuperado por estas consultas automaticamente mejo-
radas puede ayudar en importantes tareas dentro de IR, por ejemplo, acercando infor-
macion de interés a los usuarios (sin exigir su participacion), brindando nuevo material a
sistemas de gestion de conocimiento, recolectando conjuntos de documentos relacionados

para portales tematicos o recuperando informacién de la Web Invisible.
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7.2.3 Aproximacién mono-objetivo para recuperacion de informacién temaética

El primer diseno contempl6 la utilizacion de un algoritmo evolutivo mono-objetivo el
cual nos permitio analizar la aplicabilidad de la metodologia en este problema de gran
interés en IR, definir métricas de evaluacion de desempeno posibles, estudiar el impacto
de aplicar elitismo y distintas tasas de mutacion, y proponer criterios de evaluacion ra-
zonable para la arquitectura a fin de evaluar los resultados obtenidos. La primera métrica
de evaluacién de desempeno utilizada fue la de similitud por coseno, la cual expresa la
cercania entre dos documentos. En base a esta medida, se defini6 la calidad de una con-
sulta, la cual no recupera un tinico documento, sino un conjunto de documentos. Gracias
a la utilizacion del reservorio de palabras aprendidas, la arquitectura es capaz de des-
cubrir términos nuevos y relevantes que no aparecen en la descripcion original del topico,
y que permiten alcanzar documentos relevantes. El rendimiento del EA se midié sobre
los criterios de evaluacion definidos. Como topico de interés se capturaron descripciones
de topicos pertenecientes al directorio DMOZ (dmoz.org). En los experimentos realiza-
dos se tuvieron en cuenta varias corridas por topico a fin de determinar la estabilidad
de la arquitectura. Los resultados demostraron que el algoritmo evolutivo logra mejoras
estadisticamente significativas con respecto a las generaciones iniciales (es decir, los inter-
valos de confianza de la primera generacion no se solapan con los intervalos de confianza
de la altima). Esto significa que el EA es capaz de evolucionar consultas con una calidad
considerablemente superior a la de las consultas generadas directamente a partir de la de-
scripcion de topico. Ademaés, cabe notar que el nimero de generaciones (20) y la cantidad
de individuos (60) son valores pequenos comparado con problemas clasicos en los que se
utilizan EAs.

La aplicacion de elitismo y diferentes tasas de mutacion demostrd que, en este problema,
las poblaciones se comportan de forma similar a otros problemas de optimizacioén. Por lo
tanto, los valores clasicos para los parametros del EA parecen ser adecuados también en
este problema. Por otra parte, demostrd que si fuera necesario intensificar la explotacion
o exploracion del espacio de documentos, podemos variar los porcentajes de cruzamiento
y mutacion respectivamente.

Adema4s se propuso una nueva métrica de similitud, o, con la cual se pudo enfatizar
la importancia de la recuperacion de material similar y novedoso. Al mismo tiempo,
esta métrica permite asegurar que la mejora en la calidad de las consultas a través de

las generaciones no se debe solamente al hecho de que estemos tomando cada vez més
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términos de la descripcion del topico de interés. Al igual que con la primera métrica, se
realizaron miultiples corridas para cada topico y los resultados demostraron que la mejora
de los documentos recuperados por las consultas de la tiltima generacién son estadistica-
mente significativas respecto de los recuperados por las consultas de la primera generacion.
Ademas, entre los nuevos términos introducidos por el proceso de biisqueda, descubrimos
muchos que resultan ser buenos descriptores para el topico de interés, atin cuando estos
no formaran parte de la descripcion inicial del topico.

Para poder evaluar el rendimiento del EA a lo largo de las generaciones se adopt6 un cri-
terio de evaluacion basado en la calidad de las consultas de toda la poblacion, el cual nos
permite asignar un valor de rendimiento a cada generaciéon. Una aproximaciéon evolutiva
para recuperacion de informaciéon tematica es exitosa si la calidad del material recuperado
por las consultas de la iltima generacion supera estadisticamente a la calidad del mate-
rial recuperado por las consultas de la generacién inicial. Esta afirmacion fue cierta para

todas las versiones implementadas.

7.2.4 Aproximacién multi-objetivo para recuperacién de informacion temaética

Como paso siguiente dentro de la investigacion en la rama de mineria de texto, se
disend, desarrolld y evalud un ciclo evolutivo multi-objetivo para la infraestructura prop-
uesta. Esta nueva instancia estuvo orientada a la recuperacion de la mayor cantidad
posible de material relacionado y la menor cantidad posible de material no relacionado.
Para ello, la métrica de similitud utilizada en la primera versiéon no resulta la mas ade-
cuada. En su lugar, estos aspectos son clasicamente evaluados por medio de precision y
cobertura. Dado que las definiciones de precision y cobertura exigen el conocimiento total
del corpus de documentos, se propuso el entrenamiento del algoritmo sobre un corpus
de documentos y el testeo de los resultados en un corpus diferente, asegurando de esta
manera, la generalidad de las consultas evolucionadas. Para armar los indices se recolec-
taron topicos del directorio DMOZ, cada uno de los cuales se dividio aleatoriamente de
tal forma que una parte de sus péginas fueron destinadas a entrenamiento y la restante se
reservd para el testeo. Las consultas evolucionadas sobre el corpus de entrenamiento, se
utilizaron luego sobre el corpus de testeo y los resultados demostraron una mejora notable
cuando se las comparo6 con los demés métodos y con las consultas generadas a partir de
la descripcion.

Para analizar las ventajas de la aplicacién del EA multi-objetivo, se realizaron estudios

comparativos evaluando el comportamiento del sistema cuando se persiguen los objetivos
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en forma separada (esquemas mono-objetivo) y el comportamiento del sistema cuando
ambos objetivos son tenidos en cuenta de manera integral. En este anélisis se tuvieron en
cuenta, una version del algoritmo NSGA-II basado en técnicas de Pareto y una estrate-
gia totalmente nueva basada en técnicas agregativas, la cual combiné y adaptd métricas
ampliamente conocidas en IR.

Tanto el enfoque basado en técnicas Pareto, como el enfoque agregativo demostraron gran
superioridad con respecto a los enfoques que intentaron optimizar los objetivos en forma
individual. Ademas, los resultados obtenidos por medio de los enfoques multi-objetivo
propuestos se compararon con una generalizacion conocida del método de Rochio (Bol)
y con una version supervisada del mismo (Bol*), demostrando ser notablemente mejores
estadisticamente. Por otra parte, al igual que en el caso del esquema mono-objetivo, se
pudieron observar mejoras significativas entre las consultas evolucionadas de la dltima
generacion y las consultas iniciales.

En base a los resultados obtenidos, podemos concluir que la infraestructura propuesta
resulta sumamente util para este tipo de problema de mineria de texto. En particular,
la version multi-objetivo aborda de manera novedosa dos métricas sumamente dificiles de

conciliar.

7.3 Trabajo futuro

Una de las tareas pendientes en estas investigaciones es la evaluacion de ambas
metodologias desde una vision mas volcada al comportamiento evolutivo de las pobla-
ciones. Este analisis podria incorporar la utilizacién de métricas como el indicador de
hipervolumen, la distancia generacional, la cobertura entre poblaciones y el espaciado y
la extension del frente de individuos no dominados. Sin duda, otra tarea interesante es
probar diferentes operadores de mutacion, recombinacion, seleccién y técnicas de nicho.
Por otro lado, con respecto a la evaluacién de los individuos, esperamos llevar a cabo
experimentos adicionales, en los cuales se planea utilizar nuevas funciones de aptitud
basadas en otros métodos y métricas provenientes de las comunidades de aprendizaje
automatizado y recuperacién de informacion.

Con respecto a los algoritmos desarrollados para seleccion de caracteristicas, una prop-
uesta interesante es la aplicacion de la metodologia sobre otras propiedades fisicoquimicas
e incluso en otras areas de investigacion (por ejemplo, para seleccion de genes). En

el area de busqueda tematica, un trabajo prometedor consiste en la aplicacion de
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programaciéon genética para lograr la evolucion de consultas mas complejas, las cuales
podrian incorporar el uso de operadores booleanos dentro de su sintaxis. La combinacion
de esta metodologia dentro de la arquitectura propuesta en esta tesis podria alcanzar
resultados sumamente interesantes. Otras propuestas interesantes estan relacionadas
con la extension o modificacion de la arquitectura propuesta, por ejemplo: podria
ser acoplada a sistemas de recomendacion de informaciéon persistente, extenderse para
aceptar sugerencias de cambio de contexto en forma dinamica, adaptarse o extenderse
para ser utilizada para inferir co-ocurrencia entre términos, y colaborar en el desarrollo
de herramientas para descubrir informacién seméanticamente relacionada.

El trabajo mas interesante a futuro resulta de considerar, en forma conjunta, los
conocimientos y algoritmos desarrollados mediante ambas metodologias, y abordar el
desarrollo de herramientas que sirvan de soporte para la reconstruccion de redes de
asociacion entre rutas biologicas. En particular las técnicas de mineria de texto, pueden
servir para el anélisis automatico de las grandes colecciones de documentos existentes en

el area, a fin de descubrir asociaciones entre grupos de genes.
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